
Univerzita Komenského v Bratislave

Fakulta matematiky, fyziky a informatiky

Využitie homológie v rozpoznávaní
bakteriálnych plazmidov

Bakalárska práca

2025
Kristián Andraščík





Univerzita Komenského v Bratislave

Fakulta matematiky, fyziky a informatiky

Využitie homológie v rozpoznávaní
bakteriálnych plazmidov

Bakalárska práca

Študijný program: Informatika
Študijný odbor: Informatika
Školiace pracovisko: Katedra informatiky
Školiteľ: doc. Mgr. Bronislava Brejová, PhD.

Bratislava, 2025
Kristián Andraščík





Univerzita Komenského v Bratislave
Fakulta matematiky, fyziky a informatiky

ZADANIE ZÁVEREČNEJ PRÁCE

Meno a priezvisko študenta: Kristián Andraščík
Študijný program: informatika (Jednoodborové štúdium, bakalársky I. st., denná

forma)
Študijný odbor: informatika
Typ záverečnej práce: bakalárska
Jazyk záverečnej práce: slovenský
Sekundárny jazyk: anglický

Názov: Využitie homológie v rozpoznávaní bakteriálnych plazmidov
Use of Homology in Plasmid Detection

Anotácia: Plazmidy sú krátke kruhové molekuly DNA, ktoré sa prenášajú medzi
bakteriálnymi bunkami a môžu šíriť napríklad gény rezistencie na antibiotiká.
Cieľom práce je rozšíriť systém PlASgraph2 na rozpoznávanie plazmidov
o využitie informácie o podobnosti skúmanej sekvencie so známymi
plazmidovými a neplazmidovými sekvenciami.

Vedúci: doc. Mgr. Bronislava Brejová, PhD.
Katedra: FMFI.KI - Katedra informatiky
Vedúci katedry: prof. RNDr. Martin Škoviera, PhD.

Dátum zadania: 30.10.2024

Dátum schválenia: 30.10.2024 doc. RNDr. Dana Pardubská, CSc.
garant študijného programu

študent vedúci práce



Poďakovanie: Ďakujem školiteľke mojej bakalárskej práce doc. Mgr. Bronislave
Brejovej, PhD. za odoborné vedenie a profesionálny prístup.

iv



Abstrakt

V tejto práci sme sa zamerali na vylepšenie systému plASgraph2, ktorý slúži na roz-
poznávanie plazmidov. Plazmidy sú molekuly DNA nachádzajúce sa v bakteriálnych
bunkách a môžu prenášať gény rezistencie voči antibiotikám. Vstupné parametre plASg-
raph2 sme rozšírili o informácie o podobnosti génových sekvencií. Na základe známych
sekvencií sme vytvorili model čiastkových sekvencií spolu s ich relatívnym výskytom
v plazmidových a neplazmidových sekvenciách. Dotazovanú sekvenciu sme najprv po-
rovnali so sekvenciami nášho modelu a pokúsili sa určiť jej príslušnosť. Tento údaj o
príslušnosti sme následne pridali do plASgraph2.

Kľúčové slová: plazmid, plASgraph2, homológia
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Abstract

In this work, we focused on improving the plASgraph2 system, which is used for plasmid
recognition. Plasmids are DNA molecules found in bacterial cells that can transfer genes
responsible for antibiotic resistance. We extended the input parameters of plASgraph2
by incorporating information about the similarity of gene sequences. Based on known
sequences, we created a model of partial sequences along with their relative occurrence
in plasmid and non-plasmid sequences. We first compared the queried sequence with the
sequences in our model and attempted to determine its classification. This classification
information was subsequently added to plASgraph2.

Keywords: plasmid, plASgraph2, homology

vi



Obsah

Úvod 1

1 Súčasný stav riešenej problematiky 3
1.1 Základné poznatky z bioinformatiky . . . . . . . . . . . . . . . . . . . . 3

1.1.1 Plazmidy . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3
1.1.2 Sekvenovanie a zostavovanie . . . . . . . . . . . . . . . . . . . . 4

1.2 Klasifikácia plazmidov a chromozómov . . . . . . . . . . . . . . . . . . 5
1.2.1 plASgraph2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8

2 Implementácia 13
2.1 Prehlad implementácie . . . . . . . . . . . . . . . . . . . . . . . . . . . 13
2.2 Výber dát . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14
2.3 Predikcia pomocou homológie . . . . . . . . . . . . . . . . . . . . . . . 16

2.3.1 Výber referenčej databázy . . . . . . . . . . . . . . . . . . . . . 16
2.3.2 Trénovanie modelu . . . . . . . . . . . . . . . . . . . . . . . . . 16
2.3.3 Skórovanie . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18

2.4 Aktualizácia plASgraph2 . . . . . . . . . . . . . . . . . . . . . . . . . . 18

3 Výsledky práce 21
3.1 Vplyv krátkych zarovnaní na predikciu . . . . . . . . . . . . . . . . . . 21
3.2 Porovnanie s predchádzajúcimi implementáciami . . . . . . . . . . . . . 24

Záver 27

Príloha A 31

vii



viii



Zoznam obrázkov

1.1 Architektúra plASgraph2. . . . . . . . . . . . . . . . . . . . . . . . . . 9

2.1 Schéma časti implementovaného riešenia využívajúca homológiu . . . . 14
2.2 Schéma časti implementovaného riešenia využívajúca plASgraph2 . . . 15

ix



x



Zoznam tabuliek

2.1 Počet reprezentatívnych atómových segmentov (s dĺžkou aspoň 1000
báz) a počet rodín atómov pre rôzne bakteriálne druhy/skupiny. . . . . 16

3.1 Prehľad trénovacích a testovacích dátových množín Enterococcus fae-
cium a Escherichia coli. . . . . . . . . . . . . . . . . . . . . . . . . . . . 22

3.2 Priemerné hodnoty metrík výkonnosti v závislosti nastavenia paramet-
rov pre Enterococcus faecium . . . . . . . . . . . . . . . . . . . . . . . 22

3.3 Priemerné hodnoty metrík výkonnosti v závislosti nastavenia paramet-
rov pre Escherichia coli . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

3.4 Mediánové hodnoty metrík výkonnosti rôznych klasifikačných metód . . 25

xi



xii



Úvod

Bakteriálne plazmidy sú molekuly DNA, ktoré hrajú kľúčovú úlohu v prenose génov
medzi rôznymi organizmami a sú hlavnými aktérmi v šírení dôležitých vlastností, ako
je napríklad antibiotická rezistencia. Ich všadeprítomnosť a schopnosť rýchleho prenosu
predstavujú významnú hrozbu pre verejné zdravie. Z tohto dôvodu je presné, spoľahlivé
a efektívne rozpoznávanie bakteriálnych plazmidov kľúčové.

Pre detekciu plazmidov zo sekvenčných dát bolo vyvinutých mnoho nástrojov.
[12, 8, 3, 9, 4, 11, 19] Tieto nástroje štandardne spracovávajú grafy zostavenia ge-
nómu, kde jednotlivé vrcholy reprezentujú poskladané sekvencie a hrany znázorňujú
ich potenciálne prepojenia. Výstupom týchto nástrojov je zvyčajne klasifikácia sekven-
cií na plazmidové a chromozómové. Napriek pokroku v oblastiach ako strojové učenie a
neurónových sieti, stále existuje priestor pre robustnejšie a presnejšie metódy detekcie
plazmidov, obzvlášť v kontexte neúplného sekvenovania.

V tejto práci sa zameriavame na vylepšenie systému plASgraph2 [12], ktorý vy-
užíva informácie o topológii grafu, pomocou implementácii grafových konvolučných
sietí. Naším cieľom je rozšíriť systém plASgraph2 o informácie o podobnosti génových
sekvencií. Ide o sekvencie, ktoré boli vytvorené na základe známych sekvencií pomocou
programu geese [10]. Predpokladáme, že konkrétne sekvencie sa môžu vyskytovať viac
v sekvenciách konkrétnej molekuly. Motiváciou pre toto rozšírenie je presvedčenie, že
kombinácia rôznych typov biologických informácií môže viesť k ešte presnejšej a kom-
plexnejšej klasifikácii plazmidových sekvencií.

V prvej kapitole bude poskytnutý teoretický úvod do bioinformatiky, so zameraním
na štruktúru a funkciu bakteriálnych plazmidov, sekvenovanie a zostavovanie. Následne
sa budeme venovať prehľadu existujúcich metód pre detekciu plazmidov a ich obme-
dzeniam. Popíšeme aj fungovanie systému plASgraph2. Jadrom práce v druhej kapitole
bude detailný popis metodológie, ktorá zahŕňa výber a spracovanie dát, návrh algorit-
mov využívajúcich homológiu a implementáciu navrhovaných riešení. V ďalšej kapitole
budú prezentované a diskutované výsledky experimentálneho vyhodnotenia implemen-
tovaných metód, vrátane porovnania s už etablovanými prístupmi.
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Kapitola 1

Súčasný stav riešenej problematiky

V nasledujúcej časti vysvetlíme základné princípy z oblasti bioinformatiky a fungovanie
nástroja plASgraph2 [12]. Uvedieme aj jeho doterajšie výsledky a zameriame sa pritom
na jeho variácie, ktoré využívali homológiu na zlepšenie predpovedí.

1.1 Základné poznatky z bioinformatiky

1.1.1 Plazmidy

Vlastnosti organizmov sú zakódované v ich genetickej informácii. Genetická informácia
má formu fyzickej postupnosti nukleotidov. Ak neberieme do úvahy vírusy, postupnosť
nukleotidov je uložená v molekule DNA (z ang. deoxyribonucleic acid). Nukleotidy v
DNA obsahujú jednu zo štyroch dusíkatých báz a takto tvoria abecedu genetického
kódu 𝜎 = 𝐴,𝐶,𝐺, 𝑇 [14][15]. Genetická informácia je uložená najmä v chromozómoch,
dlhých molekulách DNA, ktoré sa nachádzajú v jadre eukaryotických buniek alebo v
nukleoide prokaryotických buniek. Predmetom nášho skúmania sú baktérie, ktoré sú
prokaryotickými organizmami. V prípade baktérií sa však genetická informácia nachá-
dza aj mimo chromozómu, a to v plazmidoch. Plazmid je teda molekula DNA, avšak
nenachádza sa v nukleoide baktérie, ale voľne v cytoplazme bunky. DNA plazmidu je
teda fyzicky oddelená od chromozomálnej DNA. Najčastejšie sa vyskytuje ako kruhová
dvojvláknová molekula DNA. Na rozdiel od chromozómov je plazmid podstatne kratší,
zvyčajne kratší, spravidla o jeden až dva rády. Rovnaký plazmid sa môže v baktériách
vyskytovať viacnásobne a pri rozmnožovaní sa prenáša do oboch potomkov. Baktéria
však dokáže získať nový plazmid aj z prostredia alebo prostredníctvom výmeny medzi
dvoma baktériami. Ďalšou významnou vlastnosťou plazmidov je ich schopnosť repliko-
vať sa autonómne, nezávisle od replikácie chromozómu.
Vlastnosti zakódované v plazmidoch nie sú esenciálne pre prežitie organizmu, posky-
tujú však výhody v meniacom sa prostredí. Z nášho pohľadu je najdôležitejšou vlast-
nosťou, ktorá zároveň predstavuje hlavnú motiváciu nášho výskumu, rezistencia voči
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antibiotikám. Práve schopnosť niektorých plazmidov prenášať sa priamym fyzickým
kontaktom medzi baktériami je významným faktorom pri rýchlom šírení genetických
vlastností, ako je rezistencia voči antibiotikám. Toto šírenie génov antibiotickej rezis-
tencie je hlavnou hnacou silou súčasnej krízy antibiotickej rezistencie, ktorá predstavuje
vážnu hrozbu pre verejné zdravie. [17]

1.1.2 Sekvenovanie a zostavovanie

Sekvenovanie DNA je proces určovania poradia nukleotidov v DNA molekule. Priame
prečítanie celej molekuly DNA je však technicky náročné, a preto výstupom sekveno-
vania býva veľké množstvo relatívne kratších úsekov (tzv. čítaní), ktoré predstavujú
podsekvencie pôvodnej DNA prítomnej vo vzorke.

V prípade sekvenovania druhej generácie, ktoré bolo použité aj pri získavaní dát
pre túto prácu, sú generované len veľmi krátke fragmenty DNA v rozsahu 35 až 700
bázových párov (bp). Ide o dominantnú metódu sekvenovania v súčasnosti, najmä pre
cenovú dostupnosť.

Okrem toho je ďalšou výzvou fakt, že vzorka obsahuje kompletný genetický materiál
daného organizmu (napr. jedného bakteriálneho izolátu) alebo zmesi organizmov (v prí-
pade metagenomickej analýzy). Výsledkom sekvenovania sú preto zmiešané fragmenty
DNA pochádzajúce z rôznych zdrojov, vrátane chromozomálnej DNA aj plazmidov.
Tieto obmedzenia sekvenovania možno čiastočne kompenzovať, čo však často vedie k
zvýšenej chybovosti a vyšším finančným nákladom.

Zostavovanie (angl. assembly) je proces skladania krátkych úsekov DNA, získaných
sekvenovaním, do dlhších súvislých sekvencií nazývaných kontigy (contigs). Tento pro-
ces využíva prekrývajúce sa oblasti medzi jednotlivými čítaniami na rekonštrukciu pô-
vodnej sekvencie DNA. V ideálnom prípade by výsledkom zostavovania mal byť jeden
finálny kontig pre každý chromozóm alebo plazmid prítomný vo vzorke. V praxi však
často dochádza k fragmentácii v dôsledku opakujúcich sa oblastí, neúplného pokrytia
alebo chýb v dátach.

Graf zostavovania (tzv. assembly graph) slúži ako reprezentácia zostavovacieho pro-
cesu. Vrcholy tohto grafu reprezentujú jednotlivé sekvencie (napr. čítania alebo ich
zlúčené úseky) a hrany označujú prekrývania medzi nimi, teda možnú nadväznosť v
pôvodnej DNA sekvencii.[2] [13]
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1.2 Klasifikácia plazmidov a chromozómov

Pri analýze DNA sekvencií, získaných z bakteriálnych izolátov alebo metagenomických
vzoriek, čelíme problému určenia pôvodu jednotlivých DNA fragmentov. Konkrétne,
naším vstupom je sekvenačná informácia, vo forme kontigov a cieľom klasifikácie je pre
každý takýto kontig určiť, či pochádza z chromozómu alebo z plazmidu.

Analýza plazmidov zo sekvenovaných dát je dôležitá najmä z dôvodu ich schopnosti
prenášať gény rezistencie voči antibiotikám. No zároveň identifikácia a presná rekon-
štrukcia plazmidov, najmä zo sekvenčných dát krátkych čítaní, je náročná pre častú
fragmentáciu. Problém sa ešte komplikuje, ak sú repetitívne sekvencie zdieľané medzi
chromozómom a plazmidom, alebo medzi rôznymi plazmidmi. V takýchto prípadoch
je pôvod kontigu nejednoznačný (ambiguous). Proces detekcie plazmidov možno reali-
zovať na rôznych úrovniach detailu. Najvyššou úrovňou detailu je zostavenie úplných
sekvencií jednotlivých plazmidov. O niečo menej náročnou úlohou je zoskupenie plazmi-
dových kontigov, ktoré pochádzajú z tej istej plazmidovej molekuly. Najzákladanejšou
formou identifikácia je klasifikácia. Aj keď táto úroveň poskytuje najmenej podrobnú
informáciu, je cenná ako východiskový bod pre ďalšiu, detailnejšiu analýzu plazmidov.
V rámci tejto práce sa zameriavame práve na túto formu indentifikácie kontigov podľa
ich pôvodu.

Existuje viacero algoritmických prístupov na klasifikáciu pôvodu kontigov, pričom
väčšina z nich je založená na metódach strojového učenia. Tieto metódy využívajú rôzne
typy vstupných charakteristík odvodených zo samotných sekvenčných dát s kombiná-
ciou rôznych metód strojového učenia. Na základe všeobecnosti vstupných údajov je
možné klasifikačné prístupy rozdeliť na druhovo špecifické a druhovo nezávislé. Druhovo
špecifické prístupy sú navrhnuté pre konkrétne druhy organizmov a sú trénované na
údajoch z týchto druhov. Tieto modely sa zameriavajú na rozlíšenie jemných rozdielov
v rámci daného druhu, a tak môžu dosahovať vyššiu presnosť pri klasifikácii kontigov.
Na druhej strane druhovo nezávislé prístupy sú navrhnuté tak, aby fungovali na širokej
škále organizmov a nie sú špecifické pre žiadny konkrétny druh. Tieto prístupy je preto
možné využiť aj pri novo sekvenovaných baktériách, pre ktoré zatiaľ nie je dostupný
úplne zostavený a nefragmentovaný genóm bez neznámych alebo chýbajúcich oblastí.
[12] [13]

Často využívanou vlastnosťou je napríklad frekvencia podreťazcov danej dĺžky k,
(tzv. k-merov).

Nástroj mlplasmids[4] využíva frekvencie pentamerov (k-merov s dĺžkou 5) a me-
tódu podporných vektorov (z anglického support vector machines). Je druhovo špeci-
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fický a bol natrénovaný na troch druhoch baktérií.
Ďalším príkladom nástroja, ktorý využíva frekvencie k-merov, je PlasClass [8]. Ako

metódu strojového učenia používa hlbokú neurónovú sieť. Model je natrénovaný na veľ-
kých súboroch sekvencií pochádzajúcich z verejných databáz, ako sú RefSeq a PLSDB,
a je druhovo nezávislý. Vstupom pre klasifikátor sú vektory frekvencií k-merov dĺžky 3
až 7, ktoré sú pre každý kontig skombinované do jedného veľkého vstupného vektora.
Výhodou modelu PlasClass je jeho vysoká presnosť aj pri veľmi krátkych kontigoch
(napr. pod 1 kb), kde prístup ako mlplasmid stráca na účinnosti, kvôli možnosti väč-
šieho šumu v krátkych kontigoch. Ďalšími nástrojmi využívajúcimi k-mery sú napríklad
cBar, PlasFlow a Plasmer.

Ďalšou často používanou vlastnosťou je obsah nukleotidov cytozín (𝐶) a guanín
(𝐺) (tzv. GC content), ktorý sa typicky líši medzi chromozomálnymi a plazmidovými
sekvenciami. Okrem toho sa môžu zohľadňovať aj výskyty známych špecifických pod-
sekvencií typických pre plazmidy. [13] Podobne ako pri k-meroch, aj tu sa často využíva
relatívny GC obsah, teda rozdiel medzi GC obsahom kontigu a priemerným GC ob-
sahom celého zostaveného génu. Tento prístup zvyšuje prenositeľnosť modelu medzi
druhmi, pretože model sa učí rozpoznávať relatívny rozdiel, nie absolútnu hodnotu GC
obsahu, ktorá je druhovo špecifická. Nástroje ako Platon [11], PlasForest [9] alebo De-
eplasmid [3] integrujú tieto rozšírené charakteristiky na zlepšenie presnosti klasifikácie.

Ďalším prístupom ku klasifikácii pôvodu kontigov je využívanie homologických in-
formácií. Tento prístup sa opiera o porovnávanie neznámych kontigov s referenčnými
databázami známych plazmidových a chromozomálnych sekvencií. Poprípade sa v kon-
tigoch hľadajú špecifické markéry (napr. replikačné gény).[7] Markér je DNA sekven-
cie, ktorú vieme použiť ako identifikačný znak. [16] V biológii sa pojmom homológia
označuje podobnosť medzi génmi alebo sekvenciami, ktorá vyplýva zo spoločného evo-
lučného pôvodu. Táto podobnosť môže byť identifikovaná na úrovni DNA, RNA alebo
proteínových sekvencií. Homológia na úrovni proteínových sekvencií je zvyčajne silnej-
šia ako na úrovni DNA, pretože proteínové sekvencie sú menej náchylné na mutácie a
zmeny. Zároveň je z tohoto dôvodu schopná zachytiť vzdialenejšie evolučné vzťahy. Pri
porovnávaní proteínov sa zohľadňujú proteínové domény, ktoré predstavujú funkčné a
štrukturálne jednotky proteínov. Na identifikáciu homologických vzťahov medzi sek-
venciami sa používa proces zarovnávania.[1] [13] Na zarovnávanie sekvencií existuje
niekoľko nástrojov, napríklad BLAST (Basic Local Alignment Search Tool)[18], ktorý
je široko používaný na porovnávanie sekvencií DNA, RNA a proteínov. Ďalším nástro-
jom je aj minimap2[6] na zarovnávanie DNA sekvencií.

Nástroje ako Platon[11] a Deeplasmid[3] využívajú homológiu na úrovni proteíno-
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vých sekvencií, zatiaľ čo napríklad PlasForest[9] sa zameriava na porovnávanie nukle-
otidových sekvencií.

Kľúčovým prvkom Platonu je tzv. skóre rozdelenia replikačných génov (RDS), ktoré
kvantifikuje, či je daný gén, ktorý kóduje proteín, častejšie nachádzaný na plazmidoch
alebo chromozómoch v referenčných databázach (napr. UniRef90, RefSeq). Na homo-
logické vyhľadávanie využíva nástrojom Diamond. Priemerný RDS všetkých génov na
kontigu sa potom použije na jeho klasifikáciu, v kombinácii s ďalšími charakteristikami.
Okrem toho Platon využíva aj porovnanie sekvencií pomocou BLASTu proti známej
databáze plazmidov (napr. PLSDB) a deteguje kontigy, ktoré sú pravdepodobne uzat-
voriteľné do kruhu. [11]

PlasForest konkrétne využíva nástroj BLASTn na vyhľadávanie podobností medzi
kontigmi a referenčnou databázou. Pri následnej klasifikácii pomocou náhodného lesa
zohľadňuje nielen najlepšiu zhodu, ale aj počet všetkých zhôd, ich kvalitu a relatívnu
dĺžku prekryvu.[9]

Špecifické markéry, ktoré sú silne asociované s plazmidmi, predstavujú ďalší dôležitý
zdroj informácií pre klasifikáciu.

Platon, Deeplasmid a aj PlasForest sú všetky druhovo nezávislými klasifikátormi.

Vyššie sme spomenuli, aké vstupné dáta sa používajú pri klasifikácii kontigov a
ktoré nástroje ich využívajú. Keďže rôzne typy dát poskytujú komplementárne infor-
mácie, v praxi sa ukazuje že práve ich kombináciou sú modely schopné dosiahnuť väčšiu
presnosť klasifikácie. K-mery a GC obsah môže pomôcť identifikovať aj nové plazmidy
bez homologicky blízkych plazmidov v databázach, zatiaľ čo homológia a markéry po-
skytujú vysokú špecifickosť a funkčný kontext pre známejšie typy plazmidov. Využitie
informácie z topológie grafu zostavenia môžu pomôcť pri klasifikácii krátkych alebo
nejednoznačných kontigov. Cieľom je teda spojiť silné stránky jednotlivých prístupov
a dosiahnuť tak lepšie výsledky. Deeplasmid, PlasForest, RFPlasmid, Platon sú všetko
nástroje, ktoré kombinujú rôzne typy vstupných údajov.[13]

Pri hodnotení výkonnosti klasifikačných nástrojov sa bežne používajú štandardné
metriky. Počty skutočne pozitívnych (𝑇𝑃 ), skutočne negatívnych (𝑇𝐹 ), falošne pozitív-
nych (𝐹𝑃 ) a falošne negatívnych (𝐹𝑁) kontigov sa odvodia z korektnej a predikovanej
klasifikácie.

1. Presnosť (Accuracy): Podiel správne klasifikovaných kontigov zo všetkých klasi-
fikovaných kontigov. ( 𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
).

2. Precíznosť (Precision): Podiel správne identifikovaných plazmidových kontigov zo
všetkých kontigov klasifikovaných ako plazmidové. Vysoká precíznosť znamená
nízky počet falošne pozitívnych výsledkov. ( 𝑇𝑃

𝑇𝑃+𝐹𝑃
).
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3. Citlivosť (Recall, Sensitivity): Podiel správne identifikovaných plazmidových kon-
tigov zo všetkých skutočne plazmidových kontigov. Vysoká citlivosť znamená
nízky počet falošne negatívnych výsledkov. ( 𝑇𝑃

𝑇𝑃+𝐹𝑁
)

4. F1-skóre: Harmonický priemer precíznosti a citlivosti. Poskytuje vyvážené hod-
notenie, obzvlášť užitočné pri nevyvážených dátach. (2 * 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛*𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙
).

5. AUC-ROC (Area Under the Receiver Operating Characteristic Curve): Plocha
pod krivkou, ktorá zobrazuje vzťah medzi mierou pravých pozitív, teda citlivosti
( 𝑇𝑃
𝑇𝑃+𝐹𝑁

) a mierou falošne pozitívnych ( 𝐹𝑃
𝐹𝑃+𝑇𝑁

) pri rôznych prahových hodnotách
klasifikátora. Teda vyššia hodnota AUC (bližšie k 1) indikuje lepšiu schopnosť
modelu rozlišovať medzi triedami.

1.2.1 plASgraph2

PlASgraph2 je nástrojom na identifikáciu plazmidových kontigov, ktoré sú výsledkom
zostavenia sekvenovaných dát z krátkych čítaní. Ako jeden z prvých pritom využíva
grafové neurónové siete(Graph Neural Networks - GNNs) a graf zostavovania. Štruktúra
grafu poskytuje dôležitý kontext pre klasifikáciu, teda že kontigy, ktoré sú v grafe
spojené hranou, s vyššou pravdepodobnosťou pochádzajú z tej istej molekuly, či už
chromozómu alebo konkrétneho plazmidu.

Cieľom tohto prístupu je zlepšiť presnosť klasifikácie, najmä pre krátke kontigy,
prostredníctvom propagácie informácií medzi susednými uzlami v grafe.

Napriek tomu veľmi krátke kontigy (pod 100 báz) nie sú klasifikované, keďže ich spo-
ľahlivá klasifikácia je všeobecne problematické. Napríklad mlplasmids ignoruje kontigy
kratšie ako 1 kbp. V prípade plASgraph2 boli všetky kontigy pod 100 báz odstránené
z grafu a ich susediace kontigy boli prepojené, čím sa zachováva štruktúru bez potreby
ich klasifikácia.

Ďalšou prednosťou plASgraph2 je jeho druhova nezávislosť klasifikácia. Ako jeden zo
vstupov používa relatívny obsahu k-merov. Namiesto absolútnych frekvencií sa počíta
podobnosť k-merového profilu kontigu s profilom celej genómovej zostavy. Očakáva
sa, že chromozomálne kontigy budú mať profil podobný celkovej zostave, zatiaľ čo
plazmidy sa budú líšiť. Tento prístup má za cieľ vytvoriť modely, ktoré sú menej
závislé od špecifických k-merových podpisov konkrétneho druhu a lepšie generalizujú
naprieč rôznymi baktériami. Podobne odôvodnený je aj relatívny GC obsah a relatívne
pokrytie.

Vstupom je teda graf zostavovania s dodatočnými údajmi pre každý kontig:

1. Stupeň uzla v grafe zostavovania.

2. Normalizovaná dĺžka kontigu.
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Obr. 1.1: Architektúra plASgraph2.[12]

3. Logaritmus dĺžky kontigu.

4. Relatívny obsah GC.

5. Relatívne pokrytie.

6. Relatívny obsah 5-merov.

K vstupným parametrom je možné pridať aj ďalšie externé informácie.
Architektúra plASgraph2 je znázornená na obrázku 1.1.
Vstupy sú najprv transformované dvoma plne prepojenými vrstvami do vektora s

dĺžkou 32. Následne sú tieto vektory spracované pomocou šiestich grafových konvoluč-
ných vrstiev za použitia tej istej matice váh. Toto zabezpečuje propagáciu informácií
medzi susednými kontigmi do dĺžky ciest 6. Nakoniec posledné dve plne prepojené
vrstvy vyprodukujú pre každý kontig dve hodnoty. Tie interpretujeme ako pravdepo-
dobnosť, že daný kontig je plazmid alebo chromozóm.

Na základe týchto dvoch hodnôt sú kontigy zaradené do jednej zo štyroch tried:

1. chromozóm (chromosome): Vysoké skóre pre chromozóm, nízke pre plazmid.

2. plazmid (plasmid): Vysoké skóre pre plazmid, nízke pre chromozóm.
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3. nejednoznačný (ambiguous): Vysoké skóre pre obe triedy. Táto kategória je dô-
ležitá, pretože reflektuje biologickú realitu zdieľaných sekvencií prítomných na
chromozómoch aj plazmidoch. Môže tak znížiť počet falošne pozitívnych/nega-
tívnych výsledkov v komplexných oblastiach.

4. neoznačený (unlabeled): Nízke skóre pre obe triedy.

Výsledky plASgraph2 prekračujú alebo sú porovnateľné s výsledkami iných súčas-
ných metód. Nástroj plASgraph2 dosiahol najlepšie výsledky v úlohe klasifikácie plaz-
midov spomedzi porovnávaných nástrojov (mlplasmids, PlasClass, PlasForest, Platon,
Deeplasmid a RFPlasmid), pričom prekonal ostatné v hodnotách F1 skóre, presnosti a
AUC. Pri klasifikácii chromozómových kontigov mal najvyššie F1 skóre nástroj Platon
(0.973), zatiaľ čo plASgraph2 dosiahol druhé najlepšie F1 skóre (0.968).

Vo všeobecnosti sa očakáva, že nástroje založené na homológii dosiahnu lepšie vý-
sledky než tie, ktoré sa spoliehajú výhradne na vlastnosti odvodené zo sekvencie. Na-
priek tomu plASgraph2, ktorý používa len sekvenčné znaky, dokáže prekonávať aj ho-
mológiou podporované nástroje pri klasifikácii plazmidov a dosahuje porovnateľné vý-
sledky pri chromozómoch. Absenciu informácií o homológii kompenzuje tým, že využíva
informácie z okolitých kontigov v graf zostavovania genómu.

Ak sa hodnotenie obmedzí len na kontigy dlhšie ako 1000 báz, výhody nástrojov
založených na homológii (najmä Platon a RFPlasmid) sú zreteľnejšie, pretože tieto
prístupy fungujú lepšie na dlhších sekvenciách. Napriek tomu plASgraph2 dosahuje len
mierne nižšie F1 skóre a presnosť, a v niektorých metrikách dokonca prekonáva Platon
a RFPlasmid. Navyše vykazuje vyššiu presnosť v prípadoch, kde je počet kontigov v
zostave menší. [12].

K vstupným parametrom bol v minulosti pridaný údaj založený na homológii, kon-
krétne na homológii postavenej na proteínových doménach.[13] Tento prístup spočíval
vo výpočte tzv. log-odd skóre pre každú proteínovú doménu. Proces začal identifiká-
ciou podobností medzi vstupnými kontigmi a lokálnou databázou proteínových domén
(Pfam domény z NCBI CDD) pomocou nástroja BLAST (konkrétne rpstblastn s e-
hodnotou ≤ 0.001 a max_target_seqs = 20000). Následne sa pre každú doménu vy-
počítalo log-odd skóre. Na základe týchto skóre a zarovnania kontigov s proteínovými
doménami sa určili skóre pre každý kontig.[13]

Túto metódu sme pouužili aj v našom prípade a popíšeme ju podrobnejšie v nasle-
dujúcej kapitole.

Experimenty ukázali, že táto dodatočná informácia pomohla modelu lepšie rozlišo-
vať medzi plazmidovými a chromozómovými kontigmi. V porovnaní s pôvodnou verziou
sa zlepšili všetky metriky. Napríklad, homológia pomohla správne klasifikovať chromo-
zómové kontigy s vysokým pokrytím a plazmidové kontigy s nižším pokrytím, ako aj
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kratšie chromozómové a dlhšie plazmidové kontigy. V prípade dát ESKAPEE, ktoré
zahŕňajú viacero organizmov s potenciálne odlišným GC obsahom, homológia tiež po-
mohla pri klasifikácii chromozómových kontigov s nižším GC obsahom a plazmidov s
vyšším GC obsahom.[13]

Napriek pokrokom v oblasti klasifikácie plazmidových a chromozómových kontigov
stále existujú výzvy, ktoré si vyžadujú ďalší výskum. Hoci súčasné metódy posky-
tujú často presné výsledky, krátke kontigy a druhová nezávislosť stále predstavuju
výzvu. Nástroj plASgraph2 vykazuje vynikajúce výsledky aj v týchto prípadoch, ob-
zvlášť vďaka využitiu grafových neurónových sietí a kontextu z grafu zostavovania.
Avšak jeho potenciál na integráciu ďalších homologických informácií nebol doteraz
plne preskúmaný. Práve predchádzajúce experimenty s pozitívnym vplyvom homológie
proteínových domén, boli základom pre cieľ tejto práce. A to teda, vylepšiť nástroj
plASgraph2 rozšírením jeho vstupných parametrov o ďalšie špecifické homologické in-
formácie.
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Kapitola 2

Implementácia

Hlavným cieľom tejto práce je rozšíriť funkčnosť nástroja plASgraph2 o nové homo-
logické informácie. V tejto kapitole opíšeme konkrétne implementačné detaily ako aj
výber a prípravu použitých dát, ktoré sme použili na dosiahnutie tohto cieľa.

2.1 Prehlad implementácie

Ako sme už spomenuli v kapitole 1, nástroj plASgraph2 poskytuje možnosť pridania
dodatočných vstupných parametrov. Podobne ako v prípade proteínových domén, aj
v našom prípade sme sa rozhodli pridať dva dodatočné vstupné parametre založené
na homológii. Ide o číselné parametre, ktoré vyjadrujú predikciu pre danú sekvenciu
(𝑠) k príslušnosti k chromozómu (𝑐𝑠), respektíve plazmidu (𝑝𝑠). Tieto parametre sú
poskytnuté plASgraph2 pri trénovaní a následne aj pri samotnej klasifikácii, vždy pre
konkrétny dataset kontigov. Vypočítali sme ich na základe zarovnaní DNA sekvencií
voči referenčnej databáze sekvencií. Ide o sekvencie, pre ktoré sme si dopredu vypočítali
modelové hodnoty (𝑐𝑠′ , 𝑝𝑠′), ktoré vyjadrujú ako často sa nachádza (teda ako často
sa pomocou homológie našlo zarovnanie) daná sekvencia v chromozónoch respektíve
plazmidoch. Natrénovaním modelu pre referenčnú databázu sekvencií sme získali tieto
modelové hodnoty a na natrénovanie sme potrebovali nejaké sekvencie, ktoré boli už
predtým klasifikované (trénovacia množina).

Celkový prehľad implementovaného riešenia je znázornený na schéme 2.1 a schéme
2.1.Prehľad je rozdelený do dvoch častí, kvôli čitateľnosti. Prvá časť na schéme 2.1
zobrazuje implementáciu časti využívajúcu homológiu. Najprv sa natrénuje homolo-
gický model, ktorý sa následne použije na výpočet predikčných parametrov. Druhá
časť na schéme 2.2 zobrazuje trénovaní a klasifikáciu plasgraph2, využívajac homo-
logické dáta. Táto implementácia zachováva štruktúru, ktorá bola použizá v prípade
homológie proteínových domén. [13] Rozdiel oproti minulej implementácii [13] je v
tom, že sa používajú DNA sekvencie namiesto proteínových domén (Pfam databáza)

13



14 KAPITOLA 2. IMPLEMENTÁCIA

v referenčnej databáze. Ďalším rozdielom je, že v kroku zarovnávania používame ná-
stroj minimap2[6], namiesto nástroja rpstblastn. Okrem toho všetky ostatné kroky sú
rovnaké ako v prípade proteínových domén. [13]

Obr. 2.1: Schéma časti implementovaného riešenia využívajúca homológiu

2.2 Výber dát

Na účely ladenia modelu sme použili dáta o baktériach Escherichia coli a Enterococcus
faecium. Tieto dáta nám boli poskytnuté autormi plasgraph2[12] a ide aj o dáta pou-
žívané v jeho vývoji. Dáta boli rozdelené na trénovaciu a testovaciu množinu. Dataset
bakterií Escherichia coli, respektíve Enterococcus faecium obsahuje 17791 kontigov,
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Obr. 2.2: Schéma časti implementovaného riešenia využívajúca plASgraph2

respektíve 11082 kontigov ktoré sú dlhšie ako 100 bp.

Použili sme aj sekvencie bakteriálnych izolátov zo skupiny ESKAPEE patogénov,
konkrétne Enterococcus faecium, Staphylococcus aureus, Klebsiella pneumoniae, Aci-
netobacter baumannii, Pseudomonas aeruginosa, Enterobacter spp. a Escherichia coli.
Dáta boli tiež rozdelené do dvoch množín, pričom tréningová množina obsahoval 70 vzo-
riek a testovacia množina 112. Pri každej vzorke boli zostavenia vytvorené pomocou
nástrojov Unicycler a Skesa, ktoré slúžili ako dva samostatné vstupy. Teda celkovo išlo
o 140 grafov, respektíve 224. Testovacia množina ESKAPEE bola použitá výhradne na
záverečné vyhodnotenie modelu, pričom nebola použitá na ladenie hyperparametrov.

Tieto dáta boli použité aj pri pôvodnom porovnávaní plasgraph2 s inými metódami[12],
ktoré sme spomenuli časti v kapitole 1.2.1. Celkový dataset obsahuje 38 110 kontigov,
ktoré sú dlhšie ako 100 bp a 15 687 kontigov s dĺžkou nad 1 000 bp. Všetky množiny
obsahovali aj informáciu o správnej klasifikácii.
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2.3 Predikcia pomocou homológie

Predikcia pomocou homológie je založená na porovnávaní DNA sekvencií voči data-
báze sekvencií, ktoré už boli predtým klasifikované. Presnejšie, boli pre ne už predtým
vypočítané ich modelové hodnoty, teda log-odd skóre.

2.3.1 Výber referenčej databázy

Našu referenčnú databázu sme vytvorili z množiny DNA sekvencií, ktorá druhovo pri-
slúchala trénovacej množine. Išlo o sekvencie ktoré vznikli pomocou hybridných zosta-
vení (hybrid assemblies). Teda zostavení ktoré vznikli ako kombináci viacerých typov
sekvenčných dát (napr. krátke čítania s dlhými čítaniami) za účelom vytvorenie kom-
plexnejšieho a presnejšieho genómu.

Z tejto množiny boli vytvorené tzv. atómové segmenty. Atómové segmenty sú súvislé
úseky pôvodných DNA sekvencií, ktoré nie sú prerušené žiadnymi zlomovými bodmi,
teda na miesta kde v sekvenciach dochádza k významným štrukturálnym zmenám.
Najprv sa porovnali všekty sekvencie v trénovacej množine so všetkýcmi skevenciami v
trénovacej množine pomocou nástroja LAST. Zachovali sa pritom iba zarovnania s mi-
nimálne 95% podobnosťou. Atomové segmenty boli identifikované pomocou nástroja
GEESE[10] a predstavujú konzervované, elementárne jednotky genómu, ktoré slúžia
ako detailné genómové markery. Na ich základe GEESE zoskupil podobné segmenty
do tzv. rodín atómov (atom families). [10] My sme z každej takejto rodiny následne
náhodne vybrali jeden zástupcovský segment s dĺžkou aspoň 1000 báz, ktorý sme za-
radili do našej referečnej databázy. V nasledujúcej tabuľke 2.1 sú zobrazené informácie
o atómových segmentov pre jednotlive baktérie.

Baktérie Segmenty (≥1000 bp) Rodiny
E. coli 55957 4262
E. faecium 20172 1173
ESKAPEE 38681 9004

Tabuľka 2.1: Počet reprezentatívnych atómových segmentov (s dĺžkou aspoň 1000 báz)
a počet rodín atómov pre rôzne bakteriálne druhy/skupiny.

2.3.2 Trénovanie modelu

Model pre referenčnú databázu sekvencií sme natrénovali pomocou trénovacej množiny.
Program očakáva ako vstup pre tréning referenčnú databázu a trénovaciu množinu.
Referenčná databáza má formu FASTA súboru a trénovacia množina je tabuľka ciest
k FASTA súborom.
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FASTA formát je veľmi rozšírený formát na uchovávanie sekvencií nukleotidov. Jeho
štruktúru tvoria dvojice dvoch za sebou nasledujúcich riadkov prislúchajúcich čítaným
sekvenciám. Prvý riadok začína znakom >, za ktorým nasleduje názov sekvencie, pop-
rípade dodatočné informácie. V našom prípade ide o klasifikáciu sekvencie ako plazmid
alebo chromozóm. Druhý riadok obsahuje danú sekvenciu 𝑆 = 𝐴,𝐶,𝐺, 𝑇 *.

Pri hlavičke FASTA súboru sa očakáva aj správna klasifikácia danej sekvencie, sek-
vencia avšak môže byť aj neoznačená. Naše implementované riešenie je založené na
dvoch krokoch. V prvom kroku program zarovná referenčnú databázu pomocou prog-
ramu minimap2 voči sekvenciám trénovacej množiny. To je rozdiel oproti predchá-
dzajúcej implementácii, ktorá používala nástroj rpstblastn. [13] Minimap2 je rýchly a
efektívny nástroj pre mapovanie dlhých DNA alebo mRNA sekvencií na rozsiahle refe-
renčné genómy, pričom je známy svojou rýchlosťou a presnosťou. [6] Výstup programu
minimap2 je štandardne vo formáte PAF (Pairwise mApping Format). Každý riadok
vo výstupe PAF reprezentuje jedno zarovnanie a poskytuje dôležité informácie, ako sú
názov a dĺžka dotazovej sekvencie, začiatočná a koncová pozícia zarovnania na dota-
zovej aj referenčnej sekvencii, orientácia dotazovej sekvencie, názov a dĺžka referenčnej
sekvencie, počet zhodných báz, dĺžka zarovnaného bloku a mapovacie skóre. [5] Výstup
sme ešte upravili a tak zjednotili aj s výstupom programu z predošlej implementácie.
[13] Zarovnanie prebieha s nastavením parametra secondary=no, čo znamená, že sa do
výstupu nezahrnujú sekundárne (alternatívne) zarovnania, teda pre každú sekvenciu
sa teda vráti iba najlepšie, primárne zarovnanie. Zároveň sme vedeli nastaviť aj filtro-
vanie podľa kvality zarovnania. Kvalita bola určená ako percento zhody (PID, percent
identity), ktoré sa počítalo podľa vzorca:

PID =

(︂
počet zhodujúcich sa báz

dĺžka zarovnania

)︂
× 100

V druhom kroku program pre každú sekvenciu v referenčnej databáze (𝑠′ ∈ 𝐷)

vypočíta modelové hodnoty (𝑐𝑠′ , 𝑝𝑠′). Rovnako ako autori práce využitia homológie
proteínových domén [13] sme modelové hodnoty vypočítali ako log-odds skóre dvoch
relatívnych frekvencií. Nech (𝑓𝑝,𝑥) je frekvencia zarovnaní sekvencie 𝑥 k trénovacím
plazmidovým sekvenciám a (𝑓𝑐,𝑥) je frekvencia zarovnaní sekvencie 𝑥 k trénovacím
chromozómovým sekvenciám. Prvá frekvencia je relatívna frekvencia zarovnaní sek-
vencie k trénovacím plazmidovým sekvenciám (𝑓𝑝,𝑠′) voči celkovému počtu zarovnaní k
trénovacím plazmidovým sekvenciám (

∑︀
𝑑∈𝐷 𝑓𝑝,𝑑). Druhá frekvencia je relatívna frek-

vencia zarovnaní sekvencie k trénovacím všetkým sekvenciám (𝑓𝑝,𝑠′ + 𝑓𝑐,𝑠′) voči celko-
vému počtu zarovnaní k všetkým trénovacím sekvenciám (

∑︀
𝑑∈𝐷 𝑓𝑝,𝑑 + 𝑓𝑐,𝑑). Ku každej

frekvencií je ešte pripočitaný pseudopočet, vypočítaný proporcionálna k celkovému
výskytu jednotlivých kategórií. Tento pseudopočet je teda rôzny pre chromozómy a
plazmidy a súčet týchto pseudopočtov je konštanta, ktorú je možné nastaviť. Obdobne
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pre chromozómovú modelovú hodnotu.

𝑐𝑠′ = log
𝑓𝑐,𝑠′∑︀
𝑑∈𝐷 𝑓𝑐,𝑑

− log
𝑓𝑝,𝑠′ + 𝑓𝑐,𝑠′∑︀
𝑑∈𝐷 𝑓𝑝,𝑑 + 𝑓𝑐,𝑑

𝑝𝑠′ = log
𝑓𝑝,𝑠′∑︀
𝑑∈𝐷 𝑓𝑝,𝑑

− log
𝑓𝑝,𝑠′ + 𝑓𝑐,𝑠′∑︀
𝑑∈𝐷 𝑓𝑝,𝑑 + 𝑓𝑐,𝑑

Pre log-odds skóre platí, že čím vyššia kladná hodnota, tým väčšia pravdepodob-
nosť, že daná sekvencia pochádza z plazmidu, respektíve chromozómu. Naopak, čím
zápornejšia hodnota, tým väčšia pravdepodobnosť, že daná sekvencia nie je plazmido-
vého pôvodu, respektíve chromozómového.

2.3.3 Skórovanie

Náš program dostane na vstupe FASTA súbor, ktorý obsahuje DNA sekvencie. Pop-
rípade sme implementovali aj možnosť vstupu tabuľky so cestami k súborom, ktoré
následne obsahujú DNA sekvencie vo forme FASTA súborov.

Program v prvom kroku zarovná vstupné sekvencie (𝑠 ∈ 𝑉 ) pomocou programu mi-
nimap2 [6] voči sekvenciám referenčnej databázy (𝑠′ ∈ 𝐷). V druhom kroku programu
sa pre každú sekvenciu vstupu vypočítajú predikčné skóre (𝑐𝑠, 𝑝𝑠). Implementovali sme
dve metódy pre výpočet predikčných parametrov. Jednoduchá metóda pracuje iba s
počtom zarovnaní referenčných sekvencií voči vstupnej sekvencii (𝑓𝑠,𝑠′), podobne ako
autori práce využitia homológie proteínových domén [13]. Pričom výsledné predikčné
skóre sú súčtom modelových hodnôt referenčných sekvencií, na ktoré minimap2 [6]
zarovnal vstupnú sekvenciu.

𝑐𝑠 =
∑︁
𝑠′∈𝐷

𝑐𝑠′ · 𝑓𝑠,𝑠′ 𝑝𝑠 =
∑︁
𝑠′∈𝐷

𝑝𝑠′ · 𝑓𝑠,𝑠′

Druhá metóda berie do úvahy aj kvalitu zarovnania. Pred pripočítaním modelovej
hodnoty za konkrétne zarovnanie ju prenásobíme relatívnou dĺžkou zarovnania. Pričom
relatívna dĺžka zarovnania je definovaná ako podiel dĺžky zarovnania a dĺžky referenčnej
sekvencie. Dĺžku zarovnania sme sa rozhodli definovať ako rozdiel začiatku a konca
zarovnania v referenčnej sekvencii. Poprípade počítame iba so zarovnaniami, ktorých
relatívna dĺžka zarovnania prekračuje nejakú hodnotu.

2.4 Aktualizácia plASgraph2

Doposiaľ najnovšia verzia plASgraph2 bola napísaná v jazyku Python 3.9. Časť gra-
fovej neurónovej siete bola napísaná s použitím knižnice Spektral 1.1.0, a tým pádom
využívala aj knižnice TensorFlow 2.8.0 kde bola integrovaná strašia verzia Keras. Pre
naše experimenty bolo však potrebné aktualizovať kód plASgraph2 na novšiu verziu
Pythonu 3.12, a tým pádom aj na novšie verzie knižníc TensorFlow 2.18.0, Keras 3.8.0
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a Spektral 1.3.1. S novšími knižnicami sa zmenili aj niektoré postupy kritické pre fun-
govanie plASgraph2. K najväčším zmenám patrí zmena spôsobu ukladania modelu.
Keďže modely plASgraph2 obsahujú aj dodefinované vlastné objekty, museli sme si
vytvoriť vlastný spôsob serializácie a deserializácie modelu. Aktualizovanú verziu sme
otestovali na našich experimentálnych dátach a výsledky boli porovnateľné s pôvodnou
verziou.
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Kapitola 3

Výsledky práce

V tejto kapitole predstavíme výsledky a následne ich zhodnotíme. Dosiahnuté výsledky
porovnáme aj so staršími implementáciami a pokúsime sa ich interpretovať.

3.1 Vplyv krátkych zarovnaní na predikciu

Minimap2 je optimalizovaný pre rýchle a efektívne zarovnávanie sekvencií rôznych
dĺžok, pričom je schopný identifikovať homológie aj pre kratšie a menej identické úseky.
Na posúdenie vplyvu krátkych zarovnaní sme navrhli experiment, v ktorom sme sys-
tematicky menili dva kľúčové parametre ovplyvňujúce akceptáciu a váhu jednotlivých
zarovnaní. Prvým bola prahová hodnota percentuálnej identity zarovnania, ktorá ur-
čuje minimálnu identitu zarovnania pre jeho akceptáciu a ďalšie použitie pri trénovaní
modelu a skórovaní. Testovali sme hodnoty 0% (žiadne obmedzenie), 50%, 70%, 80%
a 90%. Druhým parametrom bolo relatívne skórovanie vzhľadom na relatívnu dĺžku
nájdeného zarovnania.

Experimenty boli vykonané na dvoch bakteriálnych druhoch: Escherichia coli a
Enterococcus faecium, spomenutých v časti 2.2. Presnejší popis ich obsahu je uvedený
v tabuľke 3.1.

V tabuľke 3.2 sú zhrnuté výsledky experimentu pre Enterococcus faecium a v ta-
buľke 3.3 sú zhrnuté výsledky experimentu pre Escherichia coli. Označenie T znamená,
použitie relatívne skórovanie zarovnaní, naopak označenie F znamená jeho nepožitie.
Označenie 5, 7, 8, 9 a 0 znamená nastavenie prahovej hodnoty percentuálnej identity
zarovnania na 50%, 70%, 80% a 90%, respektíve na použiťie všetkých zarovnaní pre 0.

Naše experimenty na dátových množinách Escherichia coli a Enterococcus faecium
ukazujú, že pri klasifikácii chromozómových kontigov pre oba bakteriálne druhy sme
pozorovali konzistentne vysoké hodnoty všetkých metrík. Pre E. coli sa hodnoty AUC
pohybovali nad 0.976 do a presnosť nad 0.974. Podobne pre E. faecium, AUC sa po-
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Datase Grafy Kontigy Chrom. Plazm. Nejedn. Nekla.
E. faecium - trénovanie 30 6433 3782 1552 717 382
E. faecium - testovanie 23 4649 2920 1098 490 141
E. coli - trénovanie 50 8707 7004 781 464 458
E. coli - testovanie 50 9084 7608 632 450 394

Tabuľka 3.1: Prehľad trénovacích a testovacích dátových množín Enterococcus faecium
a Escherichia coli.

Poznámka: Ide o kontigy s dĺžkou (≥100 bp). Úplné označenia sú: Nejedn. =
Nejednoznačné vrcholy; Chrom. = Chromozómové vrcholy; Plazm. = Plazmidové

vrcholy.; Nekla. = Neklasifikované vrcholy.

Molekula Metóda AUC Precíznosť Citlivosť F1 Presnosť
chrom. F5 0.980 0.959 0.969 0.963 0.944
chrom. F7 0.983 0.962 0.968 0.965 0.946
chrom. F8 0.980 0.953 0.971 0.961 0.940
chrom. F9 0.985 0.961 0.974 0.967 0.949
chrom. T0 0.982 0.955 0.974 0.964 0.944
chrom. T5 0.981 0.973 0.953 0.962 0.943
chrom. T7 0.979 0.959 0.967 0.962 0.942
chrom. T8 0.983 0.961 0.965 0.962 0.942
chrom. T9 0.982 0.965 0.967 0.965 0.946
plazmid F5 0.974 0.845 0.897 0.835 0.925
plazmid F7 0.977 0.818 0.934 0.841 0.924
plazmid F8 0.976 0.830 0.921 0.839 0.924
plazmid F9 0.977 0.849 0.911 0.843 0.930
plazmid T0 0.976 0.854 0.881 0.829 0.925
plazmid T5 0.975 0.821 0.922 0.832 0.922
plazmid T7 0.973 0.834 0.907 0.833 0.925
plazmid T8 0.978 0.835 0.926 0.843 0.927
plazmid T9 0.977 0.855 0.909 0.847 0.930

Tabuľka 3.2: Priemerné hodnoty metrík výkonnosti v závislosti nastavenia parametrov
pre Enterococcus faecium

hybovalo nad 0.979 a presnosť nad 0.940. Tieto výsledky jednoznačne naznačujú, že
systém plASgraph2 dokáže s vysokou spoľahlivosťou a robustnosťou rozlíšiť chromozó-
mové sekvencie bez ohľadu na konkrétne nastavenie prahovej hodnoty identity či pou-
žitia váhovania dĺžkou zarovnania. Pre obe baktérie boli hodnoty precíznosti a citlivosti
veľmi vysoké, čo svedčí o tom, že systém správne identifikuje väčšinu chromozómových
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Molekula Metóda AUC Precíznosť Citlivosť F1 Presnosť
chrom. F0 0.983 0.986 0.993 0.989 0.981
chrom. F5 0.980 0.987 0.991 0.989 0.980
chrom. F7 0.985 0.988 0.991 0.989 0.981
chrom. F8 0.987 0.988 0.989 0.988 0.978
chrom. F9 0.981 0.985 0.989 0.987 0.977
chrom. T5 0.989 0.987 0.989 0.988 0.978
chrom. T7 0.984 0.988 0.990 0.989 0.980
chrom. T8 0.976 0.987 0.988 0.987 0.977
chrom. T9 0.984 0.978 0.993 0.985 0.974
plazmid F0 0.980 0.825 0.918 0.822 0.970
plazmid F5 0.982 0.863 0.912 0.854 0.972
plazmid F7 0.985 0.885 0.900 0.847 0.973
plazmid F8 0.986 0.803 0.920 0.808 0.972
plazmid F9 0.981 0.840 0.911 0.829 0.970
plazmid T5 0.987 0.837 0.919 0.830 0.969
plazmid T7 0.978 0.823 0.928 0.828 0.969
plazmid T8 0.980 0.864 0.910 0.852 0.971
plazmid T9 0.982 0.859 0.889 0.834 0.968

Tabuľka 3.3: Priemerné hodnoty metrík výkonnosti v závislosti nastavenia parametrov
pre Escherichia coli

kontigov a zároveň generuje minimálne množstvo falošne pozitívnych výsledkov. Roz-
diely medzi jednotlivými variáciami metód, ktoré používali relatívne skórovanie a ktoré
nie, boli pre chromozómové kontigy relatívne malé pri oboch druhoch. Tieto minimálne
fluktuácie naznačujú, že klasifikácia chromozómových kontigov je v oboch prípadoch
robustná a menej citlivá na relatívne kratšie zarovnania.

Na druhej strane, pre plazmidové kontigy sme pozorovali mierne výraznejšie rozdiely
medzi jednotlivými nastaveniami. Pre E. coli sa najvyššie F1-skóre (0.854) dosiahlo pri
nepoužití relatívneho skórovania a prahovej hodnoty identity 50%. Najvyššia citlivosť
(0.928) bola zaznamenaná pri použití relatívneho skórovania a prahovej hodnote iden-
tity 70%. Pre E. faecium sa najvyššie F1-skóre (0.847) dosiahlo pri použití relatívneho
skórovania a prahovej hodnote identity 90%. Najvyššia citlivosť (0.934) bola zazname-
naná pri nepoužití relatívneho skórovania a prahovej hodnote identity 70%.

Pre oba druhy platí, že zvýšenie prahovej hodnoty identity má tendenciu mierne
zvýšiť precíznosť, avšak niekedy aj za cenu mierneho poklesu citlivosti. To znamená,
že prísnejšie pravidlá pre kvalitu zhôd vedú k spoľahlivejším výsledkom, ale zároveň
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môžu prehliadnuť veľmi odlišné plazmidy.
Vplyv relatívneho skórovania na klasifikáciu plazmidov je menej jednoznačný a uká-

zalo sa že pre plazmidy neexistuje univerzálne dominantný prístup. Zistenia ukazujú,
že optimálne nastavenie parametrov môže byť druhovo špecifické.

3.2 Porovnanie s predchádzajúcimi implementáciami

V tejto časti porovnáme výsledky pôvodnej implementácie plASgraph2 [12] s imple-
mentáciou, ktorá využíva proteínové rodiny Pfam ako vstup pre hľadanie homológii
spolu s nástrojom rpstblastn na zarovnávanie [13] a s našou vlastnou implementáciou.

Na analýzu sme použili sekvencie bakteriálnych izolátov zo skupiny ESKAPEE pa-
togénov, bližšie popísané v časti 2.2. Pre všetky druhy ESKAPEE sme natrénovali
jeden homologický model, vypočítali jedno predikčné skóre a natrénovali jednu neuró-
novú sieť.

Na natrénovanie modelov sme použili prahovú hodnotu identity 90% ale nepoužili
sme relatívne skórovanie zarovnaní.

Výsledky experimentu sú zhrnuté v tabuľke 3.4. Naše experimenty ukazujú, že pou-
žitie homológie na klasifikáciu chromozómových kontigov vedie k výraznému zlepšeniu
presnosti

Oboje implementácie využívajúce homológiu zvýšili všetky metriky výkonnosti v
porovnaní s pôvodnou implementáciou plASgraph2. Najvyšší nárast bol pozorovaný v
prípade F1 skóre klasifikácie plazmidových kontigov. Hodnoty F1 skóre našej imple-
mentácie využívajúcej homológiu atómových sekvencií dokonca prevyšujú hodnoty F1
skóre implementácie plASgraph2, ktorá využíva proteínové rodiny Pfam ako vstup pre
hľadanie homológii.
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Molekula Metóda AUC Precíznosť Citlivosť F1 Presnosť
chrom. Pfam 0.991 0.988 1.000 0.979 0.968
chrom. geese 0.999 1.000 0.991 0.985 0.976
chrom. plain 0.987 0.973 1.000 0.968 0.943
plazmid Pfam 0.996 0.980 1.000 0.926 0.970
plazmid geese 1.000 0.965 1.000 0.942 0.980
plazmid plain 0.988 0.968 0.910 0.793 0.938

Tabuľka 3.4: Mediánové hodnoty metrík výkonnosti rôznych klasifikačných metód
Poznámka: Označenie metód v stĺpci "Metóda"predstavuje: Pfam = metóda

využívajúca homológie s proteínovými rodinami z databázy Pfam; geese = naša
metóda využívajúca homológie s atómovými segmantami z výstupu geese; plain =

pôvodná implementácia plASgraph2 bez dodatočných homológií.
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Záver

Naša práca sa venovala kľúčovému problému v bioinformatike a to presnému a spoľah-
livému rozpoznávaniu bakteriálnych plazmidov v rozsiahlych genómových a metageno-
mických dátach. S narastajúcim významom plazmidov v šírení antibiotickej rezistencie
je optimalizácia detekčných nástrojov nevyhnutná pre verejné zdravie. Naším hlavným
cieľom bolo vylepšiť systém plASgraph2 [12] o novú informáciu o homológii génových
sekvencií s atómovými segmentmi generovanými programom geese [10]. Predpokladali
sme, že zaradenie sekvenčných podobností, ktoré sa preferenčne vyskytujú na plazmi-
doch alebo chromozómoch, výrazne zvýši presnosť a robustnosť klasifikácie.

Naše experimenty tento predpoklad potvrdili. Najvýznamnejší dôkaz úspešnosti
našej implementácie prinieslo porovnanie s predošlými metódami na dátach ESKA-
PEE patogénov. Naša metóda, využívajúca krátke zarovnania s atómovými segmentmi
dosiahla pre plazmidové kontigy výsledky prekonávajú pôvodnú implementáciu plASg-
raph2 a aj metódu založenú na Pfam homológiách. Skúmali sme sa aj optimalizáciu
parametrov kratších zarovnaní. Naše experimenty však priniesli zmiešané výsledky.
Ukázalo sa, že relatívne skórovania zarovnaní voči ich dĺžke, neprinieslo významné
zlepšenie. Na druhej strane, celkové vylúčenie relatívne kratších zarovnaní, prinieslo
zlepšenie ale iba do istej miery.

Napriek dosiahnutým pokrokom zostáva oblasť výskumu dynamická a ponúka pries-
tor pre ďalšie skúmanie. Budúci výskum by sa mohol zamerať na kombinovanie rôznych
zdrojov homológií, napríklad integráciu Pfam a atómových segmentov, aby sa využili
silné stránky oboch prístupov. Ďalšou dôležitou oblasťou je hlbšie preskúmanie vlast-
ností skóre získaných našou metódou s cieľom lepšie pochopiť ich distribúciu a opti-
malizovať ich váhovanie v modeli. Mohlo by ísť o rôzne hodnotenie kvality zarovnaní,
nastavenia prahov, pseudopočtov a podobne. Relevantné by mohlo byť aj preskúmanie
dopadu tréningových setov na kvalitu klasifikácie, konkrétne porovnanie použitie jednej
trénovacej sady oproti použitiu dvoch a hľadanie optimálnych prístupov pre scenáre s
obmedzeným množstvom dostupných dát. Takto by sa mohli získať hlbšie poznatky o
druhovej nešpecifikosti plasgraph2.
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Príloha A: obsah elektronickej prílohy

V elektronickej prílohe priloženej k práci sa nachádza zdrojový kód programu a súbory
s výsledkami experimentov.

31


	Úvod
	Súčasný stav riešenej problematiky
	Základné poznatky z bioinformatiky
	Plazmidy
	Sekvenovanie a zostavovanie

	Klasifikácia plazmidov a chromozómov
	plASgraph2


	Implementácia
	Prehlad implementácie
	Výber dát
	Predikcia pomocou homológie
	Výber referenčej databázy
	Trénovanie modelu
	Skórovanie

	Aktualizácia plASgraph2

	Výsledky práce
	Vplyv krátkych zarovnaní na predikciu
	Porovnanie s predchádzajúcimi implementáciami

	Záver
	Príloha A

