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Abstrakt

Databéaza dbNSFP zhromazduje udaje o genetickych variantoch v textovych
suboroch typu TSV. Velky objem dat komplikuje vyhladanie potrebnych
zaznamov. NavySe tdaje maju S$pecifické usporiadanie vo forme intervalov,
vdaka ¢omu je mozné pouzit efektivnejsi sposob ziskania pozadovanych tda-
jov. Cielom bakalarskej prace bolo implementovat a porovnat viacero dato-
vych Struktir na ziskavanie dat s tejto databazy, ako aj porovnanie z existu-
jacou SQL a NoSQL databazou. Vysledkom prace je nosny zdroj atribitov
genetickych variantov pre webovi sluzbu Variant Annotation Service.

Krlacové slova: Geneticky variant, Databaza dbNSFP, Efektivne datové
struktary



Abstract

Database dbNSFP aggregates attributes of genetic variants in TSV text

files. Large amount of data complicates import of data to the SQL databases.
Furthermore, the data and queries have interval character, allowing us to use
more effective way of collecting required data.
The aim of the thesis was to implement and compare multiple data structures
for extracting data from the database, as well as a comparison with an SQL
and NoSQL database. The most feasible structure would be used as a main
attribute provider of attributes of genetic variants for web service Variant
Annotation Service.

Keywords: Genetic variant, Database dbNSFP, Effective data structures
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Uvod

Cielom tejto bakalarskej prace je navrhnut, implementovat a porovnaf via-
cero datovych Struktar, ktoré umoziuja efektivne vyhladavanie v databéaze
genetickych variantov dbNSFP [19]. Podstatnou vlastnostou riesenia je ¢o
najnizsia Casova zlozitost, kvoli potencidlne velkému mnozstvu dotazov v
kratkom ¢asovom horizonte.

V praxi nie su akceptovateIné dlhodobé vypadky webovej sluzby, najlepsie
rieSenie bude slazit ako hlavny datovy zdroj pre webovi sluzbu Variant Ano-
tation Service. Preto je snaha znizit ¢asové néroky na opatovné vytvorenie
datovej Struktiry a pomocnych stiborov v pripade novej verzie databazy.
Krac¢om k uspechu bude predpocitanie si niektorych tdajov, ktoré sa pri na-
¢itani datovej struktary vyuzivaji, ¢o podstatne skrati ¢as vypadku.
Predstavime si niektoré biologické pojmy ako chromozom, alela a mutécia.
OpiSeme vyznam vyznam parametrov obsiahnutych dat v dbNSFP a zobra-
zime Statistické distribicie o nich.

V druhej kapitole si zadefinujeme spolo¢né objekty, ktoré budeme vyuzivat
vo vSetkych implementéciach stratégii. Vytvorime si interface, s ktorym sa
bude najlepSie riesenie napéajat na webovu sluzbu a tiez navrhneme objek-
tovy model pre jednoduchsiu implementaciu a testovanie.

Po tejto ¢asti bude nasledovat prehl'ad implementovanych datovych Struktur,
ako aj rieSenie za pomoci databazovych systémov PostgreSQL a MongoDB.
Na zéaver si zadefinujeme sposob testovania, implementujeme ho a uvedieme

vysledky testov ¢asovej efektivity a pamétovej naro¢nosti rieseni.



Kapitola 1

Prehlad

1.1 Biologicky avod

Deoxyribonukleova kyselina znama tiez ako DNA (z anglického slova deoxyri-
bonucleic acid), patri spolu s kyselinou ribonoukleovou RNA medzi nukleové
kyseliny, nachédzajice sa v jadrach buniek. DNA je nositelom genetickej in-
forméacie bunky, riadi jej rast, dedenie, regeneraciu. Jej zédkladnou zlozkou
je nukleodit, ktory pozostava s troch zloziek: kyseliny fosfore¢nej, molekuly
deoxiribozy a dusikatej bazy. Dusikatu bazu tvoria $tyri zlaceniny: Adenin
(skratka A), Guanin (G), Cytozin (C) a Tymin (T). Tieto bazy spajaju
obe vlakna pomocou vodikovych vizieb do tvaru znamej Spiraly, kde plati
Watsonovo-Crickovo pravidlo, ktoré hovori o tom, Ze sa paruji vzdy purinova

s pyrimidinovou bazou. V nasom pripade sa teda adenin paruje s tyminom a
guanin s cytozinom (obr [1.1)).

Niektoré oblasti dusikatych baz podmienuja vlastnosti organizmu. Takéto
oblasti nazyvame gény. Gény obsiahnuté v bunkach si zabudované v chro-
mozémoch ocislovanych od 1 po 22 a X,Y. Kazdy chromozém sa sklada z
jednej makromolekuly DNA, sic¢asne chromozém obsahuje len urcité gény,
ktoré st ulozené linearne za sebou. Pozicie, na ktorych sa gény nachadzaj,

st oznac¢ované ako lokusy(relativne suvislé tseky). Pozicie na chromozéme
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Obr. 1.1: Spirala DNA s prepojenim AT/CG, (zdroj: wikipedia.org)

oznacCujeme Ciselne a maximélna hodnota nepresiahne velkost 247 199 719.

Kazdy gén moze mat viacero foriem (postupnosti dusikatych baz), tieto formy
nazyvame alely. Ak existuje viacej alel na jednej pozicii hovorime o genetic-
kom polymorfizme (variant génu). Nato aby sa odlisnost v géne povazovala za
alelu musi ale platit, ze vyskyt danej odlignosti prevysuje 1% v beznej popu-
lacii. Vznik novej alely je dany mutaciou génu, ku ktorej dochadza spontanne
alebo indukované (vyvolana uréitymi vonkajsimi faktormi). Dal3ia existencia
mutéacie je spociatku zavisla od nahody a velkosti populacie, ¢im je populacia

mensia, tym sa v nej vyskytuje menej mutacii a naopak.

Poznamka: V dalom texte budeme pouZivat pojem alela na oznacenie

jednonukleonového polymorfizmu(bodovej mutéacie) SNP a budeme ich ozna-
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covat A,C,G,T.

Vznik mutécie vedie v niektorych pripadoch k zlepSeniu vlastnosti, ¢o sa
vyuZziva napriklad pri 8fachteni rastlin. V takom pripade hovorime o pozi-
tivnej mutacii. Ale ¢o sa tyka Zivocichov, va¢Sina mutdcii je neutralnych a z
tych, ktoré maji vplyv na vlastnosti, je viac mutéacii skodlivych.
Podrobnejsie informécie z biologie a genetiky moézete najst v knihe Genetika
[32].

1.2 dbNSFP

Ulohou databazy NSFP (database for nonsynonymous Single-nucleotide po-
lymorphism functional predictions), je uchovavat informacie o variantoch na
Tudskom genome.

V sucasnej dobe nie je mozné z ¢asovych a finanénych dovodov otestovat
nésledky kazdého variantu experimentalne, vyuzivaju sa na to algoritmy, za
pomoci ktorych je mozné urc¢it z urcitou pravdepodobnostou zmeny prejavu
zapri¢inent mutaciou. Vytvorenie dbNSFP spociva vo vyhodnoteni vSetkych
moznych mutacii, jednonukleénovych polymorfizmov (SNP), v Tudskom ge-
nome (celkom 91 569 327 pre verziu 2.7). Vyhodnocovanie je realizované
pomocou rooznych algoritmov, ktoré mézeme vsetky rozdelit do Styroch ka-

tegorii:

Funkcionalna predpoved’ urcuje, ako zmena nukleotidu na géne ovplyv-
nuje funkciu proteinu v géne, niektoré metddy z tejto kategorie do-
kazu na zaklade mutacie urcit, aky patologicky désledok z nej vyplyva.
Jedna sa o tieto algoritmy: Polyphen-2 v2.2.2 [1], SIFT [23], LRT [21],
MutationTaster [26], MutationAssessor[15], FATHMM][I3], CADD|34]
a VESTI[16].

Skére zachovania urcuje, ktoré sekvencie maju funkény vyznam. Jednou
z metdd je GERP++, ktory identifikuje funkéné sekvencie na zéklade
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porovnania genému odlisnych ZivociSnych druhov a porovnanim zisti,
ktoré z nich boli zachované pocas evolicie, ¢o ulah¢éi ndjdenie sekvencii,
ktoré maju funkény vyznam. Do tejto kategorie este patria vysledky
nasledovnych pristupov: phyloP46 [29], phastCons [30], GERP++ [6].

Iné zdroje popisov variantov poskytuji dopliujtice informéacie. Ide na-
priklad o rozdelenie proteinovych sekvencii do kategorii, o popisanie
génov a mechanizmov medzi nimi, ktoré vedu k srdcovym, pltcnym a
krvnym porucham. Zdrojmi tychto a dalsich informacii sa: Interpro [2],
1000 Genomes project [31], ANNOVAR [35], ESP [24], dbSNP [28] a

clinvar [17].

Iné zdroje popisov génov poskytuji dopliujice informacie pre cele gény.
Zdrojmi tychto a dalsich informécii sa: (HGNC [25], Uniprot [5], In-
tAct, GWAS catalog [36], BioGRID [33], ... );

Nad databazou zvéac¢sa vyhladéva podla trojice chromozému, pozicii na
chromozome a allely. Tieto tri atributy st pre nas najvyznamnejsie, lebo iba

na zéaklade tychto hodnot sa presne urci lubovolny zaznam v databéze. [18].

1.2.1 Format databazy dbNSFP

TSV (Tab separated values) je jednoduchy forméat pre ukladanie uadajov for-
mou pripominajiucou tabulku, kde na oddelovanie hodnét sa pouziva znak
tabulatora a na oddelenie zdznamov sa pouziva symbol nového riadku, kazdy
zédznam je teda tvoreny jednym riadkom v subore [20].

Vdaka svojej jednoduchosti je iroko pouzivany, napriklad sa vyuziva pri pre-

nose udajov medzi databazovymi a tabulkovymi programami.

Databiza dbNSFP je dostupna v TSV forméate, kde na prvom riadku
st uvedené nézvy atributov, pricom zélezi na ich poradi, lebo na zaklade
neho st v nasledujicich riadkoch uvedené hodnoty pre jednotlivé atributy

zédznamov. Jeden zaznam je tvoreny informaciami o jednej alele pre poziciu
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na chromozome. Ak hodnota niektorych atribatov v zazname nie je eSte
znama, nachadza sa na jej pozicii symbol "."(bez tvodzoviek), podobne ak
niektory atribat obsahuje viacero hodnoét si oddelené ";". Ak by sme teda
vedeli tieto tidaje naformatovat podla symbolu tabulatora, dostali by sme
podobné zobrazenie ako v tabulkovych programoch.

Zaznamy k variantom si v databaze dbNSFP rozdelené na viacero stibo-
rov podla ¢isla chromozomu. V dalsom texte budeme pod dbNSFP chapat

tieto subory typu TSV.

Na jednej pozicii na géne sa v dbNSFP zvycCajne nachadzaja tri alebo

dve obmeny. To pre nas znamenéa zmenu pismena v zazname a teda viacero
riadkov pre jednu poziciu.
Pozicie na chromozéme vytvéraju intervaly roznej dlzky(lokusy). Tieto in-
tervaly st pomerne rovnomerne rozdistribuované po celom chromozéme, dis-
tribtlicia je zndzornend na obrazku Taktiez pre tieto intervaly plati, Ze na
niektorych ich pozicidch sa nenachadzaji v databaze dbNSFP zaznamy. Na-
zvime si tieto prazdne miesta skokmi, ktoré moézu nadobudat velkost jednej
alebo dvoch pozicii. Nevylucuje sa ani existencia vacsich skokov, ale takéto
sa vyskytuja zriedkavejsie. Takisto vymedzenie presnej hranice, kedy budeme
hovorit o sacasti intervalu(lokusu) a kedy uz o inom intervale, je podstatné
pre niektoré rieSenia. Viac sa ale dozvieme pri implementaciach.

Rozdelenie velkosti intervalov a skokov si moéZete vSimnit na obrazkoch
a[l.5] Pre skratenie sme pouzili iba jeden graf pre vetky chromozomy,
pretoze majui priblizne rovnaké rozdelenie a jeden samostatny pre chromozoém
Y, ktory ma odlisné vlastnosti sposobené mengou dlzkou, obsahom mengieho

poctu génov a najméa pomalSou evoliciou.

1.3 Projekt Variant Annotation Service

Variant Annotation Service (VAS) zhromazduje informécie o genetickych va-

riantoch z viacerych zdrojov. Hlavnym poskytovatelom atribtutov je databaza
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dbNSFP. Po vyplneni formulara obsahujiceho tri hodnoty potrebné na vy-
konanie vyberu sluzba vrati atributy v. XML alebo HTML podobe. Sluzbu
navySe vyuziva aplikdcia Variant Annotatioin Analyser na anotciu varian-

tov.

Povodné riesenie pre vyber z dbNSFP bolo napisané v jazyku Python,
ktorého nevyhodou bolo obtiaznejsie napajanie k VAS, ktory je implemen-
tovany v Jave. Povodné rieSenie nevyuzivalo optimalnu datova struktiru ¢o
s kombinaciou jazyka Python viedlo k neefektivnemu vyhladavaniu a celko-
vej pomalosti. Nasou snahou bolo preto urychlit vyhl'adavanie a zjednodusit

napéjanie na webovi sluzbu.

Projekt Variant Annotation Service bude zdrojom genetickych informé-
cii, ktoré moze ziskavat z viacerych zdrojov. Jednym z nich bude aj nasa
implementacia. Kvoli niektorym pozitivnym vlastnostiam napajanie zabez-

pecujeme pomocou javového frameworku Spring.
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Obr. 1.3: Rozdelenie dl7ok intervalov na vietkych chromozémoch okrem Y.

Potet Rozdelenieintervalovchr Y
400
350
300
250
200
150
100
50 -
Dlzka
[ L e o AR e e e e
o W w g N O 0w g NN g 0w s NN o W0 w g o 0w
M wm M~ o N w0 A MmWm M~ 0O NS W~ O
N H H A H NN NN MNM MM Mmoo M

Obr. 1.4: Rozdelenie dizok intervalov na chromozoéme Y.
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Obr. 1.5: Distribucia velkosti skokov medzi intervalmi na vSetkych chromo-

zomoch.



Kapitola 2
Implementacia

Pre realizaciu implementacie sme si vytvorili objektovy model, ktory je zné-

zorneny na obrazku [2.5

2.1 Rozhranie

Aby sme zabezpecili kompatibilitu vsetkych stratégii so sluzbou Variant Ano-
tation Service, urc¢ili sme si spolo¢ny interface (2.1) obsahujtci dve metody
getAttributes a getInterval.

<<interfacess
GetAttributelnterface

+ getAttributes(Query query):
Attributes

+ getinterval(String chr, int from,
intto) : Index_attributes_iterator

Obr. 2.1: GetAttributesInterface UML diagram

11
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2.1.1 getAttributes

Attributes getAttributes(Attributes attributes, Query query)

Metoda sltuzi na ziskanie zaznamu podla hodnét, ktoré st ulozené v ob-
jekte Query. V pripade ak chromozéom obsahuje hTadant poziciu a alelu,

naplni sa attriubtes zaznamom z dbNSFP.

2.1.2 getInterval
Interval_attributes_iterator getInterval(String chr,

long from, long to)

Pomocou tejto metddy ziskame hodnoty vSetkych zdznamov nachadzaji-

cich sa na intervale uréeného hodnotami from a to.

2.2 Objekty

2.2.1 Query

Objekt Query predstavuje vstupnu poziadavku zadant pouzivatefom pre me-
todu getAttributes. Obsahuje tri zdkladné hodnoty, podla ktorych sa vy-
berie zdznam. Ide o identifikdciu Chromozomu, pozicie na fiom a Allely (2.2)).

K hodnotam sa pristupuje cez get metody.

2.2.2 Attribute

Predstavuje hodnoty, ktoré sa nachadzaji na pozicii atributu v TSV stubore.
Obsahuje identifika¢ny retazec atribiitu a zoznam hodnot(2.3)).
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Query

# String chromosome
# int position
# String allele

+ String getChromosome()
+ int getPositioin()
+ String getAllele()

Obr. 2.2: Index UML diagram

Attribute

# String id
# List=Value= values

+ String getld()
+ List=Values=getValues()

Obr. 2.3: Attribute UML diagram

2.2.3 Attributes

Pozostava zo zoznamu objektov Attribute pre zdznam v databaze. Hodnoty
sa pridavaji cez metédu boolean addAttribute (Attribute
attribute), kde navratova hodnota je true, ak zaznam pre atribtut doposial

nebol vlozeny, inak false.

2.2.4 Interval attributes iterator

Slazi ako navratova hodnota metddy getlnterval, ktora umoziuje prechadza-
nie cez zaznamy vSetkych variantov nachadzajicich sa na zadanom intervale.

Vyhodou tohto rieSenia je, ze v pamiti sa v jednom momente uchovavaji
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hodnoty atribtatov len pre jednu alelu. PresnejSie Interval attributes iterator
implementuje interface Iterator<Attributes>, z ¢oho vyplyva podpora pre
metody hasNext() a next() slaziace na iterovanie cez indexy, respektive ich
hodnoty na intervale. Konkrétne v konstruktore dostane zoznam Indexov a
metodou next() sa iteruje cez alely, ktoré obsahuju nejaky zéznam. Je pod-
statné, aby zoznam Indexov bol z utriedeného intervalu a obsahoval vsetky
indexy na nom. Lebo z dovodu casovej optimalizicie sa vytvara len jeden

RandomAccesReader, ktory sa posiva vzdy o Cast, ktora sa precitala.

2.2.5 Index

Nadmerné velkost databdzy nam neumoziuje uchovavat v paméti celi da-
tabazu v textovej podobe, zvolili sme preto rieSenie, pri ktorom sa v paméti
indexuju iba pozicie v textovych stiboroch, na ktorych zac¢inaju zéznamy pre

jednotlivé alely.

+chr : String

+pos : long
+starting_position : long
+a_contain : short
+C_contain : short
+g_contain : short
+t_contain : short

Obr. 2.4: Index UML diagram

Pozicie st ulozené v objektoch triedy Index, ktora je znadzorneni na UML
diagrame . V nej si udrziavame hodnotu chromozému a poziciu na nej.
Atribat starting_position obsahuje pociato¢nu poziciu v TSV sibore. V
premennych a_contain, c_contain, g_contain a t_contain je uloZena ¢i-

selna hodnota poc¢tu bajtov, ktoré obsahuje zaznam pre jednotlivé alely. Tieto
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iudaje a RandomAccessFile nam postacuji na ziskanie zaznamov z dbNSFP.

Citanie z TSV stborov potom funguje nasledovne: posunieme sa na po-
¢lato¢ny bajt v TSV subore na zaklade hodnoty
starting_position + var, kde var urcuje obsah alel, ktoré si pred ale-
lou, na ktort sa pytame. Tento krok uskuto¢nime metédou RandomAcces-
File.seek(long). Po nastaveni sa na spravnu poziciu v subore potrebujeme
precitat vhodny pocet bajtov, ktory sa nachadza v *_contain(znak "*"repre-
zentuje hladant alelu). Po zavolani metody RandomAccesFile.read (byte[]
array) sa do pola array, o velkosti *_contain, ulozia hodnoty za¢inajtice na
pozicii starting_position + var a konciace starting_position + var +
*_contain. Po nacitani ndm teraz uz len staci previest pole bajtov do podoby
stringu. Takymto spésobom budeme uskuto¢iiovat ¢itanie z TSV stuborov.
Vytvorenie indexov je pomerne ¢asovo naroc¢né, preto si ich po vytvoreni

ulozime do stborov, ktoré sa vyuziji pri opatovnom nacitani.

2.3 Navrhové vzory

Pred zac¢atim akejkolvek implementécie je odportacané vytvorit si urc¢ita hie-
rarchiu tried, vdaka ¢omu si ulah¢ime dalgiu pracu, pridavanie funkcionality

a testovanie.

2.3.1 Strategy

Navrhovy vzor Strategy sa pouziva, ak potrebujeme vyberat medzi rozdiel-
nymi algoritmami pred spustenim funkcie alebo celého programu. Rovnaky
pristup zvolime aj my, kde kazd4 stratégia vyberu zaznamu z dbNSFP bude
implementovat metody getAttributes a getInterval. Tiez si m6zeme uvedo-
mit, Ze vela metod bude spolo¢nych pre vSetky stratégie. Aby sme sa vyhli
pisaniu rovnakych metod v kazdej stratégii, je vyhodnejsie pouzit rodic¢ov-

skt triedu, v ktorej si zadefinujeme funkcie a premenné, s ktorymi stratégie



KAPITOLA 2. IMPLEMENTACIA 16

pracuji. Od rodicovskej triedy potom vSetky stratégie buda dedit jej vlast-

nosti(2.5)). [9]
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VariantAnnotationService

Attributes

=<interfacess
GetAttributeInterface

+ getAttributes(CQuery query) :
Aftributes

+ getinterval(String chr, int from,
intto) : Index_attributes_iterator

AN

Parent_strategy

#Index_to_attributes({Index
index, String alele)
- Attributes

# String directory
# String version

/N

# aftributes: List=Attribute=

+ addAttributesiAttribute attr) :
boolean
+ getAttributes() : List<Attribute=

Attribute

# id: String
# values : List=Value>

+ getld() : String
+ setld() : void
+ getValues() : List<Values=

(

Avl_tree

|

Attributes

+ getAttributes(Query query) :

+ getinterval(String chr, int from,
int to) : Index_attributes_iterator

Constant_window

+ getAttributes(CQuery query) :
Aftributes

+ getinterval(String chr, int from,
intto) : Index_attributes_iterator

Index

+ chr : String

+pos :long

+ starting_positioin @ long
+ a_contain : short
+¢_contain: short
+Q_contain: short
+1_contain: short

Obr. 2.5: Strategy UML diagram

17



Kapitola 3
Datové struktary

Mame teda indexy, ktorych jeden chromozém méa v priemere dva miliény a
stucasne vieme o nich, ze sa vyskytuju v blokoch, ktoré si rovnomerne rozdis-
tribuované po chromozome. Poziadavky na rieSenie st v rychlosti najdenia
indexu v datovej Strukture a néjdenia indexov nachadzajtcich sa na urci-
tom intervale. RieSenie musi byt rychle a musi rozumne vyuzivat pamétové

zdroje.

3.1 Binarne vyhladavanie

Vzhl'adom na povahu dat nachadzajucich sa v databaze a podmienky vyberu,
mozeme sa na tento problém pozriet ako na vyhladavanie v utriedenom poli.
Vsetko ¢o potrebujeme zabezpecit je zistit pri nacitani, aky je pocet indexov,
ktoré boli vytvorené pre jednotlivé chromozémy. Nésledne alokujeme pole
pozadovanej velkosti, do ktorého uloZime indexy podla vzrastajucej pozicie,

ktorej zodpoveda aj zoradenie zaznamov v databaze NSFP.

3.1.1 getAttributes

Metodou getAttributes sa vyhladéd index v utriedenom poli, ktoré je urcené

¢islom chromozému. Vyhladanie sa uskuto¢ni pomocou binarneho vyhlada-

18
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nia (3.1). V pripade, ak najdeme index v poli, potrebujeme este vyhodnotit,
¢i allela, na ktort sa odkazujeme, obsahuje zaznam. Nasledne naplnime pole
Attributes hodnotami z dbNSFP.

| 2 | g |11 |15|2s|33|4n|4?|51 |54|?5|??|32|35|94|

l

|2 |g |11|15|2&|33|4u|4?|51 |54|?5|??|52|35|94|

|2 |g |11|15|Eﬂ|33|40|4?|51 |64|TE|??|32|85|94|

|2 |g |11 |15|23|33|4n|4?|51 |e4|?5|??|az|35|94|

Obr. 3.1: Ukazka binarneho vyhladavania

3.1.2 getInterval

Zo vstupnych hodnot from a to najdeme pociato¢nt a koncovi poziciu v
utriedenom poli indexov, oznac¢me si ich ako j, k. Po zisteni tychto hod-
not vlozime indexy nachadzajtuce sa na intervale <j; k> do zoznamu, ktory
sa podsunie ako parameter konstruktora Interval_attributes_iterator.

Vytvoreny iterator sa vrati ako navratova hodnota.

3.2 Avl vyhl'adavacie stromy

Avl vyhl'adéavacie stromy [14] si binarne samo vytazovacie stromy, z ¢oho vy-

plyva, Ze toto rieSenie nepotrebuje predpoklad utriedenia vstupnych hodnot.
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Vytvorenie avl stromu mé ¢asovi zlozitost O(nin(n)). V nasom pripade sa-
movyvazovanie stromu sa uskutoc¢iiuje len pri vkladani prvkov do stromovej
struktiry, kde vyvazenost znamena, ze rozdiel hibok medzi lavym a pravym
synom nie je vicsia ako jedna. Overenie hibok sa testuje zdola nahor po
ceste, ktorou sme isli pri vlozeni posledného vrcholu. Vyvazovanie stromu sa
zabezpeci vhodnymi rotdciami vrcholov, ktoré nie st vyvazené. Na overenie a
uskutocnenie rotacie je potrebné poznat, respektive paméitat si synov, rodic¢a
a vzdialenost k listom(hibku). Tieto hodnoty si potrebné iba pri vytvarani
Avl stromu. Navyse po jeho nac¢itani uz ziadané vrcholy nebudu pridavané, je
ich teda vhodné po vytvoreni stromu kvoli aspore paméti odstranit. Stcasne
nam chyba parameter, ktory by nam ulahcil jednoduchSie traverzovanie cez
indexy.

7 tychto ddévodov sme si vytvorili vrchol pre nacitavanie a vrchol, ktory slizi

ModeForLoading Node
+ ModeForLoading left + Node left
+ MNodeForLoading right + MNode right
+ NodeForLoading parent + Node next
+ short degree + [ndex index
+ |ndex index

| + MNade(Mode [eft, Mode right,

+ NodeForLoading(Iindex index) Index index)

Obr. 3.2: Reprezentacia vrcholov pre nacitanie a vyhladavanie.

na vyhladavanie(3.2). Po vytvoreni AVL stromu sa prekopiruji hodnoty do
nového Binarneho stromu, s rovnakou architektirou, uzly ale neobsahuju at-

ributy pre nadradeny uzol a hibku.

Po prekopirovani a zmazani povodného stromu potrebujeme zabezpecit
ako zjednodugit vyhladéavaie susednych pozicii. Zvolili sme rieSenie pomo-
cou inorder traverzovania stromov [3.3] kde si kazdy vrchol zapaméta svojho

nasledovnika vzhTadom na poziciu na chromozéme.
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3.2.1 getInterval

Pri hl'adani intervalov sa najskor hlada zaciatok intervalu a to tak, Ze pokial
sa nendjde vrchol s rovnakou hodnotou ako je hodnota from, tak postupne
prejdeme az do listu. Z tohoto listu sa musime posunit o jeden vrchol do-
prava, kde je vrchol s prvou hodnotou v intervale. Takato situacia moze vznik-
nut v pripade, ak by sme sa pytali na vSetky indexy na intervale <50,60>,
ale vrcholy maju hodnoty {48,49,55,56,57,59,60}.

Po najdeni prvého prvku v intervale postupujeme pomocou parametru next
cez v8etky vrcholy, ktoré sa nachadzaju v hfadanom intervale a ukladame si
ich do zoznamu, pokial nenarazime na prvy vrchol, ktory nie je z hfadaného

intervalu <from; to>, alebo parameter next neobsahuje dalsiu poziciu.

3.3 Vyhladavanie za pomoci intervalov

Predchadzajice dve datové Struktiry vyuzivaji binarne vyhladavanie. Skisme
sa teraz zamysliet, ¢i sa neda nejakym sposobom zmensit pocet prvkov po-
trebnych pre porovnanie. Jednou z moznosti by bolo pokitsit sa ¢o najrych-
lejsie priblizovat k hladanej pozicii. Toto moéZeme spravit tak, Ze si ur¢ime,
kolkym poziciam na chromozome prislicha jedna pozicia v poli. To vieme

ur¢it vztahom k = maxPos/countIndex (maxPos je najvi¢sia pozicia na
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chromozéme a countIndex urc¢uje pocet indexov na chromozome). A priblizné
ur¢enie bunky v poli potom bude vyplyvat zo vztahu k x (pos — firstPos)
(pos je hodnota hladanej pozicie a firstPos je prva pozicia na chromozome,
ktora obsahuje alelu). Takymto spésobom vieme velmi rychlo sko¢it do oko-
lia hTadaného indexu. Toto plati eSte pre niekolko iteracii, ale neskor uz
nekonvergujeme tak rychlo, dokonca sa moéze stat, ze budeme potrebovat az
h krokov, kde h je pocet pozicii medzi lokusmi na najdenie spravnej pozicie.
Tiez tento postup sa neda pouzit pre Avl stromy. Takze zdanlivo dobry spo-
sob nie je vhodny pre nase data.

Skusme teraz popremyslat, ¢i by sa nedali vyuZit lokusy, ktoré nam branili

v predoslej optimalizacii.

Nebudeme si pamétat indexy v poli alebo vo vrchole, ale celistvy interval
indexov (lokus). Vyhladavanie konkrétnej pozicie potom bude vyzerat tak,
7e namiesto podmienky vac¢si, mensi, sa budeme pytat: mensi ako najmensia
hodnota v lokuse, alebo vac¢si ako najvicsia hodnota v lokuse, ak obidve pod-
mienky budu vyhodnotené zéaporne vieme, Ze hladana pozicia sa nachadza
v intervale na sicasnom vrchole/bunke pola. Teraz nam staci pozriet sa do
pola v ¢ase O(1) na poziciu, na ktorej by sa mal nachadzat hTadany variant.
Toto vieme spravit, kedZe pozname poziciu na chromozoéme prvého prvku v
poli, oznacme si ju ako S a po overeni pozicie pos-S v poli ur¢ime, ¢i sa na
pos nachadza nejaky zaznam. Ukazka takto vytvorenej datovej Struktiry pre
bindrne vyhladavanie je na obréazku [3.4 Obdobnym sposobom sme imple-
metovali rieSenie za pouzitia samovyvazovacich stromov. Tieto implementéacie

sme nazvali Binarne vyhladavanie s intervalmi a Avl strom s intervalmi.
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Obr. 3.4: Utriedené pole obsahujice polia indexov

3.4 Skip list

Je datova Struktira umoznujuca vyhladavanie v utriedenej postupnosti, v
¢asovej zlozitosti O(log(n)). Zabezpeli sa to tak, 7e sa vytvori viacuroviovy
spajany zoznam ( [3.5), ktory umozituje preskakovat (skip) niektoré¢ hodnoty,
a tym urychlit najdenie hfadaného prvku. Vytvorenie skiplistu [12] pre vo-
pred nezname hodnoty sa vykonava tak, Ze s ur¢itou pravdepodobnostou sa
vytvaraja jedno, dvoj, troj, ... aroviové uzly, kde pravdepodobnost klesé z
narastajicou vyskou uzla. Vlozenie prvku teda zacina vygenerovanim uzla
nahodnej vysky, ktory sa potom vlozi na poziciu tak, aby platilo, Ze spodné
iroven spajaného zoznamu je utriedena. Najdenie takejto pozicie je opisané
v getAttribute.

Ked7ze dopredu pozname vSetky hodnoty, vytvorime spajany zoznam pre
v8etky prvky. V dalsej iteracii vytvorime opétovne spajany zoznam, ale bu-
deme don vkladat kazdy druhy prvok z predoslého zoznamu. Sucasne si vy-
tvorime linku z niz$ej irovne pre kazdy prvok v zozname. Takymto sposobom

budeme postupovat az kym nadm nezostane len jeden prvok.
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Obr. 3.5: Ukazka skiplistu

3.4.1 getAttributes

Vyhladavanie za¢ina v (Head) prvku, ktory je prvy v horizontédlnom aj ver-
tikdlnom zozname. Pri hTadani prvku sa kontroluje n&s dalsi smer dvomi
podmienkami. Ak hladana hodnota je vi¢sia ako d'alsia hodnota v zozname
(horizontalny smer), chod na fiu a proces opakuj. V opa¢nom pripade chod
na niz§iu uroven. Tento proces opakuj pokial sa nepride na koniec zoznamu

alebo sa nenajde hladana hodnota.

3.4.2 getInterval

Podobnym spésobom ako v metdde get Attributes sa najde zac¢iatoCny index.
Po jeho najdeni potrebujeme preiterovat cez hodnoty v spajanom zozname,
na najniz$ej urovni, pokial neprekro¢ime hodnotu konca intervalu alebo ne-

zdjdeme na koniec zoznamu.

3.5 Metdda konsStantného okna

Doteraz sme spominali pristupy, ktoré zabezpecili ndjdenie prvku v logarit-
mickom case. Myslienka tejto stratégie pozostava z najdenia rieSenia s kon-

Stantnou ¢asovou zlozitostou vyhladavania.

Na chromozém sa budeme teraz pozerat ako na pole za¢inajice na naj-

mensej pozicii, na ktorej sa nachadza nejaky zdznam s. Pole si rozdelime na
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okna konstantnej dizky w, ktoré budi ulozené v poli H. Na pozicii Hfi] sa
teda nachadza pole G, ktoré obsahuje indexy s poziciami na chromozome
<i-w+s;(i+1)-w+s). Vyhodou takejto reprezentécie chromozoému je moznost
vynechania poli G, v ktorych nie si uloZené ziadne indexy, a tym dovoluje
zmensit pocet prvkov pola H. Takymto sposobom vieme znacne znizit pa-

méitové naroky. Podstatnou tlohu zostava najst optiméalnu velkost okna w.

(dizka chromozému)/(velkost’ okna)

null | | - null | null
S T
| | |
| | I
! . I
null index index|
. index null index|
c
K~
[«
3
7
of | v | | v | e e oo
=
[
>
null index null

Obr. 3.6: Metoda optimélneho okna.

3.5.1 HTadanie optimalneho rozdelenia

Pri implementécii je jednym z najvicsich problémov ziskanie najoptimalnej-
Sej velkosti okna. Mozeme postupne skusat vsetky hodnoty velkosti, na ktora
budeme delit chromozom, poc¢et moZnosti na otestovanie je ale prili§ velky.
Mozeme ale vyuzit, ze pozicie, ktoré potrebujeme otestovat, sa nachadzaju na
intervaloch oddelenych skokmi. DIzky lokusov st pomerne z malého rozsahu,
kde medidlna hodnota sa pohybuje okolo ¢isla 129, oznacme si ju mil. Sice

skoky maji hodnoty z vic¢sieho rozsahu, ukdzeme, Ze tie nam az tak nevadia,
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podobne median tychto hodnét ozna¢me myjl. Uvazujme, ze optimalne rozde-
lenie sa nachédza v intervalu<mil; mjl>. Ak budeme delit chromozém podla
hodnét nachadzajice sa v tomto intervale budeme pozorovat dve udalosti
1. Niektoré polia G buda obsahovat privela null hodnot.

2. Niektoré zase budu musiet byt rozdelené na viacero poli G, na ktoré bu-

deme musiet uchovavat referencie v poli H, ktoré sa tym padom zvacsi.

Z vlastnosti medianu (velkosti intervalov) vieme, Ze pocet lokusov, ktoré
ovplyvihuji vyuzitie paméte pre pripad 1. je rovnaky poc¢tu lokusov pre pripad
2. . Rovnaki tvahu mozeme pouzit aj pre velkosti medzier medzi lokusmi.
Tiez si mézeme uvedomit, ze viac paméte potrebujeme pouzit vtedy, ak bu-
deme pouzivat vicsie okno, lebo sa spotrebuje nasobne viac paméte na ucho-
vanie null hodnét v poliach G, ako ked ich budeme delit na menSie polia,
kedy je potrebné uchovavat v mensom mnozstve null hodnoty v poli H. Tym
chceme povedat, Ze optimalna velkost okna je teda blizsie k hodnote Me-
dian(il). Mozeme si to viimnat aj na grafe zavislosti (3.7). A teda na najde-
nie optimalnej velkosti postacuje prejst hodnotami nachadzajicimi sa medzi

medianom dfzky lokusov a medidnom dizky skokov.

Vdaka spravnej velksti okna a vlastnosti distribucie variantov na chro-
mozome sa paméitové naroky a ¢asova zloZitost vytvorenia datovej struktary
zredukuje z O(g) (g - velkost genomu) na hodnotu O([g/w] + n) (n - pocet
indexov)(3.8]).

3.5.2 getAttribute

Néajdenie prvku uskuto¢nené v kongtantnom case. Hladanu poziciu budeme
oznacovat P. Najprv sa pozrieme do pola H na poziciu | (P-s)/w|. Ak na
tejto hodnote je null hodnota, proces ukon¢ime. Inak sa pozrieme do pola
G ulozeného na tejto hodnote. V poli G vyberieme hodnotu (P-s)% W, kde
sa nachadza hladany index alebo null hodnota, ak sa zaznam v databéaze

nenachadza.
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Obr. 3.7: Paméatova zavislost od vel'kosti okna

3.5.3 getInterval

Ozna¢me si hodnoty from a to zadané pouzivatelom ako F a T. Pozrieme
na poziciu | (F-s)/W| v poli H v pripade, ak sa na tejto pozicii nachadza
pole G, pozrieme sa na poziciu (F-s)% W a ak by miesto referencie na G bol
na pozicii | (F-s)/W| null, skisime sa pozriet na poziciu | (F-s)/W)+1], a
dalej pokial nenajdeme poziciu j v H, na ktorej sa nachadza pole G, kde
pozicia je mensia | (T-s)/W]|.

Ak uz takéto pole G ndjdeme, preiterujeme cez vsetky prvky i a pozbierame
Indexy nachadzajice sa v postupnosti, pre ktoré plati, (1-s) <= (F-s)*j+i,
¢ize prechadzame ako aj cez prvky v poli G tak aj cez prvky v poli H.

V pripade ak sa pole G nachédza na pozicii H| (F-s)/W]|, a na hodnote G/(F-
s)% W/je null hodnota, tak preiterujeme cez vSetky nasledujtice prvky pola
G, pokial nendjdeme prvy nenulovy alebo nezdjdeme na koniec pola. Ak by
sme zasli aZ na koniec pola a nenagli ziaden prvok, postupujeme rovnako ako
v pripade, Ze pole G na pozicii H | (F-s)/W| nebolo.
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Vylepsenim tohto pristupu by bol interval tree, ktory by nam teraz uz v
¢ase log(n) naSiel pociatok intervalu a v ¢ase O(1) ostatné prvky. Toto rie-
Senie je sice casovo efektivnejSie ako to, pre ktoré sme sa nakoniec rozhodli.

Jeho nevyhodou je ale pamétfova narocnost.

3.6 Sql rieSenie

Dalsim zo skiimanych rieseni je kopirovanie celej TSV tabulky do relacnej
databazy. Zvolili sme databazovy systém PostgreSQL [22], kde sme vytvo-
rili tabulku, podla pomenovacich standardov [27], ktora obsahovala atributy
ako TSV siibory, a spustili sme nacitavanie. Problémom tohto rieSenia bola
viac ako dvojnasobna spotreba miesta na disku, ale najmé ¢as, ktory bol
potrebny na naplnenie tabulky, ktory sa pohyboval okolo 24 hodin. Toto rie-
Senie nespliialo tretiu normalnu formu, kedZe u niektorych atribttov plati, ze
obsahujt viac hodnot oddelenych bodko¢iarkou. Pre riegenie, ktoré splialo
3. normélnu formu bol ¢as naplnenia predlzeny na 7-8 dni. Takéto ¢asy boli

neprijatelné.

Preto sme sa rozhodli pamétat si iba indexy, pre ktoré sme si vytvorili
SQL tabulku. Na nej sme vytvorili SQL index pre chromozom a poziciu na
nom. Prepojenie s Java projektom je realizované pomocou JDBC konektoru
a indexy sa ziskavaji jednoduchym vyberom a mapovanim na objekt Index.
SELECT * FROM nsfp WHERE chr=’c’ AND pos=p
SELECT * FROM nsfp WHERE chr=’c’ AND pos=>from AND pos<=to
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3.7 MongoDB

Jednou z moznosti, ktora sme zvazovali, bolo pouzitie Mongo databazy [4].
Ide o nerela¢ni databazu vhodniu pre ukladanie vopred neznamych objektov.
Umoznuje vytvorenie indexov pre atributy zaznamov, kde sa da nastavit
priorita, podla ktorej sa indexy pouZzivaji. Nevyhodou tohto rieSenia je velkéa
paméitova naro¢nost. Pri nasej implementéacii sme ukladali do MongoDB len
indexy, kde pre uloZenie prvého chromozoému bolo predpokladanych 1,5 GB
RAM pamite. Tato hodnota prevySovala hodnoty testovacieho hardvéru a
preto z tohto dovodu sa ndm ani nepodarilo vlozit cely 1. chromozéom do
databazy. A rovnako z tohto dovodu sme nemohli uskutocnit testy na ¢asovi

naroc¢nost tohto rieSenia.

3.8 Casova a paméitova zlozitost

Oznacenie:
n - pocet indexov
m - pocet intervalov

g - velkost gendému

Stratégia ‘ Vytvorenie ‘ Vyhladavanie ‘ Pamiétova zlozitost ‘
Binarne vyhladavanie O(n) O(log(n)) O(n)

Bin. vyh. s intervalmi O(n+m) O(log(m)) O(n+m)

Avl strom O(nlog(n)) O(log(n)) O(n)

Avl strom s intervalmi | O(n+mlog(m)) | O(log(m)) O(n+m)

Skip list O(nlog(n)) O(log(n)) O(nlog(n))
Konstantné okno O(g) O(1) O(g)

Tabulka 3.1: Casova a pamétova naro¢nost.




Kapitola 4
Porovnanie

Poziadavky, ktoré sme si kladli na zac¢iatku celého projektu boli zamerané
najmé na Casovu efektivnost a pamétové naroky. Vytvorili sme sadu testov,

ktorymi sme testovali tieto kritéria.

4.1 Casova efektivnost

Pre objektivne postudenie stratégii sme test opakovali desatkrat a za ohodno-
tenie stratégie sme povazovali median vysledného casu tychto testov. Skimali
sme aj okrajové pripady stratégii. Vytvorili sme dva testovacie stibory, jeden
obsahujtci dopyty na pozicie, ktoré obsahuji zdznamy, a druhy, ktory ich
neobsahuje. Takto sme testovali obidve metddy get Attributes aj getInterval.
Rovnako sme testovali aj pripad, Ze k sluzbe pristupuje viacero pouziva-
telov naraz, ¢o bolo simulované viacerymi vldknami. V takom pripade sa
vysledné Casy testov pomerovo priblizne zhodovali s jednym pouzivatelom.
Boli zhruba tretinové vzhladom na tri vlikna, na ktorych sme testy usku-
to¢nili. Tretinové ¢asy boli viditeIné, ak sa pouzivali metody bez naditania
hodnoét z disku. Ako sa vysledné ¢asy ovplyvnili si mézeme vSimnit na teste

metody getAttributes, kde sme testovali aj pripad ¢itania zo suborov TSV a

aj bez neho ([{.1]14.2).
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Stratégia Jeden pouzivatel|ms| | Viaceri pouzivatelia|ms]
Binarne vyhladavanie 2891,5 1501,0
Bin. vyh. s intervalmi 28440 1505,5
Avl strom 2711,5 1455.,5
Avl strom s intervalmi 2724.,0 1431,0
Skip list 2853,5 1491,0
Sql s indexmi 168475 10002,5
Konstantné okno 2807,5 1511,0

Tabulka 4.1: getAttributes 10 000 dopytov na pozicie, ktoré obsahuju zé-

znamy s Citanim z disku.

Stratégia Jeden pouzivatel|ms| | Viaceri pouzivatelia|ms]
Binarne vyhladavanie 43,12 15,83
Bin. vyh. s intervalmi 16,22 5,21
Avl strom 35,05 13,77
Avl strom s intervalmi 12,56 5,17
Skip list 56,94 23,82
Sql s indexmi 1019,65 974,95
Konstantné okno 5,91 1,69

Tabulka 4.2: getAttributes 10 000 dopytov na pozicie, ktoré obsahuju za-

znamy bez ¢itania z disku.

U meto6dy getAttributes sme sa zamerali aj na porovnanie ¢asovej naroc-

nosti pre vyhl'adanie prvkov, ktoré sa v dbNSFP nenachéadzali. V tomto teste

sa najviac odzrkadlil logaritmicky faktor, ktory bol u vicsSiny rieseni, okdrem
metody konstantného oknaf({4.3).
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Stratégia Jeden pouzivatel|ms| | Viaceri pouzivatelia|ms]
Binarne vyhladavanie 31,03 12,42
Bin. vyh. s intervalmi 9,10 3,38
Avl strom 25,11 9,04
Avl strom s intervalmi 12,05 4,21
Skip list 41,30 15,25
Sql s indexmi 9860,00 9700,00
Konstantné okno 4,49 1,86

Tabulka 4.3: getAttributes 10 000 dopytov na pozicie, ktoré neobsahuju zé-

znamy bez ¢itania z disku.

Pri testovani metédy getInterval u jednotlivych stratégii sme test vyko-

nali bez ¢itania z disku, aby sme minimalizovali ¢as potrebny na nacitanie

ZAZNAMOV [.5).

Stratégia ‘ Jeden pouzivatel [ms] ‘ Viaceri pouzivatelia|ms] ‘
Binarne vyhladéavanie 1406 955,5
Bin. vyh. s intervalmi 1380,5 920,5
Avl strom 1385,5 930,5
Avl strom s intervalmi 1367 938
Skip list 1432 955,5
Sql s indexami 170850 87460
Konstantné okno 1395,5 923

Tabulka 4.4: getInterval, intervaly, ktoré obsahuji suvisle tseky s indexami,

10 000 dotazov.
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Stratégia Jeden pouzivatel|ms| | Viaceri pouzivatelia|ms]
Binarne vyhladavanie 1263,5 882,5
Bin. vyh. s intervalmi 1229 870,5
Avl strom 1243.5 880,5
Avl strom s intervalmi 1231,5 895,5
Skip list 1281,5 901
Sql s indexmi 187806 88530
Konstantné okno 1268,5 893

Tabulka 4.5: getInterval, intervaly, ktoré neobsahuji ziadne indexy, 10 000
dotazov.

4.2 Paméatové naroky

Fyzickd pamét je dostupné pre vSetky procesy. Jej sprava je riadené operad-
nym systémom pomocou virtualnej paméte, ktora mapuje virtualne adresy
na fyzicka pamét. Pri vytvoreni Objektu sa naalokuje miesto na heape, na
ktoré si program uchovéava referenciu. Ak uz neméme referenciu na niektoré
naalokované miesto, tak garbage collector moze objekt zmazat, a miesto,
ktoré mu patrilo, v pripade potreby pontknut pre vytvorenie iného Objektu.
Ak chceme vediet aktualny stav heapu, vytvorime si takzvany heap dump,
¢o predstavuje obraz aktualneho stavu java virtuadlnej paméite spusteného
procesu so v8etkymi referenciami, objektami, ako aj informéciou o pocte jed-
notlivych objektov a vyuzitim paméte. Vytvorenie memory dumpu vykoname
pomocou ManagementFactory, MBeanServer a HotSpotDiagnosticMXBean
a ulozime si ho do stboru. Pre vizualizaciu adajov obsiahnutych vo vygene-
rovanom sibore vyuzijeme volne dostupni aplikiciu MemoryAanalyser [§],
a pomocou nej si moézeme viimnit, ze poc¢et objektov typu Index je vo vSet-
kych stratégidch rovnaky. Lisi sa v objektoch, ktoré st pouzité v spominanych
datovych Struktiarach. Cize pre vyhodnotenie vyuzitia paméate budeme po-
rovnavat obsah celého obrazu paméte po nacitani vSetkych chromozdémov.

Vysledky, ktoré sme takymto sposobom namerali su v tabulke [4.6
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Stratégia 1. chr[kB]|
Binarne vyhladéavanie 283 081
Binarne vyhladavanie s intervalmi 280 089
Avl strom 280 583
Avl strom s intervalmi 381 275
Skip list 464 888
Konstantné okno 314 753
Sql_with indexes 2713
Mongo _db 1 500 000

Tabulka 4.6: Vyuzitie paméte

4.3 Vyhodnotenie

K najvac¢sim ¢asovym rozdielom prichadza pri vyhladani prvku ktory sa v
databaze nenachadza, mozeme si to vSimniat aj na vysledkoch testovania.
Ide hlavne o implementécie datovych Struktar, ktoré potrebuji skontrolovat
log(n) moZnosti na overenie existencie zaznamu. Pre takyto pripad ma naj-
lep8ie vlastnosti metoda konstantného okna. Aj ked pre ostatné testy metoda
konStantného okna neziskala najlepsie hodnotenie, ale rozdiel medzi najlep-
Sou implementéaciou pre dany test bol zanedbatelny. Z toho dévodu sme sa
rozhodli pouzit ako zdroj pre Variant Annotation Service prave stratégiu

Konstantného okna.



Zaver

Cielom tejto bakalarskej prace bolo poskytnut efektivne rieSenie vyberov z
databazy dbNSEP, ktora je nosnym zdrojom atribttov pre webovi sluzbu
Variant Annotation Service a desktopovi aplikidciu Variant Annotation Ana-
lyser. Oba néstroje budu pristupné pre akademické tcely a ocakava sa vyuzi-
tie na globalnej drovni.

V praci sme opisali data obsiahnuté v tejto databaze a tiez sme uviedli ich
vlastnosti. Tie§ sme vytvorili objektovy model implementécie a zadefinovali
sme si interface, cez ktory sa vysledné stratégia priamo napojila na webovi
sluzbu VAS.

Popisali sme podrobne implementacné detaily stratégii, ktoré boli testované.
Poukézali sme na velké pamétové naroky pre rieSenie s MongoDB a ¢asovo
narocné nacitanie idajov do PostgreSQL databéazy. V poslednej kapitole sme
urcili sposob testovania Casovej efektivity a pamétovych narokov stratégii. Z
vysledkov testov sme urcili najvhodnejsiu datova Strukttru, ktorou sa stala
metoda konstantného okna.

Napriek optimalizovanému vyhladaniu prvku v datovej strukttre, vysledny
¢as potrebny na vyber zdznamu z dbNSFP je z velkej miery zavisly na rych-
losti ¢itania z disku. Pri d'alSej optimalizécii by sme mohli urychlif ¢itanie z
disku udrZiavanim si v paméti niektorych alebo vSetkych atributov, vdaka

¢omu by sa zredukoval celkovy ¢as vyberu zdznamu z databézy.

35



Literatura

1]

2]

3]

4]

5]

6]

7]

Ivan Adzhubei, Daniel M Jordan, and Shamil R Sunyaev. Predicting
functional effect of human missense mutations using polyphen-2. Clur-

rent protocols in human genetics, pages 7-20, 2013.

Rolf Apweiler, Terri K Attwood, Amos Bairoch, Alex Bateman, Ewan
Birney, Margaret Biswas, Philipp Bucher, Lorenzo Cerutti, Florence
Corpet, Michael D. R. Croning, et al. The interpro database, an integra-
ted documentation resource for protein families, domains and functional
sites. Nucleic acids research, 29(1):37-40, 2001.

Phil Blunsom. Hidden markov models. Lecture notes, August, 15:18-19,
2004.

Kristina Chodorow. MongoDB: the definitive guide. O’'Reilly Media,
Inc.", 2013.

UniProt Consortium et al. The universal protein resource (uniprot).
Nucleic acids research, 36(suppl 1):D190-D195, 2008.

Eugene V Davydov, David L Goode, Marina Sirota, Gregory M Cooper,
Arend Sidow, and Serafim Batzoglou. Identifying a high fraction of the
human genome to be under selective constraint using gerp+-+. PLoS
computational biology, 6(12):¢1001025, 2010.

Wlodzimierz Dobosiewicz. Optimal binary search trees. International
journal of computer mathematics, 19(2):135-151, 1986.

36



LITERATURA 37

[8] Eclipse. Memory analyzer (mat), 2015. [Citované 2015-5-26] Dostupné
7z https://eclipse.org/mat/.

[9] Erich Gamma, Richard Helm, Ralph Johnson, and John Vlissides. De-
sign patterns: elements of reusable object-oriented software. Pearson
Education, 1994.

[10] et al. Garber, Manuel. Identifying novel constrained elements by explo-

iting biased substitution patterns. Bioinformatics, 25.12.2009.

|11] Lars Grunske and Dipl Inf André van Hoorn. Evaluation von java profiler

werkzeugen. 2013.

[12] Eric N. Hanson and Theodore Johnson. The interval skip list: A data
structure for finding all intervals that overlap a point. In In Proc. of
the 2nd Workshop on Algorithms and Data Structures, pages 153—164.
Springer, 1992.

|13] David N. Cooper Ian N. M. Day Hashem A. Shihab, Julian Gough and
Tom R. Gaunt. Predicting the functional, molecular, and phenotypic
consequences of amino acid substitutions using hidden markov models.
Genome Res, 15:1034-1050, 2005.

[14] Robert W Irving and Lorna Love. The suffix binary search tree and
suffix avl tree. Journal of Discrete Algorithms, 1(5):387-408, 2003.

|15] jantipin. mutationassessor, 2015. |Citované 2015-9-3] Dostupné z http:

//mutationassessor.org/.

[16] Johns Hopkins University. Karchin lab johns hopkins university vest,
2015. [Citované 2015-9-3] Dostupné z http://karchinlab.org/apps/
appVest.html|

[17] Riley GR Jang W Rubinstein WS Church DM Maglott DR Lan-
drum MJ, Lee JM. Clinvar: public archive of relationships among sequ-

ence variation and human phenotype. Nucleic Acids Res, (42), 2014.


https://eclipse.org/mat/
http://mutationassessor.org/
http://mutationassessor.org/
http://karchinlab.org/apps/appVest.html
http://karchinlab.org/apps/appVest.html

LITERATURA 38

[18]

[19]

[20]

[21]

[22]

[23]

[24]

[25]

[26]

Xiaoming Liu, Xueqiu Jian, and Eric Boerwinkle. dbnsfp: a lightweight
database of human nonsynonymous snps and their functional predicti-
ons. Human mutation, 32(8):894-899, 2011.

Xiaoming Liu, Xueqiu Jian, and Eric Boerwinkle. dbnsfp v2. 0: A da-
tabase of human non-synonymous snvs and their functional predictions
and annotations. Human mutation, 34(9):E2393-E2402, 2013.

Matti. Work with tab-delimited tsv format, 2015. [Citované 2015-3-3]
Dostupné z https://support.google.com/docs/answer/63377/.

Mikhail V Matz and Rasmus Nielsen. A likelihood ratio test for species
membership based on dna sequence data. Philosophical Transactions of
the Royal Society B: Biological Sciences, 360(1462):1969-1974, 2005.

Bruce Momjian. PostgreSQL: introduction and concepts, volume 192.
Addison-Wesley New York, 2001.

Pauline C Ng and Steven Henikoff. Sift: Predicting amino acid changes
that affect protein function. Nucleic acids research, 31(13):3812-3814,
2003.

NHLBI. Nhlbi grand opportunity exome sequencing project (esp),
2015. |Citované 2015-9-3] Dostupné z https://esp.gs.washington.
edu/drupal/l.

Sue Povey, Ruth Lovering, Elspeth Bruford, Mathew Wright, Michael
Lush, and Hester Wain. The hugo gene nomenclature committee (hgnc).
Human genetics, 109(6):678-680, 2001.

Jana Marie Schwarz, Christian Rodelsperger, Markus Schuelke, and Do-
minik Seelow. Mutationtaster evaluates disease-causing potential of se-
quence alterations. Nature methods, 7(8):575-576, 2010.


https://support.google.com/docs/answer/63377/
https://esp.gs.washington.edu/drupal/l
https://esp.gs.washington.edu/drupal/l

LITERATURA 39

27]

28]

[29]

[30]

[31]

[32]

[33]

[34]

[35]

Sehrope Sarkuni. How i write sql, part 1: Naming conventions, 2014.
[Citované 2014-12-3] Dostupné z https://launchbylunch.com/posts/
2014/Feb/16/sql-naming-conventions/.

Kholodov M Baker J Phan L Smigielski EM Sirotkin K Sherry ST,
Ward MH. dbsnp: the ncbi database of genetic variation. Nucleic Acids
Res, 1(29):308-11, 2001.

Katherine S. Pollard Siepel, Adam and David Haussler. New methods
for detecting lineage-specific selection. Research in Computational Mo-

lecular Biology. Springer Berlin Heidelberg, 2006.

Pedersen JS Hinrichs AS Hou MM Rosenbloom K Clawson H Spieth J
Hillier LW Richards S et al. Siepel A, Bejerano G. Evolutionarily con-
served elements in vertebrate, insect, worm, and yeast genomes. Human
mutation, 2013.

Nayanah Siva. 1000 genomes project. Nature biotechnology, 26(3):256—
256, 2008.

D SNUSTAD. a michael j simmons. genetika. preklad jifina relichova.
brno: Masarykova univerzita, 2009, xxi, 871 s. Technical report, ISBN
978-802-1048-522.

Chris Stark, Bobby-Joe Breitkreutz, Teresa Reguly, Lorrie Boucher,
Ashton Breitkreutz, and Mike Tyers. Biogrid: a general repository for
interaction datasets. Nucleic acids research, 34(suppl 1):D535-D539,
2006.

University of Washington. Combined annotation dependent deple-
tion (cadd), 2015. [Citované 2015-9-3] Dostupné z http://cadd.gs.

washington.edu/.

Kai Wang, Mingyao Li, and Hakon Hakonarson. Annovar: functional
annotation of genetic variants from high-throughput sequencing data.
Nucleic acids research, 38(16):e164-e164, 2010.


https://launchbylunch.com/posts/2014/Feb/16/sql-naming-conventions/
https://launchbylunch.com/posts/2014/Feb/16/sql-naming-conventions/
http://cadd.gs.washington.edu/
http://cadd.gs.washington.edu/

LITERATURA 40

|36] Danielle Welter, Jacqueline MacArthur, Joannella Morales, Tony Bur-
dett, Peggy Hall, Heather Junkins, Alan Klemm, Paul Flicek, Teri Ma-
nolio, Lucia Hindorff, et al. The nhgri gwas catalog, a curated resource
of snp-trait associations. Nucleic acids research, 42(D1):D1001-D1006,
2014.



	Úvod
	Prehlad
	Biologický úvod
	dbNSFP
	Formát databázy dbNSFP

	Projekt Variant Annotation Service

	Implementácia
	Rozhranie
	getAttributes
	getInterval

	Objekty
	Query
	Attribute
	Attributes
	Interval attributes iterator
	Index

	Návrhové vzory
	Strategy


	Dátové štruktúry
	Binárne vyhladávanie
	getAttributes
	getInterval

	Avl vyhladávacie stromy
	getInterval

	Vyhladávanie za pomoci intervalov
	Skip list
	getAttributes
	getInterval

	Metóda konštantného okna
	Hladanie optimálneho rozdelenia
	getAttribute
	getInterval

	Sql riešenie
	MongoDB
	Casová a pamätová zložitost

	Porovnanie
	Casová efektívnost
	Pamätové nároky
	Vyhodnotenie

	Záver

