UNIVERZITA KOMENSKEHO V BRATISLAVE
FAKULTA MATEMATIKY, FYZIKY A INFORMATIKY

ROZPOZNANIE FONTU V DOKUMENTOCH
BAKALARSKA PRACA

2017
DUSAN JAVOREK



UNIVERZITA KOMENSKEHO V BRATISLAVE

FAKULTA MATEMATIKY, FYZIKY A INFORMATIKY

ROZPOZNANIE FONTU V DOKUMENTOCH

Studij ny program:
étudij ny odbor:

Skoliace pracovisko:

Skolitel:

Bratislava, 2017

Dusan Javorek

BAKALARSKA PRACA

Informatika

2508 Informatika

Katedra informatiky

RNDr. Elena Sikudové, PhD.



77968380

Univerzita Komenského v Bratislave
Fakulta matematiky, fyziky a informatiky

ZADANIE ZAVERECNEJ PRACE

Meno a priezvisko §tudenta: Dusan Javorek

Studijny program: informatika (Jednoodborové stidium, bakalarsky I. st., denna
forma)

Studijny odbor: informatika

Typ zaverecnej prace: bakalarska

Jazyk ziverecnej prace: slovensky

Sekundarny jazyk: anglicky

Nazov: Rozpoznanie fontu v dokumentoch

Font recognition in documents

Ciel’: Nastudovat’ tedriu rozpoznavania znakov. identifikovat' priznaky, podla
ktorych sa daju rozlisit' fonty. Rozpoznat’ font na naskenovanom dokumente
na zdklade identifikovanych priznakov. Porovnat' s dostupnou volnou

aplikaciou.
Vediici: RNDr. Elena Sikudova, PhD.
Katedra: FMFI.KAI - Katedra aplikovanej informatiky

Veduci katedry: prof. Ing. Igor Farkas, Dr.
Datum zadania: 27.10.2016

Datum schvalenia: 02.11.2016 doc. RNDr. Daniel Olejar, PhD.

garant Studijného programu

Student vedtci prace



111

Pod’akovanie: Dakujem svojej Skolitelke RNDr.Elene Sikudovej, PhD. za pomoc,
¢as a cenné rady, ktoré mi poskytla pocas tvorby tejto bakalarskej prace. Taktiez da-

kujem mojej rodine za trpezlivost a za ich neustalu psychicka podporu.



Abstrakt

V tejto praci predstavujem algoritmus na detegovanie fontu, ktory je plne automati-
zovany a spadéa do kategorie problému Visual Font Recognition, ktory je velmi zaned-
bavany komunitou zaoberajicou sa pocitacovym videnim. Dal by sa nazvat aj Canny-
SURF Font Recognition program, kedze vyuziva dva hlavné algoritmy: Canny Edge
Detection a Speeded-Up Robust Features na zistovanie fontu. Bol testovany na 40
snimkach obsahujtcich kazda jeden font s textom, ktory obsahoval len pismena z an-
glickej abecedy. Fonty boli hlavne zo sans a serif-sans rodin. Na testovacich déatach

dosahoval uspesnost detekcie od 85% az po 92.5% s priemernou uspesnostou 89.16%.

KTacové slova: Visual Font Recognition Problem, Canny-SURF, Detekcia fontu



Abstract

In this work I present a font recognition program, which is fully automatic and is clas-
sified under widely neglected Visual Font Recognition problem by community working
on visual recognition. Algorithm recognizing font can be marked as Canny-Edge based
as it is using the Canny Edge Detection with the Speeded-Up Robust Features extrac-
tion. It was tested on dataset containing 40 images, each image had text containing
only letters from the English alphabet in different fonts. These fonts were picked from
mainly two families: sans and serif-sans. At the end the successful recognizing rate was
ranging from 85% to 92.5% with average of 89.16%.

Keywords: Visual Font Recognition problem, Canny-SURF, Optical Font Recogni-

tion
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Uvod

Cielom tejto préace bolo vytvorit automatizovany systém na detegovanie fontu. Tento
systém mal detegovat font na naskenovanych dokumentoch, ktoré mohli byt aj fotky
zo sveta, nie len obrazy Cistého textu, takze mal byt dostatocne robustny aby vedel
text lokalizovat a vedel pracovat s textami v réznych farbach na réznych pozadiach a
aj na nekvalitnych snimkach.

Vyvoj tohoto algoritmu spada pod problém Visual Font Recognition, ktory sa su-
streduje na detegovanie fontov na fotkach a je dost zanedbavany komunitou zaobera-
jucou sa pocitacovym videnim. Detegovanie fontu na obrazoch zo sveta je nérocné z
hladiska poc¢tu faktorov, ktoré ho moézu ovplnyvnit. Medzi najhlavnejsie patria: kva-
lita snimky, povrch textu a nasvietenie textu. Tieto faktory mozu ovplyvnit spréavne
lokalizovanie, urc¢enie pismena, alebo samotné detegovanie priznakov pomocou ktorych
sa fonty rozpoznavaju.

Aj ked v poslednej dobe nastal velky progres v detegovani pismen pomocou OCR,
tieto algoritmy zvycajne pracuju len na Standartnych tvaroch pismen a nie st velmi
efektivne na tych nestandartnych, ktoré zvycajne chceme zistit. Preto, si¢asné systémy
(napr. www.whatfontis.com) spoliehaju na pouzivatela aby detegoval, pripadne po-
tvrdil pismena na fotke. Dokonca aj so zasahom pouzivatela, tieto systémy nie st dost
robustné na zmyslupné praktické pouzitie. Hlbsie skiimanie toho problému by mohlo
prispiet aj k vylepSeniu OCR algoritmov, kedZe tieto problémy su si velmi podobné.

Implementacia samotného algoritmu je popisané v kapitole 2 a vysledky dosiahnuté
na testovacich datach v kapitole 3. V tejto kapitole st popisané aj mozné vylepSenia
algoritmu. Nakoniec, dosiahnuté vysledky st porovnané s vybranymi systémami v ka-

pitole 4.


www.whatfontis.com

Kapitola 1
Zakladné pojmy

Tato kapitola stru¢ne uvedie problém znamy ako Visual Font Recognition, definuje a

vysvetli zadkladné pojmy pouzivané pri detekcii pismen a rozpoznavani fontu.

1.1 Visual Font Recognition

Na definovanie problému Visual Font Recognision sa najskor musime zoznamit s prob-

lémom Optical Character Recognition (dalej len OCR) a pojmom Font.

1.1.1 OCR

OCR je technolégia umoznujtuca konvertovanie tlacenych, alebo pisanych znakov v ob-
raze do textovej, editovatelnej formy. Program konvertuje obraz automaticky, alebo sa
musi naucit rozpoznavat znaky. Pouziva sa hlavne na digitalizovanie dokumentov, aby
sa v nich dalo lahsie vyhladavat, mohli byt upravené, digitalne uskladnené a pouziva-

telia si ich mohli pozriet online.

1.1.2 Font

Pojem Font predstavuje Specifickiit kombinaciu vlastnosti pismena ako st napriklad:
sklon, hrubka, Sirka, patky (serif) (obr. 1.1). Podobné vlastnosti sa zoskupujtu do rodin,
kde sa fonty lisia len drobnymi zmenami. V pocitaci je najcastejsie font reprezentovany
siborom vo formate TrueType Font, alebo OpenType Font.

TrueType Font (TTF) je format, ktory vznikol v roku 1991 vyvinuty firmou Apple
Computer, ako jednoduchy format pre opera¢ny systém vyvijany touto firmou. Neskor
firma Apple Computer TTF format zadarmo licencovala firme Microsoft[3]. Tento for-
méat mé vyhodu v tom, ako presne vie vykreslit znak lubovolnej velkosti, v pocitaci
je reprezentovany priponou .ttf na opera¢nom systéme Microsoft Windows a .dfont na

macOS.
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Obr. 1.1: Pitka (serif), znazorneny ¢ervenou farbou, je $trukturalny detail na konci

tahu, ktory tvori pismena a symboly.

OpenType Font (OTF) je formét vyvinuty firmami Microsoft a Adobe v roku 1997
ako vylepsenie forméatu TTF a dnes je hlavnym pouzivanym formatom|2|. Tento forméat
ma vyhodu v tom, Ze je medzi-platformovy (macOS a Windows), ma omnoho va¢si
limit znakov (az 64 tisic), a taktiez prinasa nové vlastnoti ako mozno definovat font. V

pocitaci je reprezentovany suborom s priponou .otf.

1.1.3 Visual a Optical Font Recognition

Problém Optical Font Recognition je snaha automaticky ur¢it, ¢o najpresnejsie, font
skenovaného dokumentu. Pri sucasnej existencii stoviek tisic fontov tato tloha nie je
vobec trivialna.

Na druhu stranu Visual Font Recognition problém ma za tilohu urc¢it ¢o najpresne;j-
Sie font na snimkach zo sveta [9]. Tym sa stéava ovela zloZitej$im, kedze musi brat do
uvahy aj faktory ako sii material a povrch pismen, nasvietenie, alebo kvalita snimky.

Vsetky tieto faktory ovplyvihuju tspesnost s akou je font detegovany.

1.2 Priznaky

Priznakom v oblasti pocitacového videnia sa rozumie vysledok merania, ktoré kvan-
tifikuje nejaku vlastnost objektu. Priznaky sa reprezentuji pomocou priznakového
vektora|12].

Priznaky vzhladom na turoven ich abstrakcie delime na:

e Nizkourovinové priznaky opisuju zakladné vlastnosti objektov ako tvar, farbu

alebo texturu atd.

e Stredotiroviové priznaky vzniknu spojenim nizkoturoviovych priznakov ako

napriklad pouzita paleta farieb, subor zakladnych tvarov v obraze a pod.

e Vysokoturovinové priznaky st priznaky najvyssej tirovne, ktoré popisuju sé-

mantiku zobrazenej scény.

Nasledujuca ¢ast definuje niekol'ko zakladnych pojmov z nizkouroviovych prizna-

kov.
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Obr. 1.2: Snimka rodinného domu segmentovanéa na rozne oblasti.

1.3 Segmentacia a priznaky tvaru

Segmentacia je proces vedici k rozdeleniu obrazu do jednotlivych, vzdjomne disjunkt-
nych oblasti. Rozpoznané oblasti st nésledne zatriedené do urcitych disjunktych pod-
mnozin - tried (obr. 1.2). V pripade, Ze je zaujimava len jedna trieda, alebo jedna
skupina tried, je vysledkom bindrny obraz kde su tieto triedy oddelené od pozadia,
ktoré je reprezentované nulami. Oblasti st segmentované podla roznych kriterii. Naj-
Castejsie st to podobné odtiene farieb, alebo texttry a ich hranice[12].

V tychto oblastiach sa nasledne deteguju priznaky (napr. tvaru, farby, textury).

Néas budu najviac zaujimat priznaky tvaru, ktoré siu:

e Hrana je subor bodov, ktoré oddeluju jeden objekt od druhého. Pod objektom si
mozeme prestavit napriklad okno na budove, oblak na oblohe, ale aj jeden odtien

farby v obraze.

e Roh a zaujimavé body si body kde hrana vyrazne meni smer. Tieto body

mozu tiez popisovat zakrivenie hrany a smer jej zakrivenia.

1.4 Ostatné pojmy

Ostatné pojmy potrebné na porozumenie fungovania programu.

e Keypoint definuje zaujimavy bod v obraze (napr. hranu). Definuje bod, kde ne-
zalezi na rotaci, velkosti ¢ posunu obrazu. To znamena, Ze algoritmy hladajice
tieto body ich najdu v obraze, ktory mohol byt otoceny, zmenSeny /zviacseny,

alebo posunuty.

e Deskriptor je vektor dlzky 128 bitov definujuci konkrétny keypoint a jeho blizke

okolie. Pomocou deskriptorov vieme keypointy porovnavat.
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Obr. 1.3: Ukazka transforméacie bodu x v rovine Image plane, na bod X v rovine World

plane pomocou matice transformacnej matice H.

e Matchovanie keypointov je proces porovnavania a hladania tych istych keypoin-

tov v dvoch réznych obrazoch.

e Homografia v pocitacovom videni definuje projekénu transformaciu utvaru, ktora
priradi mnozine bodov leziacej v jednej rovine, mnozinu bodov leziacej v druhej
rovine. Tieto body st bodmi toho istého objektu v dvoch réznych obrézkoch,
ktoré su zvacsa dvoma rozlicnymi projekciami tohoto objektu. Vysledkom vy-
po¢tu je matica homografie (obr. 1.3). V nasom pripade st objekty pismena, de-
finované mnozinou keypointov. Na vypocet pouzivame met6du RANSAC (RAN-
dom SAmple Consensus), ktory nam keypointy rozdeli na tzv. inliners a outliners.
Inliners su body, ktoré ,pasuji‘do vypocitanej homografie a outliners st vsetky

ostatné body.



Kapitola 2
Navrh a implementacia

Realizécia implementéacie prebieha v tychto 3 nasledovnych krokoch:
e néjdenie volne dostupného OCR a algoritmu na predspracovanie obrazu
e nijdenie volne dostupnej databazy pre testovacie data a databazu fontov
e implementacia algoritmu na rozpoznanie fontu

Program je implementovany v jazyku C++, kompilovany kompilatorom programu
Visual Studio 2015. Vsetky dolezité algoritmy, az na OCR, a taktiez vSetky datové
typy a operacie tykajice sa spracovania obrazu pouziva z kniznice OpenCV3.2 [6][10].
Nebol navrhnuty ako real-time program, takZze sa moc nedbalo na optimalizacie. Cely
program funguje nasledovne (obr. 2.1):

V prvej Casti sa vstupny obraz nasegmentuje a oddeli sa text od pozadia, nasledne
tieto oblasti s textom sluzia ako vstup pre OCR algoritmus, ktory deteguje konkrétne
slovo v oblasti a posunie tieto slova nasmu algoritmu.

Druhé cast zahina detegovanie priznakov jednotlivych pismen v slove pomocou
nasho algoritmu a vyhodnotenie najlepsich piatich zhéd s databazou fontov. Ako vystup
algoritmu aj celého programu bude nazov tychto top 5 fontov zoradenych od najlepsej
zhody.

2.1 OCR a algoritmus na predspracovanie obrazu

KedZe tieto algoritmy neboli hlavnym cielom prace, poziadavkou bolo najst volne do-

stupné a spolahlivé algoritmy za cenu rychlosti.

2.1.1 Predspracovanie obrazu

Na predspracovanie obrazu bol vybrany algoritmus z kniznice OpenCV, vyvinuty L.

Neumannom a J. Matasom v roku 2012 [14], pre svoju robustnost a fakt, Ze je suc¢astou

6
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stupm’r obra/—) Predspracovanie obrazu OCR
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fontu
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Obr. 2.1: Vyvojovy diagram programu.

OpenCV. Algoritmus deteguje text zo setu External Regions (ERs), ktoré predstavuju
skupiny s najpravdepodobnejsim vyskytom pismen. Detegovanie je rozdelené do dvoch
fazi.

V prvej fazi je kazdému regionu priradena pravdepodobnost, Ze tento region je
pismeno, obsahuje alebo je ¢ast pismena. Do druhej fazi su vybrané len regiony s naj-
vacsou pravdepodobnostou, kde je na ne aplikovany vypoc¢tovo narocnejsi algoritmus.
Nakoniec st tieto regioény spojené do skupin a skupiny s najvac¢sou pravdepodobnostou
vyskytu pismen st vybrané.

Tento algoritmus velmi dobre funguje aj na nekvalitnych alebo zle nasvietenych
snimkach. No vystupné skupiny obsahujtiice pismena moc dobre nezachovavaja dolezité
priznaky tvaru pismen a pismena st vidinou trochu deformované. Co nevadi pokial

ide len o rozpoznanie pismen, ale vadi pri rozpoznani fontu.

2.1.2 OCR

Pre OCR algoritmus bola poziadavka aby bol dostato¢ne vykonny, open-source a s
¢o najmensSou chybovostou. Ako najlepsi sa ukézal byt Tesseract vyvijany firmou HP
naskor ako PhD projekt v HP Labs, potom ako prototyp, a neskor bol vydany verejnosti
[15]. Tesseract pracuje na skupinéch, ktoré dostane od algoritmu na predspracovanie
obrazu. Vystupom z tesseractu je slovo a percentuélna istota, zZe dané slovo je naozaj
to, ktoré je v skupine. Vetky slova s istotou menSou ako 45% a slova kratSie ako 4

znaky a istotou mensou ako 68% s ignorované.
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2.2 Databazy

2.2.1 Databaza fontov

Databéza fontov musela obsahovat dostato¢ne Sirokt paletu fontov a obrazy pismen v
prislusnom fonte. TaktieZ musela obsahovat predpocitané dita a nazov fontu pre kazdé
pismeno. KedZe nebolo mozné najst takiato databazu, algoritmus, ktory ju generoval
musel byt vytvoreny. Tento algoritmus berie ako vstup TrueType a OpenType fonty a
vygeneruje zlozky s nadzvom fontov. V tejto zlozke je 125 suborov: 62 obrazov znakov,
ktoré su pismena (a-z, A-Z) a ¢isla (0-9), 62 xml stitborov obsahujtcich data ku kazdému
znaku a jeden textovy stibor obsahujuci informéciu ¢i tento font bol predpocitany.
Kazdy obraz znaku a k nemu prisluchajuci predpoc¢itany datovy subor je pomenovany
¢iselnou reprezentéaciou znaku v tabulke ASCII. Stiibory obsahujice jednotlivé fonty su
ulozené v samostatnej zlozke FONTS, textovy nézov fontov je ulozeny v textovom
subore list.txt v zlozke _Config. Vzdy ked sa prida novy font, algoritmus zisti, ¢i kazdy
sibor v zlozke _FONTS mé meno zapisané v list.txt, takto nadjde novo pridany font,
vytvori prefiho novu zlozku a vygeneruje obrazy znakov a data.txt subor.

Samotné predpocitavanie dat a generovanie xml prebieha v druhej casti tohoto al-
goritmu. V tejto Casti algoritmus prebehne vsetky zlozky fontov a ak néjde v data.txt
informaciu, Ze pre tento font neboli data vypocitané, spusti sa v tejto zlozke. To zna-
mend, pre kazdy obraz znaku vygeneruje xml sibor s datami opisujicimi tento znak

(blizsie su tieto data opisane v sekcii 2.3.2).

2.2.2 Testovacia databaza

Databéza na testovanie musela obsahovat obrazy z realneho sveta, kde v kazdom obraze
musel byt text v jednom fonte a ku kazdému obrazu priloZeny nazov fontu. Problém ale
bol néajst takuto volne dostupni databazu, tak musel byt vytvoreny algoritmus, ktory
ju generoval. Ako pozadie bol vybrany nahodny snimok, kde bol nasledne odstraneny
povodny text (obr. 2.2). Algoritmus nacita fonty z databazy fontov a pre kazdy font

vygeneruje obraz s textom a textovy subor s ndzvom pouzitého fontu (obr. 2.3).

2.3 Implementacia algoritmu

Algoritmus sa sklada z niekol'ko ¢asti. Hlavnymi st predspracovanie obrazu, OCR, seg-
mentovanie pismen a detekcia fontu. Na ukazku budeme pracovat s ndhodnym obrazom
z testovacich dat (obr. 2.3).

Algoritmus na predspracovanie obrazu sme popisali v sekcii 2.1.1, jeho vystupom
je vektor Stvoruholnikov, ktoré definuji oblasti kde sa detegoval text. Text sa deteguje

horizontalne, takze v pripade keby slovo HOTEL bolo napisané vertikalne, dostaneme
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Obr. 2.2: VIavo je ndhodny obraz s pévodnym textom vybrany ako pozadie do testo-

vacej databazy, vpravo obraz po vymazani pévodného textu.

Obr. 2.3: Priklad obrazu, ktory vygeneruje algoritmus testovacej databazy. Povodny
text bol nahradeny textom "The Quack 10"vo fonte Bottle Party. Tento obraz budeme

zaroven pouzivat ako vstup pre nas algoritmus.
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Obr. 2.4: Binarna matica prekreslena do obrazu, ktort dostaneme po predspracovani

obrazu. Matica obsahuje dve slova.

vektor s piatimi Stvoruholnikmi, kde v kazdom bude jedno pismeno. Pomocou tohoto
vektora sa zo vstupného obrazu vyrezu ¢asti, ktoré obsahuju text. Tieto casti st ulozené
v binarnej matici, kde pozadie je reprezentované nulami a text jednotkami (obr. 2.4).
Pojem matica v kniznici OpenCV znamena datova struktura, ktora reprezentuje obraz.
Tato matica sa dalej posunie OCR na detekciu textu.

OCR, popisané v kapitole 2.1.2, dostane ako vstup bindrnu maticu z algoritmu na
predspracovanie obrazu, ktora sa nareze na jednotlivé slova a vystupom je vektor textov
a vektor istot. Pre lahSie manipulovanie s maticami a ich prislusnymi vektormi som si
vytvoril vektor Struktir vector<Mats> group_imgs , ktory sa naplna vzdy ked OCR

néajde slovo s dostato¢nou istotou.

1 struct Mats {

2 Mat group; // Image stored

3 string word; // Texzt detected on the image

4 vector<float> confidence; // Confidence of the text
detected

5 bool active = false; // True if this object contains
text

s

Struktira Mats obsahuje premenné:

e Mat group je matica, ktord obsahuje prislusny text zapisany binarne, kde poza-
die je reprezentované nulou a pismena jednotkou. Matica obsahuje vSetky slova

v jednom riadku.

e string word je text v matici, ktoré dostaneme z OCR. V pripade viac slovného

textu, premenné obsahuje tieto slova za sebou, bez medzery.

e vector<float> confidence je vektor istot. Kazda polozka vektora je istota pre

jedno slovo v danom texte.

e bool active je premennd, ktora sa vyuziva pri spracovani Struktury neskor
v programe. Hovori o tom ¢i dana matica obsahuje text s dostato¢nou istotou,
pretoze algoritmus na predspracovanie obrazu moéze vratit aj matice bez textu,

alebo OCR moze detegovat text aj tam kde v skutocnosti nie je.
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TheQuackil(

Obr. 2.5: Obraz vystrihnuty presne podla danej binarnej matice prekonvertovany do

odtienov Sedej.

2.3.1 Segmentacia pismen

V tejto casti algoritmu sa deteguji pozicie pismen a pismena sa konvertuji do forméatu,
na ktorom sa jednoduchsie deteguju priznaky tvaru.

Vstup do tejto Casti je vector<Mats> group_imgs a obraz vystrihnuty zo vstup-
ného obrazu, tak aby reprezentoval presne tu istu ¢ast, ktora obsahuje prislusna ma-
tica jedného group imgs (obr. 2.5), v odtienoch Sedej. Pre jednoduchsie pochopenie
pomenujme si jeden prvok vektora group imgs groupBI (BI pre binary image) a k
nemu prislichajicu maticu vystrihnutt zo vstupného obrazu groupGI (GI pre greys-
cale image).

Najskor sa odfiltruju vsetky falosné objekty vektora, to znamena ak groupBI.active
je true a najvyssia istota v groupBI.confidence je vicsia ako 68% a priemerna istota
je vacsia ako 60%, tak groupBI obsahuje text s dostato¢nou istotou aby ho algoritmus
mohol dalej spracovavat. Vyska matice ( groupBI.group (obr. 2.4)) sa zmeni na 350
pixelov a sirka sa prisposobi, aby si matica zachovala stale rovnaky pomer. Tato zmena
velkosti je potrebné na zviacSenie presnosti detegovania priznakov. V takto zmenenej
matici sa spusti algoritmus findContours |[6], ktory pre kazdé pismeno v matici vrati
body, ktoré ohranic¢uju toto pismeno. Je doélezité spustat findContours na binarnej ma-
tici, pretoze vtedy sme si isty ze vratené body budid naozaj ohrani¢ovat konkrétne
pismeno a nie nejaky nahodny zhluk podobnych pixelov. Pomocou tychto bodov naj-
deme presnd poziciu pismen v bindrnej matici.

Nésledne sa na rovnaku Sirku a vysku zmeni aj groupGI, a na groupGI sa spusti
algoritmus canny [8], ktory najde hrany objektov (obr. 2.6). Dévod preco sa canny
spusta na groupGI obraz a nie na groupBl.group je taky, Ze groupBl.group obsahuje
zdeformovany tvar pismen z algoritmu na predspracovanie obrazu. Ttuto deformaciu
mozeme pozorovat, ak porovnédme pismend e a Q medzi obrazkami 2.4 a 2.5. Z matice,
ktort dostaneme z canny algoritmu, dalej vystrihneme konktrétne pismena, kedze po-
zname presnu poziciu pismen v bindrnej matici a obe matice maji rovnaké rozmery aj
obsah, a ulozime ich samostatne do struktury Mats. Opét pre jednoduchost budeme
dalej pracovat len s jednym pismenom, nazvyme si ho P1.Ku kazdému pismenu je pri-
radeny aj jeho znak v ASCII tabulke. Teda P1.group obsahuje obraz jeho obrysu a
P1.word obsahuje jeho textovi podobu. Ostatné zlozky struktiry nas uz nezaujimaju.

Na takychto samostanych pismenach sa deteguji priznaky tvaru a vyhodnocuje sa
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Obr. 2.6: Hranice pismen, ktoré sme dostali pomocou algoritmu canny.

font.

2.3.2 Detekcia fontu

V tejto casti algoritmu sa na jednotlivych pismenéch deteguju priznaky tvaru a vyhod-
nocuje sa font s najlepsou zhodou.

Na detegovanie priznakov pouzivame funkciu Speeded-Up Robust Features (SURF)
[5], ktora k danému obrazu vrati vektor keypointov (obr. 2.7). SURF hladé tzv. bloby
- body, ktoré su tmavsie, alebo svetlejsie ako ich okolie, presnejsie, determinant Hesso-
vej matice druhych derivécii dosahuje v tychto bodoch maximum. Nésledne pre tieto
body vypocita deskriptory, ktoré popisuju ako si distribuované intenzity pixelov v
okoli keypointu. Tym, Ze detegujeme keypointy len na obrysoch pismen a nie na ce-
lych, pévodnych alebo binarnych tvaroch, zarucujeme, ze sa SURF ststredi len na tvar
pismena, nie na jeho hribku ¢ nedokonalosti povrchu pri odfoteni (¢o moze byt napri-
klad $pina na pismene, alebo nerovny povrch pismena). Keypointy kazdého pismena sa
nasledne rozdelia na Sest Casti pre presnejsie matchovanie (obr. 2.8). Dalej sa z data-
bézy fontov, z kazdého fontu, nac¢itaji data konkrétneho pismena. Tieto data obsahuju
keypointy uz rozdelené do Siestich casti a taktiez deskriptory keypointov, detegované
a vypocitané tym istym algoritmom.

Samotné matchovanie deskriptorov keypointov zabezpecuje Brute-Force matcher|1]
(obr. 2.9). Deskriptory sa porovnavaju zvolenou metrikou v 128 rozmernom priestore.
Brute-Force matcher vrati dvojice keypointov, ktoré st si najblizsie. Co znamena, e
vyfiltruje obe mnoziny a vrati nam len tie keypointy, pre ktoré existuje spojenie. No
tieto spojenia stale nemusia byt korektné, vela z nich je falosnych (tz. nie su paralelné
s tymi pravymi), treba ich dalej filtrovat. Tvary, ktoré sa velmi odlisuji od porovna-
vaného tvaru, vratia viacej falognych spojeni, ako viacej podobné tvary (obr. 2.9).

Filtrovanie falosnych matchov prebieha pomocou funkcie findHomography , ktora
najde transformaciu bodov jednej mnoziny podla bodov druhej mnoziny (na obrazku
2.10 st znazornené body a ich tranformaécie spojené tuseckou). Taktiez identifikuje body,
ktoré so svojimi projekciami spliiaju transforméaciu definovant maticou homografie.
Tym vieme odstranit body, ktoré sice maju svoj par, ale nie st transformované uréenou
homografiou (obr. 2.11).

Nakoniec, kazdy font za¢ina s po¢tom spravnych keypointov rovnych nule. Spoci-
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Obr. 2.7: Prvych 20 keypointov detegovanych na pismene T pomocou algoritmu SURF,
polomer kruhu reprezentuje ich velkost a tsecka zo stredu k obvodu reprezentuje ich

smer.

Obr. 2.8: Keypointy kazdého pismena sa rozdelia na Sest Casti pre presnejsie matcho-

vanie.
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Obr. 2.9: Na obréazku mézme vidiet tri pripady matchovania Brute-Force funkciou.
Spravne spojenia st znazornené Cervenou a falosné modrou. Z hora dole: V tomto
pripade OCR zle rozoznalo "T” a vyhodnotilo ho ako i’; stale ale Brute-Force matcher
nasiel nejaké spoloéné vlastnosti. V strede vidime spojené ’Q’ z databazy fontov (na
Tavo) s 'Q’ z testovacieho obrazku (na pravo) v rovnakom fonte. MoZeme vidiet, Ze
vel'a spojenti je falosnych, toto je spésobené drobnymi odchylkami v obrysoch pismena.
Na poslednom obrazku vidime 'Q’ z databézy fontov v inom fonte ako je to na pravo.

Mozeme pozorovat mensi vyskyt spravnych spojeni.
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b2'

bl b2
b5

b1'
Ob5'

Obr. 2.10: Ukéazka ako funguje findHomography. Ak by sme mali dve mnoziny bodov:
B1 = {bl, b2, b3, b4, b5}, B2 = {b1’, b2’, b3’, b4’, b5’} a bl by bolo spojené s bl’, atd.
findHomography by nam vratila maticu, ktora by transformovala zeleny stvoruholnik
okolo mnoziny bodov Bl na zeleny stvoruholnik ohranic¢ujtici mnozinu B2. Navyse by

ignorovala spojenie b5-b5’, pretoze spojenie nevyhovuje tejto homografii.

Obr. 2.11: Priklad kol'ko nakoniec zostane keypointov po filtracii funkciou findHomog-
raphy. Na obréazku je pismeno 'Q)’ v rovnakom fonte na l'avo aj na pravo. Cervenou st

znézornené spojenia vyhovujice vypocitanej homografii.
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tame kol'ko parov keypointov bolo transformovanych homografiou pre dané pismeno a
pripoc¢itame k poc¢tu keypointov daného fontu. Ked spracujeme vSetky pismené zora-

dime fonty od najvécsieho poctu keypointov a vypiSeme najlepsich 5 vysledokov.



Kapitola 3
Vyhodnotenie

Nasledujuca kapitola popisuje aké vysledky sme dosiahli a aké mozné vylepSenia by

sme mohli aplikovat aby sa dosiahnuté vysledky zlepsili.

3.1 Testovanie a vysledky

Testovanie aplikicie prebiehalo porovnavacim algoritmom medzi nazvom fontu, ktory
sme dostali z programu a nazvom fontu v testovacej databaze. Aplikaciu mozno pre-
pnut do testovaciecho moédu, ktory automaticky zisti font na kazdej snimke z testo-
vacej databazy popisanej v podkapitole 2.2.2, zapiSe vysledok do textovych stiborov
a vyhodnoti vysledok. Ak nastane chyba eSte pred krokom zistovania fontu, prog-
ram zapiSe SEGMENTATION_OCR_FAIL, ak nastane chyba pocas zistovania fontu zapise
NOT_ENOUGH_KEYPOINTS_FAIL namiesto nazvu fontu do vystupného siiboru. Testovaci
algoritmus potom porovna déta z vystupnych suborov s datami stiitborov v testovacej
databaze a vypiSe percentuéalnu tspesnost fontov, ktoré boli pocitané, a percentualnu
chybu, kde program ako vystup vratil NOT_ENOUGH_KEYPOINTS_FAIL . Vystupné déata
s refazcom SEGMENTATION_OCR_FAIL nés nezaujimaju, pretoze ide o chybu externého
algoritmu, ktort nemézeme ovplynit. Naviac testovaci algoritmus vypiSe aj uspesnost
s ktorou program, sice nevypocital konkrétny font ako top 1, ale trafil sa do urc¢itého
miesta. To znamena, kedZe program vypisuje najlepsich 5 fontov, algoritmus vypise
percentualnu tspesnost toho, ze sa spravny font nachéddza do konkrétneho miesta. Na-
priklad ak program vypocital spravne 15/20 fontov, jeho top 1 uspesnost bude 75%,
ak 2 z tych 5tich zle vypocitanych boli na 2. mieste vo vystupe, top 2 tspesnost bude
85% (uhadol 17/20 do druhého miesta), atd.

Testovacie data pozostavali zo 40 fontov, obsahujuce niekolko rodin, vacsinou ale
sans a sans-serif, a niekolko fontov v jednej rodine. Vysledok bol: na$ program doka-
zal rozpoznat fonty s top 1 uspeSnostou 85% a percentualnou chybou 0%, tspesnost

rastla az do top 3, kde dosiahla maximum 92.5% (obr. 3.1. Co znamené, Ze prie-

17
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Recognized font texts: 4848
Successful rate on recognized fonts:
result: 85z
result: P8¢

result: 92 .5x

result: 92 .5

result: 92 .5x
Error rate: @
External error rate:

Obr. 3.1: Vystup programu po zbehnuti testov. Celkova uspesnost dosiahla az 92.5%.

L F\Work\Bakalarka\programProgramData\Debug\FontRecognition.exe - B
] F:“UWork~Bakalarka*program~ProgramData~Debug“~FontRecognition.exe

! zelect mode:
— gingle image named ‘B.png’ from Input folder
— run tests

IME_REGIOM_DETECTION = 12147.6

IME_GROUPIHG = 2326.73

Info in bnfCreate: Generating pixa of bitmap fonts from string
IME_QCR_INITIALIZATION = 648.1684

IME_OCR = 2164.6%7
IME_WORD_SEGMENTATION = 38.4847
IME_FONT _DETECTION = 145547

Obr. 3.2: Vysledok testovania ndhodného obrazu prebehol tspesne. Top 1 vypisany

font sa zhoduje s fontom, ktory zistila aj stranka whatfontis.

mernd uspesnost bola 89.16%. Vsetky potiencionalne fonty, pre ktoré by program vratil
SEGMENTATION_OCR_FAIL boli z testovacej databdzy odstranené. Vécsinou islo o fonty,
ktoré definovali pismo podobné pisanému a teda pismena neboli standartného tvaru.
Algorimus bol testovany aj na datach, ktoré neobsahovali text v presnom fonte
z databézy a ocakévala so, ze algoritmus vypiSe najblizsi podobny font. Postup bol
nasledovny: najskor sa vybral ndhodny obraz na testovanie a pouzila sa stranka what-
fontis.com na urcenie najblizsieho fontu. Tato stranka vypiSe najlepsich 100 vysledkov
pre dany obraz. Z tychto 100 fontov sa vybral jeden, ktory sa podobal najviac a pridal
sa do databazy fontov. Néasledne bol spusteny nas program s tym istym obrazom a
ocakavalo sa, Ze program vypiSe prave novo stiahnuty font ako svoj top 1 vysledok
(obr. 3.2). Vysledkom bolo, Ze program dokézal spravne urcit najblizsi podobny font v

5 z btich pripadoch.



KAPITOLA 3. VYHODNOTENIE 19
3.2 Mozné vylepSenia a optimalizacia

Program nebol navrhnuty pre real-time pocitanie, takze neobsahuje vela optimalizacii.
Vypocet jednej snimky je zavisly od poc¢tu fontov v databaze, velkosti snimky a mnoz-
stva textu na nej. Vyhodnotenie jednoho pismena v priemere trva 200 az 400 ms / font.
To znamena, ze pri 40tich fontoch vyhodnotenie jedného pismena trva v priemere 12
sekund. Cely program na jednej testovacej snimke s 40 fontami (obr. 2.3) a s rozmermi
640*480 a poc¢tu pismen maximéalne 10, zbehne do 200 sekiund. Kde segmentacia trva
do 20 sektnd a vyhodnocovanie fontov do 160 sekund. Pri optimalizacii teda treba
optimalizovat hlavne tieto dve ¢asti programu.

Tiez treba spomenit pamétovi naro¢nost programu. Kazdy font v databaze fontov
obsahuje priblizne 30 MB dat, ak by sme mali vstupny obraz ktory by obsahoval
kazdé pismeno, do paméte by sa muselo na¢itat 30mb / font. Co uz pri 200 fontov nie
je moc redlne. Mohli by sme nastavit algoritmus tak, aby pocital pismené pre jeden
font a potom pamét odalokoval, ¢o by ale znamenalo, Ze by sme viackrat pristupovali
do disku a tym padom eSte viac spomalili beh programu. Dalsou moznostou by bolo
zmensit objem dat v databéaze, ¢o znamena zmensit pocet keypointov pre jednotlivé
pismend, ¢o by mohlo viest k viacej nepresnym vysledkom.

Co sa tyka presnosti ur¢ovania fontu, program by sa dal dalej vylepsit tym, ze k
poctu spojenych keypointov, ako meradlo presnosti, by sa pridal parameter, ktory by
popisoval rozdiel medzi tvarom pismena z databazy a jeho vypocitanou transforméa-
ciou. Cim mensi, tym lepSie. Takze vysledny font by bol vybrany s najvi¢sim poctom
spojenych keypointov a zaroven s najmensou tranforméciou. Taktiez by vylepsilo pres-
nost natrénovat OCR na viacej datach aby vedel rozpoznat aj nestandartné fonty. Na

aplikaciu tychto vylepSeni som bohuzial nemal uz dostatok casu.



Kapitola 4
Existujiace implementacie

Tato kapitola poskytuje podrobnejsi prehlad uz existujuicich algoritmov na rozpoznanie
fontu a ich porovnanie s mojou implementéciou.

KedZe pozadavkou bol tplny automatizovany program, porovnavanie so strankami
ako www.whatfontis.com, alebo www.fontsquirrel.com nie je vel mi relevantné, kedze
tieto stranky nechévaju na uzivatela aby oznacil a detegoval text (obr.4.1), taktiez ne-
poskytuju ziadnu dokumentaciu ich testovania. Viacej robustnejsie algoritmy su ale
vacsinou nedostupné verejnosti a jedina cesta, ako ich mozeme porovnat, je pomocou
publikacii, v ktorych boli predstavené. Tieto algoritmy boli testované na vlastnych
databézach, odlisnych od naSej, no boli testované rovnakym spésobom. Vela algorit-
mov bolo vyvinutych na detegovanie fontov v dokumentoch, kde nie st pismena zle
nasvietené, alebo nekvalitné.

Jeden z algoritmov na detegovanie fontu na snimkach zo sveta je popisany v doku-
mente Large-Scale Visual Font Recognition [9], vyvinuty univerzitou v Missouri pod
zastitou Adobe v roku 2014. Tento algoritmus bol navrhnuty aby detegoval aj tie na-
jemnejsie detaily medzi fontami pomocou upraveného SIFT algoritmu. Ich databaza
fontov obsahovala 2420 réznych variacii fontov zo 447 rodin.Testovanie prebiehalo na
databaze, ktora obsahovala obrazy 1000 najpouzivanejsich anglickych slov v kazdej
variacii fontu a taktiez realne snimky pozbierané z roznych for. AvSak vsetky tieto tes-
tovacie obrazy boli orezané aby obsahovali len text, ktory bude detegovany. Vysledkom
bolo, Ze na top 1 uspesnost bola 72.50%, a vySplhala sa az na 96.87% v top 10. Ich
top 5 uspesnost bola 93.45%, nas vedie k priemernej 87.61% uspesnosti. V porovnani
s naSim, ktory mal priemernu uspeSnost 89.16% no na velmi malej databaze fontov
oproti tomuto algoritmu.

Dalsie zaujimavé algoritmy deteguju font zo skenovanych dokumentov. Za zmienku
stoja:

Algoritmus popisany v dokumente FONT FINDER: VISUAL RECOGNITION OF
TYPEFACE IN PRINTED DOCUMENTS 7], vyvinuty univerzitou v Surrey v roku

20
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Check every image and input character accordingly.

Leave the box empty if the character is not valid or if there are more than one character in the image.
If you can't see the letters try to auto equalize the image.
If the letter is split in several images, drag one image over another to combine the shapes.

Make sure letters match the images (uppercase to uppercase etc.) - Try using only the distinct letters

The image is complex. Please use this image editor and select 4-10 characters of the font.

Click here to open an image editor. After you finish the customization, Select File->Save and press OK.

Obr. 4.1: Stranka www.whatfontis.com nechéva na uZivatelovi detegovanie pismen, ¢o
napomaha ku vacsej tispesnosti, no neprinasa plnu automatizaciu. Po nahrati obrazku
na stranku, ndm pontkne zoznam vysegmentovanych oblasti. UZivatel musi oblasti

prejst a do policok pod oblastou zadat znak pismena, ak oblast predstavuje pismeno.

2015, vo Velkej Britanii. Tento algoritmus nepotrebuje ruéni lokalizaciu textu, po-
dobne ako nas program. Na matchovanie pouziva Histogram of Oriented Gradients
(HOG) priznaky [11]. Ich databéaza fontov obsahovala 1000 roznych fontov a testova-
cia databdza nahodnu podmnozinu mnoziny, ktord pozostéavala z pat ukazok kazdého
velkého pismena v kazdom fonte. Ich priemerné uspesnost bola 93.4%.

A algoritmus na detegovanie fontu na Farsi (perzskych) dokumentoch popisany v
dokumente Farsi font recognition based on Sobel-Roberts features [13]. Na matchova-
nie pouzivali vlastné priznaky, ktoré boli extrahované z textur, ktoré dostali pomocou
Sobel Edge detector a Robers Cross detector algoritmov. Tieto priznaky popisuji hori-
zontalne tseky textu v jednom riadku, takze nepouzivaju klasicky pristup matchovania
pismeno-pismeno. Ich databaza fontov obsahovala 10 fontov a testovacia databaza 5000

roznych dokumentov v tychto 10 fontoch. Ich priemerna tspesnost bola 94.16%.



Zaver

V tejto praci sme predstavili program na detegovanie fontu na skenovanych dokumen-
toch a fotkach. Tento program riesi problém Visual Font Recognition zanedbavany
komunitou zaoberajticou sa pocitacovym videnim. Program, na detegovanie fontu, po-
uziva algoritmy Canny Edge detection a Speeded-Up Robust Features. Bol testovany
na testovacich déatach, ktoré obsahovali texty v 40 fontoch z hlavne dvoch rodin sans a
serif-sans. VSetky texty pouzité na testovanie sa skladali len z pismen anglickej abecedy
a ¢isel 0-9.

Cielom tejto prace bolo tspesne rozpoznat font na naskenovanom dokumente a po-
rovnat ho s vybranymi aplikiaciami. Na testovacich datach program dosahoval tspesnost
medzi 85% az 92.5% s priemernou uspeSnostou 89.16%. Bol porovnany s algoritmom
vyvinutym univerzitou v Missouri, ktory sa priamo zoberal problémom VFR a dvomi
vybranymi algoritmami, ktoré sa zaoberali problémom OFR. V porovnani s algorit-
mami, ktoré riesili problém OFR si nas algoritmus viedol horsie v priemere o 4% a v
pripade algoritmu vyvinutého na univerzite v Missouri si viedol o 1.5% lepsie. Treba
ale spomenut, Ze nase testovacie data boli radovo mensie a je teda mozné, Ze po do-
kladnejSom testovani naSa priemerna tspesnost moze klesnit.

Program by sa do budtcna dal vylepsit aby dosahoval viacsiu tspesnost a taktiez

by sa dal optimalizovat ¢ uz po ¢asovej, alebo po pamétovej stranke.
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Priloha

Sucastou prace je CD s elektronickou prilohou obsahujiicou zdrojové siibory programu a
tiez skompilovant, spustitelnii verziu uréent na testovanie. Stcastou spustitelnej verzie
je aj databéaza fontov spolo¢ne s testovacou databéazou. Zdrojové sibory sa daji néajst

aj v repozitari na GitHube na adrese https://github.com/jav0/bakalarska_praca.
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