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Abstrakt

KLEMPA, Michal. VyuZitie principu MDL v strojovom uceni [bakalarska préaca]. Univerzita Ko-
menského v Bratislave. Fakulta Matematiky, Fyziky a Informatiky; Katedra Informatiky. Skoli-
tel': Mgr. Tubog Steskal. Bratislava, 2009. 30 s.

V praci sa venujeme zhlukovaniu a nésledne ad-hoc kédovaniu melodickych obalok viet slovenského
jazyka. Cielom préace je najst zdkladné typy priebehov melodickych obalok viet pre potreby syntézy
reci. Prostrednictvom ad-hoc kodov (ne)pravdepodobnostného MDL hladdme globalne minimum
kodovych dlzok pre zhlukované melodické obalky viet. Vysledkom préace je navrh na optimélne

pocty a typy melodickych obélok viet ziskanych zo zdrojovych dat.
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Kapitola 1
Uvod

Aby nase pokusy s MDL neboli len na generovanych umelych a celkom iste aj zbyto¢nych datach,
kontaktovali sme kolegov z Katedry informaé¢nych sieti Zilinskej univerzity, ktori sa venuju vyvoju
softvéru na syntézu re¢i v slovencine. Ide o text-to-speech systém, zaloZeny na konkatinativnej
syntéze re¢i. Systém najprv z kratkych reCovych tsekov posklada slovéa a vety. Na spojené tuseky
sa nésledne aplikuja prozodické vlastnosti: obalky melédie, hlasitosti. V tejto praci sa zaoberdme
analyzou melédie viet v slovenskom jazyku.

Pre tcely syntézy rec¢i chceme poznat, aké rozne melddie viet sa v slovenskom jazyku pouZivaju
najcastejsie. Kolegovie v Ziline by chceli zistit aj to, ¢i ndhodou neexistuje suvis medzi textovym
zapisom vety a melodiou, akou ju ¢lovek precita. Hlavne sa zameriavaji na také znaky viet, ktoré
sa daju z pisaného textu ziskaf pri syntéze: interpunk¢né znamienka, pocty slov a slabik.

7 nahravok zvukov boli najprv kolegami zo Ziliny ziskané priebehy melodii viet ([CS]). Prie-
beh melodickej obélky vety je funkcia zékladnej frekvencie hlasu Fy ¢loveka od ¢asu ([PPTLIS]).
Kolegovia data este upravili vyhladenim plavajicim vazenym aritmetickym priemerom a upravili
na jednotny diskrétny defini¢ny obor (8 hodnét frekvencie na slovo vo vete). S tymito datami sa
pokugali o zhlukovanie.

Rychlo v8ak narazili na problém: Kolko zhlukov vlastne existuje v skupine dat? Na tento
problém odpovedame v tejto praci s vyuzitim principu MDL (minimum description length). Najprv
data zhlukujeme algoritmom K-means a nasledne skimame pre kazdy pocet zhlukov, ako dobre
sa daju data skomprimovat s vyuZitim informécie o stredoch zhlukov (ako dobre stredy zhlukov
vyjadruja regularitu dat). Venujeme sa verzii Crude MDL (|Gri07, kap.5]), pri ktorej je kod
rozdeleny na dve ¢asti: kod modelu a kéd dat. Model v nasom pripade je pocet a stredy zhlukov a
pomocou nich kédujeme (komprimujeme) data. Ocakivame, Ze pre maly pocet zhlukov bude kod
pre data dlhy a pre model kratky; s pribudajiucim po¢tom zhlukov sa bude koéd modelu zvacsovat
(musime zakédovat viac stredov) a kod dat zmenSovat (déta su vo vSeobecnosti blizsie k svojim
stredom klastrov) az ¢asom kod modelu bude privelky a kod dat uZ nebude signifikantne klesat.
Pocet zhlukov, pre ktory nastane globalne minimum saétu dizok kédov pre model a data, oznacime
za ,,skutocny* pocet zhlukov existujiaci v datach.

Nage kody su navrhnuté ad-hoc (ako vzdy v pripade Crude MDL), metody teda nemusia nutne

dat spravny alebo aspon pozorovatelny vysledok. Pri troche §tastia mozeme trafit dobry kod,



ktory vyuzije stredy zhlukov na zakédovanie celej série dat, skomprimuje tak data a ukize nam,
aky pocet zhlukov je , spravny*.

Pre ucely aplikicie melédie viet do syntézy reci, budd potom kolegovia zo Ziliny v tychto
zhlukoch hladat spoloéné znaky v texte viet. RieSenie problému mé aj pragmatické obmedzenie:
nechceme zistit, Zze v datach existuje prili§ vela zhlukov. Je rozumné predpokladat, Ze aj s malym
po¢tom roznych obélok viet, moze syntetizator zniet hodnoverne. NavySe, vela zhlukov by zna-
menalo vela price pri analyze podobnosti textov a vela prace pri programovani rozhodovacieho
algoritmu v syntetizatore. Tento problém riesi MDL priamo vo svojej podstate a v Crude forme

je len na nastaveni parametrov, ako velmi preferuje jednoduché modely, pred zlozitymi.



Kapitola 2

Melodicka obalka vety

Clovek produkuje zvuky za pomoci svojich hlasiviek. Tie s svalmi napinané na roéznu dizku a
napéitie. Toén vznikd prechodom vzduchu cez hlasivkovi §trbinu, pricom sa hlasivky rozkmitaja
na svojej rezonancnej frekvencii (danej dizkou a napitim). Tento tén sa dalej meni, zosiliiuje
a zoslabuje podl'a otvorenosti a zatvorenosti dutin a pier. Vo vysledku interferuji dva posunuté
signaly: z nosa a z tst. [Pta92, kap.8]

Kazdy ¢lovek disponuje svojim zékladnym hlasivkovym ténom (frekvenciou). Zékladny tén
hlasiviek ¢lovek v priebehu re¢i meni, mimovolne podla emo¢ného stavu, ale aj cielene pri prednese.
Tvar viny tohto tonu bol priblizne uréeny (obréazok 2.1). Melodick4 obalka vety je dand zmenou
zakladného tonu v ¢ase ([PPTLI8]). Pri vyjadrovani otazky zvycajne re¢nik vetu konéi zvySovanim
ténu hlasu, teda zvySovanim svojej zékladnej hlasivkovej frekvencie Fy. Priinych vetach moze byt
priebeh frekvencie Fy iny. SnaZime sa identifikovat priebehy frekvencie Fy re¢nika.

Ako data na tento ucel slazi nahrévka knizky Cukor a sol re¢nickou. Nahrévka je rozstrihané
na vety, pri¢om za vetu sa povazuje tsek medzi interpunkénymi znamienkami. Teda aj siivetia st
rozdelené na dve vety.

KedZe vina hlasiviek mé svoj typicky tvar kopca a naslednej dohry, je mozné v zvukovej na-
hréavke hladat takéto vzory a periédy. Na identifikiciu zakladnej hlasivkovej frekvencie v ¢asovych
bodoch nahravky vety pouzili kolegovia zo Ziliny program Praat. Na vypocitané priebehy hlasiv-
kovej frekvencie v ¢ase potom aplikovali vyhladzovanie, ked'ze pre velky Sum sa niektoré hodnoty
(dlzky period) vyrazne lisili od pomerne staleho priebehu ostatnych. Za melédiu vety sa potom
povazuje diskrétna funkcia zakladnej hlasivkovej frekvencie Fy recnika v case. ([CS])

Este pred samotnym zhlukovanim a poskytnutim dat na naSe spracovanie, vykonali kolegovia
redukciu dimenzie dat, kedy z radovo miliénov hodnot funkcie mel6die, na ktoré nemame kapacity
na vypoctove spracovanie, ziskali priemerovanim presne 8 hodnot na jedno slovo vo vete. Vety st uz
delené podla poctu slov, ¢o nepovazujeme za najlepsi pristup. Na skuto¢né odhalenie zakonitosti
melodii viet, by sme sa radsej mohli pozeraf na vietky vety s roznou dlzkou, akurat pocet vzoriek
(dimenzia) by sme si uréili dostato¢ne velky, aby zachytil priebeh dlhej vety aj kratkej vety.
Protiargument nagich kolegov zo Ziliny je, ze tak by sme moZno privelmi zachytéavali aj melodické
zmeny vo vnutri slov a nie celkovy melodicky charakter vety. Obmedzenie tohto triedenia dat je

dané.



Obrézok 2.1: Priblizny tvar viny hlasivkového ténu, zdroj [Pta92, s.54]

[T o T i = = I 1]

Podla nasho nazoru eSte musime poznamenat, 7Ze aj po uspe$nom zhlukovani dat a naslednom
vyuZiti v text-to-speech systéme je mozné, Ze nedojde k optimalnemu vysledku. KedZe text je na-
hovoreny len jednym re¢nikom, nedéa sa uréit, ktoré zmeny melodie sa daja prisudit zakonitostiam
slovenského prejavu a ktoré zmeny melddie do prejavu vklada reénicka ako vlastné Specifikum.
Mohlo by sa stat, Zze zvolend miera redukcie dimenzie nevystihuje zédkonitosti slovenského preja-
vu, ale zachytava aj prejav recnicky. Naivne predpokladame, Ze systém bude prejavom podobny
recnicke.

Pri syntéze reci prebehne proces melodizacie prejavu. Na vetu, poskladant zo zakladnych difém,
syntetizator aplikuje jednu z preddefinovanych mel6édii. To znamené, Zze v niektorych ¢asovych

usekoch dizky periéd roztiahne, inde za7i, tak, aby melédia vety zodpovedala preddefinovanej.



Kapitola 3

Teoreticka priprava

3.1 Zhlukovanie

3.1.1 Data

Dané data si v tvare diskrétnych funkcii frekvencie hlasu v case. IbaZe ¢as v tomto pripade
nadobida hodnoty prirodzenych ¢isel t € 1,2,3,.... Pretoze pre n slovna vetu bolo vycislenych
presne 8n vzoriek, nie je dolezité ako si hodnoty ¢asu ozna¢ime. Kazda jedna veta v knizke ma svoje
presné pomenovanie (taxonomické zaradenie) v tvare: nov_ 01s0001v0001t04c_b_ . Co znamena,
7e ide o novelu ¢islo 1, na strane 1 knizky, veta v poradi prvi, méa $tyri slova a zac¢ina ¢iarkou a
kon¢i bodkou.

Data (priebehy melddii) st rozdelené podla poctu slov do zloziek a nasledne aj Giasto¢ne podla
toho, akym znamienkom koncia - do stiborov s nazvom v tvare I _o_obalky f0_wvyhladene.csv.
Formét stiboru je $tandardny - hodnoty oddelené bodkociarkou: nézov vety;yi;ye;...;ysn (n je
pocet slov vo vete). Prvé ¢islo v nazve datového suboru znamend pocet slov viet, ktoré st v hiom
uloZené, pismeno znadi interpunkéné znamienko, ktorym sa veta konc¢i. KedZe chceme skumat ¢
sa ndhodou déta nerozpadnu do zhlukov podla znamienok, najprv sme vietky data v jednej zlozke
(rovnaky pocet slov) spojili do jedného suboru, kde sme pismeno oznacujuce znamienko, ktorym

veta konci, zamenili za pismeno z. Na tychto datach budeme robit nase experimenty.

3.1.2 Zhlukovaci algoritmus K-means

Na rozdelenie dat do zhlukov pouZivame algoritmus K-means, pre jeho jednoduchost. Algoritmus
K-means ma na vstupe jeden parameter (okrem dat na ktorych pracuje): k - pocet stredov (zhlu-
kov). Pojmom zhluk ozna¢ujeme mnoZinu dat prislichajicu jednému stredu. Déata sa snaZime
rozdelit do k zhlukov, na ziklade metriky, ktora si na datach definujeme (v naSom pripade $tan-
dardné euklidovska). Stredom zhluku je jeho tazisko, data v zhluku su tie, pre ktoré je dany stred

najblizsi zo vietkych k stredov.

Algoritmus K-means najde stredy (faziskd) zhlukov aj rozdelenie dat (bodov) do zhlukov.



Vstup: Cislo dim predstavujice dimenziu bodov. Cislo N € N reprezentujice pocet dat. Po-

stupnost dét D = {P; = (y1, .-, Yaim) } 1 Cislo k € N, reprezentujice pocet zhlukov.

Vystup: MnoZina R pozostavajica z N - k prvkov. r;;. Prvok r;; vyjadruje, ¢i bod P; patri do
zhluku j (so stredom p).
1 P; patri do zhluku j
Tij = .
0 inak

Postupnost stredov zhlukov S = {p,}5_;.

Algoritmus: Definujme si celkovi chybova funkciu J:

N k
T=222 risllPi— ] (3.1)

n=1j=1
kde p; je j-ty stred. Funkcia J vyjadruje celkovi chybu rozdelenia do zhlukov, je su¢tom vsetkych
euklidovskych vzdialenosti bodov od svojich stredov.

Cielom je najst také priradenie bodov k stredom a také stredové body, aby funkcia J bo-
la ¢o najmensia. V inicializacnom kroku algoritmu vyberiemie k£ navzajom roznych, ndhodnych
reprezentantov z dat, ktoré oznac¢ime za prvotné stredy zhlukov.

Ealej striedame dva kroky:
1. priradenie bodov k najbliz§im stredom
2. najdenie novych stredov
V 1. kroku pre kazdy bod P; ndjdeme najblizsi zo stredov. Nastavime nové priradenie bodov do

zhlukov:

0 inak
V 2. kroku pre kazdy zhluk ndjdeme nové stredy, pricom stredy vyratame ako tazisko bodov
zhluku:

{ 1 ak j = arg ming||P; — py||?
Tij =

N
Yim1Tij - B
N
D iz Tij

Nésledne kroky striedame, az kym sa pridelenie do zhlukov a polohy stredov nemenia. V kazdom

M =

kroku algoritmu sa hodnota chybovej funkcie J zmensi, takze algoritmus konverguje. Nie je vSak

isté, ze skonverguje do globalneho minima, preto ho treba zbiehat vo viacerych iteraciach.

3.2 MDL

3.2.1 Udcenie je kompresia

Princip Minimum description length (minimalna popisna dizka, skratene MDL) sa snazi riegit
problém predikcie (odhadu) budtcich dat na zaklade uz prijatych dat (strojové ucenie). Na ,,dob-
ré‘ odhadnutie buducich dat sa snazime najst v datach zékonitosti. Napriklad sa pozrime na

nasledujice postupnosti dét:

1248163264 128 256 512 1024 2048 4096 (3.2)



111 21 1112 3112 211213 312213 212223 114213 (3.3)
0100101110111001000100100 (3.4)

V postupnosti 3.2 ihned vidime jej zékonitost: je generovana postupnym nasobenim predoglého
¢isla dvojkou. Preto nas prirodzeny odhad nasledujucich dat je, ze budu dodrzovat tato zakonitost.

Postupnost 3.3 mé tiez svoju zékonitost, hoci nie na prvy pohlad viditelnd. Riadi sa jednodu-
chym pravidlom: dalgie ¢islo ziskame popisanim predoslého detskym sposobom ,,Kol'ko jednotiek
je v predoslom ¢isle? Jedna jednotka, zapiSseme 11. Kolko dvojok? Trojok?«

Posledna postupnost je generovani hodmi mincou, a akékol'vek nase snahy objavit v nej zako-
nitost (ak je dostato¢ne dlha) musia zlyhat [Gri07, p. 103].

Ako v8ak odhalit regularitu postupnosti ak nie sme ¢lovek, ale pocita¢? Podl'a principu MDL,
vieme kazdua zakonitost postupnosti dat vyuZit na to, aby sme postupnost lepsie skomprimovali.

Pozrime sa opét na postupnosti 3.2 a 3.3. V obidvoch je zdkonitost rekurzivna a teda sa daju
komprimovat jednoducho, zapaméatanim si iba poradového ¢isla prvku. Ak teda mame komprimo-
vat napriklad prvych stotisic prvkov postupnosti, staci si pamétat iba ¢islo 100 000 a nejaky popis
zékonitosti (Ze pre prvky x; postupnosti plati x; = 2°).

Ak vieme postupnost dobre komprimovat, nasli sme v nej nejaké zakonitosti, ktoré potom
pouzijeme na odhad nasledujicich dat.

Univerzalny jazyk, ktorym vieme opisat aj ¢islo 100 000 aj zakonitost postupnosti, je Tubovolny
programovaci jazyk. Staci napisat program, ktory vypiSe prvych 100 000 prvkov postupnosti a
potom skonéi. Takych programov existuje nekone¢ne vela a iste je z nich niektory (alebo niekolko)
najkrati (napriklad v miere po¢tu znakov kédu). Dizku najkratSieho takého programu nazyvame
Kolmogorovskd zloZitost postupnosti.

Najlepsim odhadom zakonitosti v postupnosti je potom program s najmenSou Kolmogorov-
skou zlozitostou. Avsak vo v8eobecnosti najkratsi program, ktory vypiSe nasu postupnost a skonéi
nevieme algoritmicky najst. Preto v praktickom MDL pouzivame omnoho obmedzenejsie formy
popisu dat postupnosti. Formou popisu dat mame na mysli kdd, Specidlne pre nase ivahy mys-
lime dekédovatelny kod. Je len na nas, ¢o oznacime za dlzku popisu jedného data, podla toho,
aky kod zvolime. Ak je to vyhodné pre vysledky badania, mozeme za dlzku popisu povazovat
napriklad dizky vektorov alebo velkost alokovanej pamite v ktorej si data pamitame, pripadne

iné extravagantné veliciny.

3.2.2 Hypotéza

Pozrime sa na nasledujici problém: Na vstupe mame data vo forme usporiadanych dvojic P; =
(24,9;). Chceme odhadnit hodnoty nasledujicich dat. Mame k dispozicii N doteraz prijatych dat
(na obrazku 3.1). V obrazku 3.1 sme data interpretovali ako body roviny. Vidime, Ze rozloZenie
bodov v rovine nie je ndhodné. Body sa zhlukuju v okoli svojho taziska s nejakou priemernou
vzdialenostou. Ak chceme odhadnit poziciu nasledujiceho bodu, je rozumné predpokladat, ze bude
takisto blizko taziska uZ prijatych bodov a Ze jeho vzdialenost od taZiska nebude prili§ rozdielna
od priemerne;j.

Ak mame navrhnit algoritmus, ktory bude prijimat data z rovnakého zdroja, a ma odhadovat

hodnoty dalsich dat, pouZzijeme na to predpoklad: data (body) ,padaja“ do kruhového okolia

7



Obrazok 3.1: N doteraz prijatych dat
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taziska T' a udrzuju si istu, ,,malt* vzdialenost od taZziska.

Povazujme dizku vektora P; — 0 za dizku popisu data (bodu), pri nadej snahe skomprimovat
data by sme sa logicky snazili zmengit hodnoty x-ovych a y-ovych suradnic bodov. Kedze body
sa zhlukuju okolo faziska, vyuzijeme tuto zékonitost na kompresiu. Miesto zapisovania sekvencie

dat kodom zo zadania (dvojice suradnic), rozdelime kod na dve ¢asti:
e Ko6d hypotézy
o Kod dat

Pojem hypotéza oznacuje zakonitost dat. Slovo hypotéza je namieste, pretoze nepozname skutoény
zdroj dat (skutocny generator). Vyslovili sme iba hypotézu, Ze data sa vyskytuju v okoli ich taziska.

Skimajme data hlbsie. Na zéaklade histogramu vzdialenosti bodov od taZziska na obrazku 3.3
vyslovime d’algiu hypotézu, ze histogram vzdialenosti bodov od stredu zodpoveda normalnemu roz-
deleniu pravdepodobnosti. Zavedme v rovine polarnu sastavu stradnic s pociatkom 7' a nulovym
smerom P; — T'. Na zéklade histogramu uhlov bodov od nulového smeru na obrizku 3.2 mozeme
vyslovit aj hypotézu, Ze rozlozenie uhlov bodov zodpoveda rovnomernému rozdeleniu pravdepo-
dobnosti.

Pre kompresiu pouzijeme spojent hypotézu o datach: Data sa spravaju tak, akoby boli gene-
rované s nejakym pevnym stredom, v polarnej sustave siradnic s rovnomerne ndhodne vybranym
uhlom a podl'a normélneho rozdelenia ndhodne vybranou vzdialenostou od stredu.

KedZe nepoznime generator dat, iba sledujeme a analyzujeme, ako sa data spravaji, nemozeme
vediet, ¢i data st naozaj generované podla naSej hypotézy; a keby aj, nemozeme vediet, aky stred
sa pri generovani pouziva, aky parameter variancie normalneho rozdlenia sa pouziva. Mozeme vSak
tieto parametre, pre ucely kompresie, ziskat z doteraz prijatych dat (fazisko aj varianciu vieme z
dat polahky zratat).

Nasa spojend hypotéza ma teraz dva parametre: stred, variancia. Koéd pre hypotézu bude
kodovat tieto dva parametre.

Kod pre data vyuzije zakonitosti: stadi kodovat uhol a vzdialenost od stredu v polarnych

suradniciach. V ¢asti 3.2.6 uvedieme ako vyuzit na kompresiu pravdepodobnostné rozdelenie.



Obrazok 3.2: Histogram uhlov dét
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Obrazok 3.3: Histogram vzdialenosti dat od taziska
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Poznamka: Pre uplnost by sme mali kodovat aj znenie hypotézy. Pre ucely MDL v8ak toto nie
je potrebné. Akykol'vek kod tejto informécii pridelime, jeho dizka nebude zavisiet od po¢tu dét a
teda je pre ucely odhadnutia zékonitosti v datach irelevantna. Mozeme predpokladat, Ze enkodér
aj dekodér sii Specializované na nasu hypotézu.

Vyvstava viak problém s kodom pre parametre hypotézy. Ak miera dizky kodu je dizka vektora,
ako kodovat varianciu? Jedno z rieSeni je zvolit univerzalny jazyk pre hypotézu aj data - bitovy
kod. Aj tak v8ak musime kod hypotézy ladit ad-hoc tak, aby sme dosiahli dobré vysledky. Viac

sa tomuto problému venujeme pri jednotlivych metdédach, ktoré sme na redlne data pouzili.

3.2.3 Model

Hypotéze s konkrétne dosadenymi parametrami hovorime bodovd hypotéza. Pojmom model oznacu-
jeme mnozinu bodovijch hypotéz, spravidla viazant spolo¢nou charakteristikou jej ¢lenov - napriklad
rovnaky pocet parametrov.

Napriklad v pripade dat reprezentovanych polynémami, mozeme za hypotézu oznacit ,,polyném

n-tého stupna“. Parametre hypotézy su koeficienty polynému. Jednotlivé modely si: polynémy 1.



Obrazok 3.4: Overfitting: funkcia 3 + 2log,(z) + Sum, regresia metoédou najmensich Stvorcov:

linearna, polyném 2-stupiia, polyném 10-stupiia
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stupha, 2. stupiia, 3. stupiia...A vSetky polynéomy (bodové hypotézy) tvoria triedu modelov.

V priklade z predoslej ¢asti by sme za hypotézu mohli prirodzene povazovat nami spojent
hypotézu a model z hry tplne vynechat. Rozgirme v8ak tento priklad o moznost, 7e data sa zhlukuja
v k zhlukoch, teda okolo k réznych stredov. Pojmom hypotéza oznacime ,,data sa zhlukuja okolo
k stredov. Bodova hypotéza je mnoZzina konkrétnych k bodov roviny (stredov). Modelom je ¢islo

k, teda pocet stredov, ktorymi mozno data dobre reprezentovat.

3.2.4 Overfitting

Dostavame sa k druhému problému, ktory sa MDL snazi rie§it. Overfitting je nazov pre situaciu,
kedy data naSou hypotézou vyjadrujeme az tak presne, ze nezachytavame zakonitost dat, ale aj Sum
v datach. Priklad s polynémami je na obrazku 3.4. V pripade, Ze zvolime prili§ presni, komplexnu
hypotézu (model), mozeme dosiahnut sice nulova chybu v reprezentacii dat — a teda kompresiu na
arovni dlzky kédu hypotézy, bez akéhokol'vek kodu pre data — ale nasa hypotéza zrejme zlyhé v
predpovedani dalsich dat.

Problém overfittingu sa MDL snaZi rieSit svojou podstatou: pri malej komplexnosti modelu
(kratky kod pre hypotézu) je pravdepodobné, ze data nevystihuje tak dobre; s rasticou komplex-
nostou modelu rastie dlzka kodu pre hypotézu, ale klesa dlzka kodu pre data, pretoze komplexnejsi
model (napr. polyném vysgieho stupiia) data lepsie vystihne; v nejakom momente rastiica kom-

plexnost modelu zabezpeéi opitovny narast suhrnnej dizky kédu. Tak vznikne globalne minimum
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sihrnnej dizky kodu, a je len na dizajnérovi kodov, aky trade-off medzi komplexnostou modelu

a kompresiou dat potrebuje.

3.2.5 Standardné kody

Pre d'algiu pracu potrebujeme tri standardné kody: uniformng, Shannonov, kéd pre celé éisla.

Za¢nime uniformnym kédom. Ak nejaké déata alebo iné kddované veli¢iny nadobudaju kaz-
da z N hodnot s pravdepodobnostou %, najvyhodnejsie je zakdédovat ich pomocou uniformného
(rovnomerného) kodu. Kazda hodnota dostane rovnako dlhy kod, pretoza kazda hodnota mé rov-
nakt pravdepodobnost vyskytu v datach. Optimalizujeme tak najkratsi worst-case, teda aby vzdy
v tom najhorSom pripade sme mali ¢o najkratsi kod. Mame N roznych hodnét, takze kod pre
kazda hodnotu bude mat dizku [log,(N)]. Co je mimochodom len a len in§tancia Shannonovho
kédu.

Shannonov k6d nad pravdepodobnostnym rozdelenim pridel'uje kodové slova dizky [— log, P(z)],
pricom tieto dizky st nanajvys 1 bit od optimalneho kédu. Konstrukciu kodu aj dokaz jeho ,,com-
petetitive optimality” n4jde ¢itatel v [CT06, kap.5]. Nam bude stacit pouzivat dizku kodu, a vediet
pri tom, Ze je najlep8i pre potencialne nekoneént postupnost dat.

Celé cislo n kodujeme tak, ze na jeden bit ulozime znamienko. Nésledne pripocitame 1 a ¢islo
n + 1 zakodujeme (aby sme zachytili aj &slo 0). Zakodovat ho mozeme napriklad tak, Ze nadjdeme
jeho vyjadrenie v binarnej ststave. DIzka tohto kodu je L = [logy(n)]. Aby sme dekéderu este
pred narazenim na tento kod povedali, kol'ko d'alsich bitov musi precitat, aby dostal ¢islo, zapiseme
pred tento kod este sekvenciu L jednotiek a jednu nulu. Kéd pre ¢islo 27 bude: 27 = 110115 to je
5 bitov, takZe prefix je 111110, dokopy je kod:

11111011011

s dlzkou:

[logy [logy(n)[] + 1 + [logy(n)]

Tento kdéd mozme rekurzivne asymptoticky zlepsit. Zakoédujme informéciu, Ze treba preditat 5
bitov ako &islo v bindrnej ststave a az tomuto ¢islu dame prefix: 1110[101/11011. Co je o jeden bit

viac ako v predoslom, avSak pre rastiice n je tento kod asymptoticky lepsi, jeho dizka je

[log, [logy [logy (n) 1] + 1 + [logy[logy(n)]] + [logy(n)]
Tuto fintu budeme opakovat a7 pokym nedosiahneme dizku prefixu 1. Dizku takého kodu oznacime

L* a ziskavame ju algoritmicky postupnym logaritmovanim.

3.2.6 Definicie MDL
Crude two-part MDL

Pojem Crude two-part MDL oznacuje verziu MDL pracujticu s kédom zlozenym z dvoch kddov:
kod pre hypotézu, kod pre data. Pricom oba kédy voli dizajnér ad-hoc podla problému, ktory
riesi. Informativna definicia Crude two-part MDL adaptované podla [Grii07, p.14]:
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Definicia 1 (Crude two-part MDL) Nech Hi,Ha,... si kandidujice modely (napr. H, je
mnoZina polynémov stupria v). Bodovi hypotézu (t.j. hypotéza s konkrétne dosadenymi para-
metrami) H € Hy U Ho U ..., ktord najlepsie vystihuje ddta, ndjdeme minimalizovanim sictu
L(H)+ L(D|H), kde

o L(H) je dizka bitového kédu pre hypotézu
e L(D|H) je dizka bitového kédu pre ddta s vyuZitim hypotézy H

Nagjlepsi model vystihujici ddta D je najmensi (najmenej komplexny) z modelov obsahugicich naj-

lepsiu bodovii hypotézu H.

Hoci Griinwald obmedzuje svoje postupy na bitovy kéd, my sa venujeme aj intuitivhym kédom

a porovnavame vysledky s bitovymi kédmi.

Simplistic two-part MDL

Pre ucely zavedenia simplistic MDL obmedzime kody, ktoré mozeme pouzit na zakodovanie dat
na prefixové. Vyhneme sa tak rieSeniu problémov so znakom ukoncovania kédového slova a nase
kody mozu byt slobodne jednorozmerné (prefixovy bitovy kod). Hypotézy obmedzime na pravde-
podobnostné rozdelenia, tym ziskame optimdlny kéd pre data na zdkladne pravdepodobnostného
rozdelenia s dizkou (JCTO06, s.127-130])

—log, P(D|H)

Pri¢om necelo¢iselné dizky kodov nam nebudu prekazaf, pretoze v celkovom sucte dizok bude
rozdiel oproti celoiselnym maximalne 1 bit [Grii07, s.97]
Definicia adaptovana z [Gri07, p.139]:

Definicia 2 (Simplistic two-part MDL) Nech M = Up>1 M®*) je mnoZina pravdepodobnost-
ngjch parametrickyjch rozdeleni urcengch k parametrami z k priestorov parametrov @) 03
Ak pre vsetky k je mnozina ©%) kompaktom, diskretizujeme ju uniformnou mriezkou s dizkou

dielika 2—1d na mnozinu stredov dielikov @((f). Potom kéd L(H) pre bodovi hypotézu md dlzku:
L(H)=kd+ L*(k)+ L*(d)

kde kd je pocet bitov pre zakddovanie kazZdého parametra na d bitov. Celé ¢isla k, d kodujeme
Standardnym kodom pre prirodzené cisla.

Ak aspori jeden, napr. i-ty, z priestorov parametrov je otvoreny alebo neohraniceny, diskretizu-
bi

St na

mnoZinu stredov dielikov G)Eik). Nech priestory O, ... 00 kde j < k nie si kompakty, potom
kéd L(H) pre bodovi hypotézu md dizku:

jeme ho uniformnou mriezkov na jeho podintervale [a;,b;];a; € Z,b; € Z s dlzkou dielika

J
L(H) = L*(lail) + L*(|bs]) + 2j + kd + L* (k) + L*(d)
i=1
kde pre kaZdy parameter z nekompaktu kdédujeme interval moznijch hodndt parametrov ako dve
celé ¢isla a;,b; pre ktoré pridime 2j bitov ako informdciu o ich znamienkach. Ostatné priestory

@(7“), e o) diskretizujeme uniformnou mriezkou.
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Bodovd hypotéza najlepsie vystihujica ddta je dand parametrom k, a parametrami
0,6%....05 e @, 0 .. ol
ktoré ndjdeme minimalizdciou sihrnnej dizky kédu:
L(H)+ L(D|H)

Minimalizujeme vzhladom na parameter presnosti d, resp. aj a;,b; (v pripade nekompakinich

priestorov parametrov).

Pouzime definiciu na priklade. Data D vyzeraju byt generované (alebo dobre aproximovatelné)
pravdepodobnostnym rozdelenim P, ktoré m4 funkcionédlny tvar s dvoma (k = 2) parametrami:
a, 3. Parameter a je vidy z intervalu [0, 4] (priestor ©(") = [0, 4]), parameter /3 je lubovolné realne
¢islo (priestor 0 = R). Priestor O je kompaktom, takze na jeho diskretizaciou pouzijeme

2 = 4. Hodnotu parametra a zaokrihlime na najblizi

uniformna mriezku s dizkou dielika

stred dielika mriezky a zakoédujeme poziciu dielika. Pocet dielikov na intervale je:

4—-0
4 = 2d (3.5)

2d

Takze na zakodovanie pozicie dielika potrebujeme d bitov, pretoze existuje prave 2% roznych pozicii
(ktoré zoradime a pridelime im kody v poradi).
Analogicky diskretizujeme aj priestor ©(2). Aplikacne najdeme hranice [a, b], tak, aby celkovi

dlzku kédu minimalizovali, pricom a, b su celé ¢isla a dlzka kodu na ich zakédovanie je

L*(a) + L*(b) + 2
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Kapitola 4
Met6édy pouzité na data

Popiseme v8etky postupy, ktoré sme s cielom ziskat vysledok na datach odskusali. V poradi
st to: dve ,naivné&“ crude formy MDL a nasledne 4 pravdepodobnostné simplistic MDL metody
kombinované s crude formou.

V prvom rade si musime odpovedat na otédzku: ¢o je zaujimavé? alebo: ¢o chceme o datach
vediet? Zakladné otézka, ktoru si polozili uz kolegovia zo Zilinskej univerzity znie: Kolko réznych
typov melddii sa nachddza v tijchto ddtach? Prelozené do reci dat je to otéazka, aky je ,,spravny“
pocet zhlukov v tychto datach. Preto prvé, ¢o sme z uvazovania o datach vylacili, bolo poradie
dat v datovych saboroch. Okrem toho, Ze nevieme, ¢i je poradie zachované s poradim viet v
¢itanej knihe, nemame v datach nijak zachyteny kontext ostatnych viet. Vieme iba interpunkéné
znamienka, ktorymi vety za¢inaji a koncia, nepozname vizby medzi vetami (napriklad: tieto dve
vety tvoria sivetie, po tejto vete kondéi odstavec, a zdkladné: tato veta ma tuto ako predchodcu a
tuto ako nasledovnika), nepozname ani naladu, pocit alebo iné zafarbenie viet zévisiace od kontextu
v ktorom sa nachadzali. Pre takéto data nemé zmysel uvazovat o ich poradi v datovych siboroch,
mame jednoducho mnoZzinu funkcii definovanych na diskrétnych defini¢nych oboroch.

Co ma zmysel braf do avahy, je pocet stredov zhlukov v datach, a to, ako vy&si pocet vyuzit

na lep§iu kompresiu dat. Formalizujme nage data a zdkladné crude MDL, ktoré na ne pouzijeme.

Data Déta tvoria postupnost D = {y,} Y, kde y; = (vi1, ¥i2 - - -, Yidim); ¥is € R. Pricom dimen-
zia dim je dana datami ako osemnéasobok poctu slov vety. Po zhlukovani algoritmom K-means, s pa-

rametrom k - pocet stredov, mame aj informaciu o stredoch: S = {si}le; Si = (S0y.- -y Sdim); Si €

N,k

R a informdciu o prislusnosti jednotlivych dét ku zhlukom: R = {r;;};27 ;_;, kde 735, vyjadruje,

¢i dato y; patri do zhluku s Cislom j (a stredom s;).

4.1 Crude MDL

Nase zakladné MDL pozostava z vyuzitia zdkonitosti dat, Ze sa zhlukuja pri k stredoch. Nepozname
eSte spravne k, ale pre rozne k sme algoritmom K-means nagli stredy zhlukov S a informéciu
o prislusnosti dat k zhlukom. Hypotéza, ktori mame o datach je, ze pomocou stredov vieme data

komprimovat tak, Ze miesto dat si stac¢i pamétat iba rozdiel dat od stredu. FormaélnejSie:
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Nech D st prichodzie déata, nech k je pocet stredov zhlukov, nech S je mnozina stredov, nech R
je mnozina vyjadrujica prislusnost dat ku zhlukom. Hypotéza H je, Zze v datach existuje k stredov.
Samotné polohy stredov a ¢islo k£ st parametrami hypotézy. Vzhladom na ¢islo k& vieme bodové
hypotézy rozdelit do modelov s rovnakym parametrom k. Na§ ciel je vybrat najlepsi model, teda
mnozinu bodovych hypotéz s konkrétnym k. Na to, musime podla definicie 1 najst pre kazdy
model najlepgiu bodova hypotézu. Na najdenie bodovej hypotézy, teda na najdenie stredov .S, pre
pevne zvolené k pouZzivame opat MDL (K-means v podstate implementuje myslienku MDL). Data

kodované za pomoci hypotézy H maja tvar rozdielu od stredov, t.j.:
k
N
DIH = {dy;};L, i dy; =y, — Y 7i;8; (4.1)
j=1

Zvolme pevne k a hladajme iba mnozinu stredov S. Popis hypotézy H zvolime ako nulovy,
vieme aké pevné k skimame. Dizka popisu néjdenych stredov nie je zaujimava, pretoze hladame
optimélne stredy na popis dat (nie trade-off stredy). Za dizku popisu dat kédovanych pomocou

stredov vezmeme euklidovsku dizku vektora:
N
L(D|H) = ||dy;|] (4.2)
i=1
Za dlzku popisu stredov vezmeme nulovii dizku. Potom minimalizujeme sihrnna dizku:

N
L(H)+ L(DIH) =0+ ) [|dy,]|

i=1
vzhladom na parametre - stredy S s pevne zvolenym k. Presne tuto tlohu pre nas riesi algoritmus
K-means opisany v 3.1.2.

Takto sme nagli a uloZili stredy zhlukov. Nastéva ¢as hladania spravneho modelu. Hypotéza
pozostava z €isla k a mnoziny S. Najlep8iu bodovi hypotézu pre kazdé k méme ndjdent, musime
vybrat spravne k. Na to potrebujeme urcit nejaké kdédovanie dat a hypotézy. Nasleduji rozne

kédovania hypotézy a rozne spresnenia hypotézy v poradi v akom sme nimi skusali data zdolat.

4.1.1 Metoda filozof

Predstavme si filozofa, ktory Zije v priestore s dimenziou dim. Takyto filozof moze vektory tohto
priestoru balif do krabic a nakladat na l'od. Priestor, ktory vektormi zaberie, bude sucet dizok
tychto vektorov. Koéd pre data bude kéd 4.1. Kéd pre stredy navrhnime analogicky, najprv ndjdeme

tazisko samotnych stredov:

T, =

T =

k
D _si
i=1

a potom stredy kédujeme analogicky k 4.1:
{si - T. )iy (4.3)
Samotné tazisko stredov kédujeme ako vektor od podiatku. Cislo k kédujeme ako vektor

(k,0,0,0,...). Dizka kodu pre hypotézu je:

k
L(H) = ||ITs|[ + Y llsi = Tsl| + & (4.4)

=1
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V stéte je dizka kodu
E N
TSl + Y [lsi = Tsll + k+ Y lldy,|| (4.5)
i=1 i=1

S tymto kddom sme dosiahli vysledky ako na obrazkoch 4.1 a 4.2. Ako vidiet, darislo sa mu celkom

dobre.

Obrézok 4.1: Vysledok MDL metody: filozof, na 3-slovnych vetach

Crude MDL, n-rozmerny filozof posiela vektory
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Obrézok 4.2: Vysledok MDL metody: filozof, na 3-slovnych vetach, sthrnna dizka kédu

Crude MDL, n-rozmerny filozof posiela vektory
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4.1.2 Metboda jednorozmerny filozof

Analogicky k viacrozmernému filozofovi, ak data posiela jednorozmerny filozof, znamené to, Ze vie
vlastne poslat ¢slo aj so znamienkom a stoji ho to dizku absolitnej hodnoty z &isla. K dizke
hypotézy musime pridat aj dimenziu dim, aby dekdédujici filozof vedel, po kolko ¢islach mé prud

strihat. Dizka kodu bude:
k N

T+ |sil + k + dim + > |dy,] (4.6)

i=1 i=1
kde absolatnu hodnotu vektora pocitame ako:

dim
lyl =yl
j=1

Tento sposob koédovania uz nefungoval tak dobre, ako je vidno na obrézkoch 4.3 a 4.4

Obrézok 4.3: Vysledok MDL metody: 1 rozmerny filozof, na 3-slovnych vetich

Crude MDL, 1-rozmerny filozof posiela vektory
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4.2 Simplistic MDL

KedZe prvé dve metody nés neuspokojili, pustili sme sa do d'alSiecho experimentovania s datami.
Z histogramu na obrazku 4.5 sme usudili, Ze je mozné data reprezentovat norméalnym rozdelenim
pravdepodobnosti. Nase zakladné crude MDL: stredy + déta rozsirime tak, Ze na data aplikujeme
eSte jedno simplistic MDL, a ad-hoc nie¢o podobné pouzijeme aj na kdédovanie hypotézy crude
Casti. Spravime akési zloZenie (vnorenie) crude MDL ,stredy + data“ a simplistic MDL , data

pochédzaji z normélneho rozdelenia“. Data budeme kédovat podla definicie 2.

4.2.1 Metoéda Gauss
Méame data v tvare 4.1, zabudnime na to, Ze st to vektory, zapiSme vektory za seba a pozerajme
na postupnost stiradnic yllN:'fim. Hypotéza HY je, ze postupnost ¢isel je generovani zdrojom - nor-
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Obréazok 4.4: Vysledok MDL met6dy: 1 rozmerny filozof, na 3-slovnych vetach, sthrnna dizka
kédu

Crude MDL, 1-rozmerny filozof posiela vektory
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Obrazok 4.5: Histogram hodnot siradnic vektorov dy;: na 3-slovnych vetéach, 4 zhluky

Histogram stradnic, Poget zhlukov: 4
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Rozdiel stiradnice data od uradnice stredu

mélnym rozdelenim pravdepodobnosti. Najdeme parametre rozdelenia najlepSie reprezentujiceho

postupnost, nadjdenim priemeru u a variancie o postupnosti [Bis06, p.93].

1 N-dim
B= N Z Yi (4.7)
=1
N-dim
o’ = (y—n? (4.8)

=1
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Koéd dat teraz bude pozostavat z Shannonovho kédu pre jednotlivé stradnice, pricom dizka kodu
jedného ¢isla z je

—log, P(z)
kde P(z) je pravdepodobnost vyskytu 2 v normalnom rozdeleni danom parametrami j, o2, Dizku

cez vBetky data oznacujeme
—log, P(D|HY) (4.9)

Kod hypotézy HY obsahuje kdédovanie dvoch parametrov rozdelenia: stred a variancia. Oba
parametre st neohranicené a preto musime podla definicie 2 k6dovat maximum a minimum pre
kazdy parameter ako celé ¢isla. KedZze chceme pomocou intervalu [a,b] zakodovat vzdy len jedno

¢islo, stacéi kodovat len minimum, dekoéder uZ vie, Ze maximum b je vzdy b = a + 1. Nech

a' =[]
a’ = |o?]
Dizka kédu hypotézy Hy je:
L*(d) + L*(|a*|) + L*(|a®]) + 2 + 2d (4.10)

dvojka pochidza z kddovania dvoch znamienok pre a',a?. 2d su dva, d bitov dlhé, kody vyme-
riavajuce poziciu v mriezkach. Pocet parametrov k = 2 rozdelenia nemusime kodovat (chyba ¢len
L*(2), pretoze pouzivame rozdelenie s pevnym poctom parametrov, a na tom sa enkoder a dekoder
dohodnu dopredu.

Dalej musime kodovat hypotézu H: suradnice stredov, ktoré kodujeme najprv crude formou
ako 4.3 a nasledne, pouZzijeme na suradnice diskretiziciu mriezkou s rovnakou presnostou d ako
pouzivame na diskretizaciu parametrov rozdelenia. Najdeme minimum a a maximum b cez vetky
stradnice v8etkych stredov (pod stredmi sa teraz uZ rozumie ich rozdiel od taziska T's). Polozime
mriezku s dizkou dielika 2~¢. Zakédujeme minimum a maximum pomocou kodu pre celé ¢isla
a samotné suradnice, zaokruhlené na pozicie stredov dielikov mriezky, dostant uniformny kod.
Este musime zakddovat dimenziu dim, aby dekoder vedel, kde st oddelené vektory, pocet stredov
k (presnost d sa koéduje v pravdepodobnostnej ¢asti, netreba ju kodovat dva krat). Dizka kodu
hypotézy H je:

L*(k) + L*(dim) + L*(a) + L*(b) + k - dim - d (4.11)

Celkova dlzka kodu je stucet 4.11 + 4.10 + 4.9:

L*(k) + L*(dim) + L*(a) + L*(b) + k - dim - d
+L*(d) + L*(|a"]) + L*(Ja®|) + 2 + 2d (4.12)
—log, P(D|HY)

Pri tejto metode by sme podla definicie 2 mali minimalizovat dizku kédu vzhladom na d a hranice
a,b,a',a’. Hranice a',a? sa nedaju dalej zmensovat. Hranice a,b su tiez pevne dané rozsahom
sturadnic stredov. Ostava nam moznost hybat parametrom d a tym akoby urcovat sklon grafu dizky
hypotézy, ako vidiet na obrazkoch 4.6 a 4.8. Podla definicie pre ¢isto pravdepodobnostné hypotézy

nés Griinwald navadza vybraf za spravnu ti hodnotu parametra d, kde dosiahneme aj najmengiu
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dizku sthrnného kédu. To by viak znamenalo vybrat d = 2 (pricom pri tejto presnosti prestava
Gaussove rozdelenie dobre vystihovat data - stred a variancia sa prili§ zaokrihlené mriezkou) a
pri nizkych hodnotach d dostavame vysledok 39 zhlukov (resp. potencidlne viac). Je mozné, 7e v
datach skutocne existuje omnoho viac zhlukov, avsak rieime trochu aj aplikaény problém, musime
néjst dostato¢ne dobry dostato¢ne maly pocet zhlukov. Tento problém zatial nechdvame otvoreny,

na konci kapitoly navrhujeme rieSenie na aplikaény problém.

Obrézok 4.6: Vysledok MDL metody: gauss, na 3-slovnych vetach, parameter d = 16

Simplistic MDL, gauss, presnost: 16
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Obrazok 4.7: Vysledok MDL met6dy: gauss, na 3-slovnych vetach, parameter d = 16, sihrnna
dizka kodu

Simplistic MDL, gauss, presnost: 16
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Obrazok 4.8: Vysledok MDL met6édy: gauss, na 3-slovnych vetéch, parameter d = 64

Simplistic MDL, gauss, presnost: 64
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Obrazok 4.9: Vysledok MDL met6dy: gauss, na 3-slovnych vetach, parameter d = 64, sihrnna
dizka kodu

Simplistic MDL, gauss, presnost: 64
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4.2.2 Metoda Gauss pre kazdy stred

Nadalej skisame najst zékonitosti v datach. Skusili sme si nakreslit aj histogram sdiradnic déat pre
jednotlivé zhluky (stredy). Ocakévame, Ze pre jednotlivé stredy moze byt rozptyl dat od stredu
rozny a preto aj parametre normalneho rozdelenia budu lepgie zodpovedat skutoénému rozloZeniu
dat. V kompresii by sme potom dostali o ¢osi kratSie kody, lebo pravdepodobnostné rozdelenia
lepSie vystihna déata. A ked uZ skimame pre kazdy stred, mali by sme skumat aj pre kazdu
siradnicu. Nakreslili sme histogramy stradnic pre kazdy stred a kazda stradnicu, nie je priestor

uvadzat viac obrazkov, aspon jeden ilustrativny je na obrazku 4.10
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Obrazok 4.10: Histogram hodnét stradnic y: na 2-slovnych vetach, 8 zhlukov, 4. zhluk, siradnica

10

Histogram stradnic, Poet zhlukov: 8, Zhluk: 4, Stradnica: 10
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KedZe histogramy nevyzerali zle na predpoklad dim-dimenzionélneho normalneho rozdelenia

pre kazdy stred, vytvorili sme dalgie tri metddy: gauss stred - rozdelenie cez vetky sturadnice

pre kazdy stred, gauss ndim - rozdelenie pre kazdu stradnicu (dim-dimenzionalna superpozicia)

cez vSetky stredy, a napokon gauss_stred ndim - rozdelenie pre kazdi siradnicu a kazdy stred.

Ocakavame dlzku popisu dat v poradi od najvii¢sej po najmensiu: gauss, gauss_ stred, gauss_ndim,

gauss_stred ndim.

OpiSeme v kratkosti prvit metodu gauss _stred. Crude cast kddujeme rovnako ako v predoslom,

s dlzkou 4.11. Nebudeme menit ani kod pre jednu ingtanciu norméalneho rozlozenia, iba zakédujeme

k ingtancii. Potrebujeme k priemerov a k variancii:
N dim
M = Z Z TijYil

i=11=1

N dim

2 2
o7 = 2. > ris(yil = 1)
i=1 1=1
Dostaneme tak kod pre data (podla k normalnych rozdeleni):

k
> —log, P(D|HY)
i=1
A kod pre k hypotéz HY:
k
L*(d) + Y _(L*(|a}]) + L*(|a?]) + 2k + 2kd
=1

Celkovy kod je teda:
L*(k) + L*(dim) + L*(a) + L*(b) + k - dim - d
+L*(d) + Y5 (L*(|ab]) + L*(|a3])) + 2k + 2kd
S (—logy, P(D|HY))
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Podl'a o¢akavani nam dizka kodu dat v experimentoch vysla vieobecne mensia ako v metode Gauss.
Stéle vSak ostdva parameter d a aplika¢ny problém zndmy uz z Casti 4.2.1 Jeden z vystupov metody

je na obrazku 4.11

Obrazok 4.11: Vysledok MDL met6dy: gauss_stred, na 2-slovnych vetéch, parameter d = 32

Simplistic MDL, gauss_stred, presnost: 32
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Obrazok 4.12: Vysledok MDL metody: gauss _stred, na 2-slovnych vetich, parameter d = 32,
stthrnna dlzka kédu

Simplistic MDL, gauss_stred, presnosf: 32

160000 T

T T T T
model4data —+—

158000

156000

154000

152000

150000 |-+
148000

146000 %
144000 \’\ //,kf ]

142000
,+//*}

Dizka kédu

140000
\0\/—‘\\’/‘/’\“*//_‘\ LA

138000
2 4 6 8 10 12 14 16 18 20 22 24 26 28 30 32 34 36 38

Poc&et zhlukov

4.2.3 Metoda Gauss cez kazda stiradnicu

Rozdiel oproti metdéde Gauss je len v tom, Zze jednorozmerné normélne rozdelenie nahradime su-

perpoziciou dim rozdeleni. Podl'a [Bis06, p.93] na najdemie dim-rozmernej hustoty potrebujeme
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najst kovarianént maticu vektorov dat. Sposob jej hfadania, vlastnosti a dalsie podrobnosti st nad
ramec tejto prace. Preto sa venujeme len implementécii tejto (aj nasledujucej) metédy s pomocou
predprogramovanej funkcie cov v kniZniciach. Samotni kovarianénti maticu zahffiame do kédu
hypotézy HY dalsim ad-hoc kédovanim. Podobne ako stredy zhlukov, nadjdeme aj v kovarianc¢nej
matici minimum @™ a maximum b™, poloZime mriezku, opét s pouZitim rovnakej presnosti d ako
na ostatné diskretizacie. Dlzka kodu hypotézy HY sa zmeni v dvojici parametrov, tie zamenime za

dlzku kodu diskretizovanej kovarian¢nej matice a dizku kodu pre priemer p. Vektor p ziskame:

N
= riy; (4.18)
i—1
Dizka kodu pre data:
—log, P(D|HY) (4.19)

Kde HY je superpozicia rozdeleni uréené diskretizovanou kovarianénou maticou.

Kod pre kovarianéni maticu méa dizku:
L*(d) + L*(|a®]) + L*(|b*°°|) + 2 + d - dim? (4.20)

Kde 2 pochidza z kédovania znamienok hranic a*°V, b*°V. Rozmery kovariancnej matice st dim?
a kazdeé ¢islo v nej ma d bitov, takze celkovy kod pre pozicie v mriezke ma dizku d - dim?

Kod pre vektor g ma dizku:
L*(|a"]) + L*(Jb*|) + 2 + d - dim (4.21)
Celkovy kod je teda:

L*(k) + L*(dim) + L*(a) + L*(b) + k - dim - d
+L*(d) + L*(Ja*°]) + L* (|b¥°°|) + 2 + d - dim?
+L*(Jak]) + L*(|b*]) + 2 + d - dim
+ 300 (— logy P(D|HY))

(4.22)

Pri tejto metode sa zacali objavovat numerické problémy pri zaokrihl'ovani na diskrétnu mriez-
ku. Niekedy sa stalo, ze zaokrihlenim sme ziskali delenia nulov pri poc¢itani determinantu matice.
7da sa v8ak, ze tento model je uz prili§ komplexny, kéd pre hypotézu bol pomerne dlhy.

Vysledok metédy je na obrazku 4.13

4.2.4 Metoda Gauss cez kazda stradnicu pre kazdy stred

Rozdiel oproti metéde Gauss-stred je v tom, Ze jednorozmerné normaélne rozdelenia nahradime
superpoziciou dim rozdeleni. Potrebujeme k stredov a k kovarianénych matic, avSak stredy su
nulové vektory - tak sme data zhlukovali, nepotrebujeme ich ani kédovat. Kod pre kazdua z k

kovarianénych matic pouzijeme rovnaky ako 4.20. Dizka kodu pre data:

k

> —log, P(D|HY) (4.23)
j=1
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Obrazok 4.13: Vysledok MDL met6dy: gauss ndim, na 5-slovnych vetach, parameter d = 16
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Obrazok 4.14: Vysledok MDL metédy: gauss ndim, na 5-slovnych vetach, parameter d = 16,

stthrnna dlzka kédu
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Simplistic MDL, gauss_ndim, presnost: 16
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Kod pre k hypotéz HY9 zahina kovarian¢éné matice:

L*(d) +

Celkovy kod je teda:

k
Jj=

1

L*(k) + L*(dim) + L*(a) + L*(b) + k - dim - d
+L(d) + S5 (L*(|akov]) + L[4V ) + 2k + kd - dim?

+3°0, (—log, P(D|HY))
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(L*(Jakv|) 4+ L* (|[b5°V])) + 2k + kd - dim®

(4.24)
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Dizky kodov pred data boli vo vieobecnosti najmensie zo vietkych metod. Avsak ukazalo sa, ze
koédovanie kovarianénych matic je velkym bremenom a suhrnné dizky kédov nadobudali minimum
spravidla pre 1 zhluk - nésledne uz komplexnost modelu ,,prebila“ regularitu dét.

NavySe pre numerické problémy so zaokrithlenim na mriezku dopadlo vela hodnét v deleni

nulou. Metoda sa tak stala vlastne nepouzitelnou. Vysledok metody je na obrazku 4.15

Obréazok 4.15: Vysledok MDL metody: gauss _stred ndim, na 1-slovnych vetich, parameter d =
32

Simplistic MDL, gauss_stred ndim, Pre ka#dy stred superpozicia Gaussovych distribticii pre stradnice rozdielu dat od svojho stredu, presnost: 32
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Obréazok 4.16: Vysledok MDL metody: gauss stred ndim, na 1-slovnych vetach, parameter d =
32, sthrnna dizka kodu

Simplistic MDL, gauss_stred_ndim, Pre kazdy stred superpozicia Gaussovych distribtcii pre stradnice rozdielu dat od svojho stredu, presnost: 32
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4.2.5 Aplika¢ny problém

Aplikaény problém nédsho MDL skumania dat spociva v tom, Ze je celkom dobre mozné, ze v datach
prirodzeny ,,spravny“ pocet stredov neexistuje, alebo Ze je vicsi ako nage praktické obmedzenie.
Hladame tak skor druhy najlepsi, alebo akceptovatelne dobry pocet stredov a nie idedlny. Aby sme
tento problém riesili, vysktgali sme trénovat rozne metddy simplistic MDL (filozofi nemaju Ziadne
menné parametre, nie je na nich ¢o ladit) na pokusnych, testovacich datach. Naprogramovali sme
generator pokusnych dat. Generuji sa s nejakym poctom stredov, maju tvar polynémov a jed-
notlivé zagumené (Gaussovskym Sumom) data roznych stredov sa prekryvajia. Na tieto data sme
spustali rovnaky proces analyzy, najprv K-means, ktory nagiel stredy velmi podobné syntetickym

stredom, ¢o moZzeme vidiet na obrazku 4.17

Obrézok 4.17: Syntentické stredy a stredy najdené algoritmom K-means
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Nasledne sme sa snaZili naladitf parameter d pre kazda metdédu na syntetické data tak, aby
davala spravny vysledok. AvSak, pre rozne testovacie data sme dostali rozne intervaly moZznych
hodnét d, dokonca aj bez prieniku. VyskusSali sme este skimat uplne syntetické data: data, pri
ktorych sa zhluky vobec neprekryvaju. Algoritmus K-means nasiel spravne stredy a skusali sme
MDL. Ako vidief na obrazku 4.18, dizka kodu dat spolahlivo klesa az po dosiahnutie spravneho
poctu stredov. Kazdy dalsi stred pridany algoritmom K-means je iba overfitting a nezlepsi dizku
kodu dat. Dizka kédu hypotézy naproti tomu linearne stipa s poétom stredov. Parameter d ma na
spravanie vysledku takyto vplyv: ¢m vicsia presnost d, tym ostrejsie rastie dizka kodu hypotézy
(presnej$ia diskretiza¢na mriezka) a tym lepdie klesa dizka kodu dat. Ibaze dizka kodu dat sa uz
pri malej hodnote d = 4 zastabilizuje a pre vicsie d uz parametre rozdelenia nie st kodovana ovel'a
presnejsie. V podstate d ovplyviiuje v nasom pripade (naich instanciach koédov) najméi sklon dizky
hypotézy.

Pri prezerani obrazkov pre stupajuce d sme dostali nasledujtci napad, ako riegit nas aplika¢ny
problém. Ak d stupa, rastie sice hodnota hypotézy, ale spravny pocet zhlukov ako minimum sactu
dlzok kodov odolava pomerne Sirokému intervalu parametra d (od 2 do 64). Pri privelkom d uz
dlzka kodu hypotézy ,,prebije* aj prudko klesajucu dlzku kodu dat. Mohli by byt ,spravne* pocty
zhlukov tie poc¢ty, ktoré dobre odolédvaju rasticemu d? Je najspravnejsi pocet zhlukov ten, ktory
pre najviac roznych hodnot d je minimom funkcie? Zda sa nam, ze tato uvaha je celkom logicka

a neskorsie skiimania, ktoré spominame vo vysledkoch to len potvrdzuju. Uvaha si viak pyta
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Obrazok 4.18: Vysledok MDL met6dy: gauss ndim, na 2-slovnych syntetickych datach, parameter
d=32

Simplistic MDL, gauss_ndim, presnost: 32
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doslednejsie formalizovanie.
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Kapitola 5

Zaver

Naprogramovali sme prostredie pre zbiehanie zhlukovania a MDL v jazyku python. Navrhli sme, a
nésledne aj vyskusali rozne formy Crude MDL aplikovat na data - melodické obalky viet. Na vznik-
nuty aplikaény problém sme navrhli praktické, aplikované rieSenie. Povodne poloZenu otazku, kolko
zhlukov sa nachadza v datach sme ¢iasto¢ne zodpovedali - fazko mozno sudit kvalitu aplikovaného
rieSenia. Pre potreby syntézy reci je tato odpoved velmi dobra, o samotnych datach totiz tazko
nieco predpokladat a ciel nebol najst idedlnu odpoved, ale odpoved, ktoré sa d4 pri syntéze pouZit.
Prakticky vysledok je teda navrhnutie spravneho rozdelenia do zhlukov pre kolegov zo Ziliny, ktori
tento vysledok pouZziji pri syntéze re¢i. Odovzdavame im cely projekt, so zdrojovymi kédmi, touto
pracou, grafmi a datovymi sibormi. Budeme s nimi d’alej spolupracovat na rieseni d'algich otazok,
pripadne na vylepSeni rieSenia.

Metédy gauss ndim (Cast 4.2.3) a gauss_stred ndim (Cast 4.2.4) sa ukazali ako overfitting,
samotny kod pre hypotézy bol prilis dlhy, hoci sme objavili viac regularit v datach. Tieto dve
met6édy ndm nakoniec rozumny vysledok nepovedali. Nase doterajsie pokusy s upravenou metédou
filozof (Cast 4.1.1) a metdédou gauss (Cast 4.2.1) ukazuji, Ze metédy sa na spravnom vysledku
zhodnu. Je moZné, 7e pre acely ziskania optimélneho poc¢tu zhlukov nie je vobec potrebné skamat
pravdepodobnostné rozdelenie dat kédovanych pomocou stredov. Odpovede v rozsahu +1 od
metody filozof a gauss nam dala aj metoda gauss_stred (Cast 4.2.2).

V dalsej praci je mozné sa venovat formalizacii aplika¢nej uvahy z Casti 4.2.5. Po prevedeni
vSetkych metdd, si myslime, Ze lepSie neZ normélne rozdelenie pravdepodobnosti data vystihuje
Student-t, pretoze dita maja tazké chvosty. V praci by sa dalo pokracovat aj vyskuSanim EM
algoritmu na zhlukovanie (inicializovaného pomocou algoritmu K-means) a nésledne Student-t

rozdelenie v MDL ¢asti aplikacie.
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