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be tejto práce. Ďalej by som rád pod’akoval Nine Kolesárovej za pripomienky
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Abstrakt

Impulzné neurónové siete predstavujú špeciálny typ umelých neurónových

siet́ı, ktorý modeluje správanie nervových buniek a ich vzájomných prepoje-

ńı. Ak je do takéhoto modelu zahrnuté aj oneskorenie prenosu impulzov a

synaptická plasticita, môžu sa neuróny siete samoorganizovat’ do zoskupeńı.

Táto práca vyhodnocuje správanie impulznej neurónovej siete s neurónmi

založenými na modeli SRM. Analyzuje natrénovanú siet’ po modelovańı 24

hodinovej aktivity. V sieti sa vytvárajú neurálne zoskupenia, aj ked’ sú

neuróny stimulované len náhodným vstupom. Vlastnosti zoskupeńı boli vy-

hodnotené a porovnané s výsledkami publikovanými v práci [7].

Pozornost’ sa d’alej venuje synchronizovanému vstupu. Siet’ vykazuje roz-

dielnu mieru odozvy po jeho aplikovańı na rôzne množiny neurónov. Ďalej je

preskúmaná adaptácia siete na takýto vstup. Vplyvom konkurencie jednotli-

vých synchronizovaných vstupov sa siet’ prispôsobuje vstupu, ktorý vyvoláva

najvyššiu odozvu.

Kl’účové slová: impulzné neurónové siete, neurálne zoskupenia, samoorga-

nizácia, SRM.
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Kapitola 1

Úvod

Mozog je jedným z najzložiteǰśıch biologických systémov. Výskum mozgu od-

halil množstvo informácíı o jeho zložeńı, štruktúre a fyzikálnych a chemických

procesoch, ktoré v ňom prebiehajú. Napriek intenźıvnemu štúdiu viaceré je-

ho funkcie ešte neboli uspokojivo vysvetlené. Je to spôsobené komplikovanou

štruktúrou a obmedzenými možnost’ami súčasných technológíı použ́ıvaných

na sledovanie aktivity neurónov.

Mozgová kôra pozostáva z miliárd neurónov a každý z nich je spojený

rádovo s tiśıckami svojich susedov. Aj malá oblast’ mozgu teda obsahuje

vel’ké množstvo neurónov a d’aleko viac spojeńı medzi nimi. Pri tak zlo-

žitom priestorovom usporiadańı nie je možné skúmat’ jednotlivé prepojenia

neurónov a impulzy, ktoré sa nimi prenášajú.

K pochopeniu činnosti jednotlivých čast́ı mozgu prispieva ich rozdelenie

na funkčné celky. Každý neurón sa pripája na množstvo iných neurónov.

Nie všetky spojenia sú ale rovnako dôležité. Ked’ vieme, cez ktoré neuróny

sa podnety zo senzorov prenášajú, môžeme lepšie pochopit’ procesy, ktoré

v týchto častiach prebiehajú. Simulácia čast́ı mozgu je preto vhodný spôsob

na štúdium ich vnútorného usporiadania.

Modelovańım procesov, ktoré prebiehajú v mozgu, vznikajú hypotézy o je-

ho stavbe. Tieto hypotézy môžu byt’ následne overené v praxi. Simulácia

impulzných neurónových siet́ı nám pomáha objasnit’ spôsob, akým mozog

funguje, kóduje informácie, z akých čast́ı sa skladá a ako sú tieto časti na-

vzájom prepojené.
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1.1 Ciel’ práce

Viaceré štúdie [5, 7] sa venovali skúmaniu vzniku zoskupeńı neurónov a vlast-

nostiam týchto zoskupeńı. Ako vonkaǰśı vstup neurónov bol zväčša použitý

iba náhodný šum. To ale nezodpovedá vstupu neurónov v mozgovej kôre,

ktoré sú aktivované výstupmi neurónov z iných vrstiev, pŕıpadne priamo

podnetmi zo senzorov. Mojim ciel’om bolo źıskat’ výsledky v oblastiach, kto-

rým sa ostatné práce detailne nevenovali. Táto práca je zameraná aj na

správanie neurónovej siete aktivovanej štruktúrovaným vstupom.

Práca pozostáva z dvoch úloh. Prvou z nich je implementovat’ model

impulznej neurónovej siete. Tento model bude následne použitý na simuláciu

aktivity neurónovej siete. Ciel’om simulácie je poṕısat’ správanie siete, najmä

vznik synchronizovaných neurálnych zoskupeńı. Výsledky pozorovańı budú

porovnané s podobnými experimentami v spomenutých prácach. Pozornost’

sa venuje adaptácii siete na stimuláciu štruktúrovaným vstupom. Tiež sú

zhrnuté zmeny správania siete pozorované rozdielnym nastaveńım niektorých

parametrov modelu.
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Kapitola 2

Impulzné neurónové siete

Umelé neurónové siete sa snažia napodobnit’ štruktúru a správanie biologic-

kých neurónových siet́ı. Skladajú sa z jednoduchých uzlov, jednotiek, ktoré

sú navzájom prepojené a tvoria siet’. Prepojenia slúžia na výmenu informácíı

medzi jednotkami. Každý uzol má vnútorný stav a spracúva vstupné signály

prijaté od pripojených uzlov. Výsledok spracovania sa prenáša po spojeniach

do d’aľśıch uzlov.

Impulzné neurónové siete sú špeciálnym pŕıpadom umelých neurónových

siet́ı. Názov je odvodený od spôsobu komunikácie – uzly komunikujú vy-

sielańım impulzov. Jednotlivé uzly modelujú správanie nervových buniek.

Dôležitú rolu zohráva správne načasovanie prijatých impulzov, potrebné na

aktiváciu daného uzlu.

2.1 Neuróny a synapsy

Mozog sa skladá z nervových buniek, neurónov. Každý neurón je obalený

membránou, v ktorej sa nachádzajú iónové kanály. Tieto akt́ıvne aj paśıv-

ne kanály ovplyvňujú koncentráciu iónov v bunke, č́ım vzniká napätie na

membráne – membránový potenciál. Vel’kost’ potenciálu záviśı od aktivity

neurónu. V pokojovom stave je membrána negat́ıvne polarizovaná, napätie

na membráne je -60 až -90 mV (hodnota záviśı od typu neurónu).

Medzi neurónmi existujú prepojenia, synapsy (obrázok 2.1), cez ktoré

tieto bunky komunikujú. Komunikácia je založená na jednosmernom š́ıreńı
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Obrázok 2.1: Schéma synapsy.

elektrických impulzov. Bunka, ktorá vysiela signál, sa označuje presynap-

tická. Bunka, ktorá ho prij́ıma, je postsynaptická. Cez synaptické spojenia

sa impulzy prenášajú prevažne chemicky – pomocou neurotransmiteru ulo-

ženého vo vezikulách. Po pŕıchode impulzu sa vezikuly zlúčia s membránou

a vypustia neurotransmiter do synaptickej štrbiny. Neurotransmiter sa na-

viaže na receptory na postsynaptickom neuróne a tie aktivujú iónové kanály.

Prenosom iónov cez membránu sa zmeńı postsynaptický potenciál (PSP).

Synapsy môžu byt’ excitačné alebo inhibičné. Pri prenose signálu cez

excitačnú synapsu sa vytvára excitačný postsynaptický potenciál. Napätie

na membráne postsynaptickej bunky sa zvyšuje, dochádza k depolarizácii

membrány. Pri inhibičnej synapse vzniká inhibičný postsynaptický poten-

ciál. Napätie na membráne ešte viac klesá, prebieha hyperpolarizácia.

Excitačný neurón je taký, z ktorého vychádzajú iba excitačné synapsy a na-

opak, inhibičný vytvára iba inhibičné synapsy.

Vel’kost’ membránového potenciálu záviśı od prichádzajúcich impulzov.

Ak bunka neprij́ıma žiadne impulzy, membránový potenciál sa postupne vrá-

ti k pokojovej hodnote. Ked’ sa potenciál zvýši a jeho hodnota prekroč́ı istú

hranicu (prah excitácie), neurón vygeneruje výstupný impulz – akčný poten-

ciál. Prah excitácie je približne 15 až 30 mV nad pokojovým potenciálom.

Priebeh akčného potenciálu (pŕıklad je v grafe 2.2) zač́ına krátkou depo-

larizáciou membrány s amplitúdou okolo 100 mV, po ktorej nasleduje hyper-

polarizácia. Následkom hyperpolarizácie je neurón málo citlivý na prij́ımané
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impulzy. Vel’kost’ hyperpolarizácie a d́lžka jej trvania určuje charakteristiku

pálenia neurónu. Rôzne správania sú poṕısané napŕıklad v [6].

2.2 Model neurónu

Pri modelovańı neurónových siet́ı je dôležité vybrat’ vhodný model neurónu.

Existuje viacero modelov s rozdielnymi vlastnost’ami.

Jedným z prvých modelov neurónu bol model Hodgkina a Huxleyho (d’a-

lej len model H&H) [3], ktorý je založený na biofyzikálnych vlastnostiach

neurónu. Správanie neurónu je riadené štyrmi diferenciálnymi rovnicami, kto-

ré popisujú aktiváciu iónových kanálov a zmenu membránového potenciálu.

Význam tohto modelu je v presnom simulovańı dejov v nervovej bunke. Na

druhej strane, detailnost’ modelu sa odráža vo vysokej výpočtovej náročnosti

simulácie, čo je hlavná nevýhoda. Tento model sa dá použit’ na simuláciu

neurónovej siete zloženej najviac z desiatok neurónov. Takýto rozsah simu-

lácie je ale nepostačujúci pre modelovanie väčšiny procesov prebiehajúcich

v mozgu.

Z modelu H&H vychádza viacero modelov, ktoré sú jeho zjednodušeńım.

Tieto modely śıce nie sú biologicky presné, ale ich správanie sa v značnej

miere zhoduje s pôvodným modelom. Navyše ich výpočtová zložitost’ je

menšia. Jedným z nich je Spike Response Model, skrátene SRM, uvedený

napŕıklad v [1].

2.2.1 Spike Response Model

Spike Response Model popisuje stav neurónu iba jednou rovnicou, ktorá urču-

je hodnotu membránového potenciálu. Jeho hodnota je poč́ıtaná na základe

časovej histórie prijatých a vyslaných impulzov neurónu. Priebeh potenciálu

určuje rovnica

ui(t) = η(t− t̂i) +
∑
j

wij

∑
f

εij(t− t̂i, t− t
(f)
j )

+
∫ ∞
0

κ(t− t̂i, s)I
ext(t− s)ds + urest
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Graf 2.2: Priebeh postsynaptického potenciálu na neuróne modelovanom

SRM so statickým prahom ϑ. A – neurón prijal impulz, ktorý nie je dosta-

točný na generovanie akčného potenciálu, B – prijatý druhý impulz, neurón

po prekročeńı prahu excitácie vytvára akčný potenciál, C – doba úplnej

odolnosti, neurón nie je schopný za žiadnych okolnost́ı generovat’ akčný po-

tenciál, D – hyperpolarizácia membrány.

kde t̂i je čas posledného výstupného impulzu, urest je hodnota pokojového

potenciálu, funkcia η určuje časový priebeh potenciálu po vyslańı impulzu.

Funkcia ε určuje časový priebeh postsynaptického potenciálu, wij je účinnost’

synapsy, t
(f)
j sú časy vyslania impulzov presynaptickým neurónom j. Funkcia

κ určuje reakciu na stimuláciu externým prúdom Iext. Funkcie η, ε a κ sú

označované kernel. Vyslanie výstupného impulzu sa udeje, ak membránový

potenciál prekroč́ı dynamickú prahovú hodnotu ϑ(t− t̂i).

Vlastnosti modelu sa dajú nastavit’ vhodnou vol’bou funkcíı η, ε a κ. Naj-

časteǰsie sa použ́ıvajú exponenciálne funkcie. Špeciálnym pŕıpadom modelu

SRM je SRM0, v ktorom hodnota funkcíı ε a κ nie je ovplyvnená časom od

posledného vyslaného impulzu.

SRM nepatŕı k najjednoduchš́ım modelom, ale jeho vlastnosti vyvažujú

výpočtovú zložitost’. Preto je tento model vhodný aj na simuláciu rozsiah-

leǰśıch siet́ı.
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2.3 Synaptická plasticita

Vplyv impulzu na postsynaptický neurón záviśı od účinnosti (váhy) synapsy.

Účinnost’ prenosu impulzu nie je konštantná, ovplyvňuje ju aktivita oboch

neurónov. V pŕıpade, ked’ aktivita neurónov vedie k zvýšeniu účinnosti pre-

nosu, hovoŕıme o dlhodobom zefekt́ıvneńı (anglicky long-term potentiation,

LTP). Ak je výsledkom pokles, ide o dlhodobý útlm (long-term depression,

LTD).

Jedným z modelov plasticity je model pomenovaný podl’a svojich auto-

rov Bienenstock-Cooper-Munroe [2, kapitola 10.2]. Tento model modifikuje

účinnost’ synapsy podl’a intenzity stimulácie. Ak presynaptické impulzy pri-

chádzajú iba zriedkavo, efektivita prenosu sa znižuje. Ak je ale aktivita

presynaptického neurónu intenźıvna, potom sa aj účinnost’ prenosu zvyšuje.

Významný model, založený na načasovańı vyslaných impulzov, je model

spike-timing-dependent plasticity (STDP) [2, kapitola 10.3]. Zmena efektivi-

ty záviśı od korelácie impulzov. LTP nastáva, ked’ krátko po pŕıchode pre-

synaptického impulzu neurón generuje výstupný impulz. K posilneniu teda

dochádza, ak presynaptický neurón efekt́ıvne ovplyvňuje aktivitu postsynap-

tického neurónu a svojou aktivitou prispieva k vzniku akčného potenciálu. Ak

je načasovanie opačné, teda, ked’ je výstupný impulz generovaný pred pŕıcho-

dom presynaptického impulzu, nastáva pokles účinnosti. Hodnota, o ktorú

sa zmeńı váha spojenia, záviśı od rozdielu v načasovańı impulzov. Existujú

rôzne varianty STDP, ktoré sa ĺı̌sia v tom, kol’ko posledných presynaptických

a postsynaptických impulzov sa berie do úvahy pri zmene váhy.

2.4 Zoskupenia neurónov

Každý neurón sa pripája na množstvo iných neurónov. Nie všetky spojenia

sú ale rovnako dôležité. Iba silné spojenia, teda synapsy s vel’kou účinnost’ou

prenosu impulzov, vyvolajú relevantnú odozvu postsynaptických neurónov.

Tie môžu generovat’ akčný potenciál a následne vyvolat’ aktivitu v d’aľśıch

neurónoch. Skúmańım š́ırenia impulzov môžeme identifikovat’ zoskupenie

neurónov, v ktorom je aktivita ovplyvnená niekol’kými, takzvanými iniciač-
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nými, neurónmi.

Štúdiom neurálnych zoskupeńı sa zaoberali Izhikevich, Gally a Edelman

[5]. Vo svojej práci popisujú simuláciu neurónovej siete zloženej zo 100 000

neurónov. Použili model neurónu, ktorého autorom je Izhikevich [4]. Pa-

rametre siete volili tak, aby čo najverneǰsie simulovali anatómiu mozgovej

kôry. Aktivita siete bola vyvolaná šumom, ktorý tvoril jediný externý vstup

neurónov. Pri ńızkej úrovni šumu sa siet’ správala synchronizovane. Počas

simulácie sa striedali obdobia s minimálnou aktivitou neurónov s obdobiami,

v ktorých väčšina neurónov opakovane vysielala impulzy. Pri vyššej intenzite

šumu bola aktivita siete stabilná. Neuróny sa samoorganizovali do zoskupeńı

napriek tomu, že vstup neurónov bol len náhodný šum. Väčšina zoskupeńı

vznikla krátko po spusteńı simulácie a pretrvala až do jej ukončenia. Táto

stabilita dokazuje, že vznik zoskupeńı nie je len výsledkom dočasnej časopries-

torovej štruktúry náhodného šumu. Aktivita neurónov v skupine aj napriek

šumu vytvárala vzory, ktoré sa s vel’kou presnost’ou pravidelne opakovali.

V novšom článku ṕı̌se Izhikevich [7] o minimálnom modeli siete, ktorej

neuróny sú schopné vytvárat’ opakujúce sa vzory aktivity. Takéto správanie

označil termı́nom polychronizácia (anglicky polychronization). Je spôsobené

oneskoreńım prenosu impulzov medzi neurónmi a synaptickou plasticitou.

Neuróny vytvárajú zoskupenia a ich aktiváciou vznikajú vzory aktivity. V

článku je poṕısaný algoritmus na identifikáciu zoskupeńı.

Izhikevich navrhuje hypotézu, podl’a ktorej môžu zoskupenia reprezen-

tovat’ zapamätané informácie. Každé zoskupenie reprezentuje nejaký sti-

mul. Presné načasovanie impulzov spôsob́ı aktiváciu niektorých zoskupeńı,

čo predstavuje odpoved’ siete na špecifický podnet. Každý neurón môže

patrit’ do viacerých zoskupeńı. Počet zoskupeńı môže byt’ vyšš́ı ako počet

neurónov, dokonca vyšš́ı ako počet spojeńı. Znamená to, že siet’ má poten-

ciálne rozsiahlu pamät’ovú kapacitu.
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Kapitola 3

Model siete

Pri vytvárańı modelu siete som vychádzal z modelu použitého Izhikevichom

v článku [7]. Dôvodom takéhoto pŕıstupu je možnost’ porovnania dosiahnu-

tých výsledkov. Hlavný rozdiel je v modeli neurónov. Použil som implemen-

táciu založenú na modeli SRM.

3.1 Nastavenia

Časový krok simulácie som zvolil 1 ms. Model neurónu nie je založený na

diferenciálnych rovniciach, preto nie je potrebné prepoč́ıtavat’ hodnotu ui

časteǰsie a zvolený časový krok je postačujúci.

Siet’ pozostávala z 800 excitačných a 200 inhibičných neurónov. Jednotli-

vé neuróny boli v každom časovom kroku stimulované náhodnými impulzmi

s pravdepodobnost’ou vzniku 0,001. Pri tejto pravdepodobnosti je očaká-

vaná hodnota frekvencie náhodných impulzov 1 Hz. Náhodné impulzy sa

do membránového potenciálu započ́ıtavajú rovnako ako impulzy prijaté od

iných neurónov.

Žiadny iný externý vstup som nepoužil, takže z rovnice pre potenciál som

odstránil čast’ integrujúcu externý prúd Iext a κ kernel. Pokojový potenciál

urest som nastavil na -70 mV. Ako η a ε kernel som použil funkcie

η(t) = −e
− t−∆abs

τη h(t)θ

ε(t, s) =
t

τt

e
− t

τt

(
1− e−

s
τs

)
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Funkcia h(t) je použitá kvôli dobe úplnej odolnosti (anglicky absolute refrac-

tory period) a má tvar

h(t) =

 −∞ t < ∆abs

1 t ≥ ∆abs

Hodnoty konštánt boli

pre excitačné neuróny ∆abs = 8, τη = 25, θ = 30, τt = 3, τs = 10

pre inhibičné neuróny ∆abs = 3, τη = 8, θ = 20, τt = 3, τs = 8

Inhibičné neuróny môžu vd’aka rozdielnym nastaveniam dosiahnut’ vyššie

frekvencie pálenia pri rovnakej miere stimulácie. To zodpovedá aktivite exci-

tačných a inhibičných neurónov v mozgovej kôre. Rozdiel frekvencíı záviśı

od miery stimulácie.

Namiesto dynamického prahu bol použitý statický. Prahová hodnota na

generovanie impulzu ϑ bola pevne stanovená na úroveň 30 mV nad pokojo-

vou hodnotou potenciálu. Vlastnosti dynamického prahu nahrádza η kernel,

v ktorom bola použitá doba úplnej odolnosti ∆abs a funkcia h(t). Preto sa

model neurónu správa ako model s dynamickým prahom.

Dynamika synaptického potenciálu je znázornená v grafe 2.2. Priebeh

potenciálu bol zaznamenaný na modeli excitačného neurónu s uvedenými

nastaveniami.

Prepojenia medzi neurónmi boli vytvorené náhodne tak, aby sa zabránilo

viacnásobným spojeniam medzi dvojicou neurónov. Každý neurón je pripo-

jený na 100 rôznych neurónov, pri inhibičných neurónoch to môžu byt’ iba

excitačné.

Prenos impulzov po spojeniach nie je okamžitý. Oneskorenie spojenia je

pevne dané pri jeho vytvoreńı a d’alej sa už nemeńı. Nadobúda hodnoty

z rozsahu 1 až 20 ms.

Počiatočné váhy boli zvolené 0,25 pre inhibičné spojenia a 0,3 pre exci-

tačné. Minimálna hodnota váh je 0 a maximálna hodnota je 0,5. Náhodne

generované impulzy mali váhu 1.

Tieto hodnoty váh nepostačujú na vyvolanie dostatočného postsynaptic-

kého potenciálu, preto som ich musel naškálovat’. Pri poč́ıtańı PSP násob́ım
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Graf 3.1: Synaptická plasticita. ∆t je predstavuje rozdiel v čase, o kol’ko

pred postsynaptickým impulzom prǐsiel presynaptický.

váhy konštantou 90. Prepočtu sa dá vyhnút’ použit́ım vyšš́ıch váh (v tomto

pŕıpade z intervalu 〈0, 45〉 a hodnota 90 pre náhodné impulzy). Potom je ale

nutné upravit’ vel’kost’ plasticity pomerne k daným váham a takáto zmena

je málo flexibilná.

Na modelovanie synaptickej plasticity som použil STDP (graf 3.1). Plas-

ticita je použitá iba na váhy excitačných spojeńı. Zmena váh je daná rozdie-

lom v načasovańım posledného postsynaptického a presynaptického impulzu

∆t = t̂post − t̂pre. Rovnica STDP má tvar

∆w(∆t) =

 A+e−∆t/τ+ ∆t ≥ 0

−A−e∆t/τ− ∆t < 0

Parametre rovnice boli A+ = 0, 005, A− = 0, 007, τ+ = 20 a τ− = 20.

Váhy excitačných spojeńı sa každú sekundu simulácie zvýšili o hodnotu

0,0005, bez ohl’adu na aktivitu prepojených neurónov. Aj ked’ je táto hod-

nota ńızka, jej vplyv na siet’ je výrazný. Prispieva hlavne k rýchleǰsiemu

ustáleniu váh.

Váhy, ktoré by klesli pod minimum, alebo by stúpli nad maximum, som

nastavil na pŕıslušnú okrajovú hodnotu.

3.1.1 Obmeny nastaveńı

Overil som správanie siete po zmene niektorých parametrov modelu.
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Neuróny som náhodne rozmiestnil v dvojrozmernom priestore. Pri vytvá-

rańı spojeńı som pre neurón obmedzil výber postsynaptických neurónov iba

na tie, ktoré sa nachádzajú v jeho okoĺı. Táto zmena nespôsobila kvalitat́ıvny

rozdiel v správańı siete.

Ďaľsia modifikácia spoč́ıvala v nastaveńı nižš́ıch počiatočných váh spojeńı.

To malo za následok ich pomaľsie ustálenie. Nevýhoda vyšš́ıch počiatočných

váh je ale v tom, že na začiatku simulácie môžem detekovat’ pŕılǐs mnoho zo-

skupeńı (vid’ nasledujúca kapitola), ktoré nevznikli postupným posilňovańım

spojeńı. Výsledky sú potom istý čas po spusteńı simulácie značne skreslené.

Namiesto silnej externej stimulácie som skúšal stimuly s náhodnou vel’kos-

t’ou a vyššou pravdepodobnost’ou vzniku. Potom prijatie externého impulzu

neurónom väčšinou nespôsob́ı vytvorenie impulzu, ale iba zvýšenie potenciá-

lu. Aktivácia niektorého neurónu sa l’ahšie rozš́ıri na postsynaptické neuróny

so zvýšeným potenciálom. Celá siet’ potom vykazuje značnú synchrónnu ak-

tivitu.

3.2 Implementačné optimalizácie

Na zrýchlenie celej simulácie som použil rôzne optimalizácie a zjednodušenia.

Pri vol’be parametrov som dbal na to, aby ich vplyv na presnost’ simulácie

bol minimálny.

Č́ım viac času uplynulo od vyslania impulzu, tým menej momentálne

prispieva k membránovému potenciálu. Preto môžem zanedbat’ impulzy,

ktoré boli generované pred istou dobou (v mojej implementácii je to 50 ms).

Navyše mám pre každý neurón uložených najviac 10 posledných impulzov.

Ohraničil som maximálne hodnoty argumentov t a s, pre ktoré sa poč́ıtajú

η a ε kernely. Argument t má maximum 200 ms pri η kerneli a 30 ms pri

ε kerneli. Pre vyššie t je hodnota kernelov zanedbatel’ná, preto sú kernely

nahradené nulovou hodnotou. Argument s ε kernelu má maximum 150 ms.

Vyššie hodnoty s sú zńıžené na toto maximum. Hodnoty kernelov sa kvôli

zrýchleniu simulácie dopredu vypoč́ıtali pre celoč́ıselné hodnoty argumentov

a uložili. Pri simulovańı sa použ́ıvali uložené hodnoty.

Výpočet membránového potenciálu vychádza z aktuálnych hodnôt váh
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spojeńı. Váhy sa vplyvom STDP mohli zmenit’, takže ε kernel nenásob́ım vá-

hou, ktorú malo spojenie v čase prijatia impulzu. Zmena váh vplyvom STDP

nie je za krátky časový úsek vel’ká, preto táto nepresnost’ nemá badatel’ný

vplyv na hodnotu membránového potenciálu. Ukladanie si váh jednotlivých

spojeńı v čase pŕıchodu impulzu by navyše spôsobilo podstatné spomalenie

celej simulácie.
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Kapitola 4

Identifikácia neurálnych

zoskupeńı

Neurálne zoskupenie je množina navzájom prepojených neurónov, pričom vá-

hy prepojeńı sú dostatočne vel’ké na to, aby sa aktivita iniciačných neurónov

rozš́ırila po celej tejto množine. Existuje viacero metód na identifikáciu zo-

skupeńı. Implementoval som 2 postupy, ktoré navrhol Izhikevich [5, 7]. Oba

algoritmy identifikujú zoskupenia na základe vlastnost́ı prepojeńı neurónov

a nie podl’a ich skutočnej aktivity.

4.1 Postup 1

Prvý spôsob hl’adá zoskupenia aktivované jediným iniciačným neurónom (an-

glicky anchor neuron). Najprv sa zvoĺı kandidát na iniciačný neurón. Ne-

urón muśı mat’ aspoň 2 silné spojenia, cez ktoré ovplyvňuje aktivitu d’aľśıch

neurónov. Takéto neuróny sa označia ako aktivované. Zaznamená sa k nim

časové oneskorenie, s ktorým k nim pŕıde impulz z iniciačného neurónu. Ked’

aktivované neuróny vyšlú impulzy a tie sa vd’aka oneskoreniam stretnú s to-

leranciou 1 milisekundy na d’aľsom neuróne, je aj daný neurón aktivovaný.

Postup sa opakuje dovtedy, kým je možné pripojit’ d’aľsie neuróny.

Špeciálny pŕıpad sú inhibičné neuróny. Môžu byt’ śıce zaradené do zosku-

penia, ale nemôžu už aktivovat’ d’aľsie neuróny, lebo utlmujú postsynaptické

neuróny.

23



Počet nájdených skuṕın záviśı od toho, ktoré spojenia považujem za silné

a od vol’by kritéríı na ich akceptovanie. Izhikevich definoval silnými váhami

tie váhy, ktoré majú hodnotu aspoň 95% z maxima. V mojej implementácii

som požadoval naškálované váhy minimálne 44,95, čo predstavuje takmer

99,89%. Zoskupenie som akceptoval, ak malo aspoň 2 neuróny, ktoré nie

sú aktivované priamo iniciačným neurónom. Takto definovaných zoskupeńı

môže byt’ v sieti najviac tol’ko, kol’ko je excitačných neurónov.

Výsledky źıskané týmto postupom sa nedali použit’ na vyhodnotenie sprá-

vania modelu. Počet nájdených zoskupeńı sa bĺıžil počtu excitačných neuró-

nov. Možná pŕıčina zlyhania postupu je v tom, že maximálne váhy spojenia

vôbec nezabezpečujú aktiváciu postsynaptického neurónu iniciačným neuró-

nom. Algoritmus potom identifikuje aj zoskupenia, ktoré nezodpovedajú

reálnemu š́ıreniu aktivity. Tento postup je možné použit’ iba v siet’ach, kde

je maximálna váha spojenia bĺızko hodnoty potrebnej na aktiváciu postsy-

naptického neurónu.

Ďaľsie nevýhody tohto pŕıstupu spoč́ıvajú v tom, že každá skupina zač́ına

jediným neurónom. V neurónovej sieti môžu existovat’ zoskupenia, na akti-

váciu ktorých je potrebný viac ako jeden neurón. Použitie postupu je vhodné

v siet’ach s vel’kým počtom neurónov, kde akýkol’vek iný pŕıstup znamená

pŕılǐs vel’kú časovú náročnost’ algoritmu.

Spomenuté nedostatky čiastočne odstraňuje druhý pŕıstup.

4.2 Postup 2

Druhý algoritmus na hl’adanie zoskupeńı je o niečo komplikovaneǰśı. Hl’a-

dá zoskupenia, ktoré môžu byt’ aktivované trojicou neurónov. Vyberie sa

trojica neurónov, ktoré vyšlú impulz so zvoleným časovým posunom. Ak

dva impulzy dorazia po silných spojeniach na jeden neurón s toleranciou

1 milisekunda, je tento neurón aktivovaný (obrázok 4.1) a zaznamená sa čas

jeho aktivácie. V tomto čase neurón vygeneruje impulz, ktorý po spojeniach

s oneskoreńım doraźı k postsynaptickým neurónom. Pri týchto neurónoch sa

rovnako vyhodnot́ı, či nemôže dôjst’ k ich aktivácii správnym načasovańım

dvoch impulzov. Postup sa opakuje kým sa neskontrolujú všetky postsy-
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Obrázok 4.1: Aktivácia neurónu – impulz z neurónu A pŕıde 1 ms po

impulze z neurónu B, preto je neurón C aktivovaný v čase 9 ms od vyslania

impulzu neurónom A.

naptické neuróny. Pŕıstup k inhibičným neurónom je rovnaký ako v prvom

postupe. Aktivované neuróny sú považované za zoskupenie, ak sṕlňajú zvo-

lené kritériá.

Ak použ́ıvam minimálne časové oneskorenie 1 ms a maximálne 20 ms,

potom časové posunutie pálenia dvojice neurónov, pri ktorom sa vyslané im-

pulzy stretnú, môže byt’ najviac 19 ms. Ak vyberám iba celoč́ıselné hodnoty

pre posunutie, potom existuje 39 rôznych možnost́ı, ktoré treba vyskúšat’.

Pridańım tretieho neurónu mám od 39 do 58 možnost́ı pre jeho časové po-

sunutie, podl’a toho, aký je rozdiel v načasovańı prvých dvoch neurónov.

Celkovo treba vyskúšat’ 1901 rôznych načasovańı trojice neurónov. Pri sieti

s 800 excitačnými neurónmi mám 85 013 600 rôznych kombinácíı pre troj-

icu a 1901 kombinácíı pre načasovanie jej pálenia, čo predstavuje vyše 161

miliárd možných zoskupeńı.

Takýto postup sa nedá priamo realizovat’ a je nutné ho zjednodušit’. Ako

trojicu vyberiem iba tie neuróny, z ktorých každé dva majú spojenie so silnou

váhou na rovnaký postsynaptický neurón. Z možnost́ı pre časové posunutie

vyberiem iba také, ktoré aktivujú postsynaptické neuróny. Ďaľśım paramet-

rom je minimálna vel’kost’ skupiny. Zvolil som minimum 10 neurónov – teda

3 počiatočné a aspoň 7 d’aľśıch ktoré sú nimi aktivované.

Pri hl’adańı zoskupeńı je potrebné zist’ovat’ či už dané zoskupenie nebolo

objavené. Ak totiž uvažujem presnost’ načasovania impulzov s toleranciou

1 ms, potom môžem źıskat’ rovnaké zoskupenia s mierne posunutým pále-
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Obrázok 4.2: Schematické znázornenie vlastnost́ı zoskupenia iniciovaného

neurónmi A, B a C. Vel’kost’ zoskupenia je 12, časové rozpätie je 17 ms

a najdlhšia cesta má d́lžku 5.

ńım niektorých neurónov. Nie je jednoduché navrhnút’ kritériá na posúdenie

duplicitných zoskupeńı. Dve zoskupenia považujem za rovnaké ak sṕlňajú:

1. všetky 3 počiatočné neuróny majú rovnaké s rozdielom v načasovańı

najviac 1 ms,

2. aspoň 5 d’aľśıch neurónov je rovnakých s rozdielom v načasovańı akti-

vácie najviac 1 ms.

Ďaľśı sporný pŕıpad nastane, ak identifikujem zoskupenie, ktoré tvoŕı pod-

množinu iného nájdeného zoskupenia. Tieto zoskupenia považujem za rôzne,

lebo väčšie z nich nemuśı byt’ aktivované, zatial’ čo jeho podmnožina môže

byt’ aktivovaná.

Pri skúmańı zoskupeńı vyhodnocujem ich vel’kost’ (počet neurónov), ča-

sové rozpätie (čas medzi vypáleńım prvého a posledného impulzu neurónmi

zoskupenia) a najdlhšiu cestu (obrázok 4.2). Z pohl’adu celej simulácie mô-

žem tiež zist’ovat’ životnost’ zoskupeńı. Na to je potrebné pamätat’ si zosku-

penia, nájdené pri predchádzajúcom spusteńı algoritmu na ich identifikáciu.

Nové zoskupenia sa potom porovnávajú so starými, aby sme mohli zistit’,
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či neboli sformované už skôr. Nemožno očakávat’, že sa zoskupenie od je-

ho prvého objavenia vôbec nezmeńı. Zmeny sú prejavom ”sút’aženia” medzi

dvojicami zoskupeńı o neuróny, ktoré prij́ımajú impulzy od oboch zoskupe-

ńı. Preto je potrebné pri hl’adańı porovnávat’ s určitou toleranciou. Použil

som rovnaký postup ako pri posudzovańı duplicitných zoskupeńı. Každých

10 minút simulácie som overoval, ktoré z nájdených zoskupeńı ešte existujú.

Najskôr som za silné spojenia pokladal tie, z ktorých dva prijaté impulzy

s rozdielom časov 1 ms vyvolajú aktiváciu neurónu. Hodnota naškálovaných

váh takýchto spojeńı muśı byt’ aspoň 41,8. Počet zoskupeńı ktoré som iden-

tifikoval bol vyše 9,5 miliónu, čo je nepomerne viac ako 5 až 6 tiśıc, ktoré pri

svojom modeli uvádza Izhikevich [7]. Tol’ko zoskupeńı nie je možné počas

simulácie pravidelne analyzovat’ kvôli časovej a pamät’ovej náročnosti celého

postupu.

Zńıženie počtu zoskupeńı som dosiahol iba pŕısnym určeńım váhy silných

spojeńı. Za silné spojenia som považoval len tie, ktorých naškálované váhy

mali hodnotu aspoň 44,95, čo predstavuje takmer maximum hodnoty. Toto

nastavenie som použil aj pri vyhodnocovańı výsledkov. Nie je však ideálne

z dvoch pŕıčin:

1. maximálne hodnoty váh nie sú stabilne udržatel’né – stač́ı jediný impulz

z presynaptického neurónu a váha z maxima vplyvom plasticity klesne,

2. na aktiváciu neurónu stačia aj 2 impulzy, ktoré pŕıdu po spojeniach

s nižš́ımi váhami.

Ak zńıžim limit pre hodnoty váh silných spojeńı, algoritmus nájde rádovo

viac zoskupeńı.

4.2.1 Nedostatky algoritmu

Ako už Izhikevich uviedol vo svojom článku [7], postup identifikuje iba zo-

skupenia iniciované trojicou neurónov. Mnoho zoskupeńı môže zač́ınat’ via-

cerými neurónmi, ale kvôli zúženému výberu zostanú neodhalené.

Ďaľsia nevýhoda postupu spoč́ıva v tom, že na aktiváciu sa použ́ıva dvo-

jica impulzov s toleranciou 1 ms. Pritom v mnohých pŕıpadoch môže byt’
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neurón aktivovaný aj väčš́ım počtom neurónov s väčšou toleranciou v nača-

sovańı.

Posledná výhrada smeruje k reálnosti nájdených zoskupeńı. Algoritmus

identifikuje zoskupenia na základe vlastnost́ı siete. Tieto zoskupenia nemusia

byt’ pri simulácii nikdy aktivované a vzory pálenia sa nemusia objavit’ vo

výslednej aktivite siete.
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Kapitola 5

Štruktúrovaný vstup

Pojmom štruktúrovaný vstup označujem taký vstup, ktorého časopriestorové

usporiadanie nie je náhodné, vyskytuje sa v ňom istá pravidelnost’. Takýto

vstup môže mat’ rôzne formy.

Synchronizovaný vstup – vyberie sa množina neurónov, ktorým bude sú-

časne aplikovaný aktivačný vstup. Výsledkom stimulácie je, že aktivované

neuróny vyšlú naraz impulzy. Tie pŕıdu vplyvom oneskorenia synaptického

prenosu na postsynaptické neuróny v rozdielnom čase a aktivita sa rozsynch-

ronizuje. Výhoda použitia synchronizovaného vstupu je v l’ahšom sledovańı

následnej aktivity v sieti.

Aktivačný vzor – vytvoŕı sa vzor, ktorý dostávajú neuróny na vstup. Ten-

to vzor môžem použit’ bud’ na celú siet’, alebo iba na množinu neurónov.

Modifikácie tohto pŕıstupu spoč́ıvajú vo vytvoreńı viacerých vzorov, ktoré sa

striedajú. Ďalej môžem neuróny rozdelit’ do viacerých množ́ın a následne ich

aktivovat’ rôznymi vzormi.

Vo výsledkoch som vyhodnotil použitie synchronizovaného vstupu, apli-

kovaného postupne na viacero množ́ın neurónov.

5.1 Sledované zmeny

Ked’ siet’ stimulujem štruktúrovaným vstupom, môžem sledovat’

• vývoj odozvy siete na vstup pri jeho dlhodobom aplikovańı
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• zmenu váh spojeńı

• ako sa zmeńı zloženie zoskupeńı - vel’kost’, d́lžka, . . . ,

• kol’ko zoskupeńı vznikne,

• ako sa zmenia existujúce zoskupenia,

• porovnat’ štruktúru zoskupeńı so štruktúrou použitých vzorov.
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Kapitola 6

Výsledky

Na ustálenie správania siete bola spustená simulácia po dobu 24 hod́ın mo-

delového času. Po skončeńı simulácie boli spracované výsledky.

6.1 Normálna simulácia

Počas simulácie bolo vyslaných 446 miliónov impulzov, z toho 19,4% bolo

vygenerovaných náhodne ako aktivačný vstup a zvyšných 80,6% bolo vý-

sledkom aktivity neurónov. K tomuto údaju treba dodat’, že každý impulz

vyslaný neurónom sa š́ıril do 100 postsynaptických neurónov, zatial’ čo ná-

hodne generované impulzy boli prijaté iba jediným neurónom.

Aktivita neurónov počas 1 sekundy je zachytená v grafe 6.1. Z grafu

vidiet’, že v sieti sa pravidelne opakuje súčasná aktivita viacerých neurónov.

Pri pozorovańı dlhšieho časového úseku je možné stanovit’ frekvenciu takejto

aktivity na 12 Hz až 13 Hz. Frekvencia aktivity je stabilná, neobjavujú

sa badatel’né výkyvy. Opakovanie s touto frekvenciou možno pozorovat’ už

po pol hodine od začiatku simulácie. Pravdepodobne to súviśı s dobou,

ktorú potrebuje neurón na zotavenie po vyslańı impulzu. Aktivita sa nemôže

opakovat’ s vyššou frekvenciou, lebo membrána vel’kého počtu neurónov je

určitú dobu hyperpolarizovaná po predchádzajúcej vlne aktivity.

Intenzita aktivity nie je rovnaká, nepravidelne sa meńı. Dôvodom nižšej

aktivity môže byt’ aktivácia inhibičných neurónov, ktoré pôsobia práve na

tie excitačné neuróny, cez ktoré by sa inak aktivita d’alej rozš́ırila.
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Graf 6.1: Aktivita neurónov počas 1 sekundy po 24 hodinovej simulácii.

Neuróny s indexom 800 a vyšš́ım sú inhibičné.

Ak siet’ nestimulujem náhodnými impulzmi, aktivita neurónov úplne za-

nikne. Generované náhodné impulzy sú nevyhnutné pre aktiváciu neurónov

a š́ırenie aktivity.

6.1.1 Stav siete

Váhy spojeńı sa už po pol hodine simulácie dostali na pomerne stabilnú úro-

veň. Po 24 hodinách (graf 6.2) má 49,4% váh hodnotu menšiu ako 0,01 (bĺızko

minima) a 29,5% váh hodnotu vačšiu ako 0,49 (bĺızko maxima). Synaptická

plasticita spôsobila, že sila spojenia má tendenciu konvergovat’ k niektorej

z okrajových hodnôt.

Frekvencia pálenia neurónov (graf 6.3) bola vyhodnotená ako priemer za

posledných 10 minút simulácie. Frekvencia je výrazne odlǐsná pre excitačné

a inhibičné neuróny. Je to jednak spôsobené ich rozdielnym nastaveńım, ale

aj tým, že inhibičné neuróny nie sú utlmované, lebo prij́ımajú vstup iba od

excitačných neurónov.
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Graf 6.2: Distribúcia excitačných váh po 24 hodinovej simulácii. Graf je

v logaritmickej mierke.
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Graf 6.3: Distribúcia frekvencie pálenia po 24 hodinovej simulácii. Graf je

v logaritmickej mierke.
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če

t
zo

sk
up

eń
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Graf 6.4: Vývoj počtu neurálnych zoskupeńı. Na začiatku simulácie je

identifikovaných množstvo zoskupeńı (najviac 26564 v čase 1 hodina), čo je

dôsledok vyšš́ıch počiatočných váh.

6.1.2 Neurálne zoskupenia

Analyzoval som neurálne zoskupenia identifikované podl’a 2. postupu. Časo-

vý vývoj počtu zoskupeńı (graf 6.4) nemá rastúcu, ani klesajúcu tendenciu.

Počet je nestály a v priebehu simulácie sa meńı. Po 24 hodinách bolo v ne-

urónovej sieti nájdených 1749 zoskupeńı.

Počet zoskupeńı klesá exponenciálne vzhl’adom k ich vel’kosti (graf 6.5).

Časové rozpätie zoskupeńı (graf 6.6) má priemernú hodnotu 17,9 ms.

Životnost’ zoskupeńı bola v porovnańı s výsledkami, ktoré publikoval Iz-

hikevich [7], vel’mi ńızka. Len 0,17% nájdených zoskupeńı existovalo po dobu

aspoň 10 minút simulácie (teda bolo nájdených v d’aľsom behu algoritmu na

ich identifikáciu) a najdlhš́ı čas bol menej ako 40 minút. Pŕıčina je v sta-

noveńı kritéríı na akceptovanie zoskupeńı. Vol’bou menej pŕısnych kritéríı

by bolo možné dosiahnut’ vyššiu životnost’ zoskupeńı. Časové a pamät’ové

nároky simulácie by ale raṕıdne stúpli na neúnosnú mieru.

6.2 Aplikovanie štruktúrovaného vstup

So štruktúrovaným vstupom som uskutočnil viaceré pozorovania na natré-

novanej sieti. Vstupom som stimuloval tri disjunktné množiny 10 neuró-

nov. Iba dve množiny neurónov nepostačujú na pozorovanie niektorých javov
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Graf 6.6: Distribúcia časového rozpätia zoskupeńı po 24 hodinovej simulá-
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(napŕıklad dočasná adaptácia na 2 vstupy, vid’ nižšie) a viac ako 3 množiny

nie sú potrebné. Počet 10 neurónov bol zvolený tak, aby bola zabezpečená

aktivácia viacerých postsynaptických neurónov. Na druhej strane, pri tomto

počte by sa nemala aktivita preniest’ na všetky neuróny v sieti.

Prvé pozorovanie zist’ovalo odozvu na synchronizovaný vstup. Najskôr

bolo po dobu 500 ms vypnuté generovanie externých impulzov, aby sa akti-

vita v sieti utlmila a neovplyvňovala d’aľsie výsledky. Potom som vybral 3

množiny po 10 neurónov a každá z nich bola 4krát stimulovaná. Jednotlivé

stimulácie množiny mali rozostup 100 ms a okrem neurónov z množiny žiadne

iné neuróny nedostávali externý vstup. Výber troch množ́ın som uskutočnil

z piatich testovaných množ́ın. Indexy neurónov v množine nasledovali za

sebou, aby bolo v grafoch lepšie vidiet’, ktoré neuróny boli vybraté. Index

neurónu v sebe nenesie žiadnu inú informáciu, preto takýto výber neskres-

l’uje výsledok. Z množ́ın som vybral také, ktorých stimulácia vyvolala rôznu

mieru odozvy, aby som poukázal na existujúce rozdiely.

Výsledná aktivita je zachytená v grafe 6.7. V grafe vidno rozdielnu mieru

aktivácie siete pre rôzne množiny neurónov. Stimulácia prvej množiny vyvo-

lala v priemere 370 impulzov, pri druhej to bolo až 599 a pri tretej iba 155

impulzov. Možno teda usúdit’, že silné spojenia nie sú rovnomerne rozdelené

medzi neuróny. V sieti je nevyváženost’.

V druhom pozorovańı som zist’oval adaptáciu siete na synchronizovaný

vstup. Použil som 3 množiny z predchádzajúceho pozorovania. Každých

100 ms bola v rovnakom porad́ı stimulovaná iná množina. Okrem neurónov

z tejto množiny žiadne iné neuróny nedostávali externý vstup. Simulácia

bežala 10 minút, aby sa siet’ stihla adaptovat’. Výsledkom sú adaptované

váhy (graf 6.8). Klesol počet spojeńı s váhou bĺızko maxima aj minima.

Počet zoskupeńı vzrástol na 213 230, čo prekračuje všetky doteraǰsie úrovne.

Pŕıčinou je vysoká korelácia vstupov a ňou zapŕıčinené zmeny váh.

Na takto adaptovanej sieti som zopakoval prvé pozorovanie. Výsledkom

adaptácie (graf 6.9) je výrazné posilnenie odozvy na stimuláciu 1. a 2. mno-

žiny (v priemere 1187 a 1456 impulzov po stimulácii). Naopak sa oslabila

odozva na stimuláciu 3. množiny neurónov (iba 36 impulzov).

Zmena odozvy je dôsledkom ”sút’aženia” medzi stimulovanými množina-

36



400 600 800 1000 1200 1400 1600 1800 2000

in
de

x
ne

ur
ón

u

1000

900

800

700

600

500

400

300

200

100

0
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Graf 6.7: Stimulácia synchronizovaným vstupom. Postupne boli stimulo-

vané 3 množiny neurónov (neuróny s indexmi 400 až 409, 300 až 309 a 200

až 209), každá z nich 4krát.
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váha spojenia

Graf 6.8: Váhy po 10 minútovej stimulácii synchronizovaným vstupom.
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Graf 6.9: Stimulácia synchronizovaným vstupom po 10 minútovej adaptá-

cii.

mi neurónov o postsynaptické neuróny. Silneǰsia odozva siete znamená vyšš́ı

počet spojeńı, cez ktoré pŕıdu impulzy do neurónu a aj väčšiu šancu jeho akti-

vácie. Ak dôjde k aktivácii, využité spojenia sa vplyvom plasticity posilnia a

váhy ostatných spojeńı môže poklesnút’. Tento neurón potom ovplyvńı d’al-

šie postsynaptické neuróny. Takto sa rozširuje počet ovplyvnených neurónov.

Pokles váh ”nevyužitých”spojeńı spôsobuje zmenšenie odozvy siete na synch-

rónne stimulovanie ostatných množ́ın.

Pri pred́lžeńı doby adaptácie siete z 10 minút na 1 hodinu sa odozva

d’alej menila. Siet’ prestala reagovat’ aj na stimuláciu 1. množiny neurónov,

výsledok je v priemere iba 75 impulzov. Posilnenie odozvy nastalo pri 2.

množine (2132 impulzov). Odozva pri 3. množine zostala takmer nezmenená

– iba 35 impulzov. Naplno sa tak prejavilo ”sút’aženie” medzi neurónmi.

Váhy sa upravili. Až 79,8 % má hodnotu nižšiu ako 0,01 a 20,0 % hodnotu

vyššiu ako 0,49. Iba 0,02 % váh má hodnotu medzi týmito extrémami.

Pre objekt́ıvnost’ uvádzam v tabul’ke 6.1 porovnanie s výsledkami źıs-

kanými úplne náhodným výberom množ́ın. Náhodný výber som opakoval

3krát. Vo všetkých pŕıpadoch sa siet’ úplne adaptovala na vstup, ktorý na

začiatku vyvolal aktiváciu v najvyššieho počtu neurónov.
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výber bez adaptácie 10 min adaptácia 1 h adaptácia

m 1 m 2 m 3 m 1 m 2 m 3 m 1 m 2 m 3

1 370 599 155 1187 1456 36 75 2132 35

2 140 1014 780 38 2178 66 29 2280 47

3 85 1144 477 35 2347 53 33 2401 43

4 761 467 542 2266 28 62 2290 28 44

Tabul’ka 6.1: Porovnanie odozvy na synchrónny vstup pre 4 rôzne výbe-

ry trojice množ́ın. Č́ıslo udáva počet impulzov generovaných neurónmi po

aplikovańı vstupu na danú množinu.
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Kapitola 7

Záver

V práci som ukázal, že model SRM je možné použit’ na simulovanie impulz-

ných neurónových siet́ı, v ktorých sa neuróny organizujú do zoskupeńı. Počas

simulácie sa váhy spojeńı ustália a neuróny sa samoorganizujú do zoskupeńı.

Vznik zoskupeńı spôsobuje synaptická plasticita. Tá pri náhodnej aktivácii

neurónu posilńı spojenia, ktorými prǐsli impulzy potrebné na aktiváciu. Tým

sa zvýši pravdepodobnost’ nasledujúcej aktivácie a teda aj d’aľsieho posilne-

nia váh relevantných spojeńı. Klesá miera náhodnosti a aktivita sa rozširuje

rovnakými spojeniami. Siet’ dokáže generovat’ pravidelnú aktivitu, aj ked’ je

vstup náhodný a nekorelovaný.

Životnost’ vzniknutých zoskupeńı bola však nižšia, ako som očakával. Dô-

vodom boli pŕısne pravidlá na ich identifikáciu. To sa odrazilo aj na malej

vel’kosti nájdených zoskupeńı.

Overil som adaptáciu siete na štruktúrovaný vstup, ktorý synchronizovane

aktivuje množinu neurónov. Pri dlhodobom stimulovańı siete striedavým

aplikovańım synchronizovaného vstupu na rôzne množiny neurónov sa siet’

adaptuje na vstup. To znamená, že jednotlivé váhy sa vel’kost’ou prispôsobia

časopriestorovej charakteristike vstupu. Posilňuje sa najsilneǰsia odozva siete

a naopak, najslabšia odozva sa postupne stráca. Je to prejavom ”sút’aženia”

neurónov o vplyv na postsynaptické neuróny.
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