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Kapitola 1
Uvod

Ako asibude vyzerat’ pocita¢ budicnosti? Neviem. MoZno bude stdle kremikovy,
kvantovy alebo biologicky. Urcite bude ovel'a rychlejsi ako dnesné pocitace.
A ¢o by mal dokdzat'? Asiby mal poskytovat’ lepsi spdsob, ako dori vkladat’ in-
forméacie, ako pomocou kldvesnice alebo mysky. Mal by dokazat’ s uzivatel om
plnohodnotne komunikovat’ - porozumiet’ jeho poZiadavkam, spracovat’ ich a
poskytnuat’ vysledok v o¢akdvanej podobe, teda napriklad odpovedat’ recou.

Uz v dnesnej dobe, by mal softvér, ktory dokédZe dobre rozpoznédvat’ plynula
re¢, vel'mi vel'ké uplatnenie v mnohych oblastiach. Napriek pomerne vel'ké-
mu usiliu viacerych firiem a mnohych univerzit stale takyto softvér neexistuje.
Doévodov je vela. Asi tie najpodstatnejsie st nekvalitny vstup s mnoZzstvom
Sumu v pozadi, obrovskd redundancia vstupnych dat, r6zni re¢nici s rozny-
mi prizvukmi a neexistencia pduz medzi slovami. Ked nevieme vyrieSit
komplexny problém, skisme si ho rozdelit' na jednoduchsie podproblémy;, tie
vyrieit' a potom tieto rieSenia spojit. Jednym z moznych zjednoduSeni je
obmedzit’ sa na rozpoznévanie izolovanych slov.

Ked" pocujeme cudzie slovo alebo meno, ktorému nerozumieme (nikdy
predtym sme ho nepoculi) a potrebujeme ho napisat’, poZiadame recnika, aby
ndm ho vyhlaskoval. Je to potrebné kvoli nedokonalému spdsobu zdpisu
vyslovenych zvukov, ked’ viacero roznych zapisov odpovedd rovnakej vyslovnos-
ti. Ak by existoval systém na rozpozndvanie plynulej reci, asi najlepsie by malo
fungovat’ rozpoznavanie hlasok danej abecedy, lebo pri kazdom zlom rozpoz-
nani je nutné slovo vyhldskovat || Preto som sa vo svojej diplomovej praci

! Akosi implicitne predpokladdm, Ze pod rozponanim slov sa vlastne mysli najdenie zo-
brazenia zo zvukového signalu na zapis v abecede, aj ked’ to nutne nemusi byt tak.
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rozhodol zaoberat’ rozpozndvanim prehovorenych pismen slovenskej abecedy.

1.1 Ciel diplomovej prace

Ciel'om mojej diplomovej prace je navrhnat’ aimplementovat’ klasifikator, ktory
by bol schopny rozpozndvat' pismend slovenskej abecedy, ktoré st totozné
s hldskami. To znamend, Ze sa nechcem zaoberat’ pismenami ako "d" alebo
"w" ("dvojité v"), ale ani hldskami, ktoré sa nevyskytujua pri hlaskovani, ale len
pri plynulej re¢i. "A" sice moZe byt aj samostatnou hldskou, ale va¢sinou sa
miesto neho pouziva normélne "e" alebo pri hldskovani "Siroké e". NavySe by
systém mal byt schopny pracovat’' v redlnom case, ¢o znamend, Ze po zadani
vstupu by mal rozhodnat’ do 0.3 az 0.5 sekundy. Navrh a implementdcia by
mali byt také, aby sa dali vyuzit' aj v d’alSich pracach, bez nutnosti zaéinat’
opat’ dplne od zaciatku. Vysledny produkt by mohol byt pouZity bud” ako
samostatny rozponavac alebo ako podporny systém pre rozponédvanie plynulej
reci.

Hlavny problém, ktory musim riesit’ je fakt, Ze spoluhldsky ako napriklad "k"
a"g"alebo "m"a "n" sa na seba vel'mi podobaji a st vel'mi kréatke. To znamen4,
Ze zvuk, ktory je diferenénym priznakom (rozhoduje ¢i je to "m" alebo "n") je
vel'mi kratky. Na druhej strane, kratky vstup md ta vyhodu, Ze moéZem pouZzit’
aj vypoctovo a ¢asovo ndrocnejsie algoritmy a pritom sa stale stihntat’ odozvu v
redlnom case.

Dal$i problémom je neexistencia databazy vzoriek, s ktorou by som mo-
hol pracovat’. Aj ked’ vo svete existuji, takéto vol'ne dostupné databazy, nic¢
podobné zatial' v slovenskom jazyku nevzniklo. Existuje komer¢nd databaza
slovenskych vzoriek SpeechDat(E) [16], ktora obsahuje len celé slovéd navyse v
telefénnej kvalite, a preto je pre moje potreby nevyhovujtica. Ked'Ze moj sko-
litel m4 dobré skiisenosti s det'mi, rozhodol som sa nahrat’ vzorky na zdkladnej
skole, spracovat’ ich a vytvorit’ tak zdklad takejto databdzy. Na nej by som
chcel trénovat’ a testovat’ tspesnost’ mojho rozpoznavacieho softvéru. Takto
natrénovany rozpoznavac¢ by mal byt zakladom multimedidlneho Slabikara -
systému, ktory by poméhal det'om ucit’ sa spravne a ¢isto hldaskovat'.
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1.2 Clenenie diplomovej prace

Druha kapitola je rozdelend na dve ¢asti. V prvej oboznamujem citatel'a so zak-
ladnymi pojmami z oblasti rozpozndvania reci, v druhej casti st to zdklady
fonetiky a fonoloégie. V tretej kapitole je popisand tvorba databdzy hlasok.
Vo Stvrtej kapitole predstavim ndvrh. V piatej popiSem trénovanie a testovanie
subklasifikatorov. V Siestej potom spojim natrénované subklasifikatory do final-

neho klasifikdtora a nakoniec vyvodim zaver.



Kapitola 2

Prehl'ad problematiky

2.1 Automaticky rozpoznavac izolovanych slov

Standardna architekttra automatického rozpoznévaca izolovanych slov je zo-
brazend na obrazku 2.1. Vstupom je signdl, bud’ z mikrofénu alebo zo stiboru
so zvukovym obsahom. Primdarne spracovanie signdlu sa snaZzi jednoduchy-
mi dpravami vstupu, zlepSit’ tspeSnost’ zist'ovania hranic sloxﬂ Sekundarne
spracovanie signalu sa snazi odstranit’ nepotrebné informacie zo vstupného
signalu (napriklad farba hlasu re¢nika), ale pritom zachovat’ informéciu nutnt
pre Gispesné rozpoznanie. Klasifikator zodpoveda za samotné rozponanie, teda

priradenie k vstupnému signélu triedu do ktorej patri.

Zdroi Primairne Zist . Sekunddrne
raj viny spracovanie IsloVane | «pracovanie
(signal) signdlu hramic slowv signalu
Vzory Predspracovanie abenie Klagifikdtor
WO

Ukladanie
vZoriek

Vysledok

Obrazok 2.1: Architektdra automatického rozponavaca izolovanych slov

langlicky End-point detecion
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Vo vicsine prac odpada problém vytvdrania databdzy vzorov, lebo existuje
niekol'ko databadz anglickych slov na internete. Tie obsahujt slova a prisltcha-
jaci signdl a teda netreba zist'ovat’ zaciatok a koniec slova.

21.1 Rozpoznavanie hranic slov

Cielom zistovania hranic slov je rozdelenie vstupného signdlu na re¢ a Sum
(nerecovy signdl). Presné urcenie hranic slov je vel'mi dolezité, lebo chyba
ktord vznikne sa d’alej $iri a teda zvySuje nepresnost’ findlneho rozpoznania.
Zvycajne sa snazime neurcovat’ prili§ presné hranice, lebo sa ndm moze stat’, Ze
odsekneme podstatnt ¢ast’ slova. Pri mnoZstve spoluhldsok rozhoduje zaciatok,
a preto pri vynechani tejto ¢asti stratim podstatnd informéciu. Preto je lepsie
pridat’ nejaka cast’ signdlu pred detekovany zaciatok slova a za detekovany
koniec slova. Samozrejme prili§ dlhé pridané casti zbyto¢ne zvacuju vstup a
tym spomal'uja vypocet, ¢o je podstatné pri aplikdcidch, ktoré majt pracovat’
v redlnom case.

Pri plynulej re¢i je takéto urcovanie hranic nemoZzné, lebo neexistuju. Cas-
to vyslovujeme slova a predloZzku bez pauzy medzi nimi, pripadne sa celé
slova zlievaji do jedného. Tieto hranice moZzno ur¢it’ napriklad pri nddychoch,
koncoch viet alebo ¢iarkdch. Pravdepodobne aZz po uspokojivom vyrieSeni
problému rozpoznavania izolovanych slov, budeme schopny riesit’ aj problém
rozpoznavania plynulej reci.

NajbeZnejsi spdsob detekcie hranic slov je pomocou funkcie kratkodobej
energie signdlu a kratkodobej funkcie stredného poctu priechodov nulov [5],
lebo st vypoctovo nendro¢né a pomerne spol'ahlivé [6]. Vstupny signal, ako
potentcidlne nekonecna postupnost’, sa spractiva po castich (oknach), na ktorych
sa urc¢ia hodnoty funkcii. Je nutné urc¢it’ hrani¢ny prah, podl'a ktorého sa bude
rozdelovat’ re¢ od nerecovej Casti signdlu a pocet okien rozponanych ako rec¢
(Sum), ktoré musia nasledovat’ po sebe, aby sme danti ¢ast’ vyhlasili za zaciatok
slova (koniec slova). Navyse treba urcit' pomer v akom budeme brat’ vysledky
oboch funkcii.

Jedna z novsich met6d [6] [7] je pomocou vypoctu Teager Energy a Entropy-
Energy Features. Teager Energy je vlastne iny spdsob vypoctu energie signélu,
zaloZeny nielen na intenzite ale aj frekvencii signalu. Na jej vypocet ale treba
vypocitat’ diskrétnu Furierovu transformaciu(DFT) [5] a preto je pomalSia. V [6]

bol pouZity na pribliZzné urcenie hranic, na presné urcenie sa vyuziva Entropy-
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Energy Features. Lep$ie vysledky dosahuje najmé v zaSumenych prostrediach.

2.1.2 Sekunddrne spracovanie signalu

Pri beZnom rozhovore vyslovi ¢lovek asi 80-130 slov za minttu, ¢o predstavuje
frekvenciu vyskytu asi 10 foném za sekundu. Ak uvdZime, Ze priemerna infor-
mécia najednu fonému je 3-4 bity, dostaneme pre stivisla re¢ prenosovi rychlost’
30-40 bit/s. Tento odhad vsak zanedbava d’alsie informécie ako napriklad in-
tondcia, tempo reci, farba hlasu alebo dialekt. Ak by sme chceli presne zapisat’
recovy signal, potrebovali by sme informacna rychlost’ aspori 200000 bit/s [5].
Z ddvodov obrovskej informacej redundancie vyuZziva ¢lovek pri vnimani vyz-
namu interné mechanizmy, ktoré potladcaji v recovom signdle nepotrebné tidaje
a zdoraznujt zdkladnt informéciu, ktord je zhodna pre rovnaké slova. Sekundérne
spracovanie signdlu ma teda za tlohu ¢o mozno najviac zniZit' informacny obsah
a zaroven zachovat’ a zdoraznit’ informadcie, potrebné na rozpoznanie slova.

Sekundarne spracovanie signdluje zvycajne zaloZené na diskrétnej Fourierovej
transfromdcii (DFT), diskrétnej kosinusovej transformécii (DCT) a pripadne
linedrnej prediktivnej analyze (LPC).V [9] Davis porovnaval viacero typov spra-
covania: Mel Frequency Cepstrum Coefficients (MFCC), Linear Frequency Cep-
strum Coefficients (LFCC), Linear Prediction Coefficients(LPC), Linear Predic-
tion Cepstrum Coefficents (LPCC) a Reflection Coefficients (RC). Hlavnym
zaverom tejto prace bolo, Ze MFCC st najlepSie pre automaticky rozpozna-
vac re¢i. Aj ked’ tato préca vznikla v roku 1980, MFCC s malymi obmenami je
stale asi najbeZnejSie pouZivany spdsob extrakcie priznakov. Vyuziva DFT, DCT
a Mel scale — logaritmickt stupnict, ktord odpoveda tomu, Ze ¢lovek lepsie ro-
zliSuje niZSie ako vyssie frekvencie. Najvacsi problém je urcit’ spravne parametre
pre dantt met6du, lebo rézne nastavenia méZzu davat’ vyrazne rdozne vysledky.
Zatial najaspesnejsi (mne zndmy) rozpozndvac izolovanych hldsok pouzival 12
MEFCC koeficientov, 12 delta koeficientov, energia a energia delta koeficientov.
Pouzival ISOLET databdzu[17] a pracoval s tspesnost'ou 97.37%][10].

Ind metdda popisand v [3] a [11] vyuZiva Discret Cosine Series Coefficients
(DCSC). Je podobné ako MFCC spolu s vypoc¢tom delta MFCC, lepsie sa vSak
analyzuje kvoli niz§iemu poctu parametrov. Autori vSak neuvadzaji vyrazne
lepsie vysledky, ako tie, ktoré dosiahnuté s MFCC koeficientami.



2.1 AUTOMATICKY ROZPOZNAVAC IZOLOVANYCH SLOV 7

2.1.3 Klasifikator

Uloha klasifikatora je rozpoznat’ vektor priznakov alebo postuponosti takychto
vektorov. Rozpoznanie v tomto pripade znamend zaradenie vstupu do jed-
nej z predom definovanej triedy. Pri systéme rozpozndvania reci je vacsinou
najdoleZitejSie aby pracoval v redlnom case. To znamend, Ze klasifikator by
sa mal rozhodnut’ asi 0.5 - 0.7 sekundy po vysloveni slova. Napriek zavésu-
jlcej sa vypoctovej sile pocitacov je stale najdolezitejSia rychost’ a efektivnost
klasifika¢ného algoritmu. Klasifikator je zvycajne zaloZeny na jednej (alebo
viacerych) z nasledujtcich metéd.

Dynamic time warping (DTW)

Prvé klasifikatory zarad’ ovali vstupné slovo do tej triedy, ku ktorej referenénému
vzoru mali najmensiu vzdialenost'. Této vzdialenost’ sa pocitala pomocou algo-
ritmu DTW, alebo jeho modifikécie (bliZSie popisané v [5]). Vel’kym problémom
bolo urcit’ referenc¢né vzory pre jednotlivé triedy, teda nejaky priemerny vek-
tor, ktory vystihuje cel triedu. Preto dosahuju lepSie vysledky met6dy, ktoré
sa samé "naucia” rozpoznavat’ triedu len z trénovacej mnoziny. Kazdopadne
vsak tento pristup poskytuje pomerne rychly a jednoduchy sposob klasifikacie,
schopnej pracovat’ v redlnom case.

Skryté Markovove modely (HMM)

Dnes asi najpouZzivanejsia metdda je zaloZena na skrytych Markovovych mod-
eloch. Prvy krat bola pouZita uz na zaciatku sedemdesiatych rokov, popularna
sa stala v polovici osemdesiatych rokov, po niekol'’kych tispesnych aplikaciach.
Princip tejto metédy vychddza z predstavy o vytvéarani re¢i. MoZme si pred-
stavit/, Ze pri generovani re¢i ¢lovekom st hlasové tstroje pocas nejakého kratke-
ho ¢asového intervalu (mikrosegment) v nejakom stave. Tento stav je jeden
z kone¢ného poctu artikula¢nich konfigurdcii (napriklad generuje nejakt foné-
mu). V uvaZzovanom mikrosegmente je potom hlasovymi tstrojmi generovany

kratky signdl, ktory zavisi od stavu v ktorom boli hlasové tstroje.

Matematicky mozmo Markovov model G vyjadrit’ paticou

G=(Q V,N,M,n) 2.1)
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kde :

e Q={qi,...,9n} je mnoZina stavov Markovovho modelu
e V={vy,...,0.}je abeceda L vystupnych symbolov

e N = [n;] je matica prechodov medzi stavmi. Urcuje pravdepodbnost’
s akou v I'ubovolnom case t prechadza systém zo stavu q; do stavu g; v
Caset + 1.

e M = [my] = [m;(l)] je matica pravdpodobnosti vygenerovania vzoru [

v stave g;
e 1 = [r;] urcuje pravdepodnost’ zaciatku v stave g;

Akrozpoznavame medziN triedami, pre kazda triedu vytvorime jeden Markovov
model. Pre vstupni postupnost’ O uré¢ime do ktorej triedy patri tak, Ze pre
vSetky modely vypocitame pravdepobnost’, s akou by ju model vygeneroval a
vyberieme z nich maximalnu. Té&to aproximdcia pravdepodobnosti sa pocita
pomocou modifikovaného Virterbi algoritmu(bliZsie v [5]):

1.Inicializ4cia
¢1(i) = log m; + log m;(0;) (2.2)
prei=1,...,N

2.Rekurziapret=2,3,...,Taj=1,...,N

o) = mjax[cbt_l(i) + log n;;] + log m;(or) (2.3)
kdei=1,...,N

3. Vysledna prevdepodobnost

log P* = max[dr(i)] (2.4)
kdei=1,...,N
Pri povodnom algoritme hrozilo podtecenie premennych, lebo sa nésobili

velmi malé ¢isla. Preto sa v modifikovanom algoritme pocita logartimus
pravdepodonosti - vyuZiva sa vlastnost’ log x.y = logx +logy .
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Neurdénové siete

Perceptron (percept = vnem) je model neurénu, ktory prijima vstupné signély
X = (x1,X2,..X,) CEZ synaptické véhy tvoriace vahovy vektor W = (W, Wy, ... W,).
Vstupny vektor ¥ sa nazyva vzor alebo obrazec (angl. pattern). Zlozky vstup-
ného vektora mozu nadobtudat’ redlne alebo bindrne hodnoty. Vystup percep-
trénu o je dany vzt'ahom

0= f(net) = f(XW) = f(Z w]-x]-) (2.5)
j=1

kde f je aktivacna funkcia. NajcastejSie sa pouZzivaju spojité aktivacéné funkcie,
ktoré maja sigmoidélny priebeh.

s : - _ 1
Unipolédrna sigmoida: f(net) = o ot (2.6)
Bipoldrna sigmoida:  f(net) = _2 (2.7)
P & ' - 1 + e Anet :

Konstanta A > 0 sa nazyva strmost’ sigmoidy. Zvycajne sa pouZiva A = 1.
V limite pre A — oo bipoldrna sigmoida prejde na funkciu signum a unipoldrna
sigmoida na krokovu funkciu. Bolo dokdzané, Ze jeden neurdn vie riesit’ len
problémy, ktoré su linedrne separovatelné[12].

Ked" usporiadame perceptrény do vrstiev a prepojime, dostdvame dopredna
umeld neurénovi siet’ (Obrdzok 2.2). Bolo dokdzané, Ze doprednd neurénova
siet’ sjednou skrytou vrstvou je schopnd aproximovat’' I'ubovolnt spojita funkciu.
Ak mame mnoZinu vektorov (napriklad MFCC koeficienty) a ich funkéné hod-
noty (trieda ktorej prislichaju), rozdelime ju na dve mnoZiny - trénovaciu Ayin
a testovaciu Ay.y. Samozrejme musi platit’, Ze Ay @ Arest St disjunktné mnoZziny.
Optimdlny pomer rozdelenia je 70% ku 30%. Na trénovacej mnoZine siet’ na-
trénujeme, zvycajne pomocou metdédy spatného Sirenia chy ktora sa snaZi
minimalizovat’ chybu vystupu (blizsie v [12]) E,.

K
1
E, =3 ;(dpk — 0,1)? (2.8)

kde K pocet vystupnych neurénov siete, o, je k-ty vystup na p-tej vzorke Ay
a dy je ocakdvany vystup siete. Sticet takychto chyb cez vSetky vzorky sa vola

Zanglicky Backpropagation algorithm
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INFORMASNY

WYETLIPNA VRETVA

VETUPNA VRASTVA

Obréazok 2.2: Znazornenie trojvrstvovej neurénovej siete s doprednym $irenim

kumulovana chyba. Trénujeme dovtedy kym bude klesat’' kumulovana chyba
mnoZziny Ags. Akondhle zacne rdst’ dochddza k preuceniu (overfitting). Za

uspesnost’ siete sa povaZzuje, tispeSnost’ rozpoznania vzorov z Aye.

Doprednti neurénov siet’ mozZno trénovat’ pomocou metédy spatného Sire-
nia chyb ajna klasifikdciu vzorov do K tried, ktoré maji nelinedrne deliace hrani-
ce. Vtedy ma siet' K vystupnych neurénov. Napriklad pre 3 triedy, poZadované
vystupné vektory navrhneme takto: (1,-1,-1), (-1, 1, -1) a (-1, -1, 1), ak je ak-
tivacnd funkcia vystupnych neurénov bipoldrna sigmoida. Tato metdda sa
vold "One-hot", lebo na urcenie triedy musi, byt' aktivny préve jeden neurén
a vietky ostané musia byt' neaktivne. Skuto¢ny vystup musime nejako inter-
pretovat’. Zvycajne ur¢ime maximélnu chybu ¢, ktort akceptujeme. Napriklad
ak bude ¢ = 0.3, tak vektor (0.7, -0.7, -0.7) je stdle prvok prvej triedy. Taktto
interpretaciu pouzivame pre vypocet poc¢tu chybnych vysledkov na Ain @ Atest.
Pod chybnym vysledkom rozumieme nespravne klasifikovany vzor.

Treba spomentt’ aj problémy, ktoré treba vyrieSit', ak chceme pouzit' neurénové
siete. Ako pretransformovat’ redlne vstupy na konstatny pocet vstupov neurénovej
siete? Ako chapat’ vysledok? Aké parametre siete pouZit'? Kol'ko vstupnych
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neurénov, kol'ko skrytych, akt rychlost’ ucenia, ... ? Navyse treba urcit’ jednu z
mnohych modifikacii zdkladnej architektriiry neurénovej siete.

Peknt porovndvaciu stidiu urobili v [4], kde sktiimali tspesnost’ Styroch
typov neurénovych sieti - viacvrstvova neurénova siet' (MLP), viacvrstvova
neurénova siet' s viacerymi vystupymi vrstvami (MOLP), Time-Delay Neu-
ral Network (TDNN) a Kohonenovu samoorganizujtica sa mapa (SOM). Boli
testované na dvoch databdzach. Prva pozostdvala zo slov nahovorenych v
miestosti relativne bez Sumu, druha bolo databaza nahravana cez telefén (ovel'a
viac Sumu). Obe pozostavali z 12 izolovanych slov, nahovorenych 25 I'ud'mi.
Kazdé slovo bolo parametrizované na postupnost’ patnastich 18-rozmernych
priznakovych vektorov. Tie sa skladali z 8 MFCC koeficientov, 8 delta MFCC
koeficientov a oboch energii. Podl'a tejto préce su tieto Styri techniky schopné
konkurovat’ DTW a HMM. MLP dosahovala dobré vysledky pri bezSumovej
databédze (Gspesnost’ 93,3%), vyrazné zhorSenie nastalo pri druhej databaze
(76,3%). MOLP a TDNN dosahovali podobne, vel' mi dobrti tispesnost’ — pri prvej
databaze 95.5%, pri druhej 90,%. Vitazom sa stala SOM s tspesnost’ami 97,1%
a 96,8%. Nevyhoda SOM spociva v pomerne dlhom case, ktory je potrebny na
rozpoznanie slova a preto je t'aZie pouzitelna v aplikacidch pracujtcich v redl-

nom case.

Spdjanie modelov

Vsetky typy klasifikatorov boli ispesne pouZité vo viacerych aplikdcidch, a preto
ak by sa nam ich podarilo spojit’ so zachovanim predoslich vlastnosti, vysledny
klasifikator by mohol dosiahnut’ lepsie vysledky.

Asinajednoduchs$im spdsobom ako spojit HMM a neurénové siete jejednodu-
cho niektoré ¢asti HMM nahradit’ neurénovou sietou. Aj ked’ takyto systém
nedosahuje vyssiu tispesnost’, je lepsSie paralelizovatel'ny [13].

Zatial najaspesnejsi pristup bol predstaveny v [14]. V HMM nahrad'uje
Radial Basis Function (RBF) siet’ viacvrstvovou neurénovou siet'ou, ktora je
natrénovand tak, aby pocitala pravdepodbnost’ vygenerovania symbolu v stave.

V [3] je popisand metdda binary-pair partitioning (BPP) a funguje nasle-
dovne: ak mame N klasifika¢nych tried, pracu jedného klasifikdtora rozdelime
na (3) (pocet vetkych dvojic) klasifikaénych tloh. Na kazdu taktto tlohu
pouZijeme samostatny subklasifikdtor, v [3] to bola neurénova siet. Vystup
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neurdénovej siete sa da chdpat’ ako odhad pravdepodobnosti a teda staci urcit’
ta najpravdepodobnej$iu moZnost'. Ozna¢me m-ta kategériu G,, a jej pravde-
podobnost’ P,, = P(G,,). f)alej oznacme P;; = P(Gi|G; V G))

Potom

N
Hj:1,j¢m ij

Ziil,jim(HkN:Lkim,kij Pmk) - (N-2)N H;\il,jim ij

P, = (29)

Tento vypocetje dost’ asovo ndro¢ny, a preto zvolili vyslednti pravdepodbnost’
ako
1 &
Py= Z P (2.10)
j=1,j#m
Takto pocitana pravdepodobnost’ sa len mélo liSila od redlnej a teda tispeSnost’
sa skoro vobec nezmenila.

Tento pristup ma niekol'’ko vyhod oproti klasifikatoru, ktory pozostava len z
jednej vel'kej neurénovej siete.

e pre kazdy par moéZme pouZit' réozny spdsob extrakcie priznakov a typ
klasifikatora

e zniZuje sa citlivost’ siete na zvolené parametre
e zniZuje sa ¢as a mnoZstvo dat potrebnych na trénovanie siete

e ako "zdkladny" klasifikator sa nemusi pouzit' neurénova siet’, ale I'ubo-
volny klasifikator, ktory vypocita potrebné pravdepodobnosti

2.2 Fonetika slovenskych hlasok

2.2.1 Samohlaskové zvuky

Rozliduja sa kratke a dlhé samohldsky, monoftongy (jednohlasky) a diftongy
(dvojhlasky). Z funkéného hl'adiska st vSetky tieto samohlaskové zvuky sla-
bikotvorné (sonanty). To znamené, Ze st jadrom slabiky, takZe v slove je naj-
viac tol'’ko slabik, kol'’ko je v iom samohlaskovych zvukov. Vsetky slovenské
samohlasky st znelé - pri ich artikulacii hlasivky kmitaji. Dlhé samohlasky tr-
vaja v tom istom recovom tempe prblizne dvakrat tol'ko ako kratke samohlasky.
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Pri Stadiu dlhych a kratkych slovenskych samohldsok zist'ujeme, Ze dlhé & je
otvorenejsie nez kratke a, no vSetky ostatné dlhé samohldsky st zatvorenejsie.
Diferencie stt malé, akustické dosledky st z percepéného hl'adiska nesignifikant-
né. Z fyzikalneho hl'adiska sti samohlasky zloZené zvuky so zosilnenymi har-
monickymi ténmi v urcitych frekvenénych oblastiach. Na oscilogramoch mozno
bez t'azkosti urcit’ jednotlivé hlasivkové cykly (jeden hlasivkovy cyklus je jedno
zatvorenie a otvorenie hlasiviek). Moduldcia hlasivkovych kmitov je pri kazdej
samohlaske ind. Zretel'ne sa prejavuje najmd modulédcia prvym a druhym for-
mantom. Kvoli tymto vlastnostim by mali byt" samohlédsky rozpondvané z
najlepSou tspesnost'ou. Pri urceni, ¢i ide o krdtku alebo dlht samhldsku, sa
stat zamerat’ len na dizku prehovoreného zvuku.

2.2.2 Spoluhlaskové zvuky

Zakladnou spolo¢nou vlastnostou spoluhldsok z artikula¢ného hladiska je
prekazkovost’ a z akustického hl'adiska je Sumovost’. Artikuldciou spoluhlasok
sa modifikuje i prerusuje zvukovy prad ténov samohldsok a moduluje sa rytmus
re¢i v slabikach, lebo spoluhldsky tvoria okraje slabik. Ak je priechod hlasové-
mu a vzduchovému pridu tplne zablokovany, vznikaja zaverové spoluhlasky,
ak je prekazkou uzinam vznikaja tzinové spoluhlasky. Pri niektorych spolu-
hlaskach sa tstna prekazka moze kombinovat' s podnebnohltanovym otvorom.
Vtedy vznikaji nosové spoluhldsky. Ak po zavere nenasleduje explézia, ale
frikcia, vznikaji zdverovouZzinové spoluhldsky. Ak sa prekdzka v strede tst-
nej dutiny kombinuje s vol'nym priechodom na bokoch tstnej dutiny, vznikaja
bokové spoluhlasky, a ak je prekaZzka preruSovand uvolnovanim priechodu,
artikuluju sa kmitavé spoluhlasky. Nosové, bokové, kmitavé a kizavé hlasky
nebyvaji Sumové.

Z hl'adiska ti¢asti hlasivkového ténu na artikul4cii tvoria spoluhlésky triedu
znelych a neznelych spoluhldsok, no znelost’ - neznelost’ je v slovencine asimi-
lovatel'na vlastnost, takZe v urcitych situacidch sa namiesto neznelej vyslovuje
znela spoluhlédska a naopak.

Vyraznou skupinovou konsonatickou vlastnost'ou je sykavost’. Majt ju spo-
luhldsky s, z, ¢, dz, §, Z, ¢, dZz. Oznacenie sykavost’ sa opiera o sluchovy vnem.
V rdmci sykavosti sa z hl'adiska sluchovdho dojmu rozlisuja dve podskupiny:
ostré sykavé spoluhlasky (s, z, ¢, dz) a tupé sykavé spoluhlasky (§, z, ¢, dz). V
slovencine sa ¢asto ddvaja do protikladu tvrdé a médkké spoluhlasky.
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Z fonetického hl'adiska moZno objektivne podlozit' tento protiklad iba v
skupindch t, d, n, I - t, d’, 11, I’ ak mékkost’ stotozZnime so Sirokym dotykom
jazyka o podnebnd klenbu, tvrdost’ stotoZnime s tizkym dotykom. Dalej by
som chcem zhrnut’ slovenské hlasky v skupinach podl'a ich podobnosti a odlis-
nost Obycajne hlasky v spolo¢nej skupine majit mnoZstvo spolo¢nych vlast-
nosti, odliSuji sa medzi sebou po péaroch jednou vyraznou vlasnost'ou, ktorad
reprezentuje ich diferenény priznak.

a) Delenie spoluhlasok podll'a miesta artikulacie

— pernoperné: p, b, m
— pernozubné: f, v
— predod’asnové: t, d, n, s, z, c, dz

z

zadod’asnové: §, 7, ¢, dz, 1, 1,1, 1

d’asnopodnebné: t', d’, i1, I

tvrdopodnebné: j
— makkopodnebné: k, g, ch

— hrtanové: h

b) Delenie podl'a sposobu artikulacie

v

7z 2. 7
- zaverové: p,b,m,t,d,n, t,d, 1, k, g
- pernozubné: f,v,s,z,8,2,1,1,,1,1,j,ch, h

— zaverovouzinové: ¢, dz, ¢, dz
c) Delenie podl'a artikulujiiceho orgédnu

— pernoperné: p, b, m
— pernozubné: {, v
- jazyk
- kontekové: t,d,n, s, z,¢,dz, § %, & d2, 1, £, 1, 1

- predochrbtové: t, d’, 13, 1, j

3Obmedzim sa na hlasky, ktoré prichddzajt do tvahy pri hldskovani slov
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- zadochrbtové: k, g, ch

— hlasivkové: h
d) Delenie podl'a sluchového dojmu

— explozivne: p,b,m, t,d, n, t,d, i, k, g
— frikativy: f, v, hs, 7,8, 7,1,1,1,1,1,j,ch

— afrikované: ¢, dz, ¢, dz
e) Delenie podl'a tcasti hlasu

- znelé: b, d, d’, g, v,z 2,dz,dz, j

- neznelé: p, t, t, Kk, £,s,8,¢,¢ ch

— nepdrové (sonéry): r,f, 1,1, m,n, 1,1, h
f) Delenie podl'a tcasti nosovej dutiny

— nosné: m, n, 1
— Ustne: vSetky ostatné
g) Delenie podl'a trvania
— dlhé: 1,
— kratke: vSetky ostatné
Dalej mozno slovenské hlasky zaglenit' do nasledovnych tried:
e sykavé: s, z,c,dz; §, 7, ¢ dz

e ostré: s, z,¢c,dz;t,d, n,1;i, e

e tupé: p,b,m;k, g;ch,j;h;v,f;u,0,0



Kapitola 3

Databaza

Kazdy rozpoznavac re¢i potrebuje databazu vzoriek, na ktorej sa natrénuje.
Preto mojou prvou tlohou bolo vytvorit' databdzu nahovorenych pismen. Od
jej kvality zavisi aj vysledna (ne)aspesnost’ klasifikatora. Inymi slovami, bez
kvalitnej databdzy nemozno vytvorit' dobre fungujtci rozpoznavac. Pojem
"kvalitna" zavisi od toho na ¢co ma byt' pouzitd. Ak saménapriklad rozpoznavat’
re¢ len jedného ¢loveka, staci databadza slov nahovorenych tymto ¢lovekom. Ak
vSak ma rozpozndavac fungovat nezdvisle od re¢nika, treba databdzu zozbierana
od roznych re¢nikov. V mojom pripade ide o rozpondva¢ pracujici nezavisle
od re¢nika, a preto som od databazy ocakaval nasledovné vlasnosti:

e vel'a roznych re¢nikov

e vel'a nahovorenych vzoriek od kazdého re¢nika
e dobre rozpoznatel'né hranice slov

e Ziadny dal'si recovy signal v pozadi

Cim je datdza vacsia a bohatsia, tym moZe klasifikator lepsie zovseobectio-
vat'. Idealne by bolo, keby som mal pre kazdu hlasku rddovo stovky vzoriek.
Pri Styridsiatich hlaskach sa potom celkovy pocet vzoriek $plha do desat'tisicov.
Takéto mnoZstvo vzoriek sa mi asi nepodari zozbierat’. Chcel by som vytvorit
databazu asi 50 vzoriek na jednu hlasku. Aj tento ciel’ je pomerne odvézny, lebo
to znamena spolu 2000 vzoriek.
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3.1 Priprava na nahravanie

Ako som uz spomenul v tvode, nahrdvat’ vzorky som sa rozhodol s det'mi
na zdkladnej skole. K dispozicii som mal osem pocitacov s mikrofénmi, ktoré
vSak boli v jednej miestnosti. KedZe mojou prioritou bolo zobierat’ ¢o moZno
najviac vzoriek, rozhodol som sa pre paralelné nahravanie. Jeho vyhodou oproti
nahrdvaniu na jednom pocitaci, je samozrejme rychlost’, nevyhodou je fakt, Ze
sa v pozadi mohli objavit’ iné recové signdly, ktoré moéZu vyrazne zniZovat’
uspesnost’ rozpozndvaca. Ja som v tomto pripade nemal na vyber, lebo som mal
na nahrdvanie len nieco viac ako hodinu.

Ked'Ze nahrdvali Ziaci druhého ro¢nika, musel som vytvorit’ vlastnt aplika-
ciu, ktora okrem schopnosti nahravania, musela spliiat’ este dve podmienky.
Prvou bolo mat’ jednoduché ovlddanie. Pocital som s tym, Ze niektoré deti sa
nikdy predtym nestretli s pocitacom a Ze im sposob ovlddania budem musiet’
vysvetlit’ ¢o moZno najrychlejSie. Druhou podmienkou bolo, aby mala aplikacia
pekny design, aby boli deti ochotné s iou pracovat’. Bil som sa, Ze deti nebudu
ochotné spolupracovat’, ako sa ukdzalo neskdr, moje obavy boli neopodstatnené.

3.2 Aplikacia

Program na nahravanie vzoriek fungoval nasledovane:
e na obrazovke sa zobrazilo pismenko
e pocas drzania medzernika sa nahrédval zvuk

e popusteni medzernika sa zaznamenany zvuk uloZil do prislusného priecin-

ka

zobrazilo sa nové pismeno

e po nahrati vSetkych pismen abecedy sa aplikacia ukoncila

Snazil som sa, aby nahrdvanie nebolo az také fadne, a preto sa pismend
abedcedy zobrazovali v ndhodnom poradi. Ako som uZ spominal, nechcem
sa zaoberat’ vSetkymi pismenami abecedy, ale len tymi, ktoré koreSponduja s
nejakou hldskou. Teda pismena A,Y, Y, W a X som nahréaval len pre aplnost’.
Nahraté zvuky som ukladal do formatu *.wav. Program sa vola Abeceda.exe a
mozno ho aj so zdrojovymi k6dmi najst’ na priloZenom CD.
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3.3 Nahravanie

Samotné nahravanie sa uskuto¢nilo na Zdkladnej $kole Cerny3evského v Bratislave.
Mal som k dispozicii tri skupinky deti po osem. KaZdej skupinke som musel
vysvetlit' spdsob akym sa program obsluhuje. Aj ked’ deti obsluhu programu
pochopili, viaceré mali problém skoordinovat’ drzanie medzernika a hovore-
nie. Nahrdvanie ich v3ak bavilo, a vdc¢Sina deti nahrala cely sled pismeniek
Styri-pat’krat.

3.4 Vysledky nahravania

Dokopy sa nahralo asi 4000 vzoriek. S tymto ¢islom som bol vel'mi spokojny,
aj ked’ sa neskor ukézalo, Ze vel'’ké mnozstvo vzoriek je nepouzitel nych. Musel
som ich ru¢ne spracovat’ - vybrat’ pouZiteIné vzorky, urcit’ presny zaciatok a
koniec pismena a oznacit, o aké pismeno ide. Zvuk bol oznateny ndzvom
stiboru, teda napriklad T2.wav je tretie nahraté pismeno T (za&inalo sa od 0).
NajcastejSie chyby, kvoli ktorym som vzorku nemohol zaradit’ do databazy, boli:

e zIl4 a nezrozumitel'na vyslovnost’ nahratého slova
e prilis tiché vyslovenie

e odseknuty zaciatok alebo koniec pismena

e Sum alebo re¢ v pozadi

e 7iadna vzorka

Moja snaha bola, aby bola databaza ¢o najkvalitnejSia, ale zérover ¢o naj-
vacsia. Ked'Ze si tieto dve podmienky v podstate protire¢ia, musel som néjst’
nejaky dobry kompromis. Mikrofény neboli vel'mi kvalitné a niektoré deti mali
problémy vyslovit’ niektoré pismend. Tieto dva faktory este zniZzovali mnozstvo
pouZzitelnych vzoriek. Prvé a najzdkladnejsie pravidlo, ktorym som sa riadil pri
triedeni bolo, Ze ak dant vzorku nedokdZem rozpoznat' na prvykrat, tak ju
nemozem zaradit. Casto sa stavalo, Ze aZ po viacerych vypoc¢utiach som uréil
o aké pismeno ide. Dokonca obc¢as som si po prvom vypocuti myslel, Ze viem
o aké pismeno ide a po d’alsich vypocutiach som zistil, Ze je to iné pismend[]]

lje vazne zaujimavé pozorovat ako asi pracuje l'udsky mozog
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Najcastejsie sa takto mylili pismena P-B, K-G-CH, S-Z-C-Dz, M-N, T-D, -] a
S-C.

Celkové vysledky zozbieranych pismen neboli Ziadnym prekvapenim. Pocty
vzoriek jednozna¢ne kopiruji I'udské (moje) schopnosti rozpoznévania. Tabul'-
ka 3.1 zobrazuje vysledné pocetnosti. Najviac vzoriek v databaze maju jed-
noznacne samohlasky. Je to ¢iastocne tym, Ze st znelé a teda velmi dobre
rozpoznatelné a moZzno Ciasto¢ne tym, Ze deti prvého ro¢nika sa ako prvé ucia
samohlésky, a preto ich asi nejlepsie vyslovuja. Celkovym vitazom je A-A (opat
Ziadne prekvapenie). Pri samohldskach som mal obc¢as problém rozpoznat’ ¢i
ide o kratku alebo dlh hlasku, a preto vo vyslednej databaze mozu byt A a A
pomiesané. Rozdiel medzi A a A je viak len v dizke, a preto ich mozno rozdelit
jednoduchym uréenim prahu.

Spoluhlasok je zozbieranych priblizne rovnaky pocet. Vyrazne menej je len
Dz a F, preto o¢akdvam najvacsie problémy pri rozpozndvani tychto spoluhlé-
sok. Ajked’ sami pri vdcsine hldsok nepodarilo zozbierat’ ani 50 vzoriek, budem
sa snaZzit’ pracovat’ aj s takouto databazou. Oc¢akdvam, Ze pocetnost’ zozbier-
anych vzoriek bude priamo timerna tspeSnosti mojho rozpoznéavaca, teda ze
najlepsie sa budi rozponavat’ samohlédsky a najhorsie to bude pri spoluhlaskach,
ktoré sa mi mylili pri triedeni nahratych vzoriek.

Tabul'ka 3.1: Pocetnosti zozbieranych hldsok

Hldska |AA| B | C | C|D|D |Dz|Dz|EE|F| G
Pocetnost’ | 136 | 38 | 23 |24 |25 30| 13 | 35 | 98 | 16 | 35

Hlaska | H |[Ch| II | J |K|LL| I | M | N |N|0O
Pocetnost' | 37 | 20 | 88 |34 |41 | 41 | 30 | 32 | 38 | 45| 86

7.

Hlaska 6 | P|RR|S|S| T | T|Uuu|Vv |z
Pocetnost | 30 | 38 | 80 |25 (32|41 | 33| 8 |42 |30 | 28

Nk




Kapitola 4

Navrh

V tejto kapitole by som sa chcel venovat’ zdkladu celého rozpoznavacieho systé-
mu - klasiftkdtoru. Nebudem sa zaoberat’ ur¢ovanim hranice vstupného slova,
pretoZe toto som vyriesil ruénym spracovanim vstupov, kde som tieto hranice
urcil presne. Takisto ma nezaujima, aky je vstup klasifikatora. M6Zu nim byt
MFCC koefcienty, LPC koefcienty, alebo v podstate 'ubovol'na, kone¢na postup-
nost’ vektorov priznakov. Teda klasifikdtor presnejsie definujem ako algoritmus,
ktory spltia:
e Vstup: Postupnost’ W, ...ay,kdea; , 1< i< M, je N rozmerny vektor
priznakov. Treba pocitat’ s tym, Ze kazda vstupna postupnost’ moze byt
rozne dlh4, ale N je konstantné.

e Vystup: Rozpoznana hldska (pripadne este aj pravdepodobnost, s akou
je urcend)

e Podmienka: Rychlost’ - systém md pracovat’ v redlnom case, navySe aj
ked’ sa nebudem zaoberat’ predspracovanim signdlu, treba uvazovat’ ¢as

nutny na jeho vykonanie. Preto sa budem snaZit’, aby klasifikator ukoncil
vypocet do 0.3 sekundy.

4.1 Teoreticky navrh

Pri teoretickom nédvrhu klasifikdtora som sa nechal inSpirovat’ BPP pristupom,
ktory som spomenul v prehl'adovej kapitole. Ak by som chcel pouzit’ presne
rovnaky postup ako v [3], znamenalo by to pre mna vytvorit’ pre kazda dvo-
jicu pismen samostatny rozpoznéavac - subklasifikator. Tento by mal za tlohu
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urcit’ pravdepodobnost’, Ze vstupna postupnost’ zodpoveda prvej alebo druhej
hlaske. Pre kazdua hlasku by sa tieto pravdepodobnosti s¢itali a hldska s na-
jvys$sim sti¢tom by bola vystupom. Napriklad pre hlasky A,B,C by takyto
rozpoznavac vyzeral ako na obrazku 4.1.

Obrazok 4.1: Klasifikator pre triedy A,B,C

Hlavny problém pri tomto pristupeje rychlost. Mnou navrhnuty klasifikator
by mal rozpoznévat’ $tyridsat' hlasok. To pri tomto pristupe znamend (%)) = 780
potrebnych subklasifikdtorov, z ktorych by sa skladal vysledny klasifikator. Toto
¢islo sa mi zdé privysoké, a preto sa ho d’alej snazim znizit'. Najednoduchsi
sposob, ako to urobit/, je zniZit' pocet rozpozndvanych tried.

Pre dlhé samohlasky aj spoluhldsky plati, Ze sa velmi neliSia od kratkej
formy. Hlavny rozdiel je v dizke. Preto som sa ich rozhodol povazovat' za
rovnaké pismeno - akési dvojpismeno. Ak klasifikator uréi ako vystup takéto
dvojpismeno vysledné rozpoznanie uréim podl'a nejakého pevne stanoveného
prahu. Tymto spésobom zniZim pocet tried o 7 (AA, UG, 11, EE, OO, RR, LL) na
33. Je tostale privel'a, lebo (%) = 528. Preto pouZijem trochu iny pristup. Skusim
nerozpoznavat’ medzi kazdymi dvomi hlaskami, ale usporiadat’ si hlasky do
tried, rozhodovat’ medzi triedami, a potom vybrat’ vitaza v rdmci tejto (alebo
kaZzdej) triedy. Rozdelim teda klasifikdciu do dvoch trovni.

Ozna¢im pojmom vrstva (layer) systém, ktory funguje podobne ako BPP.
Rozhoduje medzi mnoZinami (triedami) Cq, Cy, ...C,, ktoré musia byt’ disjunktné.
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To znamen4, Ze sa vytvori pre kazdt dvojicu tried C;, C; i # j, subklasifikator Kj;,
ktory ur¢i hodnotu v;;. Tato hodnota by mala byt timerna pravdepodobnosti, Ze
vstup patri do triedy C; v porovnani s C; a musi platit’ v;; = —v;;. Z ¢iastkovych
"sibojov" kazdej triedy sa vypocita vysledné ¢islo P; = Y1y ;. ; wij.v, kde wy;
je vdha medzi triedami C;, C;. Toto &islo je urcené na vyrovnavanie rozdielov
medzi roznymi typmi subklasifikdtorov. Ak takéto vyrovndvanie nie je nutné,

staci vSetky w;; nastavit’ na hodnotu 1.

Klasifikator sa bude skladat’ z nasledujticich vrstiev. V prvej vrstve L; budu
triedy C},C;,...C}, ktorych zjednotenim budu vsetky rozpoznavané hlasky.
f)alej vytvorim vrstvu Ly, pre kazda triedu Ci zvrstvy Ly, ktord bude rozhodovat’
medzi prvkami triedy C;. Triedy vrstiev Ly budt uZz jednoprvkové, a preto ne-
treba d'alSie vrstvy. Bude to vyzerat’ ako na obrazku 4.2

Vrstva 1

Obrazok 4.2: Usporiadanie do vrstiev

Existuje viacero sposobov, ako ur¢it’ vystup klasifikatora:

1. z Ly vybrat triedu s najvy$$ou hodnotou P} a ur¢it’ ako vit'aza najpravde-
podobnejsi prvok z vrstvy Ly;

2. pre vietky hlasky prendsobit’ P} z L; s P?i z prislusného L,; a urcit’ ako
vit'aza hldsku s najva¢sou hodnotou takéhoto stcinu

3. urtit’ prah pre P; z Ly, a potom potitat’ ako v predchddzajucom bode, ale
len s triedami, ktoré prekrocia tento prah

Neviem jednoznacne povedat’, ktortt moznost’ si vybrat’, inak ako ich otesto-
vat’ a vybrat’ ti najispesnejsiu.
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Druhy problém, ktory prirodzene vznika znie: "Ako urdit’ triedy C%, C;, e C,ll,
teda ako rozdelit’ vSetky hlasky do takychto tried?"Rozdelenie v prvej vrstve
je kI'acové, pretoze zbytok je uz jednoznacne dany. V tomto pripade som sa
rohodol skombinovat’ teoretické vedomosti zhrnuté v prehl'adovej kapitole s
praktickymi sktisenostami z nahrdvania. Ako prirodzené triedy povaZujem
hlasky, ktoré sa mi mylili pri ru¢nom spracovani. Teda zac¢nem s triedami
ako sykavé, tupé, ostré ..., postupne ich budem testovat’, obmieriat’ a hl'adat’
optimalnu kombindciu.

Pri pouziti subklasifikdtora, ktory sa trénuje (Skryté Markovove modely,
neurénovu siet/, ...) plati, Ze potrebuje vzorky na natrénovanie. Bez dosta-
to¢ného mnoZstva je schopny len obmedzenej generalizacie. Preto bolo vytvore-
nie tried hlasok nutné, a preto ocakdvam aj lepsie vysledky, ako keby som pouZil
povodny pristup s () klasifikdtormi.

4.2 Navrh systému

V predchadzajticej ¢asti som sa venoval teoretickému navrhu rozpoznavaca,
pritom som sa nezaujimal o typy subklasifikdtorov. MoZno sa na ne pozerat’ ako
na Cierne skrinky, ktoré ma zatial' nezaujimajt ako pracuja. Pri tom chcem este
chvil'u zotrvat’. Dovod je jednoduchy - zmena subklasifikatorov. Povedzme, ze
vytvorim taky rozpoznavac, Ze vSetky subklasifikdtory buda neurénové siete.
KaZd4 bude natrénovana na rozpoznavanie medzi svojimi triedami. Niektoré
budti dosahovat’ dobré tspesnosti, niektoré v3ak nie. Zistim napriklad, Ze
medzi triedami (jednoprvkovymi) K a G sa dosahuje tispeSnost’ rozpoznania
len 50 %. To znamenad, Ze modj rozpoznavac pracuje rovnako dobre a ako keby
urc¢oval triedu ndhodne. Tento subklasifikdtor nahradim napriklad algoritmom
DTW, ktory by mohol pracovat’ lepsie. Takto budem hl'adat’ optimélnu stavbu
klasifikdtora.

Definujem si triedu abstraktnt triedu CDecisionVertex. Této predstavuje
subklasifikator. Oddelené triedy musia implementovat’ metédu LikelihoodDis-
tribution. Vracia dvojicu hodno6t - v;; a v;;. Mnou pouzité triedy st zobrazené na
obrazku 4.3.

Triedy CTrainableNeuralNetwork a CTestDTWDecisionVertex st obohatené
o met6dy urcené na trénovanie a testovanie tspesSnosti subklasifikatorov. Vrstve
je ekvivalentnd trieda CLayer. T4 pouZiva CDecisionVertexy ako subklasifika-
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CDecisionVertex

CMNeuralNetwork CDTWVertex

CTrainableMeuralMetwork CTrainableDTWertex

Obréazok 4.3: Triedy subklasifikdtorov

tory. Z instancii CLayer je zloZeny findlny klasifikator. Pre implementaciu
vlastného subklasifikatora sta¢i oddedit’ od CDecisionVertex a implementovat’
met6édu LikelihoodDistribution.

4.3 Subklasifikatory

Najskor sa budem zaoberat’ vstupmi pre subklasifikatory. Nechcem opét’ testo-
vat’ rozne typy vektorov priznakov, lebo na tiato tému vzniklo uz viacero préc.
Pouzijem radsej ich vysledky. Ako vstup som sa rozhodol pouzit’ MFCC koefi-
cienty s delta koeficientami a prislusnymi energiami. Na ich vypocet pouZijem
HList.exe z kniZnice HTK Toolkit[18]. Presné konfigura¢né hodnoty moZzno néjst’
na prilozenom CD v adresary WavToMFCC.
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Dal$ou otézkou je, aké typy subklasifikdtorov pouZit. Ja som sa rozhodol
zamerat’ na neurénové siete, pretoZe ich pouzivali aj v povodnom BPP ndvrhu.
Ocakavam, Ze druhé vrstvy nebudii pracovat’ vel'mi dobre, kvoli nizkemu poctu
vzoriek. Tieto netispe$né subklasifikatory skiisim nahradit’ subklasifikdtorom
pouzivajucim DTW algoritmus.

4.3.1 Neuronova siet

Jedna z nevyhod neurénovej siete je mnoZstvo parametrov, ktoré treba urcit’. Pri
niektorych budem hl'adat’ optimélnu hodnotu, inde uréim hodnotu bez skusa-
nia na zdklade mojich predchadzajtcich sktsenostiach a podla [12]. Vstupné
vektory priznakov st rdzne dlhé, ale Standardnd doprednd neurénova siet’
potrebuje konstantnt dizku vstupu. Preto mam dve moznosti:

e upravit I'ubovol'ny vstup na konstantnt dizku

e pouzit rekurentnt neurénovusiet’, ktora moZe spracovat’ teoreticky nekonecne

dlhy vstup

Rozhodol som sa pre prvii moznost’, a teda pouZit' doprednti neurénov siet’ s
jednou skrytou vrstvou. Ako trénovaci algoritmus pouZijem back-proapagation
s rychlostou ucenia a = 0.1. Pociatocné vahy budu nahodné z intervalu
(—=0.3,0.3).

Vstupna vrstva

Sposob, akym upravit’ vstup, sa vold "metdda segmentdcie spektrdlnej stopy" a
bola popisand v [1]. Princip je jednoduchy. Majme na vstupe N-rozmerné
vektory, ich pocet je M ale potrebuejeme K. Tieto vektory urc¢uji body v N-
rozmernom priestore. Ked’ ich berieme v poradi od 1 po M, tak vlastne ur¢uji M-
1 Gseciek. Spolu udédvaja jednu krivku, na ktorej si zafixujeme prvy a posledny
bod a ostatnych K-2 bodov budt na tejto krivke v rovnakej vzdialenosti od seba.
Krivka je teda aproximovana polygénom.

Vstupom teda budt konstantne dlhé postupnosti vektorov priznakov. Dalej
pouZzijem bipoldrnu aktivaént funkciu, teda potrebujem vstupy normalizovat’
na interval (-1, 1). Treba si v8ak uvedomit’, Ze rozdiel 0.5 medzi dvomi hodno-
tami MFCC koeficientov nema rovnakt vdhu ako takyto rozdiel medzi dvomi
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deltami. Preto budem sktisat’ rdzne normalizaéné funkcie a hl'adat’ ta najopti-

malnejsiu trojicu.

Skryta vrstva

PouZijem jednu skrytt vrstvu, pretoZe viac vrstiev uz nezlepsuje vlastnosti [12].
Nechcem sa zaoberat’ priliSnym testovanim poctu skrytych neurénov. Uréim

dve alebo tri moznosti, tie natrénujem a vyberiem ti najlepSiu moZznost'.

Vystupna vrstva

Pri kazdom subklasifikdtore ide o rozpoznavanie medzi dvomi triedami. PouZi-
jem metédu "one-hot", teda dva vystupné neurény. Ulohou je z dvoch hodnot
vystupnych neurénov, vypocitat’ hodnoty v;; respektive v;. Nech na vstupe
w0, .. .=y majt vystupné dva neurény hodnoty 0; a 0,. Potom postavim v;;
rovné rozdielu tychto vstupov:

Vij = 01 — 02 (4.1)

Uji = 03 — 01 = —(01 — 02) = —U; (4.2)

Hodnoty 0, a 0, st z intervalu (-1, 1), preto v;; a v;; patria (-2, 2).

4.3.2 DTW subklasifikitor

Ako som uz spomenul, ak nebude dobre pracovat’ neurénové siet’, poktsim sa
pouzit’ algoritmus DTW. Siet’ bude pravdpodobne netispesna preto, Ze nebude
mat’ dostato¢né mnoZstvo vzoriek na natrénovanie. Toto sa budem snazit
vyuzit' v mdj prospech.

Nech subklasifikator rozhoduje medzi triedami C; a C;. Potom bude praco-
vat’ nasledovane:

1. PouZijem Standardny DTW algoritmu kde sa vysledna vzdialenost’ nor-
malizuje dizkou cesty

2. Vypocita sa vzdialenost’ od vSetkych vzoriek triedy C; a vyberie sa t4
najmensia. Pri vypocte vzdialenosti pouZijem Euklidovska metriku

lexistuje mnoZstvo obmien, mozno ich néjst' v [5]
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3. Rovnako sa spocitaji vzdialenosti od vzoriek triedy C; a vyberie sa ta

najmensia

4. Triede s menSou vzdialenost'ou ku vstupu sa priradi hodnota 2, tej druhej
-2

Hodnoty 2 a-2 som zvolil zimerne, kvoli kompatibilite s pouzivanymineurénovy-
mi sietami. Ak by som zvolil hodnoty inak, treba upravit' prislusné vahy w;;.
Ocakdvam, Ze vypocet nebude trvat’ pridlho, lebo vzoriek nebude privel'a.

DTW algoritmus pracuje som vstupom postupnosti rozliénych dizok, a pre-
to dizku vstupu nemusim upravovat. Vznikd viak rovnaky problém ako
pri neurénovych siet’ach a to rozna sila MFCC koeficientov, delta koeficientov
a energie. Preto budem musiet’ opat’ normalizovat’ tieto hodnoty.



Kapitola 5

Trénovanie a testovanie
subklasifikitorov

V tejto kapitole popiSem trénovanie a testovanie subklasifikatorov. Najskor sa
zameram na trénovanie neurénovych sieti. Pomocou dosiahnutych tspesnosti
sabudem snaZit' hl'adat’ optimélne rozdelenie hldsok na triedy. Potom otestujem
DTW subklasifikdtory, vyberiem tie najaispesnejsie, ktoré nakoniec pouZijem
vo findlnom klasfikdtore. Na trénovanie aj testovanie som pouzil aplikdciu
TestingApp.exe.

5.1 Neuronova siet’

5.1.1 Trénovanie neurénovej siete

Ako som uz spomenul, neurénova siet’ md viacero parametrov, ktoré treba
nastavit’. Preto som si rozdelil tieto parametre na tie, ktoré ur¢im a tie, ktoré
budem testovat’ a hl'adat’ optimalnu hodnotu. Parametre, ktoré som pevne

stanovil:

e pocet vstupnych neurénov - vstup som upravoval na desat’ 26-rozmernych
vektorov a teda vysledny pocet bol 260

e rychlost’ ucenia - a = 0.1
e pocet neurénov skrytej vrstvy - 50

e pociato¢né vahy - ndhodné hodnoty z intervalu (-0.3,0.3)
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Snazil som sa urcit'’:

e pre kazda dvojicu tried optimalne normaliza¢né hodnoty MFCC koefi-
cientov, delt aj energif

e rozdelenie tried prvej vrstvy

Neurénov siet’ som trénoval stantdardnym algoritmom back-propagation.
Mnozinu vSetkych vzoriek som rozdelil na testovaciu a trénovaciu mnoZinu
v pomere 70% ku 30%. Siet’ najskor presla celou trénovacou mnoZinou de-
sat’krat - desat’ epoch, a potom som trénoval, pokial nenastala aspori jedna z
nasledujtcich moZnosti:

a) zacala rast’ chyba trénovacej mnoziny
b) kumulovand chyba trénovacej mnoziny klesla pod hodnotu 0.3
c) trénovanie trvalo dlhSie ako 100 epoch

Trénovanie som opakoval pat’krat pre kazdy typ normalizacie a vybral tie najlep-
Sie vysledky. Vyjadroval som aj percentudlnu chybu neurénovej siete, ako podiel
poctu zle rozpoznanych vzoriek a vSetkych vzoriek. Pre dobré rozpoznanie
musel mat’ vystupny neurén triedy hodnotu v intervale (0.5,1) a druhy musel
mat’ hodnotu z intervalu (—0.5, —1).

5.1.2 Normalizacia

Po podrobnejSom preskiimani vstupnych vektorov priznakov som zistil, Ze
MEFCC koeficienty sa zvyc¢ajne pohybuja v intervale (—20, 20). Delta koeficienty
st samozrejme mensie a to pribliZzne z intervalu (—10, 10). Najmensie st energie
- (-=1,1). Normalizoval som tak, Ze som urcil kladné ¢islo a nim som vsetky
hodnoty predelil. Ak vysledné ¢islo bolo vdcsie ako 1 (mensie ako -1), tak som
mu priradil 1 (-1). Pri normalizacii nulou st v8etky normalizované hodnoty
nulové. Pri hl'adani optimalnych hodné6t som postupoval nasledovne:

1. vybral som pat’ hodnot pre kazdy typ koeficientu
2. preskusal vietky moZnosti

3. vybral tt najlepsiu
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Takto sa nedalo postupovat’ pri celom trénovani, lebo 5° = 125 moznosti bolo
privela z ¢asového hl'adiska - trénovanie prvej vrstvy by trvalo rddovo dni.
Preto som takyto postup zvolil len pre par subklasifikdtorov. Podl'a vysledkov
som vybral dvanast’ zmysluplnych (s najleSou tispeSnost'ou) trojic hodnot, a po-
tom pouZzival uz len tieto. Trojice boli nasledovné: [20,20,20E| [20,20,5][20,10,10]
[10,10,0] [20,5,0.5] [20,1,1] [10,2,0.5] [20,10,1] [20,2,0.1] [20,0.5,0.1] [20,5,0] [20,1,0].
Cim vys$sia hodnota, tym sa viac potld¢aji dané koeficienty, éfm mensia tym sa
viac zosilfiuju. Najoptimélnejsia trojica by mala byt [20,10,1].

5.1.3 Vysledky

Pri rozdeleni hlasok do tried som sa snaZil naraz splnit’ tieto podmienky:
e dobra tspesnost’ neurénovej siete pri rozhodovani medzi triedami
e maly pocet tried
e pribliZzne rovnako vel'’ké triedy (Ziadna trieda nesmie byt privel'ka)

Prvy bod zarucuje dobrii vyslednu tspesnost, druhy o dostato¢nt rychlost’
rozpoznania. Treti prihliada na pocet subklasifikatorov na druhej vrstve. Ak
ma totiZ nejakad trieda prvej vrstvy N prvkov, v druhej triede bude treba d'alsich
(3) subklasifikatorov.

Najskor som vyskusal dat' do jednej triedy samohldsky. Tento pristup sa
ukézal ako netspesdny, lebo trieda bola privel'kd, bez dostatotne vel'a podob-
nych znakov. Vytvoril som teda pre kazda samohlédsku (dvoj)triedu. Rovnako
som postupoval aj pri RR a LL. Teda prva vrstva obsahovala triedy AA, 6UU,
If, EE, OO, RR, LL. Skusil som zaradit' 6 k UU aj k 00, trieda 6UU dosahovala
lepsie vysledky.

Tazsie bolo rozdelit zvysné spoluhldsky. Prvotné rozdelenie bolo nasle-
dovné PLBM T,D,N T,DN K,G,Ch S,Z,CDz 5,Z,C,Dz. Z tychto postupnym
sktisanim moznosti vznikli triedy P,B,V, LD TDN MN KG,Ch S,Z,C,Dz
S,7,C,Dz. Nevedel som kam zaradit F, H, ], I'. Po d’alom testovani sa mi
podarilo zaradit' ] a ' k TD,N bez vyrazného zhorsSenia tspeSnosti. Skusal
som F zaradit' k PBVTD a H ku K,G,Ch, lebo tieto triedy sa mi zdali byt naj-
pribuznejsie. Vysledky vSak neboli uspokojivé, preto som ich nakoniec nechal

1v poradi normalizaénd hodnota pre MFCC koeficienty, delta koeficienty a energie
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ako samostatné triedy. Tabulka 5.1 zobrazuje najlepSie dosiahnuté vysledky
prvej vrstvy (d’alsie vysledky, pre iné rozdelenia, mozno najst' v prilohe). Stipce
znamenaju:

1. pocet epoch potrebnych na natrénovanie
2.-3. dvojica tried, medzi ktorymi sa rozhoduje
4. pocet neurénov na vstupnej vrstve
5. pocet neurénov na skrytej vrstve
6.-8. normaliza¢né parametre
9. kumulovand chyba siete na trénovacej mnoZine
10. kumulovana chyba siete na testovacej mnoZzine
11. percentudlna chyba siete na trénovacej mnoZine

12. percentudlna chyba siete na testovacej mnoZzine - podl'a tejto chyby st data

usporiadané
Tabul'ka 5.1: Vysledné tispesnosti prvej vrstvy
Epochy Triedy Parametre | Normalizacia Chyby
siete

10 F|TDNLJ |260| 50|20 | 1 0| 0.76| 0.320.00% | 0.00%
10 | PBVID | TDNLJ [ 260 | 50 | 20 | 20 5| 0.69| 0.43|0.00% | 0.00%
21 | PBVTD AA 260 50[20| 20| 20| 0.49 | 0.46 | 0.00% | 0.00%
10 F LL|[260| 50(20| 1 0| 0.84| 0.420.00% | 0.00%
10 F RR|[260| 50[20| 10| 10| 09| 0.3]0.00% | 0.00%
10 MN IM[{260| 50(20| 10| 10| 0.68| 0.28 | 0.00% | 0.00%
13 MN LL|[260| 50|20| 5 0| 054| 05]0.00% | 0.00%
15 MN RR[260| 50[20| 10| 10| 0.54 | 0.47 | 0.00% | 0.00%
10 | PBVID 00 |260| 50[20| 1 0| 444 | 036 |0.71% | 0.00%
10 | PBVTD oUuU [ 260 | 5020 5 0| 0.63| 0.34|0.00% | 0.00%
10 | PBVTID | SZCDZ | 260 | 50 (20| 20| 20| 0.6| 0.25|0.00% | 0.00%
10 | PBVID MN [ 260 | 50[20| 20| 20| 0.58| 0.25|0.00% | 0.00%
10 | SZCDZ 00 [260| 50[10| 10| O] 0.69| 0.34|0.00% | 0.00%
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10 | SZCDZ oUU [ 260 | 50 (20| 10| 10| 0.68 | 0.42 | 0.00% | 0.00%
10 MN EE [260| 50|20 20 5| 0.65| 0.28 | 0.00% | 0.00%
10 | SZCDZ If[260| 50(20]| 20 5| 0.65| 0.310.00% | 0.00%
10 | $ZCDZ AA 260 50[20| 20| 20| 0.63| 0.26 | 0.00% | 0.00%
10 | SZCDZ 00 |260| 50|20| 10| 10| 0.72| 0.29 | 0.00% | 0.00%
10 MN | SZCDZ [ 260 | 50 [20| 20| 20| 0.64| 026 | 0.00% | 0.00%
12 MN 00 |260| 50|10 10 0| 06| 046 0.00% | 0.00%
10 | SZCDZ EE|[260| 50[10]| 10 0| 0.63| 0.29 | 0.00% | 0.00%
10 MN H|260| 50[20| 10| 10| 098 | 0.47 | 0.00% | 0.00%
10 MN oUU [ 260 | 50 (20| 20 5| 079 | 0.36 | 0.00% | 0.00%
10 F|SZCDZ | 260 | 50|10 10 0| 0.84| 0.310.00% | 0.00%
10 F EE [260| 50 (20| 20 5| 0.65| 0.29 | 0.00% | 0.00%
12 | PBVID F|[260| 50|20| 10| 10| 447 | 048 0.76% | 0.00%
10 F oUU [ 260 | 50 (20| 20 5| 0.87| 0.350.00% | 0.00%
10 | KGCH I[260| 50[10]| 10 0| 0.62| 0.29 | 0.00% | 0.00%
10 F AA [260| 50[10]| 10 0| 0.68| 0.29 | 0.00% | 0.00%
14 | KGCH H|260| 50/(10| 10 0| 4.33| 046 | 1.15% | 0.00%
10 F 00 |260| 50|10 10 0| 0.66| 0.28 | 0.00% | 0.00%
10 MN AA 260 50[20| 20| 20| 0.86| 0.24 | 0.00% | 0.00%
21 F| KGCH |260| 50|20| 20| 20| 037 | 0.49 |0.00% | 0.00%
10 MN F|260| 50|20/ 20 5| 0.77 | 0.46 | 0.00% | 0.00%
10 | KGCH |SZCDZ [260| 50 |20| 20| 20| 0.61| 0.25]| 0.00% | 0.00%
10 | KGCH LL|[260| 50|20| 5 0| 0.73| 0.34|0.00% | 0.00%
11 | KGCH oUU [ 260 | 50 (20| 10 1| 0.64| 048 |0.00% | 0.00%
10 | PBVID EE [260| 50 (20| 20 5| 0.61| 0.38|0.00% | 0.00%
10 | PBVID If|260| 50|10/ 10 0| 064| 0.3]0.00% |0.00%
12 F|SZCDZ |260| 50|10| 2| 05| 443 | 046 | 1.45% | 0.00%
10 | KGCH 00 |260| 50|20 20 5| 0.66| 0.27 | 0.00% | 0.00%
10 | KGCH AA 260 50[20| 20| 20| 0.71| 0.31|0.00% | 0.00%
14 | KGCH | TDNLJ [ 260 | 50 |20| 10| 10| 0.48 | 0.46 | 0.00% | 0.00%
10 F IM|260| 50[20| 5 0| 0.74| 0.34|0.00% | 0.00%
10 F H|260| 50|10| 2| 0.5]0.843 | 0.419 | 0.00% | 0.00%
10 | KGCH EE|[260| 50|20| 5 0| 0.62| 0.29 | 0.00% | 0.00%
10 | TDNL] AA | 260 | 50|20/ 10 1| 065| 0.27 | 0.00% | 0.00%
10 | TDNL] 00 |[260| 50|10/ 10 0| 07| 029]0.00% | 0.00%
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10 LL RR | 260 | 50|20 20 5| 0.93| 0.33|0.00% | 0.00%
10 RR AA|260| 50[20| 10| 10| 0.78| 0.37 | 0.00% | 0.00%
10 RR 00 |260| 50|20/ 20 5| 0.76 | 0.27 | 0.00% | 0.00%
10 | TDNL] | SZCDZ [ 260 | 50 | 20| 20| 20| 0.74| 0.28 | 0.00% | 0.00%
52 LL H | 260| 50|20/ 20 5| 012| 0.5]0.00% | 0.00%
10 LL |SZCDZ |260| 50 |20| 20| 20| 0.78| 0.3|0.00% | 0.00%
10 | TDNL] RR [ 260 | 50|20 | 20 5| 0.87| 0.38 | 0.00% | 0.00%
10 | TDNL] H|260| 50[20| 10| 10| 0.69 | 0.41 | 0.00% | 0.00%
10 | TDNLJ | SZCDZ | 260 | 50|20 | 10| 10| 0.72 | 0.31 | 0.00% | 0.00%
15 RR H | 260| 50|10| 2| 05| 051 | 0.48|0.00% | 0.00%
10 LL AA | 260| 50|20/ 20 5| 0.69| 0.38 | 0.00% | 0.00%
10 RR EE | 260 | 50|20 10 1| 07| 0.34]0.00% | 0.00%
10 | TDNL] LL|260| 50[20| 1 0| 076| 0.46 | 0.00% | 0.00%
10 LL EE [ 260 | 50 |20 1] 063| 0.3]0.00% | 0.00%
10 LL M|{260| 50[20| 5 0| 0.74| 0.35]0.00% | 0.00%
10 RR IM|{260| 50|10 10 0| 0.69| 0.29 | 0.00% | 0.00%
10 RR | SZCDZ | 260 | 50 (20| 20| 20| 0.72| 0.28 | 0.00% | 0.00%
18 LL 00 |260| 50|20| 10| 10| 0.44 | 0.48 | 0.00% | 0.00%
10 LL oUU | 260 | 5020 5 0| 0.85| 0.42|0.00% | 0.00%
10 RR ouU | 260 | 50|10 | 10 0| 07| 0.37]0.00% |0.00%
10 00 EE|[260| 50(20| 10| 10| 0.75| 0.4 |0.00% | 0.00%
10 00 I 260 50|20/ 20 5| 071| 0.3]0.00% | 0.00%
10 H AA [260| 50[10]| 10 0| 0.75| 0.42 | 0.00% | 0.00%
10 ouU IT|260| 50(20| 5 0| 0.83| 0.38]0.00% | 0.00%
10 EE IM|{260| 50|20/ 10 1| 065| 0.28 | 0.00% | 0.00%
10 00 ouU | 260 | 50|10 | 10 0| 0.74| 0.43]0.00% | 0.00%
10 H 00 |260| 50[20| 20| 20| 1.27| 0.34 | 0.00% | 0.00%
10 H ouU 260 50|10| 2| 05| 0.75| 0.42 | 0.00% | 0.00%
10 H EE | 260 | 50|20 | 20 5| 064 | 0.5 0.00% | 0.00%
10 H II|260| 50|10/ 10 0| 067 | 0.31]0.00% | 0.00%
11 H | SZCDZ | 260 | 50|20 20| 20| 457 | 048 | 1.20% | 0.00%
10 | SZCDZ | SZCDZ | 260 | 50|20 | 20| 20| 0.62| 0.27 | 0.00% | 0.00%
10 H|S$zZCDZ | 260 | 50|20 | 20| 20| 0.69| 0.27 | 0.00% | 0.00%
10 AA ouU 260 50[20| 20| 20| 0.65| 0.28 | 0.00% | 0.00%
10 AA EE |[260| 50(20| 20| 20| 0.64| 0.28 | 0.00% | 0.00%
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10 | TDNL]J oUU [ 260 | 50 (10| 10 0| 0.68| 0.34|0.00% | 0.00%
10 | TDNL] EE |[260| 50(20| 20| 20| 0.69| 0.24 | 0.00% | 0.00%
10 | TDNL] IT|260| 50|20/ 20 5| 0.92| 0.42|0.00% | 0.00%
10 | $ZCDZ EE |[260| 50[20| 20| 20| 0.62| 0.26 | 0.00% | 0.00%
10 | SZCDZ oUU | 260 | 50(20|05| 01| 0.71| 0.31|0.00% | 0.00%
10 ouU EE |[260| 50(20| 20| 20| 0.68| 0.25|0.00% | 0.00%
10 AA IM|{260| 50[20| 20| 20| 0.64| 0.27 | 0.00% | 0.00%
10 | $ZCDZ IM|{260| 50|20/ 20 5/ 07| 03]0.00% | 0.00%
100 | PBVTD RR|[260| 50[20| 5| 05| 0.05| 3.99 | 0.00% | 1.37%
23 AA 00 |260| 50|20 10| 10| 027 | 0.49 | 0.00% | 1.64%
68 | PBVTD H|260| 50/(10| 10 0| 4.02| 2.73]0.68% | 1.67%
28 | PBVID LL (260 50(20| 10| 10| 024 | 0.79 | 0.00% | 1.75%

100 | SZCDZ AA 260 5020 5 0| 0.05| 0.63]0.00% | 2.17%
17 MN | KGCH [260| 50|20| 10| 10| 0.48| 212 0.00% | 2.17%
47 RR [ SZCDZ | 260 | 50 (20| 20| 20| 0.14 1 |0.00% | 3.03%
52 LL | szCDzZ 260 | 50[20| 10| 10| 0.12| 0.5 0.00% | 3.23%
23 MN | TDNLJ [ 260 | 50|20 20| 20| 03| 048 |0.00% | 3.45%
100 | KGCH | SZCDZ |260| 50|20| 20| 5| 0.06| 2.19|0.00% | 3.92%
93 MN | SZCDZ [260| 50|20| 5 0| 0.06| 27]0.00% |4.55%
24 | PBVID | SZCDZ | 260 | 50 (20| 5 0| 8121096 | 1.12% | 5.26%
100 | KGCH RR[260| 50[20]| 1 1| 0.06| 3.45|0.00% | 5.71%
28 | PBVID | KGCH |260| 50/20| 10| 10| 8.13|13.97 | 1.09% | 6.41%

S vysledkami som spokojny, st v8ak trochu skreslené, lebo pri niektorych
triedach sa mi nepodarilo dosiahnut’, aby bola chyba trénovacej mnoZiny nula
percent. Na druhej strane vSak vo vyslednom rozpoznavaci budem brat’ do
tuvahy rozdiel vystupnych neurénov a nie len bindrnu hodnotu rozpoznané-
nerozpoznané, ako v tomto pripade. Tento fakt bude tspesnost’ trochu zlepso-
vat'.

Podl'a o¢akédvania sa dobre sprévali triedy AA, 6UU, 1, EE, OO, RR, LL.
Najhorsie tispe$nosti vznikali pri vel'’kych triedach.

Ocakdaval som nejakt vyraznejsiu prevahu niektorej normaliza¢nej mnoZziny.
Z mdjho pohl'adu s vsak tieto parametre pribliZzne rovnako tispesné.

Tabul'ka 5.2 zobrazuje kone¢né vysledky druhych vrstiev.
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Tabul'ka 5.2: Vysledné tispeSnosti druhych vrstiev
Epochy | Triedy | Parametre | Normalizacia Chyby
siete
10 P| B|260| 50(20]| 1 1(0.97| 045]0.00% | 0.00%
25| P| V|260| 50[20| 20| 20| 05| 0.50.00% | 4.55%
21| P| T|260| 50[20| 10| 10|052| 6.65|0.00% | 9.09%
11| P| D[260| 50[20| 5| 05]0.67| 0.45]0.00% | 0.00%
21| B| V|260| 5010/ 10 0]066| 7.8]0.00% | 23.81%
10| B| T[260| 50[10| 2| 05]0.68| 0.35]|0.00% | 0.00%
14| B| D[260| 50[10| 2| 05/0.85| 049 |0.00% | 0.00%
10| V| T[260| 50[10| 2| 05]0.73| 0.34|0.00% | 0.00%
72| V| D|260| 50|10/ 10 0]0.08| 1.52|0.00% | 5.56%
20/ T| D|260| 50[20| 10| 10|041| 0.5]0.00% | 0.00%
81 /M| N|260| 50[20| 20| 20| 0.1| 3.06|0.00% | 5.26%
11| S| Z|260| 50|10/ 10 0|441| 045]|278% | 0.00%
53| S| C|260| 50|20 1 0]0.12| 5.33]|0.00% | 15.38%
10| S| DZ|260| 50|10/ 10 0]096| 045]|0.00% | 0.00%
18| Zz| C|260| 50[20| 5| 05/0.38| 048 |0.00% | 0.00%
18| Zz| DZ|260| 50|10 10 0|252| 037]714% | 0.00%
31| Z| DZ|260| 50[20| 5| 05|024| 3.41|0.00% | 18.18%
10/ C| DZ|260| 50[20]| 5 0|1.12| 0.35|0.00% | 0.00%
40 | K| G|260| 50(20| 20| 20/019| 0.5]0.00% | 0.00%
23| K|CH|260| 50[20| 2| 01]032| 1.53|0.00% | 5.88%
10| G|CH|260| 50[10| 2| 05]0.71| 0.36|0.00% | 0.00%
18| S| Z|260| 50|20| 5 0|046 | 0.48]0.00% | 0.00%
16| S| C|260| 50[20]| 10 1247 |12.73 | 2.33% | 29.41%
21| S| DZ|260| 5010/ 10 0]034| 05]0.00% | 0.00%
21| Z| C|260| 50[20| 20| 20|045| 048 |0.00% | 0.00%
70 Z| DZ|260| 50[20]| 1 1]0.09| 4.15]0.00% | 11.76%
29| C|DZ|260| 50|20 1 0]021| 049]0.00% | 0.00%
49| T| D|260| 50[20| 5 0013 | 0.5]0.00% | 0.00%
10 T| N|260| 50[10| 2| 05]0.65| 0.28 | 0.00% | 0.00%
10, T| L|260] 50(20]| 1 1| 07| 04]0.00% | 0.00%
13| T| 7J|260| 50|10/ 10 0|1.25| 0.3]0.00% | 0.00%
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67| D| N |260 5012005 0.1]0.09 0.5 ] 0.00% | 5.00%
100 | D| I |260 50120| 10| 10| 0.06 | 0.81|0.00% | 6.67%
100 | D ]| 260 50120 5 01006 | 096 |0.00% | 5.88%

13| N | I |260 5020 2| 01437 | 049 |200% | 0.00%

22 | N J | 260 50120 5| 05]038| 049 |0.00% | 0.00%

10| J | 260 5020 1 11095 | 047 |0.00% | 0.00%

10 | & | UU | 260 50120 20| 20]0.71| 0.28 | 0.00% | 0.00%

Chybu do 6-7% povaZujem aspoml nateraz za pripustni. Preto sa budem
snazit' zlepsit' Gspesnosti pri rozpoznavani medzi P-T, B-V, S-C, Z-Dz, 5-C a
Z-D%. Pri subklasifikdtore Z-Dz som uviedol dva vysledky, ktoré mi vyzli.
TaZko totiZ uréit, ktory subklasifikator je ispegnej§i. Pravdepodobne sa niektoré
vzorky Z a Dz tak podobaju, Ze sa siet' nedokaZe spravne natrénovat’. Nakoniec
som pouzil subklasifikdtor s nulovou chybou trénovacej mnoZiny.

Podarilo sa mi teda povodnych 40 tried zniZit' na 15. V pocte subklasi-
fikatorov je to zniZenie zo 780 na 105 v prvej vrstve. V druhej vrstve je pocet
subklasifikdtorov v rozmedzi 0 aZ 10. Spolu ich je 38, takZe aj keby som vyhod-
nocoval vSetky, tak vysledny pocet subklasifikatorov, oproti povodnému poctu
sa znizil asi pat’krat.

5.2 DTW subklasifikator

5.2.1 Testovanie

Pri testovani tspesnosti DTW subklasifikatora som opat’ normalizoval hod-
noty. PouZil som rovnaké trojice ako pri neurénovych sietach. MnoZinu
vSetkych vzoriek danej triedy som ndhodne rozdelil na porovnavaciu a testo-
vaciu mnozinu. Opét’ to bolo v pomere 70% ku 30%. Pre vSetky vzorky testo-
vacej mnoZziny som vypocital vysledky a urcil tspesnost’. Toto som urobil de-
sat'’krét pre kazdy typ normalizacie. Celkova tspesnost’ je priemerom vsetkych
uspesnosti.

5.2.2 Vysledky

Testoval som dvojice tried druhych vrstiev, ktoré nemali nulovi chybu pri
neurénovych siet'ach. Ocakaval som v3ak trochu lepSie vysledky. DTW sub-
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klasifikdtory dosahovali rddovo o 10-20% horsiu tspesnost’ (tabul'ka 5.3) ako
neurénové siete. Trochu porovnatel'né vysledky st len pri D-I’ a Z-Dz. Preto
ziadny subklasifikator zaloZeny na DTW algoritme vo findlnom klasifikatore
nepouZzijem.

Tabul'ka 5.3: Uspesnosti DTW subklasifikatorov

Triedy | Normalizacia | Priemerna
uspesnost’
V120 20 5 82.38%
T|10| 10 0 81.9%
V,i20] 20| 20 65.71%
D|20| 20| 20 83.33%
N
C

10/ 10| 0 77.89%
20| 1 0 60%
20 (05| 0.1 72.73%
Ch|20|05| 0.1 68.12%
C|20]05]| 01 68%
Dz |20 20| 20 80%
N|20| 20| 5 86.5%
(20| 10| 10 91.43%
J120] 5| 0O 75%

T H N o R IN| | Bl < || ~|~
o
N




Kapitola 6

Klasifikator

6.1 Popis vyhodnocovacich algoritmov

Pri implementdcii klasifikdtora som postupoval presne podl'a ndvrhu. Skusil
som implementovat’ dva druhy vyhodnocovacich algoritmov:

- winner-only algoritmus - vyhodnotia sa vSetky subklasifikatory prvej vrstvy.
Pre kazdu triedu sa spotita sucet V; = Z;\il# ;ij a vyberie sa trieda k s naj-
vy8sim suttom V. Ak je trieda jednoprvkova, rozpoznavac skoncil. Inak
vyhodnocuje vrstvu Ly. Této vrstva sa vyhodnocuje rovnako. Vysledkom
je vitazna trieda z Ly (vSetky st uZ jednoprvkové), tj. trieda (hldska) I s
maximalnou hodnotou V.

- threshold algoritmus - pre prva vrstvu sa uréi prah T; (threshold), pre
druhé vrstvy prah T,. Postupuje sa ako pri winner-only, ale vyhodnocujt
sa vietky druhé vrstvy Ly;, pre ktoré plati V! > T;. VSetky sucty druhych
vrstiev V' sa prenésobia prislusnou hodnotou V}. Triedam, ktoré nemaja
druhu vrstvu (st jednoprvkové), sa prendsobi hodnota V! samou sebou.
Z takychto stcinov sa vybert tie ktoré prekonajt prah T, a trieda s maxi-
malnym ziskom je vitazna. Ak Ziadna hlaska nepresiahne T,, vystupom
je hodnota UNRECOGNIZED.

Pri prvom algorime sa jednoducho stéle vybera vit'aznd trieda. Pri druhom
je motivdcia asi takdto: MoZe sa stat’, Ze dve triedy, A a B, ziskaju vysoky

.....

rozhodovani v rdmci triedy A v3ak vysledok bude neurcity, zatial' ¢o v rdmci



6.2 TESTOVANIE 39

B vyhra jednoznacne nejaka hlaska. Pri pouZiti prvého algoritmu vyhra prvok
triedy A, pri druhom stdle moze vyhrat' prvok triedy B.

6.2 Testovanie

Obidva vyhodnocovacie algoritmy som testoval na dvoch mnoZinach dat.

Prva mnoZina st ndhodne vybraté vzorky z dét, na ktorych som trénoval
a testoval neurénové siete. Pre kazda hlasku som vybral desat’ vzoriek, teda
dokopy 330. Na tychto datach som chcel vyskuasat/, ¢i je vysledny klasifikator
vobec schopny pracovat’. Rovnako otestujem aj rychlost’ rozponania.

Druha mnoZina pozostava zo vzoriek, ktoré som si predom odloZil znahratych
vzoriek databazy. Neboli teda pouZité anina trénovanie ani testovanie. Ich pocet
je 105, a pocetnost’ jednotlivych hlasok koliSe v rozmedzi 1 az 10. Pocetnosti
kopiroju celkové zobierané mnoZstva vzoriek databadzy - najviac samohlasok,
najmenej spoluhldsok. Tymyto vzorkami budem testovat’ redlnu schopnost’
rozpozndvat'. Neocakdvam vel'mi dobré vysledky, lebo trénovacich vzoriek bo-
lo primalo na dobré zovseobecnenie. Navyse ani vysledné tspesnosti nebudu
objektivne, lebo niektoré hlasky maju len jednu vzorku v testovacej mnoZine, a
preto mozu dosiahnut’ len tspesnost’ 0% alebo 100%.

6.3 Vysledky

Tabul'’ky 6.1 a 6.2 zobrazuja dosiahnuté vysledky obidvoch algoritmov na prvej
testovacej mnoZzine. Hlésky, ktoré nie st v tabul'ke dosiahli 100% tspeSnost'.
Celkové tspesnost’ zdhfnia aj triedy so 100% tispe$nost ou.

Pri Threshold algoritme bolo nutné urcit’ dva prahy. Pri prili§ nizkych hod-
notach, sa vyhodnocuju vsetky vrstvy. Na druhej strane pri vysokych hod-
notach prahov je malo rozpoznanych vzoriek - via¢sina vystupnych hodnot je
UNRECOGNIZED. Ideélne by bolo, keby som dosiahol rovnaku tispesnost’ ako
pri winner-only a zaroven chybné rozpoznania by ur¢il ako UNRECOGNIZED.
Najlepsie vysledky som dosiahol pri Ty = 1.5a T, = 2.5.
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Tabul'ka 6.1: Uspegnost’ winner-only algoritmu - prva

testovacia mnozina

Hlaska Rozpoznané ako Uspegnost
M 00 90%
N D 90%
F AA,C,V 70%
G B 90%
Ch K 90%
N ] 90%
LL Dz 90%
H 00 90%
S C 80%
Dz \Y 90%
C S 90%
Dz B 90%

Celkov4a tsepsnost’ 94.55%

Priemerné trvanie vyhodnotenia 138ms

Tabul'ka 6.2: Uspesnost threshold algoritmu - prva
testovacia mnoZina

Hléaska Rozpoznané ako Uspesnost
P UNRECOGNIZED 90%
F UNRECOGNIZED(2x), V 70%

Ch | K, UNRECOGNIZED(3x) 60%
T C 90%
D Dz 90%
N UNRECOGNIZED 90%
L UNRECOGNIZED 90%
LL 6, UNRECOGNIZED 80%
H 00 90%
S S, UNRECOGNIZED(2x) 80%
Dz \Y 90%
S C, UNRECOGNIZED 80%
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C S 90%

Dz UNRECOGNIZED 90%
Celkov4a tsepsnost’ 92.42%
Priemerné trvanie vyhodnotenia 162ms

Ako vidno, threshold algoritmus dosiahol trosku horsie vysledky. V niek-
torych pripadoch sa chyba opravila (napriklad pri M), pri inych sa zhorsila. S
dizkou trvania V}’Ipoétsom vel'mi spokojny. Hodnoty 138ms respektive 162ms
poskytuji minimélne d’al$ich 150ms na d’alie vypocty k zlepSeniu tispeSnosti.

Tabul'ky 6.3 a 6.4 zobrazuja dosiahnuté vysledky obidvoch algoritmov na
druhej testovacej mnoZine. Hlasky, ktoré nie sa v tabulke dosiahli 100%
uspesnost’.

Tabul'ka 6.3: Uspe$nost’ winner-only algoritmu - druha
testovacia mnozina

Hléaska | Rozpoznané ako | Uspegnost
P G 50%
B V,N 50%
\Y% G,B 33.3%
T K(2x) 33.3%
D G 0%
M L 50%
F K 0%

Ch K(2x) 0%
D D(2x), Z 40%
L P T 33.3%
H V,G 33.3%
S S(2x) 50%
Z 7Z,G 0%
C S,Z 33.3%

Dz 50%
Z I,S 0%
C Dz 50%

Ipotitané na procesore AMD Athlon 3000+, 1.81GHz
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~

Dz Z 66.6%
Celkova tsepsnost’ 70.1%

Tabul'ka 6.4: Uspesnost' threshold algoritmu - druha

testovacia mnozina

Hléaska Rozpoznané ako Uspesgnost
P T 50%
B UNRECOGNIZED, N 50%
Y% G, UNRECOGNIZED 33.3%
T UNRECOGNIZED, K 33.3%
D G 0%
M L 50%
F K 0%
Ch K(2x) 0%
D Dz(4x), Z 0%
L UNRECOGNIZED, T 50%
H UNRECOGNIZED(3x) 25%
S S(2x) 50%
Z Z(2X) 0%
C S, UNRECOGNIZED, K 0%
Dz UNRECOGNIZED 50%
Z UNRECOGNIZED 50%
C S 50%
Dz 7z 66.6%

00 UU 87.5%
6]6] UNRECOGNIZED 85.7%
EE N 88.9%

Celkova tsepsnost’ 65.42%

Uspesnost je radovo horsia ako pri prvej testovacej mnozine. Toto som v
podstate o¢akaval a dovod je nizky pocet vzoriek trénovacej mnoziny. Uspegnost
samohlasok je v oboch pripadoch skoro 100%, spoluhlasky v3ak dopadli zle.



Kapitola 7
Zaver

Oc¢akdvanym zaverom je vyhodnotenie naplnenia ciel'ov prace. Myslim si, Ze
obidva ciele, ktoré mala tato diplomova préca splnit/, splnila.

Podarilo sa mi zozbierat’' databazu prehovorenych pismen slovenskej abecedy.
Vzorky st v dobrej kvalite a bez vyrazného Sumu v pozadi. Aj ked’ je zatial
tato databaza primald na vytvorenie tispesného klasifikatora, ktory by pracoval
nezdvisle od re¢nika, je to zdklad ktory sa da d’alej rozsirovat'.

Navrhol som a implementoval klasifikator, ktory rozpoznava medzi hldska-
mi tejto zozbieranej databdzy. Je zaloZeny na BPP principe, pricom vsetky
subklasifikatory st neurénové siete. PouZitie algoritmu DTW sa ukazalo ako
netispesné. Hlavnou podmienkou bolo, aby klasifikator pracoval dostato¢ne
rychlo - v redlnom case. Tento ciel' sa mi podarilo splnit. Druhou rov-
nako dolezitou ulohou bolo dosiahnut’ ¢o najlepsiu tspesnost’. Ukdazalo sa,
Ze tspesnost’ nie je dostatocn4, ale to je hlavne sposobené malou databazou.

Rychlost'ou klasifikdcie sa utvara priestor na d'alsie zlepSovanie. Klasifikator
moZe pracovat’ dvakrat pomalSie a stale umoziiuje real-time rozhodovanie aj s
prihliadnutim na ¢as potrebny na predspracovanie. Spdsobov vylepsSenia je via-
cero. Prvym je samozrejme pouZitie vacSej databazy. Pri pouZiti neurénovych
sieti by sa vysledné rozpondvanie nespomalilo. Druhou moZnost'ou je hl'adanie
iného rozdelenia hldsok na triedy. MoZno pri vac¢Sej databaze by vysli niektoré
triedy tspesnejSie ako je tomu teraz. Tret'ou moZnost'ou je implementdcia in-
ych subklasifikatorov. Mozu byt pouzité rekurentné neurénové siete, skryté
Markovove modely, samoorganizujtice mapy, ...
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Dodatok A

Dalsie vysledky

Tabul'ka A.1: Tabul'ka tspesnosti pri rozdeleni

PBM-TDN-V-F-MN-KGCh-TDLN]J-SZCDz-5ZCDz-

LL-RR-H-AA-EE-6UU-II-0O0

Epochy Triedy Parametre | Normalizacia Chyby
siete
29| PBM| TDN|260| 50|10/ 10 0| 30.492 | 28.733 | 5.71% | 17.24%
45| PBM V| 260 50|10 10 0| 15.503 | 20.211 | 4.04% | 22.5%
56 | PBM F|[260| 50|20| 5 0| 0.104| 0.625 0% | 3.03%
26| PBM | KGCH|260| 50|20/ 20 5| 7.578|11.839 | 1.48% | 7.27%
21 PBM | TDNLJ | 260 | 50|20 | 20| 20| 0.36| 3.774 0% | 1.3%
19| PBM LL|260| 50[20| 5 0| 4.188| 0475 1.01% 0%
17| PBM RR [260 | 50 (20| 10 1| 0493| 7.88 0% | 5.88%
100 | PBM H|260| 50[20| 10| 10| 0.145| 1.201 0% | 2.63%
28| PBM |SZCDZ |260| 50[20| 5 0| 4.156| 0.498|0.78% | 1.89%
17| PBM |SZCDZ |260| 50|20| 1 1| 0351 1.097 0% | 1.61%
16 | PBM AA | 260 | 50|20 20 5| 4536 | 4.848|0.62% | 4.55%
17| PBM OO0 [260| 50[20| 10| 10| 0.373| 0.469 0% | 1.92%
100 | PBM oUU | 260 | 50(20| 5| 05| 0.053| 2.297 0% | 8.33%
10| PBM EE | 260 | 50(20| 20| 20| 0.646 | 0.357 0% 0%
10| PBM IM|260| 50[20| 20| 20| 0.64]| 0.267 0% 0%
58 | TDN V| 260 50[20| 10| 10| 4.061| 5.118 | 1.03% 5%
10| TDN F|[260| 50|20| 5 0| 0907 | 0.452 0% 0%
62| TDN | KGCH |[260| 50|20 10| 10| 4.07 | 23.795 | 0.75% | 14.55%
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20

20

4.137
0.205
0.294
0.098
7.938
0.574
0.143
0.679
0.098
0.605
0.612
0.077
7.938
0.614
0.288
0.725
0.272
4.032
0.676
0.621
0.706
0.723
0.726
0.647
0.436
0.123
0.702
0.683
0.893
0.603
0.731
0.623
0.657
0.642
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9.674
0.492
7.977
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0.244
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0.935
0.477

3.47
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0.346
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0.323
0.286
0.277
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0.325
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0.268

0.28
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0.231
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0%
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4.55%
0%
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2.86%
0%
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10%
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0.66
8.259
0.055
3.996
4.073
0.445
0.067
0.638
0.652
0.655
0.631
0.625
0.555
0.593
11.77
0.252
0.321

0.62
0.639
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0.647

0.4
0.651
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0.533
0.716
0.644
0.895
0.061
0.656
0.627
4.371
0.671
0.301
0.653

0.284
7.459
1.033
8.048
3.795
4.244
4.679
0.292
0.323
0.388
0.29
0.261
0.483
0.281
0.494
3.417
21.256
0.224
0.243
0.286
0.471
0.234
0.305
0.492
0.477
0.301
0.264
0.433
1.277
0.271
0.295
0.352
0.407
0.492
0.382

0%
1.13%
0%
0.86%
1.14%
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2.19%
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0.614
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0.59
0.588
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0.67
0.605
0.619
0.593
0.054
0.604
0.625
0.586
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0.646

0.327
0.471
0.315
0.289
0.433
0.296

0.55
0.318
0.334
0.274
0.274
7.128
0.707
0.317
0.438
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0.261
0.276
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0.28
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1.388
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0%
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0%
0%
2.47%
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1.27%
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1.54%
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0%
0%
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0%
0%
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0%
3.03%
0%
2.17%
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0%
0%
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0%
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0%
0%
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0%
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Tabul'ka A.2: Tabul'ka tspesnosti pri rozdeleni
PBVTD-MN-F-KGChH-TDLNJ-SZCDz-5ZCDz-L1i-
RR-AA-EE-6UU-II-00

Epochy Triedy Parametre | Normalizacia Chyby
siete
13 | PBVID MN [ 260 | 50[20| 10| 10| 0.921 | 21.993 0% | 11.27%
13| PBVID F|260| 50|20/ 20 5| 0.628 | 1.849 0% | 5.45%
24| PBVID | KGCHH [260| 50 (20| 1 1|34.519 | 44.201 | 4.37% | 14.77%
71| PBVID | TDNLJ|260| 50|20/ 20 5| 0.079 | 0.616 0% | 1.64%
58 | PBVTD LL|[260| 50(20| 10| 10| 0.109| 3.725 0% | 5.26%
50 | PBVTD RR[260| 50[20| 10| 10| 0.133 | 4.101 0% | 5.08%
13| PBVID| SZCDZ 260 | 50|10| 2| 0519582 | 13.135 | 2.81% | 5.26%
10| PBVID | SZCDZ |260 | 50|20| 20| 20| 0.578| 0.248 0% 0%
13 | PBVID AA 260 50[10]| 10 0| 0457 | 4.111 0% | 1.39%
30 | PBVTD 00 |260| 50|10 10 0| 0.189 | 0.494 0% | 1.69%
16 | PBVID oUU [ 260 | 50|20| 20| 20| 0.385| 0.483 0% 0%
10 | PBVTD EE|260| 50(20| 10| 10| 0.623 | 0.374 0% 0%
10 | PBVTD IM[{260| 50(20]| 1 1| 0591 | 0.279 0% 0%
100 MN F|260| 50|10/ 10 0| 0.055| 2.683 0% | 12.5%
26 MN | KGCHH | 260 | 50 /20| 10| 10| 0.298 | 10.234 0% | 5.36%
10 MN | TDNLJ|260| 50|20| 5 0| 072 0.343 0% 0%
13 MN LL[260| 50(20| 20| 20| 0.58| 0465 0% 0%
37 MN RR[260| 50[20| 20| 20| 0.19| 2.341 0% | 3.57%
30 MN | SZCDZ |260 | 50|10 | 10 0| 0.208 | 3.807 0% | 2.27%
10 MN | SZCDZ |260| 50|20| 20| 20| 0.665| 0.266 0% 0%
20 MN AA | 260 | 50|20 20 5| 0.32| 0.484 0% 0%
10 MN 00 |260| 50|20| 20| 20| 0772 | 0.374 0% 0%
10 MN oUU [260 | 50(20| 10| 10| 0.739 | 0.302 0% 0%
10 MN EE [260 | 50|20/ 20 5| 0.665| 0.291 0% 0%
10 MN IM|260| 50(20| 10| 10| 0.657 | 0.261 0% 0%
27 F|KGCHH | 260 | 50|20 | 20 5| 0259 | 1.616 0% | 4.88%
10 F| TDNLJ|260| 50|20 1 0| 0.832| 0.397 0% 0%
10 F LL|[260] 50(20| 2| 01| 0.757| 043 0% 0%
10 F RR[260| 50[20]| 1 0.806 | 0.385 0% 0%
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0.822
0.681
0.764
0.856
0.645
0.764
0.083
0.247
0.408
11.989
0.599
9.233
0.053
0.612
0.626
0.645
0.777
0.625
0.687
0.699
0.632
0.714
0.674
0.636
0.359
0.711
0.742
0.733
0.733
0.319
0.978
0.653
0.686
0.054

4.935
0.298
0.359
0.378
0.328
0.255
0.297
0.805
3.368
7.184
11.643
0.249
0.46
1.004
0.457
0.291
0.283
0.325
0.453
0.284
0.279
0.264
0.352
0.344
0.26
0.452
0.45
0.303
0.274
0.348
0.493
0.442
0.262
0.297
1.404

0%
0%
0%
0%
0%
0%
0%
0%
0%
0%
2.07%
0%
2.92%
0%
0%
0%
0%
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0%
0%
0%
0%
0%
0%
0%
0%
0%
0%
0%

6.9%
0%
0%
0%
0%
0%
0%

2.17%
2.33%
11.11%

8.2%
0%
0%

2.22%
0%
0%
0%
0%
0%
0%
0%
0%
0%
0%
0%
0%
0%
0%
0%
0%

7.14%
0%
0%
0%

9.09%
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10 RR | SZCDZ |260| 50(20| 10| 10| 0.761 | 0.299 0% 0%
10 RR AA | 260 50|20 20 5| 0.706 | 0.257 0% 0%
10 RR 00 |[260| 50|10/ 10 0| 0.704 | 0.344 0% 0%
10 RR oUU [260 | 50|10 10 0| 0763 | 0.361 0% 0%
10 RR EE [260 | 50|20 20 5| 0677 | 0319 0% 0%
10 RR IM|{260| 50|20/ 20 5| 0.749 | 0.299 0% 0%
10| SZCDZ | SZCDZ | 260 | 50|20| 20| 20| 0.653| 0.262 0% 0%
10 | SZCDZ AA 260 50[20| 20| 20| 0.707| 0.257 0% 0%
10 | SZCDZ 00260 50(20| 20| 20| 0.676| 0.298 0% 0%
10 | SzZCDZ oUU [260 | 50|10 10 0| 0.649 | 0.246 0% 0%
10 | SZCDZ EE|[260| 50(20| 10| 10| 0.65| 0.7 0% 0%
10 | SZCDZ IM|{260| 50[20]| 1 0| 0.699 | 0.346 0% 0%
10 | SZCDZ AA|260| 50[20| 20| 20| 0.633| 0.259 0% 0%
10| $zCDZ 00 |260| 50|10 10 0| 0.735| 0.293 0% 0%
10 | $zCDZ oUU | 260 | 50|10 | 10 0| 0.719 0.3 0% 0%
10 | S$zCDZ EE|260| 50[20| 20| 20| 0623 | 0.257 0% 0%
10 | $ZCDz M|{260| 50|20| 10| 10| 0.684 | 0.294 0% 0%
10 AA 00 260 | 50|20/ 20 5| 0.772 | 0.448 0% 0%
10 AA oUU [260 | 50[20| 5| 05| 0.648| 0.299 0% 0%
10 AA EE|260| 50[20| 20| 20| 0611 0.276 0% 0%
10 AA IM|{260| 50[20| 20| 20| 0.646 | 0.293 0% 0%
10 00 oUU | 260 | 50|20 | 20 5| 0.85| 0.352 0% 0%
10 00 EE|[260| 50(20| 10| 10| 0.782| 0.418 0% 0%
10 00 IT|260| 50|10/ 10 0| 0665| 0.28 0% 0%
10 oUU EE|[260| 50|10 10 0| 0.646 | 0.289 0% 0%
10 ouUU II|260| 50|10/ 10 0| 0.698| 0.377 0% 0%
10 EE IM[260] 50(20| 20| 20| 0.677| 0.226 0% 0%

Tabul'ka A.3: Tabul'ka tspesnosti pri rozdeleni

PBVTDF-MN-KGChH-TDINJ-SZCDz-5ZCDz-LL-RR-

AA-EE-6UU-II-00

Epochy Triedy Parametre | Normalizécia Chyby
siete

23 | PBVIDF MN [ 260 | 50[20|20| 20| 823926745 | 1.13% | 13.33%
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Dodatok B

Obsah CD

B.1 Abeceda

Abeceda.exe je program[l] ktory som pouzil na nahrdvanie vzoriek na zdklad-
nej skole. Po spusteni sa na obrazovke ndhodne zobrazuji pismend abecedy.
Nahrava sa pocas drzania medzernika, po pusteni sa objavi d’alSie pismeno.
Po nahrani vSetkych pismen, aplikdcia skon¢i. Nahraté zvuky sa nachadzju
v adresary Vzorky, v prislusnych adresaroch. Nanahravanie pouzivam kniZnicu
FMOD.

B.2 Databaza

V adresdry databaza sa nachadzaja vSetky zozbierané a upravené vzorky, ktoré
som pouzil na trénovanie a testovanie. V podadresary Testovanie sti vzorky,
ktoré boli pouZité ako druha testovacia mnoZzina. V podadresary Nezaradené je
priklad zvukov, pri ktorych som sa nevedel rozhodnut’ o aka hlasku ide.

B.3 Decider

Decider.exe je aplikdcia na testovanie tspeSnosti klasifikdtora. Po spusteni sa
najskor nacitavaji subklasifikatory - trva to asi desat’ sektind. Stlacenim tlacidla
Successfulness sa spusti testovanie na vybratej testovacej mnozine a s vybratymi
parametrami. Stla¢enim tla¢idla Evaluate sa vypocita vysledok pre jeden zvoleny

lvgetky aplikdcie som programoval v prostredi Borland C++ Builder
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vstupny *.mfcc stbor. Jeho meno treba napisat’ do editovacieho okna vpravo
hore.

B.4 Dokumenty

Sabor Dokumenty obsahuje niektoré prace, z ktorych som cerpal.

B.5 TestingApp

Sabor obsahuje aplikdciu vytvorent na trénovanie a testovnaie neurénovych
sieti a DTW algoritmu. Do editovacieho okna treba zadat’ triedy, ktoré sa majt
testovat’. Triedy musia byt' oddelené ¢iarkou, prvky tried musia byt oddelené
medzerou a v tivodzovkach - napriklad “P B M”,"T D N”. DTW oc¢akéava len
dve triedy. Pri trénovani neurénovych sieti sa natrénuje siet’ pre vietky dvojice
tried. Tieto siete st exportované v podadresary ExportedNN s priponou .nne.
Vysledky trénovania sa zapiSu do stboru v adresdry Results. Na trénovanie sa
pouzivaju MFCC koeficienty, ktoré sa nachddzajt v adresary MFCC.

B.6 WavIoMECC

WavToMFCC.exeje jednoduché konzolova aplikédcia na vypocet MFCC koeficien-
tov z .wav stiborov. Oc¢akdva dva parametre, cestu k adresdru s .wav sibormi a
adresdr kam sa maju ulozit' vystupy. Na vypocet MFCC koeficientov pouziva
HList.exe z kniznice HTKToolkit. Stbor mfcc.cfg obsahuje, konfiguréné hodnoty
pre HList.exe.



	Úvod
	Ciel diplomovej práce
	Clenenie diplomovej práce

	Prehlad problematiky
	Automatický rozpoznávac izolovaných slov
	Rozpoznávanie hraníc slov
	Sekundárne spracovanie signálu
	Klasifikátor

	Fonetika slovenských hlások
	Samohláskové zvuky
	Spoluhláskové zvuky


	Databáza
	Príprava na nahrávanie
	Aplikácia
	Nahrávanie
	Výsledky nahrávania

	Návrh
	Teoretický návrh
	Návrh systému
	Subklasifikátory
	Neurónová siet
	DTW subklasifikátor


	Trénovanie a testovanie subklasifikátorov
	Neurónová siet
	Trénovanie neurónovej siete
	Normalizácia
	Výsledky

	DTW subklasifikátor
	Testovanie
	Výsledky


	Klasifikátor
	Popis vyhodnocovacích algoritmov
	Testovanie
	Výsledky

	Záver
	Dalšie výsledky
	Obsah CD
	Abeceda
	Databáza
	Decider
	Dokumenty
	TestingApp
	WavToMFCC


