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V praci navrhujeme a implementujeme kauzalny a planovaci modul pre agenta v
modeloch osvojovania a emergencie jazyka. Sémantika jazyka je zalozena na
rozliSovacich kritériach — funkcidch, ktoré umoznuju rozlisit, ¢i dany vstup
spada do danej kategorie. V praci vyuzivame existujiicu mnozinu elementarnych
kritérii. Zavadzame rozliSovacie kritéria akcii a planov, nad ktorymi robime
inferenciu vratane revizii. Agentova vnatorna reprezentacia je teda jednotna,
agentove znalosti o kauzalite, ktoré vyuziva v planovacom procese, su zalozené
na koncepte rozliSovacich kritérii. Model implementujeme v programovacom
jazyku JAVA.
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Predhovor

Diplomové praca sa zaobera problémom sémantickej reprezentacie pragmatickych
znalosti. Snazime sa modelovat’ sémantiku prirodzeného jazyka, priCom vyznamy
zakladame na tzv. rozliSovacich kritériach. Vychddzame z teoretického néavrhu
sémantiky od Jana Sefrinka a konkrétnej implementicie od Martina Takaca. V
existujicom modeli boli zatial’ implementované len elementérne kritéria, reprezentujlice
statické objekty, vzt'ahy dvoch objektov a elementarnu zmenu objektu v ¢ase. Pre vyvoj
umelych entit (tzv. agentov) s vnltornou reprezentaciou sveta zalozenou na
rozliSovacich kritériach ale tieto znalosti nepostacuji. V praci sa zaoberame
moznostami reprezenticie kauzality v modeli. Dalej chceme obohatit agenta o
planovaci modul, aby dokézal v prostredi cielene konat akcie.

V préci najskor uvedieme Citatel'a do problematiky spomenutim prac a modelov v
danej oblasti. Potom stru¢ne popiSeme existujuci model, na ktorom budeme stavat. V
jadre préace sa najprv zaoberame teoretickym navrhom modelu. PopiSeme reprezentaciu
kauzality a planovac. Nacrtneme tiez moznosti rozsSirenia prace. Nakoniec uvedieme
simula¢né experimenty a zhrnieme vysledky.

Pri tvorbe prace som si najskor nastudoval relevantné c¢lanky, aby som ziskal
prehlad o problematike. Potom som vytvoril teoreticky navrh rieSenia problému. V
sulade s teoretickym navrhom som moju ¢ast’ doprogramoval do existujuceho softvéru.
V tejto faze som sa snazil odstranit’ niektoré nedostatky teoretického modelu, na ktoré
som priSiel pocas implementacie. V prostredi som vykonal experimenty na potvrdenie
praktickej funk¢nosti modelu a zistenie jeho nedostatkov.

Pocas pripravy, ako aj pri pisani konecnej podoby diplomovej prace mi vel'mi
pomohol mgj Skolitel' Martin Taka€ — jednak poskytnutim relevantnych informacnych

zdrojov, ako aj cennymi pripomienkami k ndvrhu rieSenia a konecnému obsahu prace.
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1 Uvod

Medziludska komunikacia je jeden z hlavnych predpokladov pokracujaceho
vyvoja nasej spolo¢nosti a prave schopnost’ pouzivat’ komplexny jazyk odliSuje I'udi od
ostatnych zivoc¢isnych druhov. Okrem empirickych poznatkov ziskanych pri pozorovani
a analyzovani medzil'udskej komunikécie sa na skimanie jazyka v ostatnom case stale
viac pouzivaju pocitaCové modely. Daji sa aplikovat’ na skimanie réznych aspektov
komunikacie, ale aj na sledovanie vyvoja jazyka ako globdlneho systému ¢i osvojovanie
jazyka u jednotlivcov. S jazykovymi vyrazmi, ktoré su externe pozorovatené pri
komunikaénych aktoch, si asociované vyznamy, ktoré ma jedinec (nazvime ho agent)
interne ulozené vo svojom kognitivnom organe. V diplomovej praci sa zaoberam prave
pocitacovym modelovanim jazyka. Sémantika jazyka je vybudovana na rozliSovacich
kritériach, ktoré st zaloZené na rozliSovacej schopnosti agenta a vytvaraju sa pocas jeho
interakcie s prostredim. Vyznamy teda nie st umelé, ale su ukotvené vo svete, v ktorom
sa agent pohybuje.

Moja praca stavia na teoretickom modeli kognitivnej sémantiky rozliSovacich
kritérii Jana Sefranka ([1]) a praktickej implementacii modelu od Martina Takaca ([2]).
Komunita pouzivatelov jazyka je modelovana softvérovymi agentami, ktoré medzi
sebou komunikuju a vytvaraji si vyznamy kategorizaciou percepcnych vstupov. V
modeli je mozné reprezentovat’ statické objekty, vztahy medzi dvoma objektami a
zmenu objektu v Case. Agenty mdzu o svojich vyznamoch komunikovat’, model sa da

teda pouzit’ napriklad na skimanie medzigeneracného kultirneho prenosu jazyka.
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Mojou tulohou je obohatit’ model o kauzalny a planovaci modul agenta. Kauzalny
modul ma prispiet k agentovmu chépaniu dosledkov vykonanych akcii. Agent
vykondva akcie, aby nebol len necinnou sucast'ou prostredia, aby dokézal prostredie
aktivne ovplyviiovat. Ak agent dokéze asociovat’ akcie s predpokladmi a dosledkami,
bude pripraveny reprezentovat’ sémantiku niektorych elementarnych slovies. Planovaci
modul ma zabezpecit', aby vyber akcii nebol nahodny, ale aby agent vykonaval akcie za
ucelom splnenia svojich ciel'ov. Agent si musi dokazat’ vybudovat’ reprezentaciu sveta,
ktord zodpoveda pozadovanej (imagindrnej) situdcii.

V modeli sa mi podarilo implementovat’ elementarne chapanie kauzality agentom.
Zvolil som zjednodusenie, ktoré predpoklada, ze kazda akcia ovplyviiuje iba jeden
objekt pritomny na scéne. Teoreticky som navrhol mozné rozsirenie na 'ubovolny pocet
objektov. Taktiez som implementoval planovac, pomocou ktorého dokaze agent zostavit’
sekvenciu akcii, ktoré ho maji doviest' k pozadovanému ciel'u. Agent je schopny plan
pocas jeho vykonavania tiez revidovat’.

Do buducna ostava doriesit’ kauzalne prepojenie akcii s viacerymi objektami, ¢o
predpokladé zasahy do kauzalneho, ale aj pldnovacieho modulu agenta. TaktieZ samotné
naucenie dosledkov akcii moze byt problematické, ak by sa agent pohyboval v prili§
dynamickom prostredi, v ktorom by akcie naraz vykonavalo vel'a agentov. Zaujimavé je
aj prepojenie kauzdlneho modelu s jazykovym, ¢o umozni agentovi pri komunikdcii
okrem podstatnych a pridavnych mien vyuzivat' aj slovesd, ktoré hraji v jazyku vel'mi

dolezita ulohu.
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2 Prehlad

2.1 Multi-agentové systemy

Multi-agentové systémy (MAS) st moderny pristup k rieSeniu mnohych
komplexnych problémov. Sluzia na modelovanie distribuovaného systému tzv. agentov.
Zakladnou vlastnostou agenta je jeho autonémnost. Riadenie celého systému je
decentralizované a celkové globalne spravanie emerguje z lokdlnych interakcii.

Dolezitou zlozkou MAS je prostredie. Agent ho vnima pomocou receptorov a
ovplyviiuje ho prostrednictvom efektorov (ktoré zabezpecujui vykondvanie akcif).
Agenty vyuZzivaju prostredie aj na prenos informacii medzi sebou. Okrem receptorov a
efektorov agent obsahuje modul definujtci jeho spravanie. Spravanie agentov moze byt’
ovplyvnené iba vstupmi (datami), vtedy hovorime o reaktivnych agentoch (reactive,
data-directed). Spravanie niektorych agentov je naopak orientované na ciel (goal-
directed). Agenty, ktoré st schopné sa rozhodovat a uvazovat’ o moznych nasledkoch
akcii, sa nazyvaju deliberativne (deliberative). Potrebuji mat’ vytvoreny vnutorny
model sveta a pri vybere najlepSej akcie na vykonanie pouZivaji planovaci
mechanizmus. Reaktivny agent model sveta nepotrebuje, pri vybere akcie sa riadi len
momentalnymi vstupmi. Existuji aj hybridné agenty, ktoré obvykle reaktivne rieSia
akutne problémy a deliberativne sa spravaju, ak maji dost’ Casu. Racionalne agenty v

sebe mozu obsahovat’ zlozity kognitivny orgén, ktory pouZivaji na riadenie svojich
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¢innosti.

MAS nasli aplikdciu v mnohych oblastiach, kde neboli konven¢né programovacie
techniky uspesné. Ako priklad posluzi riadenie dopravy alebo riadenie autonomneho
robota. Okrem toho sa daju pouzit’ na modelovanie akejkol'vek komunity viacerych

koexistujtcich jedincov.

2.2 Vyvoj jazyka kultarnym prenosom

Multi-agentové systémy sa daji pouzit aj na modelovanie spolocenstva
komunikujucich jedincov. My sa zameriavame hlavne na procesy osvojovania
(akvizicie) a emergencie jazyka. V otazke vyvoja jazyka v l'udskej populécii existuji
dva nazorové tabory odbornikov — jedni uprednostituju geneticky a druhi negeneticky
prenos, vicsinou ale pripiistiaji obidva vplyvy. V naSom modeli sa nezaoberame mierou
jedného ¢i druhého vplyvu, predpokladame obidva faktory'.

Sirenie jazyka v populacii simulujeme kultirnym prenosom. Je to evoluény proces
s nasledovnymi vlastnostami (podl'a [3]):

e jazykové Struktiry st uchovavané v pamaiti jednotlivcov a nie v génoch

e prenos je zabepeCeny ucenim a nie dedenim

e variabilitu spdsobuju nepresnosti v komunikacii, zaSumené prostredie,
pripadne vedomé inovacie hovorcov

e vysledna podoba jazyka zalezi od rdznych selekénych tlakov (najméi
maximalizovanie komunika¢ného tuspechu a minimalizovanie kognitivneho
spracovania)

Existuje viacero modelov vyvoja jazyka kultirnym prenosom, spomedzi ktorych
uvedieme dva asi najpodstatnejSie — iterované ucenie a modely zalozené na

samoorganizacii. Prehl'ad tychto dvoch pristupov je tiez mozné najst’ v [3].

2.2.1 Iterované ucenie

V modeli iterovaného ucenia existuje populéacia agentov, ktoré¢ su rozdelené do

dvoch generacii, na rodiCov a deti. Jazyk tu existuje v dvoch forméch. Jednak ako

1 Jazykové vyrazy sa prenasaju negeneticky, tzv. kultirnym prenosom v ramci populacie. Vyznamy

vyrazov sa ale vytvaraju algoritmami, ktoré¢ maju agenty zabudované (analogia genetického prenosu).
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vnutorna reprezentacia, ktorti sa agent (dieta) musi naucit. Okrem toho su tu externe
pozorovatel'né jazykové vypovede, ktoré sa prenasaji komunikaciou. Striedaju sa fazy
akvizicie (osvojovania) a produkcie jazyka. Deti si osvojuji jazyk prostrednictvom
ucenia od rodiov a vytvarajl si vlastni vnatornu reprezentaciu. Po ¢ase sa populacia
deti zmeni na populaciu rodi¢ov, stari rodi¢ia odidu a pridu nové agenty, ktoré
predstavuju populaciu deti v dalSej iteracii. Kultirny prenos je v tomto pripade
medzigeneracny, vertikdlny, agenty vrdmci jednej generacie medzi sebou
nekomunikuju.

Publikované modely vSak maju niekol’ko nedostatkov. Sémantika komunikovanych
vyrazov je zanedbana (vyrazy nie su ukotvené”) — vyznamy st umelé, vopred dané a
rovnaké pre vSetky agenty. V procese komunikécie sa tiez vyuziva telepatia — uciaci sa
dostane od ucitel'a okrem externej vypovede aj ucitelovu vlastnu internti reprezentéciu,

¢o sa pri beznej medzil'udskej komunikacii nedeje.

2.2.2 Samoorganizacia

V modeloch vyvoja jazyka zaloZenych na samoorganizicii je jazyk povazovany za
dynamicky systém, ktory postupne emerguje prostrednictvom lokdlnych interakeii
medzi jednotlivymi pouzivateI'mi jazyka. Jazyk sa vyvinie vd’aka pozitivnej spétnej
vidzbe medzi vyberom jazykového prostriedku a jeho tspeSnostou. Ak ma napriklad
agent pomenovat’ nejaky objekt na scéne, vyberie si taky vyraz zo svojho slovnika,
ktory uz predtym viedol k porozumeniu zo strany posluchaca. Ak posluchac vyraz opiat’
pochopi, vdzba medzi vyrazom a vyznamom sa posilni, ak nie, vdzba slabne. Pocas
interakcii sa tu komunikuji iba vyrazy, vyznamy ma kazdy agent interne ulozené v
podobe tzv. diskriminaéného stromu. V tomto modeli st vyznamy ukotvené, pretoze je
vytvaranie vyznamov priamo previazané s percepciou. Kultirny prenos v tychto
experimentoch je horizontdlny — komunikujii rovnocenné agenty (t.j. nedelia sa na
rodicov a deti).

Aj ku tymto modelom mame isté vyhrady. Komunikuju sa iba objekty aktuadlne
pritomné na scéne — komunikécia je situaéne viazana. Dalsi nedostatok je, Ze agenty si
buduju len reprezentacie zodpovedajice podstatnym alebo pridavnym menam — slovesa

a komplexnejSie kategorie chybaju.

2 Problém ukotvenosti symbolov je popisany v ¢asti venovanej subsymbolovému pristupu alebo v ([4]).
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2.3 Modelovanie sémantiky prirodzeného jazyka

Prirodzeny jazyk sa d4 skumat z dvoch zakladnych pohl'adov, mame na mysli
syntax a sémantiku jazyka. Syntax sa zaobera oznacenim jednotlivych pojmov v jazyku
a do hry vstupuji aj gramatické pravidla. Sémantika sa zameriava na skiimanie
vyznamov pojmov. Tieto dva fenomény st samozrejme uzko prepojené a ovplyviuju sa
navzajom. Pred sémantickym rozborom jazyka treba obvykle previest' syntaktick
analyzu. Plati ale tiez, ze pri syntaktickej analyze zlozitejSich jazykovych konstruktov
sa bez sémantickych znalosti nezaobideme.

Modelovanie syntaxe sa vo vSeobecnosti povazuje za jednoduch$i problém.
Vyznamnou osobnost'ou, ktora sa zaoberala okrem iného syntaxou jazyka, je
psycholingvista Noam Chomsky. V druhej polovici 20. storocia bol jednou z hlavnych
postav novovznikajicej vednej discipliny — kognitivnej vedy. Svojou pracou sa mu
dokonca podarilo prispiet’ aj do oblasti informatiky, pretoze vytvoril hierarchiu
formalnych gramatik, dnes zndmu ako Chomského hierarchia (napr. v [5]). Gramatiky
su v nej usporiadané podla zlozitosti nasledovne (od najjednoduchsej po najzlozitejSiu):
regularne, bezkontextové, kontextové, frazové. Regularne a bezkontextové sa daju
relativne efektivne automaticky spracovat’. Zial’, prirodzeny jazyk obsahuje aj $truktury,
ktoré st za hranicami bezkontextovych gramatik, ¢ize eSte stadle nemame algoritmus,
ktory by dokazal efektivne generovat’ a analyzovat’ vety prirodzeného jazyka.

Modelovanie sémantiky je eSte o poznanie zlozitejSie. Nielenze neméme potrebné
algoritmy, nepozname ani dostatone robustnii formu, v ktorej by sme dokazali
vyznamy zachytit. V d’alSich odstavcoch sa budeme zaoberat’ konkrétnymi pristupmi k

modelovaniu sémantiky prirodzeného jazyka.

2.3.1 Konekcionizmus

Konekcionisticky (nazyvany tieZ subsymbolovy) pristup je inSpirovany l'udskym
mozgom. Zakladnym stavebnym prvkom takéhoto systému je umely neurdn,
pripominajici neuréony v mozgu. Umelé neurdny sa dokdzu poprepdjat’ a vytvorit’ tak
umelt neurénovu siet’ (NS). Umelé NS dokézu vykonavat’ niekol'ko ¢innosti, ktoré su
vyuzitelné pri modelovani sémantiky prirodzeného jazyka. St to najméi

zovseobeciiovanie, abstrakcia priznakov, klasterizacia alebo redundantné uchovavanie
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informacie. Vyhodou umelych NS je tiez, Ze aj v l'udskom mozgu je jazyk zakdédovany
v podobe NS, ¢ize takato reprezentacia je aj kognitivne plauzibilna.

Nevyhodou NS (nielen v oblasti spracovania jazyka) je, ze siet’ funguje ako Cierna
skrinka, nedokdZeme nahliadnut’ do vnutornej reprezentacie. Z €isto funkéného hl'adiska
nam to zas nemusi az tak vadit’, ak NS robi to, k ¢omu bola navrhnuta.

Spomeniem dva konekcionistické modely sémantiky jazyka. Prvym je model, v
ktorom organizmus disponujuci robotickym ramenom reaguje na zrakové a sluchové
(jazykové) vstupy. Druhym je samoorganizujica sa mapa, ktord si dokazala vytvorit
reprezentaciu vyznamov slov.

Cangelosi a Parisi (prehl'ad napr. v [6]) popisuji umely organizmus s robotickym
ramenom, ktory vnima prostredie pomocou zrakovych a sluchovych senzorov. Jeho
kognitivny organ je implementovany neurdénovou sietou, ktord v sebe zahfiia vsetky
aspekty spravania robota (senzomotorické schopnosti, percepciu, kategorizaciu a jazyk).
To umozinuje skumat interakciu medzi jazykom a ostatnymi kognitivnymi a
senzomotorickymi schopnost'ami.

Autori sa snazili naucit’ siet’ diferencovat’ medzi slovesami a podstatnymi menami,
ktoré si zo sémantického pohl'adu asi najvzdialenejSie slovné druhy (slovesa sa tykaji
akcii a procesov, podstatné mena popisuju statické entity). Ak siet’ dokdze rozliSovat
medzi tymito dvoma slovnymi druhmi, mézeme ju skusit’ natrénovat’ aj na rozliSovanie
d’alSich (pridavné mena, atd’.).

Vstupy siete (senzorické receptory) su troch typov — zrakové, sluchové a
proprioceptivne (informacie o polohe ramena). Jazykovy vstup je teda vo zvukovej
forme. Vystupy siete koduju pohyby svalov vedtce k pohybu ramena.

Ak by sme neuvazovali jazykovy modul agenta, tak by sa rozhodol, aku akciu mé
vykonat, len na zaklade vizudlneho vstupu. Ked vsSak priddme jazyk, mdze byt
spravanie ovplyvnené nielen zrakovymi, ale aj sluchovymi senzormi. Potom sa moze
agent pri tom istom vizuadlnom vstupe spravat odliSne na zéklade iné¢ho verbalneho
podnetu (napr. vo forme pocutého prikazu).

V experimentoch sa podarilo rozlisit’ slovesd od podstatnych viet. Bola najdena
kovariancia medzi slovesami a akciami (vystupné aktivacie), priCom tie boli relativne
nezavislé od vizualnych vstupov. Naopak, pri podstatnych menach sa siet’ zameriava

(najmi) na vizualne vstupy.
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Druhy konekcionisticky model zachytenia sémantiky jazyka, ktorému sa chcem
venovat, je implementovany pomocou samoorganizujucej sa mapy (SOM). Autorom
modelu SOM je Teuvo Kohonen®’. Ako uz nazov napoveda, pdjde v tomto pripade o
samoorganizaciu (tj. ucenie bez ucitela). SOM sa vyuziva na zobrazenie
mnohorozmerného priestoru do 2D (pripadne 3D), dokazeme teda ovela lahSie vizualne
vnimat’ zavislosti medzi objektami. Dobrou vlastnostou SOM je, Ze objekty blizke v
povodnom priestore st si blizke aj vo vyslednom zobrazeni — podobnosti medzi
objektami teda ostavajii zachované. Uvediem dva experimenty, v ktorych sa siet’ naucila
vyznamy slov (podla [7]).

V prvom experimente dostavala siet’ na vstupe vektory reprezentujuce zvierata.
Kazd4 zlozka vektora znamenala nejakt vlastnost’ zvierata — vel'kost’, popis tela (pocet
noh, srst’, kridla, atd’.), obl'ibena ¢innost’ (plavanie, behanie, atd’.). Dokopy kazd¢ zviera
reprezentovalo 13 atributov. Sieti sa pocCas ucenia prezentovali jednotlivé druhy a
nakoniec dokazala zvierata rozmiestnit’ v dvojrozmernom priestore, pricom zvierata s
podobnymi charakteristikami boli umiestnené blizko seba. Inak povedané, siet si
vytvorila vnutornu reprezentaciu zvierat podla vstupnych atributov.

Druhy experiment pracoval s jednoduchymi trojslovnymi vetami (napr. ,,Robo
pomaly bezi.”“). Siet sa mala naucit reprezentovat vyznam slova na zaklade
dvojslovného kontextu. Opédt’ sa jej podarilo rozumne usporiadat’ slovd na
dvojrozmernej mriezke. Oddelila slovné druhy a aj vramci nich zoskupila sémanticky

blizke slova.

2.3.2 Symbolovy pristup

Protipolom ku konekcionizmu je symbolovy pristup, ktory je zaloZeny na priamej
manipulacii so symbolmi. Systém nie je ako Cierna skrinka, ktorej funkcnost’ sa da
analyzovat’ len podla zvonku pozorovaného spravania. Dodlezitd je vlastnost’
kompozicionality — zlozitejSie Struktury sa daji komponovat’ z jednoduchsich a tvorca
modze do vnutornej reprezentdcie nahliadnut’ a porozumiet’ jej. Takato reprezentacia je
samozrejme Zeland, prindSa vSak so sebou nové uskalia. NajvacSim z nich je asi
problém ukotvenosti symbolov (symbol grounding problem). Symboly vo svojej

podstate nenest ziaden vyznam — pracujeme s nimi iba ako s tokenmi pomocou

3 Preto je siet’ niekedy oznacovana aj ako Kohonenova siet’, resp. mapa.
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syntaktickych pravidiel. Ked’ ale symboly maju poslizit' na reprezenticiu vyznamov,
vznika problém, ako tie vyznamy ukotvit’ v realite. RieSenie, ktoré navrhuje Harnad v
[4], je ukotvenie symbolovej reprezenticie pomocou nesymbolovej reprezentécie.
Reprezentacia by teda mala byt’ viacvrstvova. Spodné dve vrstvy by boli nesymbolové,
tvoriac obrazovi (iconic) a Kkategoricku (categorical) reprezentaciu. Obrazova
reprezentacia je iba projekcia objektov a dejov zachytenych senzormi, kategorickd
zahfia kategorie vytvorené detekciou priznakov. AZ nad nimi sa nachadza vrstva
symbolovej reprezentdcie, ktord operuje so symbolmi, tie s uz ale ukotvené v
nesymbolovej podvrstve. Dobra sémantickd reprezentacia by mala byt modularna, a
okrem symbolovej by mala obsahovat’ aj nejaka nesymbolovi (napr. konekcionisticki)
vrstvu.

V d’alSej Casti sa zameriam na dva konkrétne pristupy, konceptualny priestor Petra
Ginderforsa a sémantiku rozliSovacich kritérii Jana Sefranka®.

Kognitivna sémantika Petra Génderforsa ([8]) je zalozend na konceptualnom
priestore. Koncepty (pojmy) st reprezentované v mnohorozmernom prietore, priCom
kazd4 dimenzia zodpoveda nejakej vlastnosti konceptu. Individué predstavuji body v
konceptualnom priestore, triedy objektov s mnoziny bodov. Prirodzeny pojem je
I'ubovolna konvexna oblast’ v konceptuadlnom priestore. Pojmy blizke v konceptualnom
priestore zodpovedaju podobnym pojmom aj v skutocnosti. Vieme tu reprezentovat
prototypy, CiZze najlepSich reprezentantov kategérii. Intuitivne, prototypy ziskame
spriemernenim hodndt vSetkych vlastnosti vSetkych ¢lenov kategorie.

Nedostatky Ganderforsovej sémantiky st zhrnuté v [1]:

e chyba presné kritérium prirodzenych pojmov (nie kazdy konvexny
podpriestor konceptualneho priestoru je prirodzeny pojem)

e konstrukcia konceptudlneho priestoru reprezentujiceho redlny svet sa zda
byt nemozna

e mnohé dimenzie maji kvalitativny a nie kvantitativny charakter (t'azko

definovat’ metriku a podobnost’)

4 Hoci tieto modely uvadzam v Casti venovanej symbolizmu, oba sa daju zaradit’ skor na pomedzie
symbolového a nesymbolového pristupu. Sam Génderfors nazyva svoj pristup konceptualnym. Ako
neskor uvidime, aj naa implementacia Sefrankovho modelu zahfia kategoricki aj symbolovii vrstvu,

ako ich navrhol Harnad v [4].
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e nemad vhodné prostriedky na reprezentaciu slovies (teda ani viet)

Pre moju pracu je dodlezita prave poslednd vyhrada, ked’ze sa zaoberam kauzalitou
a planovanim, ktoré uzko suvisia so sémantikou slovies. Géinderforsov konceptualny
priestor teda zrejme nie je vhodny model, s ktorym by som mohol pracovat’.

Jan Sefranek v uz spominanom ¢lanku [1] zaklada vyznamy na abstrakcii
schopnosti rozliSovat. Zavadza pojem rozliSovacieho kritéria. Vyznam jazykového
vyrazu charakterizuje ako kritérium, ktoré dovol'uje rozlisit, ¢i nejaky objekt zodpoveda
tomuto jazykovému vyrazu, pripadne ¢i bol vyraz adekvatne pouzity v nejakej situacii.
Formalne si mozeme rozliSovacie kritérium predstavit' ako funkciu, ktord objektu
priradi hodnotu zodpovedajicu jeho prislusnosti do danej kategorie. Konkrétnu

implementéaciu modelu aj rozne typy kritérii uvadzame v d’alSich ¢astiach préce.

2.4 Planovanie

Jadro prace sa zaobera pldnovanim, preto na tomto mieste uvedieme planovacie
techniky, ktoré neskdr vyuzijeme. Pldnovaci mechanizmus zalezi do velkej miery od
externych a internych faktorov modelu sveta. Za externé faktory povazujeme vlastnosti
prostredia, v ktorom sa agent pohybuje. Interné¢ faktory st dané znalostami a
schopnostami agenta. Okrem toho pri planovani urcité vlastnosti sveta ignorujeme, aby
sme nd§ model zjednodusili (napr. pracujeme s diskrétnym casom, zanedbavame dobu
vykonania akcii, atd’.).

Prostredie v nasom modeli je dynamické — objekty mdézu vznikat' a zanikat,
pripadne menit’ niektoré svoje vlastnosti (napr. poziciu). Zmena moze byt sposobena
prostredim samotnym alebo ako ddésledok agentovej akcie. Agent teda nie je schopny v
kazdom okamihu poznat’ presny stav prostredia, a uz vobec nedokdze s urcitostou
povedat, ako bude prostredie vyzerat' v buducnosti. Musi si teda vytvorit’ vnatorni
reprezentaciu, ktord by ¢o najpresnejSie zodpovedala skutocnosti. V d’alSom texte sa
zameriame na existujice pristupy k plénovaniu vhodné pre na§ model, najskor ale

nacrtneme planovanie vo vSeobecnosti.

2.4.1 VSeobecne o planovani

V [9] je problém planovania prirovnany k hPadaniu jazyka, ktory spiiia nasledovné
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dve podmienky:
e jazyk je dostatoCne expresivny pre problémy, ktoré chceme riesit’
e jazyk este stale ponuka dostato¢ne efektivny algoritmus

V prvej podmienke pozadujeme istu expresivitu jazyka (Co zaroven predpoklada
isty stupen jeho zlozitosti). Druha podmienka ma zarudit, aby zvoleny jazyk bol stéle
dostatocne jednoduchy na implementidciu vykonného planovaca. Pri pokuse o
vytvorenie fungujuceho planovaca by sme teda nemali vziat’ l'ubovolny reprezentacny
jazyk a snazit’ sa vytvorit’ planova¢ inferujiici nad tymto jazykom, ale reprezentaciu
vhodne prisposobit’, aby vyhovovala nasim poziadavkam.

Pri voI'be vhodného jazyka uvazujeme Styri zékladné reprezentaéné zlozky:

e reprezentécia akcii

e reprezentdcia stavov
e reprezentdcia cielov
e reprezentacia planov

V skratke uvediem implementaciu tychto Styroch elementov v jazyku STRIPS®,
ktory bol pouzity v rovhomennom priekopnickom planovacom programe. Stavy aj ciele
su v nom reprezentované ako konjunkcia literalov (predikaty aplikované na konstanty,
ktoré mozu, ale nemusia, byt’ negovane).

Akcie sa v STRIPS-e nazyvaji operatory a maju tri komponenty:

e popis akcie (action description)
e predpoklad (precondition)
e dosledok (effect)

Popis akcie je jednoducho meno (alebo iny identifikator) akcie spolu s jej
parametrami. Predpoklad v STRIPS-e tvori konjunkcia pozitivnych literdlov. Pred
(pripadnym) pouzitim operatora musia byt jeho predpoklady splnené. Ddésledok je
konjunkcia literdlov (pozitivnych alebo negativnych) popisujica zmenent situaciu po
aplikacii operatora. Tento trojzlozkovy pristup k reprezentécii akcii je pouzity snad’ vo
vsetkych planovadoch a my sa ho budeme tiez pridrziavat’ (reprezentdcia samotnych

zloziek bude samozrejme odli$na).

5 Z angl. STanford Research Institute Problem Solver. Program sa sice nazyva rieSi¢ problémov
(problem solver) a nie planovac, v ¢ase vzniku programu (1970) sa vSak medzi rieSenim problémov a

planovanim nerozliSovalo.
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V STRIPS-e je pouzity planova¢ s Ciastonym usporiadanim (partial order
planner). To znamend, ze kroky, z ktorych plan pozostiva, modzu, ale nemusia, byt
usporiadané. V pripade, Ze st kroky usporiadané, musi ich agent vykonat’ v presne
definovanom poradi. Ak nie su usporiadané, poradie vykonavania je l'ubovolné. To
umoznuje vytvarat istym sposobom univerzalne plany, vyzaduje si to ale dodato¢né
Struktary v rdmci planovaca. Alternativa je planovac¢ s Uplnym usporiadanim (total
order planner), kde vysledny plén tvori presnd postupnost’ krokov. Podrobnejsi popis
programu STRIPS spolu s prikladmi najde citatel’ v [9], v kapitole o planovani.

Mnoho planovacov (o.i. STRIPS) pozaduje, aby boli poznatky agenta o svete
korektné. Spoliehaju sa na bezchybné senzory, ktoré¢ im poskytni vzdy spravnu
informaciu o stave prostredia a moznych doésledkoch akcii. Takato presnost’
reprezentacie je vSak prili§ obmedzujlica podmienka, preto uvedieme model, ktory

takuto restrikciu nepredpoklada.

2.4.2 BDI architektura agenta

BDI agenty st Specidlnym typom raciondlnych agentov, ktoré su vhodné do
dynamického prostredia. Agenty koexistuji v prostredi a musia reagovat’ na zmeny v
realnom Case. V [10] st zhrnuté zékladné charakteristiky takéhoto prostredia:

1. V kazdom okamihu existuje vel'a spdsobov, ako sa moze prostredie vyvijat
(formélne, prostredie je nedeterministické).

2. V kazdom okamihu existuje vela akcii, ktoré moze agent vykonat'.

3. V kazdom okamihu méze mat’ agent vela ciel'ov, ktoré sa snazi naplnit’.

4. Akcie, pomocou ktorych dokdzeme (najlepsie) naplnit’ ciele, si zavislé od
stavu prostredia a nezavislé od vnitorného stavu agenta.

5. Agent mdze vnimat’ prostredie iba lokalne (vnima iba Cast’ prostredia v
urcitom cCase).

6. Cas vypoétu a vykonania akcie by mal zodpovedat rychlosti zmien
prostredia.

Agenty musia byt’ schopné reprezentovat’ neurciti a nejasnu informaciu, planovat’
vyuzijuc tieto poznatky a pocas vykondvania planu reagovat’ na pripadné zmeny
(refaktorovat’, menit’ plan). Takéto spravanie im umoziuje trojica mentalnych postojov

— Beliefs, Desires, Intentions (BDI). Tieto tri zlozky predstavuju informacény, motivacny
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a deliberativny stav agenta.
BDI model praktického uvazovania u l'udi navrhol Michael Bratman, svoje

uplatnenie vSak naSiel aj v oblasti umelych (softvérovych) agentov.

Presvedcenia

PresvedCenia (beliefs®) pouziva agent na reprezentaciu sucasného stavu prostredia,
ako aj na modelovanie dosledkov vykonania akcii — st informacnou zlozkou agenta.
Presvedc¢enia sa daju dat’ do kontrastu s konceptom znalosti, zndmym z klasickej logiky.
Znalosti su vzdy pravdivé, platia v danom prostredi a case. Naopak, presvedcenia
predstavuju nieco, comu agent veri, ¢o povazuje v danom momente za pravdivé. Tento
pristup je lepsi na reprezentaciu prostredia, o ktorom nema agent dostatok (pravdivych)
informadcii.

Okrem statickych informacii obsahuje mnozina presvedceni uz spomenuté
(pravdepodobné) dosledky vykonania akcii. Tie vie agent vyuZit' na inferenciu, ¢o mu

umoznuje okrem sucasnosti modelovat’ aj mozné buduce stavy sveta.

Zelania

Motivaény stav agenta predstavuji Zelania (desires’). Su to v podstate ciele, ktoré
sa snazi naplnit. Treba vSak opdt rozliSit medzi klasicky ponimanymi cielmi a
zelaniami. Aktudlnych zelani, narozdiel od cielov, m6ze mat agent viac a mozu byt
navzajom nekompatibilné. S kazdym Zelanim je spojena priorita alebo uzitok, ktory
jeho splnenie prinesie.

Pokial’ ma agent nejaké Zelanie, neznamena to eSte, Ze prave vykondva akcie na
jeho uspokojenie. Na prepojenie zelani a aktualne vykonavanych akcii sluzia zamery

(ktorych sémantika sa uz viac podoba klasickej sémantike cielov).

Zamery

Zamery (intentions®) popisuju deliberativny stav agenta. Je to sekvencia akcii

6 Anglicky vyraz belief znamena presvedcenie, viera alebo domnienka — v danom kontexte sa
presvedcenie javi byt’ najlepsi preklad.

7 Desire tiez vieme prelozit’ viacerymi spdsobmi — Zelanie, tuzba, prianie — budeme pouzivat slovo
zelanie.

8 Intention sa preklada ako zamer, ucel, pripadne intencia — zamer bude asi najvhodnejsi preklad na
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vybrand na vykondvanie. Na zamer sa da pozerat' aj ako na aktualne zelanie spolu s
planom na jeho dosiahnutie. Aktualnych zdmerov (podobne ako Zelani) mdze byt viac,
v mnozine zdmerov musime definovat’ asponi ¢iasto¢né usporiadanie, pretoze niektoré

zamery musia byt realizované pred inymi.

2.4.3 General Problem Solver

Podobne ako BDI architektura, aj General Problem Solver (GPS) bol inSpirovany
I'udskym myslenim. Tento ambiciézny systém navrhli v roku 1959 A. Newell, J. C.
Shaw a H. A. Simon. Mal sliZit' na simulovanie I'udského konania pri hl'adani rieSeni
Sirokej Skaly problémov ([11]). Ambicidznost projektu je skrytd prave v jeho
predpokladanej univerzalnosti, ktoru autori vyjadrili aj priamo v nazve (G — general).
Dnes uz je zrejmé, ze Slo o prehnany optimizmus, systém sa vSak stale da pouzit’ v
niektorych oblastiach rieSenia problémov a planovania.

Praca GPS je zalozend na analyze prostriedkov a cielov. Ked’ sa pokuSame
dosiahnut’ cielovy stav problému, najprv ur¢ime rozdiel (diferenciu) medzi suCasnym a
pozadovanym stavom. V pripade, Ze diferencia neexistuje, uz sme v cielovom stave. Ak
diferencia existuje, hl’'addme operator (alebo iny prostriedok) na jej redukciu. Ak sa
najdeny operator neda pouzit’ na aktudlny stav, vznikne podproblém dostat’ sa do stavu,
v ktorom sa operator da aplikovat. Ked operdtor pouzijeme, stav, do ktorého sa
dostaneme, eSte nemusi byt koncovy. Z toho vyplynie d’alsi podproblém, dostat’ sa do
koncového stavu. Technika analyzy prostriedkov a cielov sa pouzije rekurzivne na
vzniknuté podproblémy. Ak su diferencie a operatory na ich redukciu definované
spravne, malo by byt rieSenie podproblémov jednoduchSie ako rieSenie povodného
problému.

Systém GPS pripomina klasicku paradigmu zndmu z navrhu algoritmov, rozdel'uj a
panuj (lat. divide et impera), ktorej hlavnad myslienka je rozdelit’ vel'ky problém na
mensie podproblémy. Postupujeme rekurzivne, az kym problém nevieme priamo
vyriesit’ (v naSom pripade aplikovanim akcie).

NajdolezitejSie pojmy pri Specifikacii GPS su diferencie a operatory. Diferenciu
mozeme chapat’ intuitivne ako rozdiel medzi dvoma stavmi. Jej presna definicia zalezi

od pouzittho reprezentatného jazyka. Operator napadne pripomina akcie

nase ucely ;-)
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reprezentované v jazyku STRIPS. Obsahuje nasledovné tri komponenty:
e transformacnd funkcia
e podmienky aplikovatelnosti
e zoznam diferencii

Transformacna funkcia (analdgia popisu akcie v STRIPS-e) urcuje prechod zo
stavu do stavu. Podmienky aplikovatel'nosti (predpoklad v STRIPS-¢) definuja, v akom
stave je mozné operator aplikovat’ (napr. operator mozno aplikovat’ vtedy, ak aktudlny
stav patri do definicného obora operatora). Zoznam diferencii (dosledok v STRIPS-e)
obsahuje diferencie, ktoré dany operator redukuje.

Systém GPS sa povazuje za priklad kvalitativne] heuristiky. V povodnej verzii
uzivatel' ur€uje, ktoré¢ stavy povazuje za rozdielne, ktory operdtor sa da pouzit' na
redukciu ktorej diferencie a tiez poradie dolezitosti diferencii’ (poradie moze zavisiet
od obtiaznosti alebo prinosu odstranenia danej diferencie). Tieto informacie maju

nekvantitativny charakter, preto hovorime o kvalitativnej heuristike.

9 'V naSom modeli si agent sam nazbiera spominané informacie a nasledne postupuje heuristicky pri

planovani.
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3 Pouzité multi-agentové prostredie

V tejto kapitole popiSem prostredie, ktoré vytvoril moj Skolitel’ Martin Takac ([2]) a
ktor¢ ja d’alej rozsirujem. Najskor sa venujem popisu prostredia, v druhej Casti uvediem
spOsoby reprezenticie prostredia agentami. Zameriam sa hlavne na tie aspekty

prostredia, ktoré su podstatné pre moju pracu.

3.1 Multi-agentové prostredie

V prehl'adovej Casti som uviedol hlavné vlastnosti multi-agentového prostredia, tu
sa zameriam na nasu konkrétnu implementaciu. Kazda implementécia multi-agentového
prostredia predpoklada isté zjednodusSenia, abstrahujuc tak od zloZitosti redlneho sveta,
ktoré nie st pre model podstatné. V nasom modeli neuvazujeme zlozité vizuédlne
vnimanie prostredia, ¢as bezi diskrétne a akcie su vykonatelné v jednom cCasovom
kroku. Priblizim, ¢o tieto zjednoduSenia znamenaju.

Agenty sa pohybuji po dvojrozmernej mriezke. Abstrahuje sa od vizualneho
vnimania scény — predmety vnimaji v podobe rdmcov. Rdmec je zoznam ¢tt vnimaného
objektu. Kazda c¢rta je identifikovateI'nd menom, ku ktorému je priradena jej hodnota.
Prikladom ¢&rty je velkost, pozicia, farba, atd’. Aj kazdému agentu je priradeny ramec
obsahujuci jeho vlastnosti. Okrem vlastnosti typickych pre vSetky objekty moze mat
agent aj abstraktnejSie charakteristiky, napr. sila, vel’kost” hladu, atd’.

Dal§im zjednodusenim je, Ze &as sa meni v diskrétnych krokoch. V kazdom
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Casovom kroku sa zmenia niektoré vlastnosti (napr. velkost, pozicia) vybranych
objektov a kazdy agent vykona svoju Cinnost’.

Vykonévanie akcii je tiez zjednodusSené. Kazda akcia je vykonatelnd v jednom
kroku bez ohl'adu na jej komplikovanost. Agent teda pri planovani nemusi brat do
uvahy Casovu zlozitost’ akcie.

Uz som uviedol, ze agent v kazdom kroku vykona svoju ¢innost. Pouzivame
klasicky sense/select/act cyklus agenta. V prvej fdze vnima prostredie, v druhej vybera
najlepsiu akciu na vykonanie a v tretej akciu vykona. Vykonanie akcie moze byt bud’
automatické — prostredie hned’ akciu vykona zohl'adnujic schopnosti agenta a vlastnosti
prostredia. Druhd moznost’ je zapisanie akcie na tabul'u (blackboard) a vykonanie akcie
aZ po zozbierani a vyhodnoteni navrhovanych akcii od ostatnych agentov — tento pristup
slizi na rieSenie moznych konfliktov. V pripade, Ze simulujeme prostredie s jedinym

agentom, ten moze akciu bez otalania vykonat’.

3.2 Urovne popisu prostredia agentom

Prostredie sa d4a popisat mnohymi spdsobmi — v nasom modeli existuju Styri
urovne reprezentacie. Jednak je to Cisto percepcnd tiroven popisu, ktord. je zavisla od
senzorického aparatu agenta. Dalej si kazdy agent vytvara svoju vlastnd vndtorna
reprezentaciu sveta. KedZe simulujeme aj komunikdciu medzi agentami, méame
jazykovu Uroven — je to externe pristupnd reprezentdcia prostredia, agent ju priamo
poskytuje ostatnym, ak chce popisat’ scénu. Nakoniec existuje pragmaticka uroven,

ktorej hlavnymi prvkami st plany a ciele agenta.

3.2.1 Percepcna uroven

Tato uwroven tvori rozhranie medzi vonkajSim prostredim a vnltornou
reprezentaciou prostredia agentom. V naSom modeli agent na tejto urovni operuje s
rdmcami, ktoré sluZia na popis jednotlivych objektov a agentov (viac o ramcoch je v
kapitole venovanej popisu prostredia). Ramce predstavuji vstupy pre d’alSiu Groven
reprezentacie. Dala by sa pridat’ eSte jedna Groven, ktora by prevadzala vizudlny vnem
na ramce, od toho, ako som uz spominal, v naSom modeli abstrahujeme.

Treba upozornit, Zze ramec eSte nie je reprezentacia. V pripade, ze dva agenty
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pozoruju tu istd scénu, vnimané ramce budu rovnaké, vnutorna reprezenticia bude

(vel'mi pravdepodobne) odlisna.

3.2.2 Reprezentaéna uroven

KaZzdy agent si scénu interne reprezentuje. Vytvara si kategorie pre statické objekty
aj dynamické deje v prostredi. Pre kazdy koncept ma agent zodpovedajuce rozliSovacie
kritérium (RK), ktoré predstavuje vyznam dané¢ho konceptu. RK je implementované
ako funkcia, ktord priradi percepénému vstupu hodnotu, ktord znamend mieru alebo
pravdepodobnost’, s akou je konkrétny vstup inStanciou konceptu. Existuje viac typov
RK, jednak su to elementarne kritéria (objektov, vlastnosti, vztahov, zmien), a potom
zlozitejSie kritéria, operujiice nad elementdrnymi (RK situdcii, udalosti, akcii — tieto
navrhnem v mojej préci).

Kritéria objektov a vlastnosti st z implementa¢ného hl'adiska totozné. Operuju
nad individudlnymi rdmcami. Uvediem zopar prikladov:

e JankoHrasko(f) — individuum
e ovocie(f), Student(f) — trieda objektov
e Zenaty(f), velky(f) — vlastnost’

V strucnosti uvediem jeden zo sposobov, ako mdze agent postupovat’ pri uceni
tychto kritérii (podrobnosti najde Citatel' v [2]). V pripade, Ze agent nemd pre prave
spracovavany ramec ziadne kritérium (t.j. ziadne kritérium nevracia dostatocne vysoku
hodnotu), vytvori si nové s tymto ramcom ako prvym prikladom. Naopak, ak je nejaké
kritérium aktivne, aktualizuje ho tymto rdmcom. Aktivnych moze byt naraz viac
kritérii, agent moZe teda aktualizovat’ viac kategorii sucasne.

Kritéria vztahov (relacii) popisuju vztahy dvoch objektov, ¢ize pracuju s dvoma
ramcami. Prikladom moéze byt vdcsi(f,f:) alebo blizko(f,f>). Niektoré vztahy st
kvantitativne, popisujuce velkost’ podobnosti (napr. blizko(f,f>) vracia vacsiu hodnotu
pre blizSie ako pre vzdialenejSie objekty). Iné relacie su definované na kvalitativnej
baze. Prikladom je spominané vdcsi(f,f>), ktoré vracia 1 (pravda) ak vztah plati, inak
vracia 0 (nepravda).

Poslednym typom elementarnych kritérii st kritéria zmien. Podobne ako kritéria
objektov, aj kritérid zmien operuju nad jedinym ramcom. Beru vSak do uvahy

predchadzajicu a aktualnu hodnotu rdmca a reprezentuju vztah medzi tymito
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hodnotami. Vztah moéze byt rovnako ako pri RK vztahov kvantitativny alebo
kvalitativny. Prikladom moéze byt nardstol(f) alebo zostal(f). RK zmien su v modeli
nevyhnutné pre zachytenie dynamiky prostredia. Ucenie RK vztahov a zmien je tiez

popisané v ¢lanku [2].

3.2.3 Jazykova uroven

Kazdy agent ma v sebe zabudovany jazykovy modul, ktory slizi na asociovanie
naucenych vyznamov a slov. Slova pouziva pri komunikécii s inymi agentami. V
kazdom kole komunikacie vystupuju dva agenty — poslucha¢ a hovorca. Hovorca povie
slovo a neverbalnymi technikami oznaci referovany objekt na scéne (napr. na neho
ukaze). Poslucha¢ sa snazi vo svojom reprezentacnom module ndjst’ vyznam pocutého
slova. Ako vidiet, v naSom modeli pri komunikacii nepredpokladame telepatiu,
neprenasaju sa slova spolu s vyznamami — vyznamy ma kazdy agent uloZené interne. V
nasledujucom kole sa vybert d’alSie dva agenty ako poslucha¢ a hovorca, a jazykova hra

sa opakuje.

3.2.4 Pragmaticka uroven

Na tejto rovni agent planuje a dosahuje ciele v prostredi. VyuZiva svoje poznatky
(presnejsie presvedcenia) o kauzalnych vztahoch platnych v prostredi. Vytvara si
asociacie medzi r6znymi kategériami — akcie spdja s predpokladmi (vo forme RK
objektov a vzt'ahov) a dosledkami (RK zmien). Nadobudnuté presvedcenia vyuziva na
prechod z aktudlnej do Zelanej situdcie. Pragmatickej Grovni sa podrobne venujem v

mojej praci.
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4 Reprezentacia kauzality

Vnimanie zmien je pre agenta pohybujuceho sa v dynamickom prostredi
esencidlne. Samotné zachytenie zmeny vSak nie je postacujice, dolezité je tiez
pochopenie, ¢o dani zmenu spdsobilo. So zmenou by mal mat’ agent asociovanu akciu,
ktora tito zmenu vykonala, ako aj situdciu, ktora plati pred vykonanim akcie
(predpoklady akcie). V dalSich podkapitolach blizSie popiSem Struktary, ktoré

zabezpecia reprezentaciu kauzality.

4.1 Akcie

Agent pohybujuci sa v naSom dynamickom prostredi je schopny vykonavat’ akcie.
Aby bol schopny vybrat’ z repertodra akcii ti spravnu a priblizit’ sa tak k pozadovanému
cielu, musi si pamdtat’ dosledky akcii, ktoré uz niekedy v minulosti vykonal. Tieto
kauzalne znalosti (presnejsie presvedcenia) si uchovava podla nasledovnej schémy:

( predpoklady , akcia — dosledky )

Predpoklady a dosledky st externé faktory, zavisiace od nastavenia prostredia.
Agent moze dosledky ovplyviiovat’ zvolenim vhodnej akcie, kone¢ny efekt ale nakoniec
aj tak zalezi od mechanizmu, ktorym akcie spractiva prostredie (agent napriklad moze
chciet’ zdvihnut' nejaky objekt, prostredie ale pred samotnym vykonanim akcie
skontroluje, ¢i je agent na zdvihnutie daného objektu dostatocne silny).

V naSom modeli je tato ternarna asocidcia uchovavana v podobe rozliSovacieho
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kritéria akcii. RK akcii je zloZzené z jednoduchsich kritérii. Aby sme sa vyhli priliSnym
komplikacidm, uvazujeme iba jednoduchy model kauzality — vykonanie kazdej akcie sa
vzt'ahuje iba na jeden objekt zo scény. Neskor spomenieme aj mozné zovSeobecnenie
pre l'ubovolny pocet objektov.

Kedze kazda akcia ovplyviiuje len jeden objekt, predpoklady su vyjadrené vo
forme elementarneho RK objektu. Agent méze vykonat” akciu na inom objekte aktudlne
pritomnom na scéne (napr. zdvihni(X, vyska) — zdvihnutie objektu X do poZadovanej
vysky), pripadne sdm na sebe (napr. presuii(posX, posY) — spdsobi presun na dané
pozicie). Kazdy agent je implementovany ako objekt v prostredi, aj akcia presun teda
operuje s prave jednym objektom. V pripade, Zze akcia neobsahuje ziadny objekt ako
argument, implicitne sa predpoklada, Ze agent vykona akciu sam na sebe.

Akcia v sebe zahffia svoj nazov a parametre, a je reprezentovana rozliSovacim
kritériom popisu akcie. Toto nové RK je takmer totozné s existujicim RK objektu,
obsahuje ale navySe nazov akcie. Parametre su akcii predavané ako ramce,
kategorizacia parametrov funguje rovnako ako pri elementarnom RK objektu ([2]). Ak
chceme zistit’, ¢i konkrétna akcia vyhovuje danému RK akcie, porovname najprv typy
akcii. Ak sa nezhoduju, navratovd hodnota celého kritéria je 0. Ak sa zhoduju,
porovnavame parametre akcie s hodnotami ulozenymi v RK, presne v sulade s
algoritmom pre RK objektov.

Dosledky akcie st reprezentované elementarnym RK zmeny. Toto kritérium
popisuje, ako sa objekt zmenil v désledku vykonania akcie. RK zmien st najddlezetejsie
pre vyber spravnej akcie pocas planovania. Spolu s RK objektov a popisov akcii sa ich

agent uci nizSie popisanym sposobom.

4.1.1 Ucenie akcii

Na ucenie RK akcii pouzivame tzv. asociaény algoritmus, ktory navrhol Martin
Takac v [12]. Sluzi na vytvaranie ternarnych asociacii medzi objektami, zmenami a
samotnymi akciami (typ akcie a parametre). Vzniknuté RK akcii st hlavnou zlozkou pre
chapanie kauzality agentom.

V algoritme sa buduju vSetky reprezentacie vo vzt'ahu k akciam, sluzi teda nielen
na naucenie RK akcii, ale aj na nastavenie elementarnych kritérii. Dalo by sa

postupovat’ aj odliSne, dvojfazovo: agent by zvlast kategorizoval objekty a zmeny, a
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nasledne by si vytvaral kritéria akcii, vyuzijuc uz existujice elementrane kritéria.
Prepojenie ucenia akcii a ostatnych kritérii do jedného celku ale zdéraznuje dolezitost’
vykondvania akcii v Zivote agenta.

Prejdime k bliz§iemu popisu asocia¢ného algoritmu. V pripade, Ze agent vykonal v
predchadzajicom ¢asovom kroku nejaku akciu, snazi sa odhalit’ zmeny, ktoré tato akcia
sposobila. Ked’ze v naSom zjednodusenom modeli kazda akcia ovplyviiuje prave jeden
objekt, postupuje pre kazdy zmeneny objekt zvlast. Najprv si njde, ako objekt vyzeral
v predchadzajucom case, ¢o je vlastne predpoklad akcie. Potom si vypocita zmenu
medzi suasnym a predchadzajiicim stavom objektu. Z mnoziny vsetkych RK akcii
vyberie tu, ktora najviac zodpoveda ostatnej akcii, predpokladom a zmene.

V pripade, ze nie je najdené ziadne RK akcie, vytvori sa nové, priCom sa snazime
vyuzit’ uz existujliice elementarne kritéria. Hl'adaju sa teda najlepSie elementarne kritéria
zodpovedajuce objektom (predpokladom), akcidm a zmenam (dosledkom). Aktivita
vybranych kritérii musi byt ale nadprahova, aby vzniknuté asociacie neboli prili§
vSeobecné. Ak nie je ndjdené dostatone dobré elementarne kritérium, vytvori sa nové —
tu je vidiet’ spominané prepojenie ucenia akcii a jednoduchsich kategorii.

Predpokladajme teraz, ze bolo najdené aktivne RK akcie. Najskor zistujeme, ¢i
aktuadlna zmena zodpoveda predpokladanej (t.j. ¢i RK zmeny vracia nadprahovi
hodnotu). Ak é&no, prenastavime vSetky vnorené kritéria s pouzitim aktudlnych
pozorovani, ¢im vlastne prispdsobujeme aj celé RK akcie momentéalne vnimanej realite.
Ak zmena nezodpoveda kritériu, vypocitame podobnosti objektu (ku kritériu objektu) a
popisu akcie (ku kritériu popisu akcie), aby sme vedeli, ktoré elementarne kritérium
treba zmenit’, aby kritérium akcie spravne reprezentovalo kauzalitu. Ak zistime, Ze
predpoklady akcie su relativne spravne, tak vytvorime nové kritérium popisu akcie a
pomocou neho vytvorime aj nové RK akcie. Naopak, ak je spravny popis akcie, ale
nespravne predpoklady, musime vytvorit nové RK objektu a to pouzit v novom RK
akcie.

Ako vidime, asociacny algoritmus je pomerne zlozity a na viacerych miestach v
nom pouzivame prahové hodnoty, ktoré sluzia na zistenie, ¢i vnimany pripad spada do
danej kategorie. Tieto hodnoty su vacSinou dynamické, menia sa poCas Zivota agenta.
Obycajne sa postupom ¢asu zvySuji aZ po vopred stanovenll prahovi hodnotu, aby

agent spociatku medzi jednotlivymi pripadmi prili§ nerozliSoval a snazil sa tak najst
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spolo¢né, vSeobecné Crty. Az neskor, ked’ sa prahové hodnoty zvysuju, sa agent
orientuje na Specifické ¢rty vnemov. Je vhodné vytvorit’ si najprv vSeobecné pojmy, aby
reprezentacia neobsahovala prili§ vela Specifickych konceptov, ktoré by boli v ranej
faze vyvoja agenta aj tak zbytocné. Az neskor, ked’ uz agent disponuje vSeobecnymi
pojmami, sa mdze zamerat’ na presnejSie rozliSovanie.

Velkym problémom pre chapanie kauzality je ndjdenie skuto¢ného podvodcu
pozorovanej zmeny v prostredi. V naSom modeli agent pri kategorizacii predpoklada, ze
sposobuje vSetky zmeny na scéne, snazi sa teda asociovat’ vykonanu akciu s kazdou
zmenou'’. Tento pristup je vhodny, ak sa agent osamote pohybuje v prostredi a to sa
meni len nasledkom jeho konania. AvSak v pripade, ak je prostredie prili§ dynamické,
musi agent nejakym spdsobom rozpoznat’, ktoré zmeny spdsobil on a ktoré iné agenty.
To sa da Ciasto¢ne dosiahnut napriklad tym, Ze bude kategorizovat len zmeny vo

svojom bezprostrednom okoli.

4.1.2 Zluéovanie kategorii

Kazda kategoria je v dobe vytvorenia nezavisla od ostatnych, postupom casu sa ale
modze stat, ze sa niektoré kategorie stanu priliS podobné, t.j. ze vyjadruju tie isté
koncepty. Je vhodné, aby takéto kategorie boli zluc¢ené do jednej. Okrem elementarnych
kritérii sa takto daju zluCovat’ aj celé RK akcii. Prebieha to tak, ze ak existuji RK akcii
s rovnakymi predpokladmi a popismi akcie, prislichajiice dosledky (RK zmien) sa

zlucia a zIucia sa aj samotné kritérid akcii. Zlu¢ovanie kategorii je tiez popisané v [12].

4.2 Situacie

V naSom modeli st predpoklady a dosledky akcii viazané len na jeden objekt, Co je
isté obmedzenie. Stru¢ne navrhneme sposob, ako by sa dali akcie previazat’ s viacerymi
objektami.

Vyznamy st v naSom modeli reprezentované rozliSovacimi kritériami. RK
objektov a vlastnosti maju ako argument jeden objekt nachadzajuci sa na scéne a

vracaju mieru prisluSnosti daného objektu do kategérie reprezentovanej RK. RK

10 Podobny pristup k ranému chapaniu kauzality bol pozorovany aj u deti, nazyva sa magicka kauzalita

([13D.
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vzt'ahov slizia na popis vztahu dvoch objektov a RK zmien popisuju zmenu jedného
objektu v dvoch po sebe nasledujucich ¢asovych krokoch. Pomocou elementarnych RK
modzeme zachytit’ vyznamy operujice nad jednym alebo dvoma objektami, to ale nie je
vzdy postadujuce. Clovek dava ¢asto do vztahu viacero objektov, pri¢om ich podet
nemusi byt vopred znamy. Vytvorenie nového typu RK, operujuceho nad presne
definovanym poc¢tom objektov (napr. ternarne kritérium — vztah troch objektov), teda
zrejme nie je to pravé rieSenie.

RieSenim je popisat’ vzt'ahy potencidlne neobmedzeného poctu objektov, vyuZzijic
pritom existujuce elementarne kritérid. Predstavime rozliSovacie kritéria situacii, ktoré
tvori kompozicia viacerych elementarnych RK — konkrétne RK objektov, vlastnosti a
vzt'ahov. RK situdcii sluzia na popis statickej scény, preto v sebe neobsahuji RK zmien
(RK udalosti, popisané nizsie, maju aj tento dynamicky komponent).

RK situdacii sa daji implementovat’ viacerymi spdsobmi, uvediem dva z nich, ktoré
sa odlisuju vo vypocte svojej navratovej hodnoty'.

V prvom variante si RK situacii pamitd zoznam elementarnych kritérii, ktoré ho
tvoria. Ku kazdému kritériu ma pridruZzent aj referenciu, na ktora Cast’ scény sa RK
vzt'ahuje. Referencia je zostavend z relativnych identifikdtorov (ID) objektov. Pri RK
objektov a vlastnosti je to jeden ID, pretoze tieto RK operuju nad individualnym
objektom. Pre RK vzt'ahov si pamétd dva ID urcujice argumenty (referenciu) kritéria.
Pri vypocte navratovej hodnoty sa najde najvhodnejSie mapovanie relativnych ID na
absolutne (ID objektov aktudlne pritomnych na scéne). NajvhodnejSie mapovanie je
také, ktoré maximalizuje navratovii hodnotu RK. Do vysledku pritom va¢Sou mierou
prispievaju RK objektov ako RK vztahov, vlastnosti individudlneho objektu su
obyc¢ajne podstatnejSie ako vzdjomny vztah dvoch objektov. Navratova hodnota sa
nasledne urci tak, ze sa sCitajii navratové hodnoty elementarnych kritérii a vysledok sa
znormalizuje.

RK situacii moze obsahovat’ viacero rovnakych elementdrnych kritérii, kazdé z
nich ale musi referovat’ na iny objekt (vieme si napr. predstavit RK zodpovedajice
vyznamu dva_kruhy, pozostavajuce z dvoch elementarnych RK pre kruh, pricom kazdé
z nich mé inu referenciu). Kazdy komponent RK situacii je teda jednoznacne ureny

rozliSovacim kritériom a prislusnou referenciou.

11 Navratova hodnota RK situacii je z intervalu <0;1>, aby boli konzistentné s elementarnymi kritériami.
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Druhy spdsob je zalozeny na koncepte elementarnych RK. Elementarne kritéria
operuju nad ramcami. Ak uvazujeme implementaciu kvantitativnych RK zalozentl na
varianciach, tak pre kazdy atribut (jednozna¢ne identifikovany svojim menom) si
kritérium pamitd jeho hodnotu, varianciu a pocet vyskytov. Podobne moézeme
postupovat’ aj pri RK situdcii. V tomto pripade je atribut jednoznacne identifikovany
rozliSovacim kritériom s pridruzenou referenciou a hodnota atribatu je néavratova
hodnota kritéria pre konkrétny objekt (resp. mnozinu objektov). Variancie a pocty
vyskytov sa pocitaju rovnako ako pri elementarnych kritéridch. Vypocet navratovej
hodnoty celého RK situacie je potom analogicky k vypoctu névratovej hodnoty
elementarneho kritéria zaloZeného na varianciach (pozri [2]).

Zatial' sme uvazovali len RK situacii zlozené z elementarnych kritérii objektov,
vlastnosti a vzt'ahov. Rovnako dobre si vieme predstavit’ aj RK situdcii ako komponent
zlozitejSieho RK situdcii. Takto by sme vedeli zostavit’ zlozito Strukturovanu hierarchiu
kritérii.

Nacrtli sme uz, ako by sa dala vypocitat’ podobnost’ konkrétnej situdcie (mnoZziny
objektov) k zapamitanému vyznamu (vo forme RK situédcie). Nevieme ale, ako by sa
agent RK situécii ucil. V asociatnom algoritme sa agent uci predpoklady (RK objektov)
aj dosledky (RK zmien) spolu s kategorizaciou akcii. Namiesto RK objektov by sme
teda pouzili RK situdcii. Ako ma ale agent urcit, ktora Cast’ scény je pre dant akciu
podstatnd, inak povedané, ktora ¢ast’ scény reprezentuje predpoklad akcie? Existuju dva
intuitivne sposoby. Na vytvorenie nového RK situacie méze pouzit’ bud’ vsetky statické
kritéria (RK objektov, vlastnosti a zmien) platné v predchddzajicom casovom kroku
(akcia sa totiz analyzuje az po jej vykonani). Alebo agent pouZzije len tie kritérid, ktoré
sa tykaji zmenenych objektov. Ani jeden spdsob sa nam nezda Uplne spravny. Pri
pouziti vSetkych objektov si agent k akcii pridruzi aj nepodstatné predpoklady. Ak si
vSima len zmenené objekty, mdéze naopak nejaké predpoklady prehliadnut. Tento
problém vzniknuty pri inicializacii sa d4 eSte napravit’ pri pozorovani d’al$ich prikladov,
moze sa ale stat’, Ze kvoli nepresnosti v predpokladoch bude neskor konkrétna akcia
prilis odli$na od kritéria, ktoré by ju malo zastreSovat’.

Otvorenym problémom teda ostava najst’ algoritmus, pomocou ktorého by sa agent
mohol ucit RK situacii a ktory by bol schopny rozliSit medzi pozadovanymi a

nepodstatnymi aspektami situacie.
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4.3 Udalosti

RK situdcii by sa dali pouzit’ na reprezentaciu predpokladov akcii operujtcich s
viacerymi objektami, nepopisuji vSak zmeny viacerych objektov. Na popisanie zmien
celej scény (alebo jej vyznamnej Casti) v dvoch odliSnych ¢asoch mézu poslazit
rozliSovacie Kkritéria udalosti. Z formalneho hladiska st RK udalosti takmer totozné s
RK situécii, moézu ale ako zlozku obsahovat’ aj elementarne RK zmeny. Prave tento
komponent je podstatny pre zachytenie dynamiky prostredia. RK (elementarnej) zmeny
je postatujice, ak sa zmena tyka jediného objektu. Casto sa viak naraz zmeni cela
mnozina objektov. Pomocou RK udalosti vieme dat’ do vztahu situaciu platnu pred
vykonanim akcie a désledky jej vykonania.

Predpoklady a dosledky akcie by sme si potom ukladali v jednom kritériu udalosti.
Dokazali by sme presne uréit, ¢o musi objekt spifat’ pred akciou a ako ho akcia

ovplyvni. Problémy uvedené pri RK situacii zial’ platia aj pre RK udalosti.

4.4 Verbalna reprezentacia

Hoci sa v mojej praci nezaoberdm jazykovym modulom agenta, nacrtnem, aké
slovné druhy zodpovedaji definovanym kritériam a ako by ich agent mohol vyuzit pri
komunikacii.

RK situdcii sa daju pouzit’ na zachytenie vyznamu komplexnych pojmov, ktoré
zahfiaji viac individualnych objektov, pripadne popisuju stav celej scény. Takymito
zlozitymi pojmami su napr. pokoj alebo neporiadok. Ovela CastejSie ale popisuju
situdciu, ktord sa (obyc¢ajne) neda v prirodzenom jazyku vyjadrit’ jednym slovom, napr.
vyraz mackaNaRozpdlenejPlechovejStreche’” sa vzt'ahuje na dva objekty na scéne,
ozna¢me ich X a Y. V stlade s naSim navrhom by kritérium situacie pozostavalo z
nasledovnych elementarnych kritérii:

macka(X), rozpalena(Y), plechova(Y), strecha (Y), na(X,Y)
Prvé Styri kritéria si RK objektov, posledné je RK vztahov. V pripade, ze st

dostato¢ne aktivne elementarne kritéria, je aktivne aj vysledné RK situacie a teda vyraz

12 Cely vyraz sme napisali spolu, aby bolo jasné, Ze jeho vyznamom je jedno RK situdcie a nie subor

elementarnych kritérii (hoci v nasej implementacii RK situdcie zaobal'uje elementarne kritéria).

35



mackaNaRozpalenejPlechovejStreche mozeme adekvatne pouzit'.

Ako uz nazov RK udalosti naznacuje, tieto kritérid popisuju nejaku udalost’
odohravajucu sa na scéne. Takéto udalost’ je Castokrat verbalne popisatel'nd slovesnym
podstatnym menom (gerundiom). Prikladom moéze byt zvdcSovanie sa alebo
pohybovanie. V niektorych pripadoch si vystacime aj s elementarnym kritériom zmeny,
RK udalosti pomd6zu, ak sa naraz menia viaceré objekty.

V naSom modeli sme boli zatial' schopni sémanticky podchytit’ iba podstatné a
pridavné mena. Komunikacia medzi 'ud’'mi sa vSak do zna¢nej miery opiera o slovesa.
Prave RK akcii implementované v nasom modeli mézu poslazit’ na ukotvenie vyznamu
(minimélne jednoduchych) slovies. Agent ich mdze pouzit v komunikécii na popis
vlastnej akcie alebo akcie iného agenta. Taktiez by agent mohol pochopit’ vyznam
elementarnych viet.

Vieme si tiez predstavit, ze ich agenty pouziju ako pomocku pri planovani. V
pripade, ze sa agent 4 spyta agenta B, o ma urobit’ na splnenie pozadovaného ciel’a,
agent B mu mdze odpovedat’ slovesom. Nésledne si agent 4 vo svojom lexikone najde
RK akcie asociované s poc¢utym slovom a vykona dant akciu. V pripade, Ze su slovniky
oboch agentov dostato¢ne podobné, mal by agent A vykonat’ presne to, co mu agent B

poradil.

4.5 Zivotny cyklus agenta

Prostredie sa vyvija v diskrétnych ¢asovych krokoch. V kazdom ¢asovom kroku sa
vykona jeden obeh Zivotnym cyklom'" agenta. Pozostava z troch zakladnych faz: sense,
select a act. Vo taze sense agent vnima prostredie, faza select slizi na vyber akcie a faza
act predstavuje samotné vykonanie akcie. V d’alSej Casti detailnejSie popiSem jednotlivé
fazy.

Uvediem este kratku poznamku k zivotnému cyklu agenta. Ak uvazujeme viacero
agentov sUcCasne existujucich v prostredi, moze byt niekedy vyhodnejsie, aby boli
vSetky agenty naraz v tej istej faze. Najskor by vnimali prostredie (kazdy agent sa

nachadza vo faze sense), potom by kazdy vyberal akciu (faza select) a nakoniec by ju

13 Zivotny cyklus je v modeli simulovany volanim metédy live () pre kazdého agenta v kazdom

¢asovom kroku.
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vykonal (fdza act). Ak ale jeden agent vykond akciu, ostatné agenty budu mat
pravdepodobne nespravnu informéaciu o aktudlnom stave prostredia. Takato
implementécia teda vyzaduje sofistikovanejSiu spravu vykondvania akcii, napriklad
zapis vSetkych zamyslanych akcii na tabulu (blackboard) a nésledné vykonanie

vSetkych akcii aZ po odstraneni potencidlnych konfliktov'.

4.5.1 Faza sense

Zakladnou ¢innostou vykonavanou v tejto fize je vnimanie prostredia. Agent si
ulozi aktualne vnimanu scénu, pricom si zapamétd aj vnem scény z predchadzajuceho
casového kroku.

Pre chapanie kauzality dejov prebiehajucich v prostredi a najmid pochopenie
dosledkov akcii vykonanych agentom je dolezité vyhodnotenie predchidzajicej akcie,
ktoré sa tiez kond vo faze sense. Tito ¢innost ma na starosti uzZ spominany asociacny
algoritmus.

Nakoniec sa eSte zlucuju kategoérie, ktoré su si dostatotne podobné. Kedze
zlucovanie kategoérii je dost’ Casovo naro¢na operacia, nevykondva sa v kazdom kroku,

ale vo vopred definovanych periédach.

4.5.2 Faza select

Ako nazov tejto fazy napovedd, vyberd sa tu najvhodnejSia akcia na nasledné
vykonanie. Zatial sa uspokojime s vyberom l'ubovolnej akcie z repertoara akcii s

ndhodnymi parametrami. Tto fdzu rozSirime v kapitole venovanej planovaniu.

4.5.3 Faza act

Vo faze act posle agent prostrediu poziadavku na vykonanie akcie s vybranymi
parametrami. Prostredie tuto akciu vykona v pripade, e spiia simulované fyzikalne
(popripade iné) zdkony. Ak nebola vybrana Ziadna akcia, agent v tejto faze nevykona
ni¢. Vykonanu akciu si agent zapamétd, aby ju mohol vyuzit’ pri aktualizacii RK akcii v

d’alSom ¢asovom kroku.

14 V naSom modeli sa tomuto problému vyhybame prave volanim metédy 1ive () obsahujucej vetky

tri fazy, agent ma teda zaruc¢enu aktualnost’ vnemu.
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4.6 Zhrnutie

Predstavili sme, ako si agent dokdze interne reprezentovat’ kauzalitu. Za tymto
ucelom sme definovali rozliSovacie kritéria akcii. Nacrtli sme RK situacii a udalosti,
ktoré by sa dali vyuzit pri zlozitejSom modelovani kauzality. Uviedli sme tiez
navrhované prepojenie kauzalneho modulu s jazykovym a stru¢ny popis, ako prebieha
zivotny cyklus agenta.

Otvorenym problémom, ktorym sa d’alej nezaoberame, ostava uciaci algoritmus pre

RK situécii a udalosti, ako aj rozpoznanie presného pdvodcu zmeny v prostredi.
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5 BDI architektura agenta

Agent, majuci doposial’ popisané vlastnosti, dokaze vnimat’ statické ¢i dynamickeé
prostredie a vykondvat v flom ndhodné akcie. Nedisponuje ale Ziadnymi
mechanizmami, pomocou ktorych by dokazal tcelovo (teda nie nahodne ako doteraz)
vyberat’ akcie, ktoré by ho priblizili k pozadovanému ciel'un. Chceme vytvorit’ agenta,
ktorého spravanie by bolo orientované na ciel. Musime pritom pamitat’ na isté
obmedzenia naSho modelu, najmi to, Ze agentove znalosti o prostredi si neuplné a
nepresne.

Jednym z moznych typov raciondlneho agenta je BDI agent, ktorého spravanie sa
opiera o jeho presvedcenia (beliefs), zelania (desires) a zamery (intentions). V d’alSom
texte popiSeme jednotlivé zlozky vo vzt'ahu k ndSmu modelu.

Stoji eSte za zmienku, Ze vdcSina, ak nie vSetky, zatial' existujice implementacie
BDI agentov su zalozené na jazyku logiky. Nas pristup je odliSny, definujuc vyznamy
ako rozliSovacie kritéria. Teoretické pozadie BDI architektiry je vSak natolko

vSeobecné, Ze nie je problém namapovat ju na na§ model.

5.1 Presvedcenia (beliefs)

Ako uZ bolo spomenuté, presvedcenia, na rozdiel od znalosti, predstavuji nieco, ¢o
agent povazuje v danom momente za pravdivé. Tento koncept vyborne vyhovuje naSmu

modelu, pretoze rozliSovacie kritéria priraduju kazdému objektu (resp. mnozine
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objektov) mieru, do akej dany objekt (mnoZina objektov) splia kategoriu
reprezentovani RK. Mnozina presvedCeni sa skladd z elementarnych RK (objektov,
vlastnosti, vztahov a zmien), ktoré¢ st aktivne pre aktudlnu scénu. Patrili by sem aj
navrhované zlozitejSie RK situdcii a udalosti, ak by vykazovali dostato¢nu aktivitu.
Okrem toho agent disponuje aj presved¢eniami o akcidch a ich dosledkoch (RK akcii) a
zatial’ nespomenutymi RK pldnov. Pomocou nich dokaze agent inferovat’ a vyuziva ich
v planovacom procese.

Presvedcenia teda sluzia agentovi na popis aktudlnej situacie a popis moznych
(imaginarnych) situacii, do ktorych sa z aktudlnej vie dostat’ (vykonanim vhodnych

akcii).

5.2 Zelania (desires)

Zelania mozeme chapat’ ako pozadované situacie. V nasom zjednodusenom modeli
su zelania reprezentované rozliSovacimi kritériami objektov spolu s identifikatorom
objektu, na ktory sa Zzelanie vztahuje. Zelania by sa dali vernejsie popisat
navrhovanymi kritériami situdcii, ktoré by zachytavali podstatné aspekty poZadovanej
situdcie.

Zelania stoja na za¢iatku planovacieho procesu. S kazdym Zelanim je asociovana
jeho priorita, ktord reflektuje, do akej miery je Zelanie pre agenta ddlezité (zrejme
zelanie prezit bude mat’ dost’ vysoku prioritu a agent sa ho bude snazit’ naplnit’ za kazda
cenu, menej podstatné zelanie presunu na inu poziciu bude mat’ ovela nizSiu prioritu).
Agent si udrziava mnoZzinu aktudlnych Zelani v prioritnej fronte. Postupne z nej vybera
jednotlivé Zelania a snazi sa ich naplnit. Bliz$i popis vyberu Zelani najde citatel' v
kapitole venovanej planovaniu.

Mnozina zelani sa samozrejme pocas zivota agenta meni. Existuju dva zakladné
typy Zelani — achievement a maintenance zelania ([14]). Achievement su takeé, ktoré
agent raz splni a nasledne ich vymaze zo zoznamu. Prikladom je presun na inu poziciu.
Maintenance Zelania, na druhej strane, ostdvaju v zozname Zelani aj po splneni, ale ich
priorita sa znizi, simulujic tak mieru naplnenia/nenaplnenia potreby. Napriklad zelanie
byt nasyteny ostane vo fronte aj tesne po najedeni, ale so znizenou prioritou.

Zaujimava je otdzka, ako Zelania do zoznamu pribtidaji. Existuje viacero sposobov.
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Niektoré zelania ma agent pocas celého zivota — vacSinou su to prave zelania typu
maintenance (napr. uz spominané byt nasyteny). Iné dostava postupne vo forme
prikazov (splnenie nejakého ciela — achievement Zelania). Zelania si modze agent

dokonca aj sdm generovat’.

5.3 Zamery (intentions)

V mnozine zamerov su tie Zelania, ktoré sa agent rozhodol naplnit’, spolu s planmi
vybranymi na ich realizdciu. Z tohto hladiska moZno na zdmery pozerat' ako na
kratkodobé pozadované situdcie a na zelania ako na ich dlhodobé naprotivky. Rozdiel je
prave v tom, Ze pri zdmeroch sme podstatne blizSie k cielovej situdcii, ked'ze uz
uvazujeme aj plany na jej dosiahnutie.

Zoznam zamerov je implementovany, podobne ako zoznam Zelani, vo forme
prioritnej fronty. Existuji dva zakladné typy zdmerov — externé a interné. Externé su tie,
ktoré sa do fronty dostali zo zoznamu zelani. Interné st naopak tie, ktoré si agent
vygeneroval sam a vlozil ich priamo medzi ostatné zamery. Tymto sposobom dokéze
agent splnit’ podciel’ a pokraovat’ vo vykondvani nadradené¢ho pldnu. Zamery teda
pripominajii procesy zname z konvencénych opera¢nych systémov a moézu nadobudat’
rozne stavy — beziaci, pozastaveny, ukonceny, atd’. ([15]). Detaily o spdsobe vyberu

zamerov na realizaciu su opét’ popisané v kapitole o planovani.
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6 Planovac

Planova¢ ma na starosti tri hlavné Cinnosti, z ktorych sa sklada planovaci proces.
Najskor je to samotné planovanie, ¢ize vyber aktudlneho zdmeru z mnoZziny intencii a
najdenie planu na splnenie tohto zdmeru. Druhd faza je vykondvanie planu, ktoré zahiiia
aj sledovanie, ¢i sa plan vyvija spravnym smerom, spolu s pripadnymi reviziami.
Poslednou cCinnostou planovacieho mechanizmu je zistovanie, ¢i uz agent dosiahol
pozadovany ciel’ — agent si overuje splnenie cielovych podmienok po vykonani kazdej
elementérnej akcie.

Na vytvorenie planov agent pouziva RK akcii. Tie sa uci pomocou asocia¢ného
algoritmu popisané¢ho v kapitole o kauzalite. Agent najprv vykonava iba nahodné akcie
a tie kategorizuje. Az neskor, ked’ disponuje zakladnymi poznatkami o kauzalite moze
zaCat’ planovat’. Takyto postup sa nazyva starting small a prvykrat ho vyuzil Elman pri

uceni umelych neurénovych sieti ([16]).

6.1 Planovanie

Agent sa pri planovani opiera o RK akcii a nové rozliSovanie kritéria planov. RK
planov si zoznam RK akcii tvoreny tymi akciami, ktoré niekedy v minulosti priviedli
agenta k pozadovanému ciel'u. Okrem toho v sebe RK planu obsahuje aj predpoklady
planu (v podobe RK objektu) a ciel’ (takisto RK objektu). RK pldnov st vel'mi podobné

kritéridm akcii, plan je zretazenie viacerych akcii. Pri pouziti RK planu si ale agent
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mdze byt o nieco istejsi, Ze sa mu podari splnit’ ciel’, pretoze tento plan uz bol niekedy
pouzity na splnenie toho istého ciel’a.

Predstavme si teraz, Ze agent ma vybrany zdmer s najvyssou prioritou. Pri hl'adani
planu na jeho realizaciu sa najskor pozrie do zoznamu RK planov, ¢i sa mu uz podobny
ciel nepodarilo niekedy splnit. Ak najde vyhovujuce kritérium planu, tak bude
postupovat’ podl'a neho.

Castokrét ale agent neméa vhodny zapamitany plan a musi si vytvorit novy na
dosiahnutie pozadovaného ciela. Na ndjdenie spravnej sekvencie akcii pouzijeme
algoritmus GPS (General Problem Solver), teoreticky popisany v prehl'adovej kapitole.
GPS posluzi na redukciu diferencii medzi sucasnym a pozadovanym stavom prostredia.
Diferencie sa daju redukovat’ vykonanim vhodnych akcii. V naSom modeli st stavy
prostredia popisané ramcami, ktoré reprezentujii jednotlivé objekty a diferencie st
zmeny medzi objektami (formalne je zmena tiez ramec). Teraz blizSie popiSem nasu

implementaciu GPS.

&)

Obrazok 6.1. Zaciatok planovacieho procesu.

Agent sa potrebuje dostat’ zo sucasnej do pozadovanej situacie. Pozadovana
situdcia zodpovedd aktudlnemu zdmeru agenta. Na obrazku 6.1 je zobrazeny zaciatok
planovacieho procesu, Sy symbolizuje stcasni situaciu, S; je pozadovand situdcia
(findlna z pohl'adu jednej etapy planovaca).

Agent d’alej najde diferenciu medzi sti€asnou a pozadovanou situdciou. Postup je
velmi jednoduchy. Finalna situdcia je vyjadrend kritériom objektu spolu s
identifikdtorom objektu na scéne. Preto si agent aj z aktualnej situacie v§ima len objekt
s danym ID. Z kritéria objektu, ktoré reprezentuje pozadovanu situaciu, vypocitame
priemerna hodnotu (prototyp) ramca’. Teraz uz vieme uréit’ konkrétnu zmenu 4,, medzi

So a Sflé.

15 Na vypocet prototypu RK slizi metdéda meanCase () .
16 Zmenu zistime pomocou metody ramca deltaFrame (Frame f1, Frame £2), ktorej zadame

ako argumenty ramce zodpovedajlice povodnému a pozadovanému stavu objekta.
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Obrazok 6.2. Hladanie diferencie medzi aktualnou a pozadovanou
situdciou. Ndjdena akcia redukuje diferenciu len ciastocne.

Dalej sa snazime najst v zozname RK akcii taki, ktorej RK zmeny je najviac
aktivne pre zmenu 4,,. Ak st kritérid akcii spravne natrénované, mézeme predpokladat’,
ze vybrana akcia bude najvhodnej$im kandiddtom na redukciu tejto diferencie. Na
obrazku 6.2 ale vidime, Ze najlepSej najdenej akcii zodpovedala diferencia 4, ktora nas
sice dostane do stavu §;, ale zac¢inat’ musime v stave S, (ktory zatial’ nepozname) a nie v
nasom aktualnom stave S,. Toto RK akcie si teda vlozime na koniec pripravovaného
planu, planovaci proces vsak este zd’aleka neskoncil.

Pomocou predpokladanej zmeny 4,, a poZadovaného stavu S; vypocitame situdciu
S}, ktort méZeme chapat’ ako podciel’ v planovacom procese. Najskor si potrebujeme
overit, €i situacia S; vyhovuje predpokladom néjdenej akcie 4, Ak st predpoklady
splnené, hl'adame akciu, ktora nas dovedie z aktualnej situacie (stale S;) do situacie S;.
Je to rekurzivne volanie pldnovaca, sme v stave ako na obrdzku 6.1, len namiesto Sy
dame S,. Ak predpoklady akcie 4,, nie su splnené, snazime sa ndjst’ akciu, ktord nas
dostane do takej situacie, v ktorej budi predpoklady platit’ (tj. akcia bude

aplikovatelnd).
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Obrazok 6.3. Hladanie diferencie na splnenie podciela a akcie na jej
redukciu.

Na obrazku 6.3 je znazorneny ten isty problém ako v predchadzajicom pripade.
Chceme redukovat’ diferenciu 4,;, akcia A, s najaktivnej§im RK zmeny je ale
aplikovatelnd v stave S, a nie aktudlnom S, Opdt rekurzivne volame funkciu
planovaca, aby sme sa dostali do S-.

A A, A

e ’ 7

AD,E A2,1 A1,f

Obrazok 6.4. Konecna podoba planu.

N4jdeme teda znova rozdiel medzi aktudlnou situdciou S, a pozadovanou S..
Tentokrat sme uz nasli akciu, ktora je aplikovatel'na v sucasnej situdcii a redukuje danu
diferenciu (obrazok 6.4).

Vytvoreny plan vlozime do Struktury pldnovaca a asociujeme ho so zdmerom, na
ktorého splnenie je uréeny. Naraz moze byt v planovaci uloZenych viacero planov,
kazdy asociovany s inym zamerom. KedZe priority zamerov st dynamické, mdze sa

stat’, ze naplanujeme sekvenciu akcii na splnenie ist¢ho zadmeru, pocas vykonavania
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planu sa ale objavi zamer s vysSou prioritou a preto mu musime dat prednost’ —
planovac je teda schopny robit’ revizie. Stary zamer aj s planom na jeho realizaciu ale
ostava v planovaci a v budlcnosti sa k nemu méZeme vratit. UZ sme spominali, Ze
zamery su analogické procesom v operacnych systémoch, uviedli sme priklady
beziacich (v predoslom priklade novy plan) a pozastavenych (stary plan) zamerov.

V algoritme mozeme velakrat rekurzivne volat’ metodu, ktora ma najst’ akciu na
prechod zo sucasného stavu do pozadovaného (¢i uz je to samotny zdmer alebo
podciel’). Ako pri kazdej rekurzii, aj tu hrozi nebezpecenstvo zacyklenia. Vyvarujeme sa
toho definovanim maximalnej povolenej hibky rekurzivneho volania. V pripade, Ze je
tato hodnota prekrocena, doposial’ najdeny plan prehldsime za neplatny a vykoname
nahodnt akciu. Takyto pristup sa ndm zdd byt vhodny pre na§ model. Agent nema
dostato¢né deduktivne schopnosti, aby dokazal ur€it’, Ze dany ciel’ nie je mozné splnit’,
preto ciele nazamieta. Ak by ale namiesto vykonania ndhodnej akcie nevykonal ni¢, v
d’alSom kroku by sa opédt’ snazil najst’ plan na splnenie toho istého ciela. Planovaci
mechanizmus je ale deterministicky, takZze plan by zasa nenaSiel a uz by nikdy
nevykonal ziadnu akciu.

Ako je v popise planovacieho algoritmu vidno, pri konstrukcii planu postupujeme
spatne od pozadovanej sitacie ku aktudlnej. Planovanie je teda orientované na ciel.
Spravanie agenta vSak musi byt do istej miery aj reaktivne, to okrem iného znamena, Ze
musi pocas vykondvania planu reagovat’ aj na aktualne vstupy. Tejto téme sa venujeme

v nasledujucej kapitole.

6.2 Vykonavanie planu

Pri vykondvani planu hra délezitu ulohu zavdzok (commitment) k vybranému
planu. Agent nehl'ada zbytocne novy plan, pokial’ pri vykonavani akcii planu postupuje
predpokladanym smerom. Niekedy je ale nuteny zavazok nedodrzat’ a vykonat revizie.
Existuju dva hlavné dovody na odmietnutie planu. Externym dévodom je meniace sa
prostredie. Agent vytvoril plan v nejakom stave, tento plan ale uz nemusi byt vhodny v
modifikovanom prostredi. Internym dovodom je, ze agent disponuje iba predpokladmi o
dosledkoch akcii, v skuto¢nosti ale tieto presvedcenia nemusia vzdy platit’.

Pri rozhodovani o dodrZani alebo odmietnuti pldnu sa agent riadi dvoma faktormi.
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Jednak su to predpoklady, ktoré si v RK akcie asociované s akciou. Pred vykonanim
akcie si agent overi, Ci su predpoklady v aktualnej situdcii splnené. Ak nie je suCasny
stav dostatocne podobny RK objektu (predpokladom), plan je odmietnuty a agent
planuje odznova zo situacie, do ktorej sa dostal vykonavanim predchadzajuceho planu.
Tymto spésobom agent plan reviduje a opitovne sa snazi naplnit’ svoj zamer.

V druhej faze sa porovna predpokladand a skuto¢nd zmena po vykonani
predchadzajticej akcie. Ak st si zmeny dost’ podobné, mézeme sa domnievat’, ze zmeny
boli naozaj sposobené agentom. V kazdom pripade ale vieme, Ze plan postupuje spravne
a mozeme teda nas zadvizok dodrzat. Naopak, ak nastala ind zmena, neZ sme ocakavali,
plén zamietneme a revizia pokracuje ako v predoslom pripade.

Ked su uvedené¢ podmienky splnené, mézeme vykonat dalSiu akciu z planu.

Konkrétna akcia na vykonanie je prototypovym prikladom RK popisu akcie'’.

6.3 Dosiahnutie zameru

Agent si na zaciatku fazy sense, hned’ po vnimani scény, overuje, ¢i dosiahol
aktualny zamer. Zisti to tak, Ze aplikuje RK objektu predstavujice zdmer na objekt, na
ktory sa zamer vztahuje. Ak je zdmer splneny, overi si, ¢i ma s danym zdmerom
asociovany nejaky plan (agent nemusi mat’ Ziadny aktualny pldn, zamer mohol byt
dosiahnuty ndhodne vybranou akciou). Ak plan najde a ten bol vykonany korektne az do
konca, vlozi si agent tento plan do zoznamu RK planov, aby ho mohol aj neskor vyuzit
pri planovani. Aktudlny zamer vyhodi zo zoznamu (presnejSie prioritnej fronty)
zédmerov a usmerni svoju pozornost’ na dosiahnutie d’alSieho zameru. Ak uz ziadny d’alsi
zamer nema, vyberie si Zelanie s najvyssou prioritou a vlozi ho medzi zamery. Ak nema
ani Zelanie, znamena to, Ze nemusi v d’alSom kroku vykonévat’ ni¢ planovito (mdze ale

vykonat’ ndhodnu akciu).

6.4 Zhrnutie

Popisali sme, ako prebieha planovanie, ¢o agent robi pri vykonavani jednotlivych

krokov planu a ako si overuje dosiahnutie ciela. Planovanie a vykondvanie planu

17 Prototyp opét ziskame volanim metédy meanCase () rozliSovacieho kritéria.
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umiestnime do fazy select zivotného cyklu agenta, ¢im nahradime ndhodny vyber akeii.
Splnenie cielovych podmienok sa overuje na zaciatku fazy sense.

Na planovanie agent vyuziva RK akcii a planov. Pri vykondvani planu sa agent
musi presvedcit’, ¢i su splnené predpoklady pre d’alSiu akciu a ¢i sa pomocou doposial’
vykonanych akcii uberd spravnym smerom. Po dosiahnuti zdmeru upriami svoju

pozornost’ na d’al§i zamer v poradi.
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7 Simulaéné experimenty

7.1 Experiment 1 — pohyb po dvojrozmernej mriezke

V tomto experimente sa agent pohybuje po dvojrozmernej mriezke. Okrem agenta
sa v prostredi nevyskytuju ziadne iné objekty ani agenty. Ciel'om agenta je dostat’ sa na

pozicie, ktoré¢ mu bud’ zadd uzivatel’, alebo si ich sam vygeneruje.

7.1.1 Popis

Prostredie ma tvar 2D mriezky s rozmermi 40x40 bodov. Na zaciatku experimentu
je agent umiestneny v strede plochy, na pozicii [20,20]. Agent je reprezentovany
rdmcom s atribitmi pre X-ovl a Y-ovl stradnicu. Na zaciatku mé agentov ramec tvar
{posX: 20; posY: 20; }.

Agent mé k dispozicii jednu akciu, move, pomocou ktorej dokdze menit’ svoju
poziciu. Atriblty akcie oznacuji zmenu X-ovej a Y-ovej suradnice. Nahodna akcia je
napr. {actionType: move; posX: -7; posY: 8; }.Najskor sa zadefinuje
typ akcie, za nim nasleduju parametre. Parametre akcie st z rozsahu <-9;10>. O
samotné vykonanie akcie sa stara prostredie. Ak chce agent vykonat’ akciu, ktora by ho
posunula mimo mriezku, prostredie mu v tom zabrani a umiestni ho na okraj mriezky.

Ciel' (Zelanie) agenta je urCeny RK objektu reprezentujucim poziciu, na ktoru sa

agent ma dostat’. V nasom experimente ma agent na zaciatku Styri zelania, ktoré mu
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zadd uzivatel. Ma navstivit vSetky Styri rohy plochy. Mnozinu zelani mozeme
symbolicky zapisat’ nasledovne:
{[0,0],139,0],[39,39],[0,39]}
Priority jednotlivych Zelani s nastavené tak, aby ich agent dosahoval v uvedenom
poradi. Priority st v tomto pripade statické, nemenia sa pocas experimentu. Ak agent

splni tieto Styri Zelania, sam si generuje pozicie, na ktoré sa chce dostat’.

Priebeh experimentu

V sulade s paradigmou starting small agent spociatku vobec neplanuje, vykonava
iba nahodné akcie. Konkrétne, cely experiment pozostava z 3000 iteracii, faza bez
planovania trvad prvych 1000 iteracii. V prvej faze si agent iba vytvara RK akcii
pomocou asociacného algoritmu (asociuje nahodné akcie s pozorovanymi predpokladmi
a zmenami). Samozrejme, aj pocas druhej fazy, s planovanim, si agent nadalej

prenastavuje RK akcii, aby sa ¢o najviac so svojimi presvedceniami priblizil realite.

7.1.2 Vysledky

V naSom experimente agent v kazdom kroku vykonal prave jednu akciu, dokopy
teda ma 3000 pozorovani akcii a ich predpokladov a dosledkov. Zaujima nds, ako tieto
pozorovania vyuzil pri vytvoreni vnutornej reprezenticie kauzality. Dalej je taktiez
zaujimavé, kolkokrat sa agentovi podarilo splnit’ jeho Zelanie, a ¢i dosiahnutiu ciela
predchadzala planovana alebo len ndhodna akcia.

Najskor rozoberieme beh experimentu z pohl'adu vysledného poctu jednotlivych
druhov RK. Experiment sme nechali zbehnut’ dvakrat — raz sme nastavili zluCovanie
blizkych kategorii (merging), druhy krat bez zluovania (no merging)'™. V tabulke
vidime, Ze ak sme pouzili zluCovanie, znizil sa pocet kategorii priblizne o 40%

(neratajuc kritérid planov).

18 Samozrejme, tu by bolo lepsie nechat’ experiment pri kazdom nastaveni zbehnut' viackrat, vysledné
pocty kritérii spriemernit a priemerné hodnoty porovnat. Nas ale viac zaujima kvalitativne

vyhodnotenie experimentu, chceme rozanalyzovat’ konkrétne vytvorené rozliSovacie kritéria.
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Bez zlucovania So zlucovanim
RK akcii 1557 918
Elementarne kritéria 520 297
RK popisov akcii 190 117
RK planov 14 6

Tabulka 7.1.1. Porovnanie poctu vytvorenych RK bez zlucovania a so

zlucovanim kategorii.

Ked’ sa vSak pozrieme, kol’ko ciel'ov sa agentovi podarilo dosiahnut’, zistime, ze v
pripade bez zluCovania kategérii to bolo 21 splnenych zédmerov, v pripade so
zlucovanim len 11. Preto sa pri podrobnej analyze kategoérii ststredime na pripad bez
zlu€ovania — v naSom konkrétnom experimente dopadol lepsie.

Z 21 splnenych zadmerov iba trom predchadzala ndhodnéd akcia, to znamena, ze
zvy$nych 18 bolo dosiahnutych planovito. Agent si dokézal vytvorit’ 14 RK planov. Ako
sme uviedli v kapitole o planovaci, agent si uklad4 len uspesné plany, Cize 14 krat
postupoval presne podl'a planu (t.j. vykonal vSetky akcie planu a dosiahol zamyslany
ciel). ZvySné Styri razy mal sice vytvoreny plan, ktory pozostdval zo zretazenia
viacerych akcii, nemusel ho vSak vykonavat' az do konca, pretoze uz pocas jeho
vykonavania dosiahol ciel’.

Zamerajme teraz naSu pozornost na rozbor konkrétnych RK. Vyhodou
symbolového pristupu" je, Ze moézeme nahliadnut’ dovnutra reprezentéacie a podrobne ju
rozanalyzovat’. Sustredme sa najprv na kritéria planov — pri tych sme si isti, ze nas
doviedli do ciela, takze by mali najvernejSie odrazat’ realitu (narozdiel od inych
presvedceni, ktoré nemusia vzdy platit). Nebudeme uvadzat’ vSetky vytvorené RK
planov, popiSeme iba jedno z nich:

Precondition:

DCVarObj: {posX:7,0#0,0#1.0; posY:6,0#0,0#1.0}

Actions:

ActionDesc:

DCVarObjActDesc: {posX:6,0#2,2#243.0; posY:6,5#1,7#243.0},
actionType: (move)

Precondition:

DCVarObj: {posX:21,7#11,4#1355.0; posY:25,8#10,1#1355.0}

19 Ako sme uz spominali, na$ pristup nie je ¢isto symbolovy, vyznamy st vSak rozhodne reprezentované

na symbolovej baze.
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Change:
DCVarChange: {posX:6,3#0,4#66.0; posY:5,5#1,5#66.0}
Goal:
DCVarObj: {posX:13,0#0,0#1.0; posY:11,0#0,04#1.0}
Kazdy plan sa sklada z troch Casti — predpokladu, akcie a ciela. Na zaznamenanie

hodnét atributov vyuzivame reprezentaciu zalozenl na variancidch — pre kazdy atribut
sa zaznamena jeho stredna hodnota, rozptyl a pocetnost. Napriklad
posX:6,0#2,2#243.0 znamend, Ze strednd hodnota X-ovej pozicie je 6,0, rozptyl
je 2,2 a hodnota bola vypocitana z 243 prikladov.

Predpoklady planu su {posX:7,0#0,0#1.0; posY:6,0#0,04#1.0}.
Kedze rozptyl oboch hodnoét je 0 a pocetnost’ 1, predpoklad bol vytvoreny z jedného
prikladu — agent bol pred vykonavanim planu zjavne na pozicii [7,6] .

Ciel' je {posX:13,0#0,0#1.0; posY:11,0#0,0#1.0}, agent sa teda
chcel dostat’ na poziciu [13,11] .

Postupnost’ akcii v tomto pripade pozostava iba z jednej akcie. Pred akciou by sa
mal agent nachadzat’ na pozicii spinajice; predpoklad
{posX:21,7#11,441355.0; posY:25,84#10,1#1355.0}. Ako vidime, tento
predpoklad nie je tazké splnit, pretoze rozptyl hodndt je dost’ velky.

RK  popisu  akcie definuje akciu typu move s  parametrami
{posX:6,0#2,2#243.0; posY:6,5#1,7#243.0}, zmena vyvolana akciou je
{posX:6,3#0,4#66.0; posY:5,5#1,54#66.0}. Vidime, ze hodnoty
parametrov akcie a hodnoty zmien jednotlivych stradnic si navzajom zodpovedaju.
Presne toto sme chceli — agent sa naucil, aké hodnoty parametrov ma dat’ akcii aby
dosiahol pozadovanu zmenu. Na okrajoch mriezky moze byt spravanie odlisné
(prostredie reguluje zmeny, aby sa agent nedostal mimo plochy), predpoklady akcie
vSak urCuju, ze sa agent nachadza niekde v strede mriezky.

Stredné hodnoty atributov akcie v kone¢nom dosledku urcuju, s akymi
parametrami sa akcia zavold. V naSom priklade by to bola akcia move(6,0,6,5).
Aplikovanim tejto akcie na povodnl poziciu agenta [7,6] dostaneme po zaokrihleni
cielovl poziciu [13,11].

Pozrime sa eSte blizSie na vybrané elementarne RK objektov. Najzaujimavejsie s
tie, ktoré majii najvacsiu pocetnost, t.j. boli najviac krat aktivne. Uvedieme len tie,

ktorych pocetnost’ presahuje 100:
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{posX:32,1#7,14#255.0; posY:18,447,7#255.0}
{posX:21,7#11,44#1355.0; posY:25,8#10,1#1355.0}
{posX:19,8#9,3#270.0; posY:8,447,1#270.0}

Vidime, Ze vSetky hodnoty maju dost’ vel'ké rozptyly a stredné hodnoty su niekde v

strede plochy, nie na okrajoch. Spravanie v strede je Standardné, Cize na predpokladoch
nezalezi, pri okrajoch je vysledny efekt viac zavisly od predpokladov.

Pri zmenach musel agent viac rozliSovat medzi jednotlivymi pripadmi, preto
nevznikli az také pocetné kategorie. RK zmien su totiz smerodajné pri planovani akcii.
Uvediem RK zmien, ktorych pocetnost’ presahuje 30:

{posX:-0,2#4,042112.0; posY:-0,7#3,9#2112.0}
{posX:6,3#0,4#66.0; posY:5,5#1,5#66.0}

{posX:-7,9#0,8#52.0; posY:-8,0#0,8#52.0}

{posX:4,4#1,1#32.0; posY:-8,6#0,5#32.0}

{posX:9,54#0,5#38.0; posY:-0,64#0,94#38.0}

{posX:4,2#0,8#31.0; posY:9,0#0,9#31.0}

{posX:-8,6#0,5#31.0; posY:3,4#0,5#31.0}

{posX:0,0#0,0#31.0; posY:9,0#0,8#31.0}

Prvé RK ma velmi vysoku pocetnost, ale definuje len maly pohyb 'ubovolnym

smerom. Naopak, ostatné kritéria maji ovela nizSie pocetnosti, zato vSak presne
Specifikuju smer a velkost’ pohybu. Pri planovani sa daju efektivne vyuzit tie RK akcii,
ktoré obsahuju RK zmeny presne definujuce zmenu scény.

Pri RK planov sme uz uviedli aj RK akcie. VéacSina akcii sa tyka Standardného
vykonania akcie, t.J. agent sa nachddza d’alej od okraja plochy. Niektoré akcie ale
odrazaju Specifické vlastnosti prostredia na okraji plochy, napriklad:

ActionDesc:
DCVarObjActDesc: {posX:9,2#0,7#33.0; posY:-8,3#0,7#33.0},
actionType: (move)

Precondition:
DCVarObj: {posX:19,1#0,5#10.0; posY:0,0#0,0#10.0}
Change:

DCVarChange: {posX:9,5#0,5#38.0; posY:-0,6#0,94#38.0}
Predpoklady urcuju, Zze agent sa nachadza niekde okolo pozicie [19,0]. Chce

vykonat’ akciu move(9,2;-8,3). Tato akcia by ho ale dostala mimo plochy (v smere osi
Y-ovej), preto simuldtor prostredia zasiahne a agent ostane na mriezke. Agent si ale
tento zasah prostredia vSimne a asociuje si s akciou a predpokladom spravnu zmenu so
strednymi hodnotami [9,5;-0,6] (za norméalnych okolnosti by zmena mala stredné

hodnoty priblizne [9,2;-8,3], reflektujic tak parametre akcie).
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7.1.3 Zhrnutie

Podrobne sme si rozobrali experiment, v ktorom sa agent pohybuje po 2D mriezke
a navstevuje Zelané pozicie. Ukazali sme si, ako vyzeraju vybrané RK planov, akeii,
popisov akcii, objektov a zmien. Nahliadli sme, Ze agent si dokézal vytvorit’ plany, ktoré

ho viedli az k splneniu aktualneho zameru.

7.2 Experiment 2 — presun objektov

V druhom experimente bolo ulohou agenta rozmiestnit objekty na vopred
stanovené pozicie na 2D mriezke. Rozdiel oproti predchadzajucemu experimentu je, Ze
okrem agenta sa na mriezke nachadzaju aj iné objekty, Co moze sposobit’ isté tazkosti

pri uceni dosledkov akeii.

7.2.1 Popis

Agent sa pohybuje v rovnakom prostredi ako v predchadzajicom pripade, na 2D
mriezke s rozmermi 40x40 bodov. Agent je opat’ popisany ramcom, ktorého hodnota je
na zaciatok {posX: 20; posY: 20; }. Na ploche su aj d’alsie tri objekty, dva
trojuholniky a jeden Stvoruholnik:

{color: 0; posX: 20; posY: 20; vertices: 3; }
{color: 2; posX: 0; posY: 0; vertices: 3; }
{color: 2; posX: 5; posY: 34; vertices: 4; }
Ako vidime, objekty sa liSia farbou, zaciatocnou poziciou a poctom vrcholov.

Samozrejme, kazdy objekt (vratane agenta) ma svoj jednoznacny identifikator. Cielom
agenta je umiestnit’ prvy trojuholnik do pravého dolného rohu (t.j. na poziciu blizku
bodu [39,0]), druhy trojuholnik do pravého horného rohu (bod [39,39]) a Stvoruholnik
do Tavéh horného rohu (bod [0,39]). Nakoniec sa mad sam dostat’ do 'avého dolného
rohu (bod [0,0]). Objekty po umiestneni na spravne miesto z prostredia zmiznd. Tento
model pripomina jednoduchu hru, v ktorej ma hra¢ rozmiestnit’ objekty na hracej ploche
a nakoniec sa sdm dostat’ na vyznacené miesto.

Agent ma tentokrat k dispozicii mierne modifikovant akciu, moveObject, s
parametrami definujucimi zmenu X-ovej a Y-ovej stradnice. Modifikacia spociva v

tom, ze pri vykonani musi agent prostrediu ozndmit’, na akom objekte (s akym ID) ma
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byt akcia vykonand. Predtym to nebolo potrebné, pretoze bol na ploche sam a kazda
akcia sa automaticky vztahovala na neho. Seba taktiez presiva pomocou akcie

moveObject, ked’ ju zavola so svojim ID.

Priebeh experimentu

Tentokrat sme nechali simulaciu bezat' 2000 iteracii, priCom opdt prvych 1000
iteracii agent neplanoval akcie. V druhej polovici sa agent snaZzil splnit’ svoje ciele.

Zaujimalo nas, ¢i to aj v zmenenych podmienkach dokéze.

7.2.2 Vysledky

Experiment sme nechali bezat’ viackrat, priCom sme menili bud’ vlastnosti objektov
na scéne (farba, pocet vrcholov, poCiatocna pozicia) alebo agentove ciele (t.j. kam ma
dany objekt umiestnit’). Vac¢sinou sa agentovi podarilo splnit’ ciele, uvadzame vysledky
takéhoto uspesné¢ho pokusu. V diskusii sa snazime prist' na dovody (a mozné rieSenia)
neuspechov.

Nebudeme uz podrobne analyzovat’ vSetky typy kritérii, zameriame sa len na RK
planov. Agentovi sa podarilo kazdy ciel' dosiahnut’ pomocou vopred pripravené¢ho
planu. Uvediem plan, ktory agent vyuzil na splnenie prvého zameru, teda umiestnenie
jedného trojuhlnika do pravého dolného rohu.

Precondition:

DCVarObj: {color:0,0#0,0#1.0; posX:31,0#0,0#1.0;

posY:0,0#0,04#1.0; vertices:3,0#0,0#1.0}

Actions:

ActionDesc:

DCVarObjActDesc: {posX:7,7#1,7#1242.0;

posY:0,9#5,3#1242.0}, actionType: (moveObject)

Precondition:

DCVarObj: {posX:23,1#12,2#4291.0; posY:22,6#12,6#4291.0}

Change:

DCVarChange: {posX:8,0#1,3#254.0; posY:-0,7#3,2#254.0}

Goal:

DCVarObj: {posX:39,0#0,0#1.0; posY:0,0#0,04#1.0}
Predpoklady planu sa zjavne tykaji trojuholnika, je to prvy trojuholnik, lebo atribut

farba (color) mé hodnotu 0. Trojuholnik sa pred vykonanim planu nachadzal na pozicii
[31,0].

Pouzita akcia ma stredné hodnoty parametrov 7,7 a 0,9, asociovand zmena ma
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podobné atributy 8,0 a -0,7. Agent teda tito akciu dobre asocioval s pozorovanou
zmenou. Neprijemné na tomto kritériu popisu akcie je, Zze agent tuto akciu prili§ casto
pouzival, jej pocetnost’ je 1242, teda viac ako polovica vsetkych akcii spadala do tejto
kategorie. Prilisnd vSeobecnost’ vzniknutych kategorii zrejme neprida na sile naSeho
modelu (tymto problémom sa blizSie zaoberame v diskusii).

Na tomto priklade je zaujimavé aj to, Ze predpoklady akcii obsahuju len atributy
pre X-ovl a Y-ovu poziciu, ostatné hodnoty (color, vertices) ignoruji. Agent teda

spravne kategorizoval, ktor¢ atributy su pre akciu moveObject podstatné.

7.2.3 Zhrnutie

V tomto experimente sme agenta vlozili na plochu spolu s d’alsimi objektami.
Agent dokéazal cielene umiestiiovat objekty aj seba samého. Zial, pri niektorych

nastaveniach vlastnosti a cielov agenta sa mu ciel’ nepodarilo dosiahnut’.

7.3 Diskusia

Vykonané simulacné experimenty ndm umoznili prakticky overit’ navrhovanu
reprezentaciu. Experimenty sme spustali uz sibeZzne s teoretickym ndvrhom modelu.
Vtedy sme zistili, ze asociovanie vykonania akcie s viacerymi objektami so sebou
prindsa necakané komplikacie, na vyrieSenie ktorych zatial v modeli nie su dost’ silné
prostriedky. V modeli hlavne nie je implementovany algoritmus ucenia komplexnych
RK situacii, ktoré by sa dali vyuzit' ako predpoklady v RK akcii. Preto sme zvolili
zjednodusenie a asociovali sme akcie len s jednym objektom.

V tomto pripade uz experimenty dopadli lepSie. Podarilo sa ndm vytvorit’ planovac
operujuci s RK akcii a planov, ¢o sme ukazali v priklade s pohybom agenta po mriezke
alebo presunom objektov. Agent sa (vdcSinou) dokdzal vysporiadat aj s viacerymi
objektami na scéne. Niektoré objekty obsahovali aj atributy, ktoré agent dokazal pri
kategorizéacii vhodne ignorovat. V planovacom procese agent zna¢ne vyuzival revizie,
¢o bolo zapriCinené jeho nepresnymi znalostami o kauzalite. Neuplnost' a nepresnost’
agentovej reprezentacie prostredia sme predpokladali, zahrnutie revizii do planovacieho
mechanizmu sa aj experimentalne ukazalo byt viac ako opodstatnené.

Vratme sa teraz k problému z druhého experimentu, ked sa agentovi niekedy
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nepodarilo dosiahnut’ ciel’. V pripade, ze agent svoje ciele nesplnil, nepodarilo sa mu
spravne vytvorit' vnlitorni reprezentaciu, t.j. rozliSovacie kritéria. Obycajne to bolo
spdsobené tym, Ze si s danou akciou asocioval zIi zmenu. Vytvoril si totiZ napriklad RK
zmeny, ktoré zachytdvalo stdlost pozicie objektu a cCasto ho preferoval pred
pohybujicimi sa objektami. Tato priliSna preferencia jedného kritéria je zrejme
sposobend zle nastavenymi prahovymi hodnotami pouzitymi jednak v asociaCnom
algoritme, ako aj v planovaci. Tieto hodnoty st bud’ statické, alebo sa dynamicky menia
vopred stanovenym sposobom. Hoci sa daji empiricky nastavit pre konkrétny
experiment, vhodnejSie by bolo ndjst’ vS§eobecny postup na ich modifikaciu. Ked'ze
prahové hodnoty agenta a funkcie na ich modifikdciu povazujeme za analdgiu
genetickej vybavy u cloveka, dali by sa na nastavenie optimalnych hodndt pouZzit’
evoluéné principy. Vo viacgeneracnom modeli by si agent teda sam vytvaral vnatornti
reprezentaciu (bez genetického prenosu), vnutorné nastavenia uciacich algoritmov by sa
vSak evolu¢ne prenasali z rodiCov na potomkov (samozrejme s miernymi modifikaciami
— napr. kriZzenie, mutacia). Poslednd myslienka je zatial len hypotetickej povahy,

nemame ju eSte experimentalne overenu.
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8 Zaver

Diplomova praca nadvézuje na model kognitivnej sémantiky rozliSovacich kritérii,
ktord sluzi na vnatorni reprezenticiu konceptov agenta pohybujuceho sa v
dynamickych a otvorenych prostrediach. Ciel'om vlastnej prace bolo obohatit’ model o
planovaci a kauzalny modul agenta, a zarovein vykonat a vyhodnotit simulacné
experimenty.

Zakladnym stavebnym prvkom kauzalneho modulu agenta su rozliSovacie kritéria
akcii. Slizia na asociaciu akcie s jej predpokladmi a désledkami. V implementacii sme
sa venovali akciam ovplyvilujicim prave jeden objekt na scéne, navrhli sme vsak aj
roz§irenie modelu chapania kauzality na l'ubovolny pocet objektov. Nacrtli sme tiez
prepojenie kauzalneho a jazykového modulu.

Pri tvorbe planovaca sme vyuzili tzv. BDI architektiru agenta. Agent disponuje
presvedceniami (beliefs), Zzelaniami (desires) a zamermi (intentions), ktoré vyuziva v
planovacom mechanizme. Agent si dokdze vytvorit’ plany na dosiahnutie aktudlnych
zamerov. Plan tvori zretazenie individudlnych akcii. Agent je schopny plan pocas jeho
vykondvania monitorovat’ a v pripade, ze sa nevyvija spravnym smerom, dokdze ho
refaktorovat’. Prave v schopnosti robenia revizii spociva sila planovacieho modulu,
pretoze predpokladame, ze sa agent bude pohybovat v dynamickom prostredi. Jeho
znalost’ prostredia nebude vZdy dokonald a korektnd, takze vytvorend reprezentacia

akcii nemusi presne odzrkadlovat realitu.
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Vykonali sme simula¢né experimenty, ktoré mali overit vhodnost’ nasej
implementécie. Zistili sme, ze agent je schopny vyuzit' vzniknuté sémantické Struktury
v planovacom procese. Nahliadli sme dovnutra agentovej reprezentdcie prostredia a
podrobne rozanalyzovali jednotlivé typy kategorii.

V modeli ostava viacero otvorenych problémov. Treba dorieSit ucenie
rozliSovacich kritérii akcii — v nasom zjednodusenom pripade agent pokladal vSetky
pozorované zmeny v prostredi za dosledky svojej vlastnej Cinnosti. Taktiez by bolo

vhodné asociovat’ vykonavanie akcii s viacerymi objektami na scéne.

59



Priloha A — Implementacia

Teoreticky navrhnuty model implementujem v programovacom jazyku JAVA. Pri
vyvoji pouzivam integrované vyvojové prostredie Eclipse. Staviam na existujicom
projekte Jarmila od mdjho Skolitela Martina Takaca. Projekt sa sklad4d z niekolkych
balickov, popiSem logicku Struktaru hierarchie bali¢kov a bliZSie sa zameriam na triedy,
ktoré som sam doplnil.

Balicek Jarmila.agents obsahuje rozne typy agentov — zdkladny typ Agent a
jeho potomkov HumanTeacher a InventiveAgent. Doplnil som triedu
PlanningAgent, ktory je priamym potomkom InventiveAgent. Tento
predstavuje BDI rozsirenie architektiry agenta a dokaze planovat’.

Bali¢ek Jarmila.criteria obsahuje vSetky typy rozliSovacich kritérii, ako aj
triedy, v ktorych su tieto kritéria uloZzené. Obsahuje aj podbali¢ky s roznymi typmi RK —
kvalitativne (vracaju 0 alebo 1), zalozené na varianciach (pouzivané v tejto praci) resp.
kovariancidch (sofistikovanej$ia verzia kritérii), a tzv. rule based (preddefinované
kritérid, ktoré sa nemenia).

V balicku Jarmila.lexicon je ulozena trieda implementujuca slovnik agenta —
asociacie slov a vyznamov.

Doplnil som balic¢ek Jarmila.planner =zahfnajuci triedy, ktoré vyuziva
planova¢. Je to samotny planova¢ (Planner) a triedy reprezentujuce zelania
(Desire)azamery (Intention). PopiSem ich neskor.

Balicek Jarmila.simulation slizi na simulaciu prostredia. Balicek
Jarmila.structures obsahuje pomocné triedy a rozhrania pouzivané v ostatnych
triedach projektu.

Teraz upriamim pozornost’ na triedy, ktoré som do projektu doplnil. Vytvoril som
dva nové typy rozliSovacich kritérii — RK akcii a planov. RK akcii (DCAction) spajaji

popis akcie (DCActionDescription), predpoklady (DCObject) a dosledky akcie
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(DCChange). Trieda obsahuje aj metddu similarityWith (Frame
actionDesc, Item object, Frame change) na zistenie podobnosti medzi
konkrétnou akciou a zapamitanym kritériom.

Vsetky akcie su ulozené v systéme akcii (DCActionSystem). Vieme vybrat
akciu, ktord najviac zodpovedd pozorovanej zmene alebo vSetkym aspektom akcie
(popis akcie, predpoklad, désledok).

RK plénu (DCPlan) je spajany zoznam RK akcii, obsahuje aj predpoklad
(DCObject) a ciel (tiez DCObject) planu. Kedze RK planu sluzi nielen na
reprezentaciu vSeobecného kritéria, ale aj na popis konkrétneho planu, mame tu aj
aktualny predpoklad a ciel’ (oba inStancie triedy Frame). V pripade, ze bol plan spravne
pouzity (dosiahli sme ciel’), aktualizuju sa RK zodpovedajuce predpokladu a ciel'u na
zéklade konkrétnych ramcov pomocou metédy update (). Su tu aj metddy na pridanie
akcie (pouziva sa pri planovani) a vyber d’alSej akcie (pri vykonavani planu). Podobne,
ako mame systém RK akcii, mdme aj systém RK planov (DCPlanSystem).

Vytvoril som novy typ agenta — PlannningAgent. Okrem systému
elementarnych kritérii, ktoré obsahoval uz aj zadkladny typ Agent, tento obsahuje aj
systém akcii, planov a popisov akcii. PlanningAgent si pamitd ostatni vykonanu
akciu (pouziva pri u¢eni RK akcif). V pripade, Ze planuje, pamita si tiez aktudlny zdmer
(Intention) a plan (DCPlan) na jeho dosiahnutie. Plan som kvoli zjednoduSeniu
priamo implementoval kritériom pldnu, DCP1lan teda zastreSuje vSeobecné RK, ako aj
konkrétnu inStanciu planu. A samozrejme ma kazdy agent svoj planovac¢ (Planner).

Zivotny cyklus agenta je riadeny metédou live (), ktora v sebe postupne vola
metddy sense (), select () a act (), predstavujiice rovnhomenné fazy zivotné¢ho
cyklu. Tieto fazy st teoreticky popisané v kapitole o kauzalite.

Planovaci proces je riadeny metodou plan (). Tu najskér hl'addme pomocou
planovaca aktualny plan asociovany s aktualnym zamerom. Na vytvorenie nového planu
slizi metéda planToDCObject (DCObject dcObj, String objId).
Parameter dcObj ziskame zo zameru (pripominam, Ze zamer je reprezentovany RK
objektu) a objId je identifikator objektu, na ktory sa zdmer vztahuje. V pripade, ze

sme nasli (resp. vytvorili) plan, monitorujeme ho, a ak nie je treba vykonat ziadne
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revizie, plan vykondme pomocou metédy executePlan () — co je vlastne len
zavolanie d’alSej akcie planu.

Planova¢ (Planner) je ulozeny v balicku Jarmila.planner. Obsahuje
zoznamy Zzelani a zdmerov — oba implementované pomocou prioritnej fronty (trieda
BinaryHeapMax z balicka Jarmila.structures). Zoznam aktudlne vybranych
planov je v TreeMap, asociuju sa tu zamery s planmi. Ako uz bolo spomenuté v
teoretickom néavrhu architektury, agent méze mat’ naraz vytvorenych viac plénov,
realizuje sa ten, ktory je asociovany s aktudlnym zdmerom. Aktudlny zdmer sa nachadza
na prvom mieste v prioritnej fronte. Dal§i zdmer ziskame bud’ zo zoznamu zamerov,
alebo zo zoznamu zelani (ak uz dal§i zdmer nemame) pomocou verejnej metody
nextIntention ().

Zelanie je implementované triedou Desire. Obsahuje intanciu triedy
DCObject reprezentujucu konkrétne Zelanie a retazec Specifikujici ID objektu, na
ktory sa Zzelanie vztahuje. S kazdym zelanim je spojend priorita, ktord slizi na
usporiadanie zelani v prioritnej fronte. Trieda Desire implementuje nativne JAVA
rozhranie Comparable, inStancie sa porovnavaju prave podla priority.

Zéamer (Intention) je potomkom triedy Desire. Obsahuje navyse jednoznacny
identifikator, ktory sluZzi v planovaci na asociovanie zameru s planom (s planom sa teda
neasociuje cely zdmer, ale len jeho ID). Okrem toho je tu metdda na zistenie, ¢i bol
zamer splneny.

Popisal som zakladnu Struktaru projektu Jarmila, ktory som vyuzil v simula¢nych

experimentoch na overenie funk¢nosti navrhovaného modelu.
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Priloha B — Obsah CD

Prilozené CD obsahuje samotnt diplomovu pracu v elektronickej podobe, ako aj
zdrojové texty projektu Jarmila, ktory som naprogramoval a nasledne vyuzil v
simula¢nych experimentoch. Na CD je tiez podrobné logovanie zo simulacnych
experimentov.

V adreséari doc sa nachadzajii subory s diplomovou pracou vo formatoch .odt
(textovy dokument Open Office) a .pdf (Portable Document Format).

V adresari src uzivatel’ ndjde zdrojové texty implementovaného projektu.

V adreséri log sa nachadzaji podadresare experimentl a experiment2 s logovacimi

stibormi z jednotlivych experimentov.
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