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Abstrakt

Nazov: Rekonstrukeia objektov s vyuzZitim viacndsobnych pohladov

Podtitul: Porovnavanie $kélovo a afinne invariantnych metdd na hladanie ¢ft

Autor: KOLENIC, Igor .

Katedra: Katedra aplikovanej informatiky, Fakulta matematiky, fyziky a informatiky,
Univerzita Komenského, Bratislava

Vedici diplomovej prace: RNDr. Jan Lacko

Pocet stran: 62

Abstrakt: Cielom tejto diplomovej price je prezentovat pristupy — afinne a $kdlovo
invariantné - k hladaniu ¢ft v obrazkoch pre dalsie spracovanie, akym st rozpoznévanie
objektov, spdjanie pre panordmy a pod., a implementovat porovnévaci softvér a vybraté
metddy na detekciu ¢ft. Stcastou programu je zdkladnd manipuldcia s obrézkami pre
ziskanie transformdcii a deformdicii obrizkov, ako su rozmazanie, zmen$ovanie a
zvi¢Sovanie, pridanie $umu, rotécie, zmena kontrastu a jasu a pod., na zaklade ktorych
budu vyhodnocované a porovnivané metddy. Ako vybraté metddy boli pouzité SIFT,

SURF a metdda na detekciu ¢ft vyuzitim rozkladu empirickym sposobom.
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Uvod

V dnesnej dobe pri rozmahajicom sa trende informaé¢nych technolégii (dalej
IT) a tieZ rasttcej potrebe zébavnej IT, alebo tiez populdrnej, sa pouzivatelia snazia, ¢o
najviac vyuzit silu po¢ita¢ov na zautomatizovanie roéznych ¢innosti. Jednymi z nich su aj
rozpoznavanie a rekonstrukcia objektov alebo tvorba panordm, ktoré vyuzivaji pri
predspracovani metddy na hladanie ¢ft. Ich dspesnost, kvalita, rychlost a pouzitelnost
z4visi od pouzitia vhodnych met6d pre pouzité typy obrazkov. Preto sme sa rozhodli pre
ich porovnanie vzhladom na rézne kritéria.
Préca je delend do 4 kapitol.
V prvej sme sa zamerali na prehlad existujucich met6d pre hladanie vyznamnych ¢ft v
obraze. Ide o ich vymenovanie, popis myslienky algoritmu a ich pouZitia pri
rekonstrukcii objektov.
V druhej kapitole sa nachddza motivdcia pre vyber konkrétnych metdd, ktoré sme sa
rozhodli porovnat. Kazda z nich je osobitne detailne rozobrata.
V tretej kapitole sa nachddza softvérova $pecifikicia, motivicia pre pouzitie
programovacieho jazyka, opera¢ného systému (dalej OS), pre ktory je aplikdcia urcena,
ako aj jednotlivé $truktiry a navrh aplikdcie, uzivatelské rozhranie (dalej GUI) a
pouzivatelskd prirucka k aplikacii.

V $tvrtej kapitole st uvedené vysledky z testovania vybranych met6d a ich porovnanie.



1 Vseobecny prehlad problematiky

1.1 Rekonstrukcia objektov

Rekonstrukeia objektov je dnes pomerne zaujimavou a rychlo sa rozvijajacou ¢astou v
oblasti spracovania obrazu a po¢itatového videnia. Hlavnym jej cielom je ziskat z
dostupnych dét, ktorymi mozu byt obrazky, video (sekvencia obrazkov), data z réznych
senzorov a $pecidlne upravenych zariadeni a inych, priestorovy model redlneho objektu
zobrazeného v spomenutych détach. V literatire nijdeme mnoho pristupov k danej
problematike, nakolko vzhladom na neobmedzend variabilitu objektov a scén, v ktorych
sa objekty nachddzaju, je existencia vieobecného jednotného pristupu velmi otdzna, ak
nie nemozna.
Pri vyuziti techniky rekonstrukcie objektov z viacndsobnych pohladov sa dd postup
ziskania objektov rozdelit na fazy:

1. detekcia ¢ft

2. problém kore$pondencie obrazkov - parovanie ziskanych bodov v obrazkoch

3. vypocet fundamentilnej matice reprezentujicej epipolirnu geometriu medzi

obrézkami

4. rekonstrukcia objektu
Tieto fazy zna¢ne zdvisia od zvoleného pristupu na zdklade dostupnych informicii,
ktorymi mozu byt pozicia a orientdcia fotoaparitov, ich vzdialenost od objektu, ich
vzdjomnd vzdialenost, kalibra¢né nastavenia, ohniskové vzdialenosti a pod. Podla

spomenutych kritérii st zdkladné pristupy rozdelené na [Baumberg00]:

* Calibrated Short Baseline Stereo
Dva fotoaparity (kamery), ktorych konfigurdcia je zndma, si umiestnené v
relativne blizkej vzdialenosti k sebe vzhladom na ich vzdialenost od
pozorovaného objektu. V tomto pripade sa problém korespondencie
zjednodusuje spdsobom, ze bod v prvom z obrizkov korespondujuci bodu v
druhom obrazku lezi na zndmej epipolarnej ¢iare. Nevyhodou v tomto pripade

vicsinou byva, ze konfiguracia kamier je zna¢ne obmedzena.
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* Uncalibrated Short Baseline Stereo
Jeden fotoaparét (kamera) je postivany takym spdsobom, ze posun a zmena
orientdcie je pomerne mald, ale ju nepozndme. Typickym prikladom je video
sekvencia. Dosledkom toho je, Ze body zobrazené v jednom zébere st na dalsom
snimku posunuté len o malu vzdialenost. To ulah¢uje problém kore$pondencie
sposobom, Ze bod v nasledujucom zdbere korespondujuci bodu v aktudlnom
zibere lezi v malom okoli pévodného bodu. Nevyhodou v tomto pripade
vidsinou byva fakt, Ze konfiguricia kamier je znaéne obmedzena (v pripade
kamery jej pohyb).

*  Uncalibrated Wide Baseline Stereo
Vzdialenost fotoaparitov je v tomto pripade podstatnd vzhladom na
pozorovanu scénu a nezndma, ¢oho dosledkom je, Ze epipoldrna geometria je
neznidma tiez a nutnou a hlavnou ulohou je v tomto pripade jej vypocet na
zdklade kore$pondencie bodov. Pri tomto kroku je délezité, aby v obidvoch
obrézkoch boli ndjdené body prisluchajuce totoznému bodu v pozorovanej
scéne a nasledne ich parovanie. Na eliminovanie podstatného podielu
nespravne sparovanych bodov je mozné pouzit $tatistické metddy ako napr.
RANSAC [Fischler81], kedy ale s vi¢sim poctom nezhdd rastie vypoctova
ndro¢nost. Tento pristup v$ak zlyhdva v pripade velkych rozdielov v pozicidch

alebo parametroch fotoaparétov.

1.2 Epipolarna geometria a fundamentalna matica

Epipolédrna geometria je vnutornou projektivnou geometriou medzi dvoma pohladmi.
Nezdvisi na S$truktdre pozorovanej scény, ale len na vnutornych vlastnostiach
fotoapardtov a ich vzdjomnej pozicii. [Hartley04]

Fundamentélna matica F je potom algebraicka reprezenticia epipoldrnej geometrie. Fje
homogénna matica 3x3 s hodnostou 2, pre ktoru plati, Ze ak x, je bodom v prvom

obrézku a xy a je kore$pondujucim bodom x; v druhom obrazku, tak

XRTFXL=O (1.1)
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Obrazok 1.1: Epipolirna geometria

Oy, Oy st ohniskd fotoaparatov, bod X; je priemetom bodu X na lavy pohlad a obdobne
Xy na pravy pohlad, ey, e, st epip6ly - priese¢niky zodpovedajucej priemetne a zékladne
(spojnica ohnisk fotoaparatov), exXy - epipoldrna ¢iara zodpovedajuca X, (prevzaté z

[WikiEG])

Transformdacia Fx, definuje epipoldrnu ¢iaru exxy v druhom obrazku zodpovedajicu
bodu x; (vid obrézok 1.1). Na tejto &iare lezia vietky priemety bodov realnej scény do
druhého obrizku, ktoré lezia na spojnici bodu X a O a teda v prvom obrizku sa
zobrazuju do jedného bodu a to do X;. Fundamentélna matica méd 7 stupniov volnosti a
det(F) = 0, ked?e m4 hodnost 2. Ziskand méze byt z matic zobrazenia fotoaparatov
alebo zo zndmych kore$pondujicich bodov v obrazkoch, pricom je potreba aspon 7
parov bodov[Hartley04] . Dalsie vlastnosti ako aj vypocet je velmi dobre popisany v

[Hartley04 ).

Obrazok 1.2: Korespondujuce body a epipolarne ¢iary (prebraté z [Hartley04] )
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Spodny rad: kore$pondujuce body a prislusné epipoldrne ¢iary.

Horny rad: ndért vzdjomnej polohy obrézkov a epipolarnych rovin

1.3 Skalovy priestor (Scale-space)

1.3.1 Motivacia

Tedria $kdlového priestoru bola vyvinutd v okrem oblasti spracovania obrazu aj v
inych oblastiach. Pri prici s obrazom poméha identifikovat jednotlivé casti, objekty
zobrazované na obrazkoch. Rovnaky objekt z redlneho sveta moze pozorovany z roznych
vzdialenosti, kedy objekt zosnimany pri mensej vzdialenosti k pozorovatelovi sa javi ako
vicsi ako ked ho zosnimame z vicsej vzdialenosti. Opacne, pri pozorovani danej scény v
roznych mierkach vystupuji do popredia iné urovne detailov - abstrakcii. Napriklad o
detaile listu stromu ma zmysel sa bavit pri pozorovani v mierke centimetrov az pér
metrov, kde naopak pri vzdialenostiach kilometer alebo nanometer je to zbyto¢né, a
relevantnejsie je sa bavit o lese, resp. o molekuléch [Lindeberg09].

Pri spracovani obrazu v§ak nemdme, aspon tak predpokladdme, Ziadne informacie o
urovni abstrakcie objektov na obrazku, preto vhodnym rieSenim je prica v réznych
Skalach sucasne, tzv. multi-scale reprezentdcia, kedy $truktiry na pre jemnejsie skily su
postupne potla¢ané [Lindeberg94]. Na to sa vyuziva postupné rozmazdvanie obrézka
(Obrazok 1.3).

Vysledkom mnohych pristupov je, ze konvoltcia Gaussovym jadrom a jeho deriviciami
poskytuje zovseobecnenu triedu obrazovych operatorov s jedine¢nymi vlastnostami pre
tento uc¢el. Podmienkami, ktoré $pecifikuji unikdtnost su linearita a invariancie
priestorového posunu, kedy pri postupe z mensej $kdly k vi¢sej nesma vzniknut nové

Struktary [Lindeber98].

1.3.2 Definicia

Definicia $kélového priestoru je platnd pre N-dimenziondlne zobrazenia, av$ak kvoli
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jednoduchosti a kedze vo vicsine pripadov sa jednd o dvojrozmerné obrazky uvadzame

dvojrozmernd verziu.

Nech f: R*->R reprezentuje dvojrozmerny obrézok, potom

+7)
20°

€

g(x,y;o)= ;
2O

L(x,y;o)=(g(.,.;o)* f)(x,y)

*

L(x, y; o) reprezentuje obrdzok v $kale o, kde operécia

gausovym jadrom. L(x, y; 0) = f(x, y)

(12)
(1.3)

je konvoluciou obrazka f

Obrazok 1.3. Multi-scale reprezentacia obrazka

(vlavo hore) Pévodny ¢iernobiely obrazok - $kala 0, (vpravo-hore) - (vpravo dole)

postupnd reprezentacia pre $kalu 1, 8, 64

13



1.4 Detekcia ¢t

1.4.1 Detekcia ¢ft vSeobecne

Pojem ¢rta (alebo tiez bod z4dujmu "point of interest") nie presne definovany a je

skor pouZivany na oznalenie Casti obrazku, resp. objektu v nom, ktord je istym

sposobom zaujimavou pre dalsi proces. Takymito objektami mézu byt rohy, hrany,

udolia, krizovatky, $kvrny alebo celé oblasti a pod. Vyznamnymi st predovsetkym tym,

ze reprezentuju Cast obrazka aj po roznych zmenéch obrézka . Podla [Tuytelaars08] by

dobré ¢rta mala spinat nasledujuce kritéria:

Opakovatelnost (repeatability) - pri dvoch obrdzkoch zobrazujucich ten isty

objekt s roznymi pozorovacimi podmienkami, by na ¢asti objektu zobrazenej v

obidvoch obrazkoch malo byt detekované vysoké percento zhodnych ¢ft v

obidvoch obrazkoch. Toto méze byt vnimané dvoma spdsobmi a to:

© Invariancia (invariance) - kladie sa déraz, aby pri viésich deformaciach, boli
met6dy neovplyvnené matematickymi transformdciami zodpovedajucimi
prislu$nym deformacidm, pokial je to mozné.

©  Robustnost (robustness) - pri relativne malych deformécidch, ako napriklad
$um, kompresia, rozmazanie a pod., je detektor na ne menej senzitivny, t.j. ze
pozadovand vlastnost sa méze znizit, ale nie privelmi

Odlisitelnost (distinctiveness/informativeness) - okolie &rty sa vyznacuje vicsou

réznostou, na ziklade ktorej sa ¢rty odlisit a neskdr parovat

Lokalnost (locality) - érty by mali byt lokalne, aby sa zniZila pravdepodobnost

ich vzdgjomného pohltenia a tiez aby sa dali rozoznat

Pocetnost (quantity) - pocet ndjdenych ¢t by mal byt dostato¢ne velky, aby aj

na malych objektoch bol detekovany primerany pocet. Av§ak optimalny pocet

z4visi na potrebach aplikacie

Presnost (accuracy) - érty by mali byt presné lokalizované tak ako pozicii v

obrézku takze s ohladom na $kalu

Efektivnost (efficiency) - detekovanie prihliada na ¢asovo néroé¢né aplikicie

14



1.4.2 Zname metédy

V literature je predostretych mnozstvo réznych pristupov k tejto problematike, ktoré sa
lisia ako principom, tak aj typom ¢ft, ktoré detekuju. Velmi vyuzivanymi pristupmi st
tie, ktoré pouzivaju derivicie $edoténového obrazu. Jednym z najzndmejsich je
Harrisov detektor [Harris88], je rozirenim , vyuzivajici autokorela¢nt maticu, alebo

tiez maticu druhého momentu

X)L (12)

kde g() je Gaussové jadro a operécia * je konvoltcia jednotlivych zloziek matice. Matica
reprezentuje rozlozenie gradientu v okoli bodu x a jej vlastné hodnoty 4, a A,
zodpovedajt hlavnym zmendm hodnot - krivosti v dvoch kolmych smeroch. Ak je jedna
z nich podstatne vidsia ako druhd, bod je na hrane, ak su obidve velké, bod zodpoveda
rohu. Harris a Stephens v$ak nepocitaju vlastné hodnoty, ale krivost v bode odhaduju

pomocou

R(x)=A,A,—k (lamdba,+A,)’=det (M (x))—ktrace(M (x))>  (1.3)

kde k je konstanta odhadnutd z pokusov a v literature sa stretdvame s hodnotou medzi
0,04 a 0,15. Crtami st potom body, pre ktoré je R je va¢si ako vopred stanoveny prach a
zdroven maximum v ich okoli. Harrisov detektor je sice robustny pre roticiu a zmenu
osvetlenia, ale taktiez je senzitivny na zmenu $kdly a podla velkosti pouzitého
vahovacieho jadra aj na $um. Shi a Tomasi [Shi94] ukézali, ze pri predpoklade afinnych
zmien v obraze je vhodnejsie pouzit mierku R = min(2, a 1,). Nevyhody Harrisovho
detektora, ¢o sa tyka citlivosti na zmenu $kily, boli potlatené multi-scale Harris
detektorom [Baumberg00], ktory vyhlad4va ¢rty v niekolkych $kélach v reprezentacii
$kalového priestoru. Autokorela¢nd matica preto obsahuje dalsie 2 parametre a to o,
(deriva¢nd $kéla) a oy (integra¢na kala), ktoré zvycajne su vo vztahu o) = kop, kedy k

byva v literature z intervalu <\/Z 2) [Wiki CD]
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Li(x’O—D) Lx(x’o-D)Ly(x’O—D)

M(x,0,,0,)=g(o,)* (1.4)

Lx(x’O-D)Ly(x’O-D) Li(x:O_D)

kde L(x, o) je reprezenticia I v $kdlovom priestore zodpovedajtca $kile o a L, je
parcidlna derivacia L v smere a. Mikolajczyk [Mikolajczyk01] dalej prichddza Harris-
Laplace s rozdirenim tejto metédy o automaticka detekciu charakteristickej $kaly
[Lindeberg98] a vybera body, ktoré si zdroveri maximom M(x, op, o) a zdroven st
lokélnym extrémom $kélovo normalizovaného Laplacovho operdtora [Lindeberg98]
medzi jednotlivymi $kdlami

ViewL(x,0)=0’V? L(x,0)=0"(L,.(x,0)+ L,,(x,0)) (1.5)

V tomto zmysle sa detektor stava $kdlovo invariantnym.

4?Illlllllllll LI T 1 I L ) L 1 T T i_4 '|'|I'|II:1I[|I LR T 1 T T T T L] 1]
2.0 10.1 19, 2.0 3.89
scale

1g
scale

Obrazok (1.4): Priklad vyberu charakteristicke;j skaly

Vrchny rad ukazuje obrézka zosnimané s rozdielnou ohniskovou vzdialenostou. Spodny
rad ukazuje odozvu Vfwrm L(x,0) cezrozsah gkal. Charakteristické $kaly 10,1 a 3,89
st vybraté pre lavy a pravy obrazok. Pomer $kil zodpovedd zmene $kaly medzi
obrizkami. KruZnica zobrazend okolo bodov v hornom rade je 3 nésobkom

charakteristickej $kly. (prebraté z [Mikolajczyk04])
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Mikolajczyk a Schmid [Mikolajczyk04 ] neskér prispdsobili Harris-Laplace ako afinne
invariantnd metédu Harris-Affine pomocou iterativnej normalizcie eliptickych
afinnych okoli bodov [Lindeberg98] ziskanych Harris-Laplace detektorom, ktoré su
odhadnuté pomocou velkosti vlastnych hodnét autokorela¢nej matice v danom bode.
Postup detekcie je potom nasledovny:

1. detekcia prvotnych bodov (regiénov) pomocou Harris-Laplace detektora

2. odhad afinnej formy pomocou autokorela¢nej matice

3. normalizdcia afinnej formy (elipsy) do kruznice

4. znovu detekcia novej pozicie a $kdly v normalizovanom obrazku

S. pokra¢ujbodom 2 ak vlastné hodnoty autokorela¢nej matice pre ziskany bod
nie st rovnaké alebo skon¢i pokial procedura nezkonveruguje vo vopred
stanovenom pocte iterdcii

Inym pristupom hranového detektora ako Harrisov je SUSAN (Smallest Univalue
Segment Assimilating Nucleus) [Smith97]. Je zaloZeny na porovndvani priamo
jasovych hodnot bodov a s bodmi v malej oblasti okolo nich. Centrom oblasti je bod
nazyvany nucleus a jeho hodnota je porovnévand s bodmi v kruhovej oblasti spdsobom,
¢i dany bod ma alebo nemd podobnd hodnotu ako nucleus. Pocet podobnych bodov
potom charakterizuje okolie bodu a nazyva sa USAN (Univalue Segment Assimilating
Nucleus). Crty st potom detekované sposobom, Ze ak je pocet "podobnych” bodov v
oblasti va¢si ako stanovené minimum a mensi ako preddefinovany prah. Podla velkosti
prahu sa daju detekovat rohy alebo hrany, kedZe pocet podobnych bodov v oblasti v
bode leziacom na hrane, klesa priblizne na polovicu a pri rohoch na $tvrtinu
[Tuytelaars08]. Oproti Harrisovmu poskytuje vi&iu robustnost voédi $umu, ale
podobne ako on je zlyhdva pri zmene $kaly.

Laganiere a Vincent [Laganiere02] kombinuju SUSAN a Harrisov detektor. Pouzivaju
klinovy model, ktory charakterizuje rohy podla ich orientdcie a uhlovej velkosti. Touto
kombindciou ziskavaju dobry kompromis medzi presnostou SUSAN a opakovatelnostou

Harrisovho detektora. Aj on v§ak zlyhdva pri zmendch gkaly.
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Obrazok 1.5: Rohy v SUSAN st detekované segmenticiou kruhového okolie
"podobnych” (oranzové cast) a "nepodobnych’ (modrd ¢ast) regiénov. Rohy su
umiestnené tam, kde relativna plocha "podobnych” bodov (USAN) dosahuje lokalne

minimum pod ur¢itym prahom. (prebraté z [ Tuytelaars08])

1.4.3 Skalovo invariantné metédy

Jednym z pristupov ako odstranit tento nedostatok vo v§eobecnosti, je detekovat
&rty v celej reprezentacii $kdlového priestoru (vid sekciu 1.3). Ako uvddzajt Tuytelaars a
Mikolajczyk vo svojom prehlade [Tuytelaars08], mnohé navrhnuté metédy hladaju
maximum v 3D reprezentacii obrazku (x, y, $kdla), na zaklade myslienky [Crowley84],
kde skalovy priestor bol vybudovany s low-pass filtrami a ¢rty boli detekované ako
lokélne maxim4 v okoli zodpovedajiucemu 3D kocke a ich absolutne hodnoty boli vyssie
ako stanoveny prah. Tieto pristupy sa lisia hlavne v spdsobe vystavby reprezenticie
$kalového priestoru, teda pouzitim odli$nych derivacii.

Lindeberg [Lindeberg] vyuziva $kdlovo normalizovany operitor Laplace-of-
Gaussian (LoG), ktory je kruhovo symetricky a preto aj pouzitd metdda je prirodzene
rotatne invariantnd. Lowe vo svojej metéde SIFT [Lowe99],[Lowe04] (blizsie
popisand v sekcie 2.2) nahrddza LoG jeho aproximédciou pomocou rozdielu dvoch po
sebe nasledujucich obrézkov rozmazanych gaussovym filtrom - DoG (Difference-of-
gaussians). Tato aproximicia poskytuje podobné vysledky ako LoG a je vypoctovo
vyhodnejsia. V [Lowe04] su naviac detekované body dalej interpolované pomocou
pristupu [Brown02] pre ziskanie presnejSej pozicie v obrizku ako aj v skilovom
priestore. Ako uz bolo spomenuté v predchddzajucom bloku k tymto pristupom patri aj
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Multi-scale harris detektor [Baumeberg00] a Harris-Laplace [Mikolajczyk01].
Mikolajezyk a Schmid [Mikolajeczyk04] navrhli este podobnu metédu ako Harris-
Laplace a to Hessian-Laplace, ktorej princip je rovnaky s tym rozdielom, ze prvotné
vyhladévanie nerobia pomocou Harrisovho pristupu, ale pouzitim determinantu
Hessianovej matice, ktord detekuje $kvrny, a na rozdiel od autokorela¢nej matice pracuje
s druhymi deriviciami intenzity obrazu. Inou $kilovo invariantnou metdédou je SURF
(Speeded Up Robust Features) navrhnuté Bayom a spol. v [Bay06], ktor4 sice vyhladdva
¢rty v $kdlovom priestore, ale na budovanie nevyuziva priamo derivécie, ale ich
aproximiciu pomocou blokovych filtrov a integrélneho obrazu [Viola01] (blizsie
popisand v sekcie 2.4). Taktiez nerozmazdva postupne obrazky gaussovym filtrom, ale
blokové filtre aplikuje na pdvodny obrazok. Jej cielom je zefektivnit vypocet aj za cenu

malej straty presnosti.

1.4.4 Afinne invariantné metédy

Skilovo invariantné metédy vSak zlyhavaji pri vi¢sich zmendich obrazka v
rozdielnych v kolmych smeroch, ako napriklad zmensenie, skosenie, zosikmenie,
pretoze tie ovplyviuju nielen poziciu a $kalu, ale aj tvar lokdlnych $truktur. Afinne
invariantny detektor potom modzeme povazovat za zovSeobecnenie $kalovo
invariantného [ Tuytelaars08].

Medzi takéto metddy patria Harris-Affine a Hessian-Affine [Mikolajczyk04],
ktoré su roz$irenim uz spomenutych $kalovo invariantnych metéd Harris-Laplace a
Hessian-Laplace o iterativny odhad afinnych eliptickych regiénov. Okrem prvotného
vyberu bodov v $kdlom priestore maju spolo¢ny ostatny postup "rovnaky”, ktory bol
spomenuty v sekcii 1.4.1. Tieto metddy su navzdjom doplnkové v zmysle, Ze vracaji iné
typy ¢ft v obrdzku - Harris - rohy, Hessian - $kvrny, aj ked Hessian detekuje aj rohové
$truktdry v mensich skalach.

Ako velmi robustnd afinne invariantnd sa ukizala metéda MSER (Maximally
Stable Extremal Regions) [Matas02]. Nedetekuje ani body ani $kvrny ako také ale
oblasti roznych velkosti a tvarov. V tejto metdde definovali regiény podla extrémalnych

vlastnosti intenzity v regiéne a na jeho vonkajsej hranici. Myslienka je nasledujica. Nech
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S ={I, I, .,Lss }, kde I, je prahovany obrdzok prahom i, si postupne vietky moznosti
prahovania $edoténového obrézku I, ktorych body st oznacené ako (¢ierne, ak su pod
zvolenym prahom alebo ako biele, ak st rovné alebo viadsie. Ak zobrazime tieto obrazky
ako film, potom prvy obrazok je biely a postupne sa na fiom objavuju ¢ierne body, ktoré
zodpovedaju lokdlnemu minimu v intenzite a tie dalej rastd. V istom momente sa oblasti
zodpovedajuce lokdlnemu miminu spoja. Nakoniec posledny obrizok je ¢ierny.
Mnozina vsetkych spojenych komponentov zo vetkych prahovanych obrazkov je
mnozinou maximalnych regiénov (minimalne regiény sa daju ziskat rovnakym
postupom na invertovanom obrazku I). Vo vela obrazkoch je lokdlna binarizicia v istych
regiénoch stabilnou pocas prechodu viacerymi obrdzkami a tieto regiény s centrom
zdujmu a podla toho sa maximdlne stabilné extremalne regiony. Tieto regiéony maju
nasledujuce vlastnosti:

* invarianciu vo¢i afinnych transformacidm a zmene intenzit

* konvarianciu vodi transformécii zachovavajucu susednost T :D D v obrazovej
doméne

* stabilitu, nakolko su vybraté len regiény, ktorych prispevok je virtudlne
nezmeneny vo rozsahu prahov

* detekcia vo viacerych $kdlach. Aj ked nie je pouzité rozmazanie, detekované su aj
velmi malé aj velmi velké $truktury

* mnozina vdetkych extremdlnych regiénov je vypocitavané v zloZitosti

O(n log logn), kde n je pocet bodov obrazku I

Khan a spol. [Khan08] prisli s afinne invariantnou metédou, ktord vyuziva morfologické
operacie ako hranovy detektor pre ziskanie segmentov, z ktorych su potom ziskavané
vstupné signaly pre EMD rozklad [Huang98] a konkrétne prvii IMF. Body, v ktorych ma
IMF funkcia vys$siu frekvenciu si potom kandidétmi na body zdujmu (blizsie popisand v
sekcie 2.3).

Novy pristup ASIFT (Affine Sift) bol navrhnuty nedavno Morelom a Yuom [Yu09],
ktory nie je "detektorom" v pravom zmysle slova, ale preklada spdsob ako porovnévat 2
obrézky z velmi velkymi afinnymi transformaciami a hladat medzi nimi korespondujuce

body. Hlavnou myslienkou je nie najprv detektovat body a potom ich afinne
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normalizovat, ale prave naopak, z kazdého obrizku sa vytvori kone¢ny maly pocet

oto¢enych a naklonenych obrazkov, ktorymi simuluju ind poziciu fotoaparitu, a

nasledne v obrézkoch ziskanych z prvého a druhého detekuju body pomocou SIFT a

tieto porovnavaju.

Similarity-invariant image matching

Obrazok 1.6: ASIFT

Wt

[
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Vlavo: myslienka metédy - simuldcie zmeny pohladov kamery na snimany objekt

vjednotlivych obrdzok a ich nasledné porovnévanie

Vpravo: vysledné korespondujuce body v obrazkoch zosnimanych z réznych pozicii

s velkou zmenou pohladu (prebraté z [Yu09])
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2 Metody na hladanie ¢ft pouzité v porovnavani

2.1 Motivacia

V literature sa vyskytuju mnohé porovnania rézne vybratych z vyssie spomenutych ako
aj inych metéd [Mikolajczyk0S],[Schmid98],[Schmid00],[Yu09]. Takisto tcel a ciel
porovnania je variabilny.

Pre testovanie sme sa rozhodli pre metédy SIFT [Lowe99],[Lowe04], SURF [Bay06], a
metédu navrhnutd Khanom a spol. [Khan08], vzhladom na odli$ny pristup danych

metdd a tiez ich efektivnost ako aj vhodnost pre rozne typy aplikacii.

2.2 SIFT

SIFT (Scale invariant feature transform) je metéda navrhnutd Davidom G. Lowom
[Lowe99],[Lowe04]. Patri dnes medzi najvyuzivanejdie metédy na hladanie ¢ft v
obraze. Vyuziva Difference-of-Gaussians (DoG) ako blizku aproximaciu
normalizovaného Laplacian-of-Gaussian - ¢? \/? G [Lindeberg04].
Samotny SIFT mé dve zékladné funkcie, a to néjdenie ¢ft (detektor) a pre ndjdené body
vytvorenie priznaku (deskriptor) pre dalsiu pracu pri parovani.
Detekcia:

Detekovanie ¢ft touto metddou by sa dalo rozdelit na 4 fézy, a to:

1. Néjdenie extrémov v $kdlovom priestore

2. Verifikicia, & bod spina vopred uréené podmienky

3. Vjpocet orienticie a dizky jej vektora

4. Priradenie deskriptora

Tieto fazy st potom v implementdcii algoritmu previazané, kvoli efektivite.

2.2.1 Hladanie extrémov v $kilovom priestor

Ako uz bolo spomenuté, Lowe pri vyhladdvani extrémov vyuziva rozdiel D dvoch

obrazkov rozmazanych gaussom zodpovedajucim skilam o ako.
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D(x,y,0)=(G(x,y,ko)=G(x,y,0))*I(x,y)
=L(x,y,ko)—L(x,y,0) (2.2.1)

V prvom kroku, predpokladd, Ze vstupny obrdzok md rozmazanie ¢ = 0.5, preto mu
zdvojnasobuje velkost bilinedrnou interpoliciou, ¢ize novy obrazok ma rozmazanie o=
1 relativne oproti povodnému. Nisledne buduje jednotlivé levely $kélového priestoru
postupnym rozmazdvanim, teda konvoliciou gaussovym jadrom, odliSenymi o
konstantny nasobok k. Skilovy priestor rozdeluje na oktédvy. Tvorba oktavy pozostiva z
vopred stanoveného poctu vrstiev s, ktoré tvoria rozmazané obrazky. Kedze kazda
nasledujuca oktdva m4 dvojnasobné o oproti predchddzajucej a podla [Lowe04] je
optimélny pocet levelov pre jednu oktévu rovny s = 3, =2'/*. Susedné vrstvy potom
od seba odpocita pre ziskanie D(x, y; o). Kompletnd oktdva viak zahfiia s+3
rozmazanych obrdzkov nutnych pre vytvorenie s+2 DoG obrizkov potrebnych pre
hladanie extrémov. Po vytvoreni oktdvy zoberie vrstvu prisluchajucu k dvojnésobnej
vstupnej $kile o, prevzorkuje ho spdsobom ze, vynechd vietky neparne stipce a riadky a
nasledne ho pouziva na budovanie dal$ej oktdvy, kedy presnost vzorkovania relativna
voti o sa neodli$uje od zac¢iatku predoslej oktdvy, ale sa tym omnoho zrychli vypocet

[Lowe04].

Y

(nasledujlica oktava) ;}3

Skila
(prva oktava)

Rozdiel gaussov
Gaussom rozmazané obrazky (difference of gaussians - DoG)

Obrézok 2.2.1: Tvorba $kilového priestoru pre s =2
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Lavy stlpec : postupné rozmazavanie konvoltciou gaussovym jadrom - L(x,y;ko)
Pravy stfpec: Rozdiel dvoch susednych vrstiev - D(x,y;0;) = L(x,y;ka;) - L(x,y;0,)

(prevzaté z [Lowe04])

Nasledne po vybudovani oktdv hlad4 extrémy pre D(x, y; o) tym spdsobom, 7e pre
kazdy bod DoG obrazka zisti, ¢i je extrémom v jeho 3x3 okoli (8 bodov). Ak 4no, zistuje
& je rovnakym extrémom aj v 3x3 okoli (9 bodov) v DoG o troven hore aj dole, t;j.
porovnanie s bodu s 26 susednymi bodmi v susednych trovniach (vid obrazok 2.2.2).

N4jdené body sa stavaju kandiddtmi, ktoré su dalej filtrované.

skala

Obrazok 2.2.2: Hladanie extrému (prebraté z [Lowe04])
Kandiddtom na bod zdujmu sa stiva bod, ktory je extrémom spomedzi 26 susednych

bodov a to 8 vo svojom okoli 3x3 v rovnakej $kale ako aj 9 v najblizsej $kdle nad a pod.
2.2.2 Verifikacia kandidatov
2.2.2.1 Ur¢enie presnej polohy

[Lowe99] bral do tvahy stradnice kandidatov na akych boli najdeni, aviak [ Lowe04] na
zéklade poznatkov [Brown02] wur¢uje presnejSiu poziciu ndjdeného extrému
interpolaciou. Vyuziva Taylorov rozvoj funkcie D(x, y; o).

aDTx'i‘le azDT X
0x 2 axz

D(x)=D+ (2.22)
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kde D a jej derivicie su vypocitavané v bode kandiddta pomocou rozdielu susednych
bodov [Brown02]a x=(x, ¥y, o) je odchylka od neho. Pozicia extrému X je potom
nésledne vyratand z rovnice (2.2.2) poloZenej rovnej 0.

o'D”' oD
ox’ Ox

£=— (2.2.3)

Ak Xx je vicsie ako 0,5 alebo mensie ako -0,5 v jednom z rozmerov, znamena to, ze
extrém lezi blizsie k inému bodu a preto interpoldcia sa opakuje pre novy bod, ku
ktorému je extrém blizsie [Lowe04]. Ziskana odchylka je potom pripo¢itand k pozicii

interpolovanému bodu.

2.2.2.2 Odmietnutie bodov s nizkym kontrastom

[Lowe04] dalej kontroluje hodnotu |D(X)|> 0,03, ktort ziskal z rovnice

. 1oD" .
D(x)=D+—
(x) 2 Ox *

(2.2.4)

kde pracuje s hodnotami bodov obrazkov v intervale <0,1>. Ak je hodnota mensia, bod

odmietne.
2.2.2.3 Odmietnutie bodov s nizkym zakrivenim

Nésledne prebieha kontrola, ¢i body nemaju velky pomer medzi krivostou v smere
hrany, na ktorej st detekované a v kolmom smere. Takéto body st nestabilné, pretoze je
ich tazké identifikovat. Hlavné zakrivenia su pomerné k vlastnym hodnotim

Hessianovej matice

H:[D” DW] (2.2.5)
DX)’ Dyy

, ktoré ale netreba priamo vypocitat, kedze Lowa zaujima len ich vzidjomny pomer. Na

vypocet jednotlivych derivécii pouziva rozdiel susednych bodov. Nech « a f st vlastné

-y s oo X
hodnoty H, pricom a nech je vi¢sia. Potom pomer medzi nimi je r=— a pouzitim

B
pristupu [Harris88]

Trace(H)=D +D =o+p (2.2.6)
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Det(H)=D, D, —D,=xp (22.7)
ziskava

(Trace(H))* _(a+BY _(rB+B) _(r+1)

Det(H) o . . (2.2.8)

ktoru porovndva s vopred ur¢enym prahom, teda odmieta body, ktoré nevyhovuju

nerovnici

Trace (H) <(rthr+1)2
Det (H ) r

(2.2.9)

thr

kde r,, je prah a podla [Lowe04] vhodna konstantaje r,.=10.

2.2.3 Vypolet orienticie a dizky gradientu

Bodom, ktoré vyhovovali v predchddzajucich testoch sa priradi velkost m a smer 0
orientdcie, ktoré st ziskané z Gaussom rozmazaného obrazku so $kalou najblizsie k skale
detekovaného bodu a to nasledujicim spdsobom. Pre vietky body L(xy;0) a vietky

8kaly sa predpocitaju hodnoty m a 6.

m(x, )=V(L(x+1,9)=L(x=1,p)+(L(x, y+1)=L(x,y=1)}  (22.10)

L(x,y+1)—L(x,y—1)

L(x+1,y)—L(x—1,y) (22.11)

0(x, y)=arctan

Pre kazda ndjdenu ¢rtu je vytvoreny histogram orientdcii, ktory ma 36 pozicii, kazdy
zodpovedajuci rozsahu 10°. Do histogramu prispieva kazdy bod v okoli érty svojou
velkostou orienticie, pricom ti je véhovand Gaussovym oknom so o, ktord je 1,5
nésobkom $kaly n4jdeného bodu. Crte je priradena ta orientécia, ktord ma v histograme
maximum. Pokial sa v histograme nachddzaju pozicie, ktorych hodnota je nad 80%
maxima, pre kazdu z tychto hodnét je vytvorend kopia bodu, ktorému sa priradi
orientdcia na danej pozicii. Kvoli lep$ej presnosti je priradovand orientdcia a velkost
ziskand interpoldciou paraboly prechddzajucej vrcholom a najbliz§imi hodnotami.

[Lowe04]
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2.2.4 Vypocet priznaku - deskriptora

Priznak - 128 rozmerny vektor - je vypolitavany zo 16x16 okolia ¢rty ako 16
histogramov (4x4) orientacii s 8 poziciami. Do jedného histogramu prispievaja body z
podokna o velkosti 4x4, ktoré si predtym vdhované Gaussovym oknom so ¢ = polovici
velkosti okna (vid obrdzok 2.2.3). Vektor je nésledne normalizovany na jednotkovt
dizku, dalej hodnoty vitsie ako 0,2 st nahradené hodnotou 0,2, aby sa zabranilo vplyvu
gradientov s velkou dizkou [Lowe04] a opit je vektor normalizovany na jednotkovu

dizku.

- x

,,
=i [
i?l

=

1
'
sl e B el o i

Nkl A
= .

'S
ud
1
|~
b
+
o

b

T

=
T

4

o =
-
-

x| K| K| K

PRl =]

i
LiaRyg ta]ef*

-
=t
M

¥ | KK | %

k|| |k
EIESESES

N L e P
-

Gradienty Deskriptor - histogramy

Obrazok 2.2.3: Tvorba deskriptora (upraveny z Lowe04)
Vlavo st znézornené gradienty v obrazku, rozdelenie na 16 podokien ako aj vplyv

gausovho jadra. Vpravo st ziskané histogramy pre jednotlivé podokna.

2.3 Detekcia ¢ft vyuzitim rozkladu empirickym spésobom (Empirical Mode
Decomposition - EMD)

J. E. Khan spolu s partnermi [Khan08] prindsa, ako uvadza, Siroko afinne invariantna
metddu na hladanie ¢ft. Neprehladédva ako Lowe $kélovy priestor, ale body sa snazi
vyhlad4vat na hranédch, ktoré ziskal morfologickymi transformaciami [Serra82] podla
vzoru [Chin93], kde na lokaliziciu alebo rozhodnutie, ¢ bod je zaujimavy vyuziva
rozklad EMD [Huang98], konkrétne jej 1 vnttornt funkciou (intrisinc mode function -
IMF).

Priebeh funkcie sa dé rozdelit na 3 fazy

1. Detekovanie hran
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2. EMD rozklad segmentov na 1. IMF funkciu

3. Vyber kandidata

2.3.1 Detekovanie hran

Najprv obrazok jemne rozmaze, pouzitim transformdcii otvorenie-uzavretie a uzavretie-

otvorenie, tak ze vysledny obrézok je priemerom hodnét tychto transformdcii.

B( BIO)C +B(BIC)O
2 (2.3.1)

I,=

kde B je 3x3 8-spojity Strukturdlny element a X, a pX sii transformdcie otvorenia a
uzavretia pomocou B na obrazku X. Dalej je pouzity operitor gradientu [Hasan00] ako
rozdiel dilatdcie a erézie.

Igr:B([b)d —5(1,), (2.3.2)

Obrazok I,, je nésledne prahovany

I I,>y

>(1,.1,)
21,

operdcia g"*X konvoltcia obrizka X jadrom g,

(2.3.4)

kde I, je max(g,**Ig, , & 7 1,),
g =1[-101],g =g, aopericia . je nisobenie medzi totoznymi bodmi. Binirnu mapu I,
dalej upravuje tak, Ze ztenSuje hrany na $irku 1 pixlu erdéziou vo vertikilnom a

horizontdlnom smere. Vyslednym obrézkom je maximum z tychto obrazkov, teda

L=max(1,, I,.), kde

ak 1,#0

potom ]he(xi’yj):]e(xi:yj) . . (2-3-5)
e\ Xis yk)zo kek#j{.]_wh’.]-’_wh}

ak I,#0

potom Ive<xi’yj):Ie(xi’yj) ‘ ' (2.3.6)
[ve<'xk’yj):O kek#i{l_wh’l—i_wh}

Takto ziskany obrézok este moze obsahovat velmi krétke hranice, preto tie ¢asti ktoré

maju mensiu dlzku ako N, st odstranené.
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2.3.2 EMD rozklad a prva IMF

Vyber kandiditov prebieha na jednotlivych hraniciach, resp. ich casti. Nech P
reprezentuje jeden taky segment P = {p, = (x, y,); i=1,2,3 - n}, p.., je susedny s p;.
Hranice st transformované na 1 rozmerny signal - 1D 6-P, ktory tvoria zmeny uhlov pri

prechode hranicou, ktory je nasledne vstupom pre EMD rozklad.
2.3.2.1 Vstupny signal pre EMD rozklad

Jednotlivé hodnoty uhlov 6(p,) st vypocitané pomocou kovarianénej matice M(p,) a jej

vlastnych hodnot

=" 12] (2.3.7)

i+s
I > xi]—xf (2.3.8)

| 2s+1 et
i+s
: 2.39
M= 25+11 ~ by/ i ( )
1 its
M=M=\ 5171 XV |=x (2.3.10)
Jj=i—s
1 i+s
X = ) 2.3.11
Y s+ ,:ZX % (2311)
1 i+s
V= ‘ 2.3.12
Vi 2s+1_,4§._sy-f (23.12)
A —
arctan (— m“) akm ,#0
0(p,)= o (2.3.13)
us inak
2

kde 1, je vlastnd hodnota M(p,) a s je nejaké celé ¢islo [Khan08], ktoré definuje vysek z P
okolo bodu p,. Absoltatna hodnota je pouzitd preto, aby sa zabranilo prili§ velkému
kolisaniu hodnét pre susedné body spdsobené kvantovymi efektami. [Khan08] podla
[Quddus99], [Lee9s].
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2.3.2.2 EMD rozklad [Huang98]

Vysledkom EMD rozkladu st postupné IMF signaly. Podla [Huang98] IMF je funkcia,
ktoré spitia 2 podmienky: (1) na celom obore sa pocet extrémov lisi od poétu prechodov
cez 0 maximédlne o 1 a (2) v kazdom bode je stredovd hodnota medzi obalom
definovaného maximami a obalom definovaného minimami rovna 0. Autorov [Khan08]
viak zaujima len 1. z rozkladu. Nech ¢,(t) je vstupny signal potom imf,(t) sa ziskava
iteraciou

m, (1)= Emaxk(t);-Emink(t)

he o (8)=h(t)—m,(t) (2.3.15)

(2.3.14)

kde hy(t) = c,(t), Emax,(t) je obalom definovanym kubickou interpolédciou maxim h(t) a
Emin,(t) je obalom definovanym kubickou interpoliciou minim h(t). Itericie
pokracuji, kym $tandardné odchylka SD

(h ()=, (1))
hi (1)

T

SD=Y"

t=0

(23.16)

nie pod ur¢itou hranicou. Typickou hodnotou je 0,2 - 0,3 [Huang98]. Koneéna h(t) je
potom imfi(t) = h,,(t). Daldia imf,,(t) sa ziska obdobne, ale vstupnym signilom je

Cit1 (t) = Ci(t) - imfi(t) .

Emax,(t) oA

Obrazok 2.3.1: Jeden krok iteracie pre vypocet imf(t).
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Hore: Vstupny signal h(t)

Stred: Obaly extrémov vytvorené kubickou interpoliciou: Emax(t) - maxim h(t)
(¢ervend), Emin,(t) - minim h(t) (zelena) a ich median m,(t)

Dole: Vstupny signal h(t) (3ed4d), medidn m(t) (modrd) a vysledny signdl kroku
iteracie hy,,(t) = hy(t) - m(t) (¢ierna) (farebne upraveny obrazok z [Huang98])

2.3.3 Vyber kandidatov

Selekcia bodov zdujmu prebieha na ziskanej IMF funkcii z ID 6-P signdlu
prisluchajiceho segmentu P = {pi = (xi, yi); i=1,2,..,n}, IMF(p,) a 68(p,) st jednotlivymi
hodnotami pre dané body segmentu. Prvotny vyber kandiditov je na zdklade frekvencie
IMEF funkcie: Prvd IMF ukazuje odli$ne vyssiu frekvenciu na pravych bodoch zdujmu ako
na rovnych ¢arach [Khan08]. Vybraté st body, ktoré majt vo svojom okoli (Wz) aspon
tolko prechodov cez 0 ako je prah, ktory je v [Khan08] stanoveny na 1/3 vsetkych
prechodov cez 0 danej IMF. Zo ziskanych bodov su dalej body, ktoré maja vo svojom
okoli (Ws) body s rovnakym poétom prechodov cez 0, ale s vy$$ou hustotou,
odstrdnené zo zoznamu kandidatov. Zvys$ni kandidati su testovani, ¢i st extrémami v
povodnom obrazku vo svojom 3x3 okoli. Nakoniec su odmietnuté také body, aby
vzdialenost medzi jednotlivymi kandiddtmi bola aspon takd ako vopred stanovend

minimalna vzdialenost, ktora je v [Khan08] S pixlov.

2.4 SURF: Speeded Up Robust Features [Bay06],[ Bay08 ]

Bay, Tuytelaars, Van Gool prisli v roku 2006 s skdlovo a rota¢ne invariantnou metédou,
ktord je zalozend na principe Hessianovej matice, ale na vypocet derivécii pouZiva
jednoducht aproximiciu zaloZent na integrilnom obraze [ViolaO1], ¢o znizuje cas
vypoctu [Bay06], [Bay08]. Sucastou SURF je aj vlastny deskriptor, ktory popisuje
distribuciu Haar-vlnkovych odoziev v okoli bodu zdujmu, ktory ale nie je popisany v

tejto préci, a pre bliz{ popis odkazujeme ¢itatela na [Bay06], [Bay08], [Evans09].
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2.4.1 Integralne obrazy

Integralny obraz I; obrazu I, ako je popisany v [Viola01], je obraz, v ktorom kazdy bod
obsahuje sti¢et obrazovych bodov v obdlznikovej oblasti v I definovanej danym bodom a

pociatkom.

Iy (x,p)= ZI (i,7) (24.1)

Dotaz na sicet bodov v obdlznikovej oblasti ma konstantnu zlozitost bez ohladu na jej
velkost a je dany predpisom
2 rect =1y (e)+ Is (a)~(Iy (b)+ 15 (d)) (2.4.2)

kde a, b, ¢, d sti rohové body oblasti a a je najblizsie k pociatku (vid obr. 2.4.1)

0

Obrazok 2.4.1: Obdlinikova oblast ziujmu
Pri pouziti integralneho obrazu I; na vypocet suétu bodov v obdiznikovej oblasti danej

bodmi g, b, ¢, d v I stadia $tyri operdcie ¥ =1y (c) - I; (b) - (d) + I;(a).
2.4.2 Rychly Hessian (Fast-Hessian)
Detektor metédy SURF je zaloZeny na determinante Hessianovej matice v $kdlovom

priestore, kedy ak x = (x,y) je bod I, tak Hessianova matica H(x, ) pre bod x v $kle oje

definovana

H(x, o)= ’2 ; o (243)
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kde L.(x, o), L,(% 0), L,(x o) sa konvolucie prislusnymi druhymi derivaciami
Gaussového g(o) jadra obrizku I v bode x, znamych ako Laplacian-of-Gaussian.
Konvolucie spomenutymi jadrami vSak Bay a spol. [Bay06] nahradili blokovymi filtrami
(box filters) Dxx, Dyy, Dxy (vid obrazok 2.4.2) ako aproximicie druhych derivicii
Gaussového jadra. Pri pouziti integrdlneho obrazu potom trvd aplikovanie blokovych
filtrov linedrny ¢as vzhladom na pocet obrazovych bodov nezavisle od velkosti filtra,

kdezto pri Laplacian-of-Gaussian je zlozitost (pocet bodov I)x(pocet bodov jadra).

il
I

Obrazok 2.4.2: Aproximicie druhych derivicii Gaussového jadra 9x9 blokovymi
filtrami

Horny rad: Diskrétne parcidlne derivicie Gaussového jadra v yy-smere a xy-smere

Dolny rad: Prislu§né aproximacie s véhami pre jednotlivé bloky ($edé body st rovné 0)

(prebraté z [Bay06])

Aproximicie Dxx, Dyy, Dxy st potom vypocitané tak, ze zodpovedajuce obdlznikové
oblasti z I; (biele a ¢ierne) st nasobené prislugnou vahou (vid obrézok 2.4.2). Nésledne
determinant je dany predpisom

det(H,,,..) =D,.D,,— (0.9D,,)* (2.4.4)

kvoli vyvazeniu relativnych véh filtra a Hessianovho determinantu [Bay06].

2.4.3 Budovanie skalového priestoru

Na rozdiel od klasického pristupu budovania $kélového priestoru reprezentovaného

pyramidou s vrstvami ziskanymi postupnym rozmazdvanim Gaussom a naslednym
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podvzorkovanim pre vytvorenie dalSieho levelu, [Bay06] buduje $kalovy priestor

sposobom, ze zvacsuje blokovy filter a aplikuje ho na pévodny obrazok.

Skala
Skala

Obrazok 2.4.3: Rozdiel v sposobe budovania skalového priestoru
Kym $tandardne sa skélovy priestor buduje zmen$ovanim obrézka (vlavo) Bay a spol. ho

buduji pouzitim integrdlneho obrazu a zvi¢Sovanim blokového filtra (vpravo)

(prevzaté z [Bay08])

Inicializaénym filtrom je filter s velkostou 9x9 (vid obrézok 2.4.2), zodpovedajuci $kéle

o = 1.2. Nésledne aplikuje filtre o velkosti 15x15, 21x21, 27x27 a pod. Podobne ako SIFT
[Lowe99],[ Lowe04] rozdeluje $kélovy priestor na oktavy, kde prechod medzi oktdvami
je 20 a kde rozdiel medzi velkostami filtrov sa s narastajicou oktévou zdvojndsobuje.

(Obrazok 2.4.4). Skala jednotlivych filtrov je vypoéitavand ako (velkost filtra)x(1,2/9).

>
>
S
o 27 51 | 75 (99
15 27 | 39 |51

9 15 | 21 |27

: ; ‘ .

1 2 4 8 Skala

Obréazok 2.4.4: Velkosti blokovych filtrov

Graficka reprezenticia velkosti filtrov pre 3 roézne oktavy. Logaritmicka vodorovna os
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reprezentuje $kaly. Oktdvy sa prekryvaja aby sa zabezpecilo pokrytie vSetkych moznych
$kdl bez §vov. (prebraté z [Bay08])

2.4.4 Vyhladavanie bodov

Obdobne ako [Lowe99], [Lowe04] kandiditom sa stéva bod, ktory je maximom (u v
SIFT je to extrém) vo svojom 3x3 okoli a rovnako aj v zodpovedajiicom 3x3 okoli vo
vrstve nad a pod (vid obrézok 2.2.2). Nésledne pre ziskanie presnejsej polohy a skaly
ziskanych kandidatov Bay a spol. prevddza interpoliciu obdobne ako Lowe v SIFT
[Lowe99], [Lowe04] na ziklade metédy navrhnutej v [Brown02] s tym, Ze na rozvoj
taylorovho rozvoja je pouzity determinant Hessianovej matice. Cize ak x = (x,, 0) a
H(x) = det(H(x)) potom

oH' 1 r0°H'

H(x)=H+ +—= 2.4.5
(x) AT L (24.5)
aodchylka x=(x, y, o) je ziskand z linedrneho systému
.__0'H '0H
=— -_— 2.4.6
o ox* Ox ( )

Podobne ako v kapitole 2.2.2.1, ak odchylka v niektorom z rozmerov je vadsia ako 0,5
interpolacia pokracuje pre iny bod, ku ktorému je odchylka blizsie. Body ktoré

nekonverguju pocas vopred stanoveného poétu krokov st odmietnuté.
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3 Implementicia

3.1 Technologie

Aplikiciu budeme robit v C# a technolégii NET. Na poutzitie jednotlivych zakladnych
grafickych operécii s obrazkami sme sa rozhodli pre OpenCV [OpenCV] kniznicu od
spolo¢nosti Intel na zéklade porovnania [Kulkova07], resp. pretoze OpenCV je pre C+
+, tak pre jej wrapper do C# .NET technoldgie, a to konkrétne EmguCV [EmguCV],
ktord je distribuovand pod GPL licenciou a medzi ostatnymi wrapermi ako jedina
implementovala OpenCV verziu 2.

OpenCV je velmi vyuzivand volne dostupnd kniznica pre akademické aj komer¢ne
vyuzitie urcend pre oblast real-time poéitatového videnia a obsahujuca viac nez 500
optimalizovanych algoritmov.

Pocas vyvoja sme vsak zistili nedostato¢né spracovanie OpenCV v EmguCV, konkrétne
chybajtce metddy na vypocet vlastnych hodnoét a riesenie linedrneho systému, preto v
niektorych ¢astiach sme pouzili implementiciu matic a prace s nimi [DotNetMatrix],

ktord je distribuovana ako volna.

3.2 Struktira aplikacie

Pre neskorsie rozsirenie aplikdcie o dal$ie metédy sme sa rozhodli oddelit aplika¢nu ¢ast
s GUI, ktord bude mat na starosti porovndvanie a zobrazovanie vysledkov od
implementécie samotnych metdd na detekciu ¢ft. Metddy st importované z dll kniznic
pri spusteni aplikicie uloZenych v $pecifickom adresiri v features dll, ktory je
umiestneny v rovnakom adresdri ako exe subor aplikicie. Pri neskor$ej potrebe
porovnat ind metddu na detekciu ¢ft potom stadi len implementovat samotna metédu
podla nizsie uvedenych kritérii a vyslednd dll kniznicu s novou metédou len skopirovat

do uré¢eného adresira bez nutnosti zdsahu do aplikdcie a jej rekompilécie.

36



3.2.1 Trieda CDetector a namespace FeaturesDetectors

Kazdd metdda je implementovana sucast namespacu FeaturesDetectors, ktory obsahuje
zdkladné triedy, ktoré su spolo¢né pre vietky metddy alebo od ktorych jednotlivé triedy
metéd potom dedia svoju hlavnd triedu, alebo triedy, ktoré vyuzivaju vo svojich
funkcidch alebo $truktarach.

Namespace FeaturesDetectors zahrriuje nasledujuce triedy:

trieda CDetector - hlavna trieda pre detekciu, od ktorej implementované metédy dedia
svoju hlavnu triedu. Obsahuje spolo¢né virtudlne vlastnosti a funkcie, ktoré kazda
metdda musi implementovat a to:

vlastnost detectorName - sluzi ako konstanta na identifikdciu metédy
public virtual string detectorName { get { return ""; } }

vlastnost options - obsahuje $pecifické nastavenie pre metédu. Je do nej priradend

podtrieda triedy CDetectorOptions vlastna pre konkrétnu met6du

public virtual CDetectorOptions options { get; protected set; }

funkciu ShowOptionsDialog - ktord sluzi na obsluhu samostatného okna s $pecifickymi
nastaveniami pre konkrétnu metédu, ktoré sa ukladaji do options. Tuto obsluhu si riadi

kazdd metédda zvlast ako aj implementaciu dialégového okna.

virtual public DialogResult ShowOptionsDialog() ;

funkciu GetFeatures - ktord je hlavnou detekovacou funkciou a vracia zoznam
najdenych ¢ft

virtual public Feature[] GetFeatures (Image<Gray, byte> image);

a spolo¢nd procediru DrawFeatures - ktord zabezpecuje vykreslovanie ¢t do obrazka

public void DrawFeatures (Image<Bgr, byte> image, Feature[] features,
DrawType drawPointType = rawType.ARROW) ;

trieda Feature - spolo¢nd trieda pre ukladanie pre bodov zdujmu a ich vlastnosti. V
pripade, ze niektord z metdd potrebuje doplnit dalsie vlastnosti, pouziva jej podtriedu
public class Feature {
public PointF location = new PointF ();
public double scale = 0;

public double direction = 0;
public Point position = new Point();
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public float[] descriptor null;

public double magnitude = 0;
}

trieda CDetectorOptions - trieda bez vlastnosti. Kazdd metéda implementuje vlastnu
podtriedu s pre nu $pecifickymi vlastnostami. O obsluhu tychto vlastnosti sa stara

dialégové okno implementované v kazdej metdde samostatne.

Hlavnou triedou kazdej met6dy je potom trieda nazvani CdetectorFunc zdedend od
CDetector, aby sme zabezpecili automatické nahratie triedy pri nacitani dll suboru, ktory

obsahuje implementaciu danej metddy.

3.2.2 Hlavna aplikacia

Samotnd aplikdcia je robenid ako MDI (multi document interface) aplikdcia, ¢o
znamend, ze hlavné okno aplikicie moze obsahovat lubovolny pocdet podokien. Tieto
podokna su instancie triedy MDIChildForm a st ur¢ené na uchovavanie nacitanych
alebo zmenenych obrazkov, ako aj na zobrazovanie ndjdenych ¢ft a informdcii o
priebehu detekcie vybratou metédou. Je to hlavne z dévodu, aby sa umoznilo rychlo a
prehladne porovnavat ndjdené body, ich kvantitu a umiestnenie na konkrétnych
obrézkoch na zidklade tsudku uzivatela, bez nutnosti generovat obrazky s ¢rtami a

porovnavat ich v externom programe. Hlavné okno je instancia triedy MainForm.

3.2.2.1 Navrh pouzivatelského rozhrania - GUI

Menu
* File
© Load Image - Invokuje dialégové okno pre vyber siboru obrazka.
Podporovanymi typmi obrazkov su zékladné typy, a to. .jpeg, .gif, .png, .bmp
© Save results - Pre vSetky MDI podoknd ulozi aktudlne obrazky a

detekované vysledky
©  Exit - Ukonéenie aplikdcie

*  Edit - Sekcia tykajica sa zmien obrazkov
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© Change Image - Invokuje dial6gové okno, ktoré umozriuje menit obrdzok v
aktivnom okne réznymi transformaciami.
© Clone Image - Duplikuje aktivne okno s obrdzkom
* View - Usporiadanie okien pre lepsiu prehladnost
© Cascade - Kaskadovo
© Horizontal - Vodorovne
© Vertical - Zvislo
© Display features as - Ponuka moznosti spdsobu zobrazenia néjdenych ¢rt
*  Windows - Ponuka vietkych okien s obrazkami, ktoré boli alebo otvorené zo
suboru alebo duplikované z uz existujiceho okna.
* Methods - Ponuka automaticky nahratych metdéd pri $tarte aplikicie na
vyhladdvanie ¢ft. Kazdd metdda dalej obsahuje podmenu s polozkami

®  Run - Spusti detekciu metddy na obrazku v aktivnom okne

= Run for checked - Spusti detekciu metddy na vsetkych okndch, ktoré su
vybraté v zozname a to spésobom, ze v danom okne je zaskrtnuté
poli¢ko Include image in detect list

= Options - Invokuje okno s nastaveniami pre dani metédu

=T

Fle  Edit  View Window  Methods

BT oo

I Include image in detect fist I Include image in detect list

I Include image in detect list

Obrazok 3.1: Hlavné okno aplikicie s MDI podoknami
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Na obrézku je néhlad aplikicie s na¢itanym obrézkom Lena (vlavo dole) a jeho 3
modifikicie: rotdcia, rozmazanie, Sum (vlavo hore), rotdcia, rozmazanie (vpravo hore),
zmena velkosti (vpravo dole) a zobrazené nijdené érty metédou SURF s parametrom

hessianThreshold = 5000 .

3.2.2.2 Inicializdcia aplikicie - inicializovanie hlavného okna  a nacitanie

implementovanych met6d na detekciu ¢ft

public MainForm/()
{
InitializeComponent () ;
imgChangeDg = new ImageChangeDialog();
featureMethods = new List<CDetector>();
string[] files = Directory.GetFiles (Application.StartupPath + @
"\features dl1\", "*.dll");

foreach ( string f in files ) {
LoadDll (Application.StartupPath + @"\features dl1I1\" +
Path.GetFileName (f));
}
}

private void LoadDll (string fileName) {
try {

Assembly u = Assembly.LoadFile (fileName) ;

Type[] tp = u.GetTypes();

Type type = u.GetType ("FeatureDetectors.CDetectorFunc");

if (type != null) {
CDhetector featureDetector = (CDetector)
Activator.CreatelInstance (type) ;

featureMethods.Add (featureDetector) ;
int index = featureMethods.IndexOf (featureDetector) ;

ToolStripMenultem featureMenu = (ToolStripMenultem)
menuMethods.DropDownItems.Add (featureDetector.detectorName) ;
featureMenu.Checked = true;
featureMenu.Tag = index;
featureMenu.CheckOnClick = true;
ToolStripMenulItem featureOptMenul = (ToolStripMenultem)
featureMenu.DropDownItems.Add ("Run") ;
featureOptMenul.Click += new EventHandler (OnFeatureRunClick) ;
ToolStripMenultem featureOptMenu2 = (ToolStripMenultem)
featureMenu.DropDownItems.Add ("Run for checked");
featureOptMenu2.Click += new EventHandler (OnFeatureRunAllClick);
ToolStripMenultem featureOptMenu3 = (ToolStripMenultem)
featureMenu.DropDownItems.Add ("Options") ;
featureOptMenu3.Click += new EventHandler (OnFeatureOptionsClick);
}
}
catch {
MessageBox.Show ("Failed loading methods", "Error",
MessageBoxButtons.OK, MessageBoxIcon.Error);

Nacitanie obrizku - podporované formaty obrézkov st bezne najpouzivanejsie a to su
*jpg *.png, *.tif, *.bmp, *.gif . O nacitanie obrazku sa stard trieda MDIChildForm pri jej
samotnom vytvérani, ktorej konstruktoru je posielany parameter s cestou k suboru, po

vybrati v dialégovom okne. Kedze vo vic¢Sine pripadov detekcia ¢ft prebieha na
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$edotonovych obrazkoch, a aj vybraté metddy patria do tejto skupiny, otvdrany obrdzok
je automaticky konvertovany do $edoténového pomocou Emgu.CV.Image
konstruktora.
private void opDgOpen FileOk (object sender, CancelBEventArgs e) {
if ( opDgOpen.FileName != "" ) {
MDIChildForm newMDIForm = new MDIChildForm(this,
opDgOpen.FileName) ;
}
}
public MDIChildForm(Form MDIParent, string fileName) ({
InitializeComponent () ;

loadImage (fileName) ;
Init (MDIParent);

public void loadImage (string fileName) {
image = new Emgu.CV.Image<Gray, Byte>(fileName) ;
imageID = GenerateImageld (image) ;
reloadImage () ;

3.2.2.3 Transformicia obrizku

Na zmenu obrazka sluzi dialégové okno triedy ImageChangeDialog. Transformdcie su
aplikované na obrazok v aktivnom MDI okne a novy vygenerovany obrazok méze alebo
nahrat povodny alebo vytvorit nové MDI okno.

K dispozicii st nasledovné moznosti zmeny obrizka. Nakolko nejde o plnohodnotny
graficky editor, jednotlivé moznosti zmien st adaptované na potreby porovndvania.

Iy I, I st instancie triedy Emgu.CV.Image<Gray, byte> kvoli lepsej prehladnosti.

Hodnoty jednotlivych trackbarov st uvddzané v { }.

zmena jasu - pripoditanie rovnakej hodnoty ku vSetkym obrazovym bodom

Iy=I+k k =-100 < {Brightness} <-100,100>
zmena kontrastu -
Iy =T+ (1-k)/2 k = {Contrast}/100+1 <-100,100>

rozmazanie - konvolucia gausovym jadrom s velkostou k
Iy=g(c)*1 k=2{Blur}/2 +1 <0,100>
0=03(k/2-1)+0.8

otocenie -
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Iy = LRotate(k, black, false) k = {Rotation} <-180, 180>

zmena velkosti - nepotrebujeme enormnti zmenu velkosti, ale skor jemnejsiu $kélu

- transformadcia je pomocou bilinedrnej interpolacie

[scale}/100%3+1 {scale}>0
k={1—{scale}/110 [scale}<0
1

Iy = LResize(1.Width*k, 1. Height*k) (scale}=0

pridanie $umu - $um je generovany uniformne pomocou funkcie triedy

Emgu.CV.Image
I = LSetRandUniform(new MCvScalar(0), new MCvScalar(25S));
Iy=1+I* k = {Noise}/100 <0, 100>

Image changes 3

Brightness J

1 l_
CDmaSt..........‘/I.‘....‘....J ﬂ
Elur

Flatatian ! I 48 ﬂ

Scale [ 2
Moige v: 0

A=
§|
[E]

Reset settings Preview source |

Cancel | " Create new image Changs |

Obrézok 3.2: Dialégové okno na zmenu obrazka

Upravovany obrazok je z aktivneho MDI okna a st na neho aplikované transformécie
podla hodnét jednotlivych trackbarov sic¢asne. Na porovnanie pévodného a aktudlneho
obrizka sluzi tlatidlo PREVIEW SOURCE. Zagkrtnutim policka CREATE NEW
IMAGE sa pri potvrdeni zmien pre transformovany obrazok vytvori nové MDI okno

namiesto aktualizacie obrazku v aktivnom okne.
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3.2.3 Implementicia metod

3.2.3.1 SIFT

Podrobny popis algoritmu je uvedeny v sekcii 2.2, preto len popiseme pouzité Struktuary.

trieda SIFTOptions trieda nastaveni $pecifickych nastaveni pre SIFT s predvolenymi

nastaveniami podla [Lowe04].

public class SIFTOptions : CDetectorOptions {

public int scalelevels = 3;
public int maxOctaves = 5;
public int minImageSize = 32;
public double curvatureRatio = 10;
public double interpolateThreshold = 0.03;
public double peakThreshold = 0.005;
public bool doubleImage = true;

trieda OctaveLayer - reprezentuje vrstvu z pyramidy $kdlového priestoru ako aj

prislusny DoG obrazok.

public class OctavelLayer {

public Image<Gray, float> DoG { get; private set; }
public Image<Gray, float> Gaus { get; private set; }
public int level { get; private set; }

double scale { get; private set; }

public

Inicializdcia triedy s priradenim parametrov

public Octavelayer ( Image<Gray, float> img, float> dog, int

_level, double scale );

Image<Gray,

funkcia FindFeatures - metdda na vyhladanie ¢ft na danej vrstve. Pre vSetky body DoG
obrizku obsahuje postupne vylu¢ovanie na kontrolu na extrém, krivost, spresnenie

polohy a skaly ¢rty a pri splneni kritérii pridanie bodu do zoznamu.

public int FindFeatures (List<Octavelayer> layers, SIFTOptions options);

funkcia FilterHesian - vracia hodnotu lavej ¢asti nerovnice 2.2.9 v danom bode

public double FilterHessian(ref int x, ref int y) ;

funkcia InterpolateFeature - vypocitava vektor X z rovnice 2.2.3 a vracia v premennej
offset a vracia hodnotu rovnice 2.2.4 v danom bode.
ref int vy,

public double InterpolateFeature(ref int x, List<Octavelayer>

layers, out GeneralMatrix offset) ;

funkcia IsExtremalPoint - kontroluje hodnotu pointValue ¢i je extrémom v 3x3 okoli

bodu so stiradnicami X, Y na danej vrstve.
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public short IsExtremalPoint (float pointValue, ref int X, ref int Y, bool
samelLayer = false) ;

funkcia AddFeature - pridéva ¢rtu do zoznamu.

public SIFTFeature AddFeature(ref int x, ref int y, GeneralMatrix offset,
SIFTOptions options);

}
trieda Octave - reprezentuje oktdvu pyramidy $kdlového priestoru, obsahuje zoznam
OctaveLayer a stard sa o vytvorenie jednotlivych vrstiev s gausovym aj DoG

obrdzkom.
public class Octave {
public List<Octavelayer> layers { get; private set; }
public Octave (Image<Gray, float> image, SIFTOptions options, int width, int
height, double imageScale) {

double k = Math.Pow (2, 1 / (double) scalelevels);
for ( int i = 0; 1 < scalelevels + 2; i++ ) {

Image<Gray, float> gaus = prevImage.SmoothGaussian (0, O,
imageScale*Math.Sqrt (k*k-1), 0);

Image<Gray, float> dog = gaus.Sub (prevImage);

OctavelLayer layer = new Octavelayer (prevImage, dog, layers.Count,

imageScale) ;

layers.Add (layer) ;
imageScale *= k;

funkcia NextImage vracia podvzorkovany obrézok a vytvoreny z n-2. vrstvy oktdvy

pozostavajuci z neparnych stipcov a riadkov obrazku, kde n = s + 3 podla sekcie 2.2.1.

public Image<Gray, float> NextImage();

Funkcia GetFeatures triedy CdetectorFunc sa potom stard o zdvojnasobenie velkosti

obrézka podla a vybudovanie oktdv a ndjdenie ¢ft a nésledne ich vracia ako ndvratova

hodnotu.
override public Feature[] GetFeatures (Image<Gray, byte> image) {
Image<Gray, float> startImage = image.Convert<Gray, float>();

double imageScale = 0.5;

int origWidth = image.Width;
int origHeight = image.Height;

if (((SIFTOptions) options).doubleImage) {
startImage = startImage.Resize (startImage.Width * 2, startImage.Height * 2,
INTER.CV_INTER LINEAR);
imageScale = 1.0;

}
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List<SIFTFeature> features = new List<SIFTFeature>();
Octave octave;

int octaveCount = 0;
while (octaveCount++ < ((SIFTOptions) options).maxOctaves && (octave = new
Octave (startImage, (SIFTOptions) options, origWidth, origHeight,
imageScale)) .scalelevels > 0 ) {
for ( int scalelLevel = 1; scalelevel <= octave.scalelevels;
scaleLevel++ ) {
octave.layers[scalelevel] .FindFeatures (octave.layers, (SIFTOptions)
options);

features.AddRange (octave.layers[scalelevel].features);

}
startImage = octave.NextImage ()
imageScale *= 2;

}

3.2.3.2 Detekcia ¢it vyuzitim rozkladu empirickym spésobom - pracovny nazov

KHAN

Specifické nastavenia pre tito metédu st ulozené v triede KHANOptions a $tandardne
predvolené podla [Khan08]. Kedze v ¢lanku sa ale neuvddzaji vsetky nastavenia
(velkosti okien, ktoré sa pouzivajii na prechod segmentom a prislunym imf signdlom,

minimélna dl7ka segmentu a iné), tieto sme predvoli na zdklade pokusov.

public class KHANOptions : CDetectorOptions {
public int wh = 5; // window size for thining edges
public int N = 7; // minimal edge sequence
public int s = 4; // theta window size
public int z = 10; // zero crossing window size
public float zeroCroosRatio = 0.3f; // zero crossing threshold ratio
public int zcS = 11; // zero crossing neibourgh window size

public float pixelDistance = 5f;
public float joinDistance = 4f;

// displaying partial images

public bool showEdges = false;

public bool showGradientImage = false;
public bool showEdgeSegments = false;

Hlavnd funkcia na detekciu ¢ft GetFeatures triedy CdetectorFunc na ziskanie obrizka s
hranami potom postupne trasformuje obrézok cez morfologické opericie vyuzivajic
metédu MorphologyEx() triedy Emgu.CV.Image, ktorej vstupom je $trukturdlny

element v nasom pripade 3x3 so stredovym bodom) a parameter definujtici operédciu:

otvorenia: Emgu.CV.CvEnum.CV_MORPH_OP.CV_MOP_OPEN
zavretia: Emgu.CV.CvEnum.CV_MORPH_OP.CV_MOP_CLOSE
gradientu: Emgu.CV.CvEnum.CV_MORPH_OP.CV_MOP_GRADIENT
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Na ziskanie hodnoty prahu podla sekcie 2.3.1 a samotné prahovanie si pouzité metédy

Emgu.CV.Image.Convolution() a Emgu.CV.Image.Threshold ().

Na vytvorenie poli segmentov je pouzitd vlastna funkcia BuildEdgeSegments(), ktord
postupne prechddza body vysledného obrézka s hranami systémom ,scanline” a ak je
bod p=(x,y) biely, kontroluje, ¢ niektory z bodov (x-1,y), (x-1,y-1), (x, y-1), (x+1,y-1)
v danom poradi je uz pridany do nejakého segmentu (tieto uz boli spracovévané
predtym a teda alebo su ¢ierne alebo patria nejakému segmetu), ak éno, spracovévany
bod p pridd do daného segmetu. V pripade, ze v bode p sa spédjaji rozne segmenty, tieto
sa zladia a body v danych segmentoch sa usporiadaju spésobom, aby susedné body
v obrézku boli susednymi aj v segmente.

Ak st hrani¢né body réznych segmentov vzdialené o malt vzdialenost (danu
v nastaveniach vlastnostou KHANOptions.joinDistance), tieto segmenty st zlu¢ené.

Nisledne st odstranené segmenty s dizkou mengou ako KHANOptions .N.

Vyhladévanie ¢ft na segmente zabezpecluje funkcia GenerateFeatures

public Feature[] GenerateFeatures (List<KHANPoint> edge, Image<Gray, byte> image) {
int N = edge.Count;

float[] signal = new float[N];
float[] xs = new float[N];
float[] zero = new float[N];

Ziskanie prislusného 0 signalu pre segment

for (int 1 = 0; 1 < N; 1i++) {
signal[i] = UpdateTheta (edge, 1i);
xs[i] =i;

Funkcia na ziskanie 1. IMF EMD rozkladu 0 signilu pre segment. Metdda je
transkripciou zdrojového kédu pre Matlab, ktorého autorom je Ivan Magrin-
Chagnolleau na strankach [EMDCode]. Na ziskanie kubickej interpolacie vSak
vyuzivame vlastnd funkciu Spline(), ktord na ziskanie koeficientov potrebnych na
vypocet vyuziva TDMA (tridiagonal matrix algorithm) alebo tiez Thomasov algoritmus.
Tento algoritmus sme pouziliz [TDMA].

float[] imf = EMD1dIMF1 (signal, null);

postupné prechody imf signélu na triedenie kanditddov podla sekcie 2.3.3
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3.2.3.3 SURF

Metédu SURF ma implementovanu i samotnd OpenCV aj EmguCV, takze sme vyuzili
tuto moznost a funkcia GetFeatures triedy CdetectorFunc, ktord vracia pole ¢ft

jednoducho vold funkciu triedy Emgu.CV.Image ExtractSURF.

override public Feature[] GetFeatures (Image<Gray, byte> image) {
#region extract features from the object image

MCvSURFParams myParams

new MCvSURFParams () ;

myParams.hessianThreshold = ((SURFOptions) options) .hessianThreshold;
myParams.extended = ((SURFOptions) options) .extended;

myParams.nOctaves = ((SURFOptions) options) .octaves;
myParams.nOctavelayers = ((SURFOptions) options) .layers;

SURFFeature[] features image.ExtractSURF (ref myParams) ;

Feature[] result = new Feature[features.Length];

int index = 0;

foreach ( SURFFeature ff in features ) result[index++] = new Feature (ff);
#endregion

return result;

Funkcia ExtractSURF ma ako parameter inStanciu triedy McvSURFParams, ktorej sa

daju nastavit nasledujtce parametre:

public class SURFOptions : CDetectorOptions {
public double hessianThreshold = 500;
public int extended = 0;
public int octaves = 3;
public int layers = 4;
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4 Vysledky porovnani

4.1 Pracovné prostredie pouzité pri testovani
4.1.1 Hardvér

*  Procesor: Intel® Core™ 2 Duo procesor T8300 (2.4GHz/3MB/800MHz) with
nVidia Quadro NVS 140M

* Pamit: 4.0GB, 667MHz DDR2 SDRAM Memory (2 x 2048MB in dual
channel)

e  Grafickd karta: NVIDIA QUADRO NVS 135M

4.1.2 Softvér

* Pouzity opera¢ny systém: Genuine Windows Vista ™ Business SP1 32Bit -
English - with Media
* Programovaci jazyk: C#

*  Programovacie prostredie: Microsoft Visual Studio 10.0 Beta2

4.1.3 Testovacia sada obrazkov

Obrazok 4.1.1: LENA.ppm 512x512 pixelov, PRIRODA.ppm 533x533 pixelov
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Obrazok 4.1.2: DIVADLO.ppm 533x533 pixelov, ODTLACOK.pgm 500x696

pixelov

Obrazok 4.1.3: Syntetické obrazky: syntetin.pgm 200x200 pixelov,
SACHOVNICA.ppm 512x512 pixelov

4.2 Rychlost metod

Na porovnanie sme okrem $tandardne nastavenych metdd pridali aj 2 zmenené
nastavenia, a to SURF 1500, ¢o je vlastne SURF s predvolenym prahom pre determinant
hessianovej matice na hodnotu 1500 a SIFT nodouble, ktory pozostiva z vynechania
kroku zdvojndsobenia vstupného obrizku a to z dovodu aby sme lepsie zistili vplyv
tychto nastaveni na vystupné detekované body a rychlost.

Rychlost metdd sa potvrdila podla o¢akdvani, kedy najlepsie ¢asy dosahovala metéda

SUREF, potom KHAN a ako poslednd skonc¢ila SIFT, ktord oproti SURF v priemere
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dosahovala 10x vdcsie casy. Treba vSak ale povedat, Ze rychlosti testovanych metod
zéviseli aj od typov obrazkov a poctu detekovanych bodov. Rychlost metédy SIFT
narastala exponencidlne so zvi¢$ovanim sa poctu pixlov obrizka, ¢o je sposobené
sposobom, akym buduje $kdlovy priestor. Taktiez pri velmi velkom poéte detekovanych
bodov, sa predlzoval ¢as vypoétu, napr. pri obrézkoch s velmi vy$$im $umom (vid graf
XX). Podobne aj pri ostatnych metddach sa so zvysenym pocétom detekovanych bodov
narastal ¢as, aj ked nie tak velmi ako u SIFT, ¢o savisi s tym, ze Castejsie prebieha
elimindcia kandidatov na zdklade kritérii, napr. iterdcia, pre vypocet presnejsej pozicie u
metdd SIFT a SURF. Toto vidiet aj u rozmazdvani obrizku a metdde SIFT, kedy
rapidne klesal pocet detekovanych bodov, naopak u metéd SURF a KHAN boli ¢asy
skoro konstantné. U metédy KHAN naviac na rychlost vplyva $truktura obrazku pri
vytvérani hran (ich pocet a dizka) a k nim zodpovedajucim 0 signilom a iterativnym
vypoctom prvej IMF. Nasledujtce grafy slizia ako ilustricia, velmi podobné vysledky

sme dosiahli aj pri ostatnych obrazkoch, preto ako priklad uvddzame zmeny na obrazku

Lena.
30
25
20
- B KHAN
z 15 = SIFT
3 #= S|IFT NODOUBLE
10 V' SURF
== SURF 1500
5
0
-75 -50 -25 0 20 40 60 80

velkost podla parametrov aplikacie

Obrazok 4.2.1 Rychlost detekcie na obrazku Lena, ktorému sa menila velkost
Parametre zodpovedali zmene velkosti -75: 0,31x rozmery obrézka, 0: povodné

rozmery, 80: 3,4 x rozmery obrazka
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Obrazok 4.2.2 Rychlost detekcie na obrazku Lena, ktorému sa pridaval Sum

Parametre zodpovedali alfa kandlu Sumového obrazku.

8
7
6
5 - CHAN
4 e SIFT
®= S|IFT NODOUBLE
3 : S V' SURF
i e A e SURF 1500

2
1

= M
0> & & & & <

0 10 20 30 40 50 60

Obrazok 4.2.2 Rychlost detekcie na obrazku Lena, ktory bol rozmazavany

Parametre zodpovedali rozmazaniu obrézka gausovym jadrom pre ¢ vrozsahu [0, 9,5].
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4.3 Typy &t

Crty testovanych metdd sa javia ako navzdjom rézne, ¢o mdzeme vidiet na obrazkoch
4.3.1 a4.3.2. Treba v8ak podotknut, Ze metéda KHAN vyhladéva ¢rty len na
detekovanych hrandch, ktoré boli ziskané automatickym prahom, ¢o sposobuje isté
obmedzenie v pocte detekovanych bodov v réznych typoch obrazkov oproti ostatnym

metddam.

Obrézok 4.3.1: Typy najdenych ¢it pri standardnom nastaveni
Zlava doprava: SURF, SIFT, KHAN

Obrézok 4.3.2: Typy najdenych ¢ft pri standardnom nastaveni
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Zlava doprava a zhora nadol : SURF, SURF 1500, SIFT, KHAN
Metéda KHAN nezdetekovala na tomto obrazku Ziaden bod.

Metoéda SURF na rozdiel od KHAN sa hrandm vyhyba, kedZe vyhladdva na zéklade
determinantu hessianovej matice. Na obrézku 4.3.2 (vlavo hore) to opticky vyzerd, ze
detekuje body aj na kruznici, ale v skuto¢nosti ich detekuje vedla nej. Metéda SURF

detekuje ¢rty na rohoch, hranich (podla parametra krivosti - pomeru) aj na skvrnach.

Pri typoch obrézkoch, v ktorych st detekované hrany velmi dlhé (¢o je pripad aj obrézka
4.3.2) metéda KHAN zlyhévala. Naslednym skimanim sme zistili, ze podmienka
eliminujuca kandidatov, pre ktorych pocet prechodov IMF signélu v ich blizkosti -
definovanom velkostou okna Wz je mensi ako 1/3 v$etkych prechodov cez nulu IMF
signdly, je nevhodne definovand, nakolko pri dlhych hrandch, sa zvysuje celkovy pocet
prechodov cez nulu a teda ja prah, kym pocet prechodov cez nulu pre bod méze
dosiahnut maximum rovné velkosti okna Wz. Je tiez mozné, ze velkosti okien autori v
[Khan08] menia dynamicky podla dizky hrany, alebo skracovat hrany na maximalnu

dizku, ¢o sme viak z ¢lanku met6dy nezistili.
4.4 Robustnost metod

4.4.1 Pocet detekovanych bodov na rovnakom obrazku

Vo v8eobecnosti pocet detekovanych bodov mézeme ovplyviiovat konstantami
jednotlivych metdd, avak pri $tandardnych nastaveniach uvadzanych ich autormi, SIFT
a SUREF detekuju ovela viac bodov ako KHAN, ¢o je dané aj faktami spomenutymi v
predchddzajucej sekcii. SURF a SIFT medzi sebou dosahuji podobné vysledky v
celkovom priemere, av8ak pri jednotlivych obrézkoch sa tieto hodnoty lisia vzhladom na

ich $truktaru.

Lena Sachovnica Divadilo Odtlacok Priroda
KHAN 27 0 124 373 114
SIFT 373 29 667 6482 2124
SIFT nodouble 2189 392 4578 15370 11097
SURF 588 544 1732 5464 1573
SURF 1500 166 286 928 4224 564

Tabulka 4.4.1: Pocet detekovanych bodov v jednotlivych obrazkoch pri

standardnych nastaveniach
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Obrézok 4.4.1: Detekované body na obrazku Priroda
Zlava doprava: KHAN, SIFT, SIFT nodouble, SURF, SURF 1500

4.4.2 Robustnost jednotlivych metod vzhladom na transformacie

Z predchddzajucich vysledkov po¢tu detekovanych bodov je zrejme, ze zdvojndsobenie
pociato¢ného obrazka pri SIFT metdde ma podstatny vplyv na kvalitu ndjdenych ¢ft,
kedze nezdvojndsobenie sposobuje masivny ndrast detekcie aj na "nedolezitych"
miestach. Preto pri dalsich testoch budeme brat do uvahy len SIFT so $tandardnymi

nastaveniami.

4.4.2.1 Rotacia

Pocas roticie obrazku sme sa rozhodli pre neorezévanie, teda do nového obrazku je
vpisany rotovany obrizok a doplneny o ¢iernu farbu pozadie pri prazdnych ¢astiach
mimo. To ném pridalo do obrézku pri inych ako 90° rotacidch 4 nové "hrany", ktoré
tvoria hranicu pévodného obrizku a pozadia. To sa odrazilo aj na detekcii ¢ft, kedy
niektoré z metdd detekovali body aj na tychto hrandch, resp. mimo obrazka, ¢o najviac

pozorovat u metédy SIFT.
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LENA PRIRODA DIVADLO

° K Si SU (suz2 K Si SU (suU2| K Si SU | su2
0 37 | 373 | 588 | 166 | 96 | 1524 | 1192 | 457 | 221 | 667 |1732| 928
16 | 29 | 507 | 668 | 214 | 55 |1815| 1485 | 560 | 178 | 920 | 2063|1110
30 | 32 | 378 | 669 | 233 | 69 |1737| 1297 | 473 | 174 | 817 | 2107 | 1149
45 | 52 | 383 | 708 | 224 | 60 |1688| 1186 | 438 | 183 | 802 | 2108 | 1098
60 | 47 | 394 | 716 | 226 | 67 | 1753 | 1244 | 421 | 163 | 791 | 2091|1115
75 | 39 | 622 | 709 | 220 | 58 | 1809 | 1401 | 485 | 151 | 776 | 2233|1181
90 | 50 | 375 | 588 | 166 | 95 |15621| 1195 | 463 | 215 | 664 | 1730 | 927
106 | 32 | 510 | 667 | 220 | 94 | 1809 | 1489 | 566 | 1561 | 925 | 2093|1126
120 | 48 | 370 | 672 | 224 | 88 |1735| 1299 | 475 | 169 | 804 | 2089|1152
135 | 57 | 388 | 708 | 223 | 96 | 1689 | 1193 | 437 | 215 | 811 | 2109|1100
150 | 37 | 398 | 729 | 233 | 80 | 1763 | 1244 | 422 | 165 | 793 | 2091|1119
165 | 31 | 524 | 709 | 223 | 84 |1810| 1419 | 489 | 168 | 833 | 2157|1115
180 | 36 | 374 | 588 | 166 | 134 | 1522 | 1191 | 464 | 205 | 653 | 1727 | 930

Tabulka 4.4.2: Detekované body na obrazkoch LENA, PRIRODA a DIVADLO v

zavislosti od rotacie obrazku

4.4.2.2 Rozmazanie

Najlepsie s rozmazanymi obrédzkami si po¢inala metéda SURF, i ked sme p6vodne

ocakévali, Ze najrobustnej$ia bude metéda SIFT. Metéda KHAN v tomto smere uplne

zlyhéva. V podrobnejsej analyze sme zistili, Ze to zapri¢ifiuje kritérium lokdlneho

maxima, nakolko detekované hrany, na ktorych lezia kandidati st umiestnené na

gradiente a preto kandidati na nich nedosahuji extrémy. Od metéd SIFT a SURF sa

ocakavala robustnost, ked%e st $kalovo invariantné.

LENA PRIRODA DIVADLO

o |blur| K SI | SU |sU2| K SI | SU |sU2| K Sl | SU | su2

0 0 37 | 373 | 588 | 166 | 96 |1524|1192| 457 | 221 | 667 |1732| 928
1,25 5 2 12 | 408 | 117 | 1 48 | 826 | 308 | 2 60 |1470| 836

2 10 0 21 | 257 | 77 0 68 | 493 | 167 | O | 159 (1118 478
2,75 | 15 0 10 | 190 | 63 0 25 | 337 | 117 | O 60 | 832 | 305
3,5 20 0 2 | 126 | 43 0 9 | 223 | 71 0 4 | 519 114
4,25 | 25 0 2 88 | 35 0 8 | 170 | 57 0 1 | 340 | 56

5 30 0 3 63 | 30 0 4 | 106 @ 28 0 1 149 | 23
5,75 | 35 0 2 48 | 23 0 5 85 | 25 0 0 | 100 | 17
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6,5 40 41 19 0 59 | 19 1 70
7,25 | 45 31 16 | 14 46 | 15 1 49
8 50 10 | 26 | 14 7 39 | 13 | 18 1 34

Tabulka 4.4.3: Detekované body na obrazkoch LENA, PRIRODA a DIVADLO v

zavislosti od vstupného rozmazania obrazku

V stlpci blur je hodnota parametra v aplikécia zodpovedajtica parametru o

4.4.2.3 Sum

Pri nizkych hodnotich pridaného $umu (do 6) si pomerne dobre poéinali vietky

metody. Najsenzitivnejsia na $um pri vy$sich hodnotach bola metéda SIFT, ¢o sa dalo

ocakavat, kedZe je postavend na derivacidch. Najlepsie si po¢inala metéda SURF, ¢o by

sme mohli odvodit pouzitim blokovych filtrov ako aproximaciu derivicii s minimédlnou

velkostou 9. Ako naznacuji hodnoty v tabulke, s vy$$im prahom pred determinant sa d4

zlepsit senzitivita na $um, ale na ukor straty inych bodov. Metéda KHAN so zvy$ujicim

sa Sumom, detekuje vic¢sie mnozstvo malych hran s minimélnou dlzkou na ktorych

pribudaji body. Zviésenim prahu minimalnej dizky hrén, potom vieme &iastoéne

korigovat senzitivitu na $um.

LENA PRIRODA DIVADLO
sum | K SI | SU |SU2 K| SI | SU |SU2/ K| SI | SU | su2
0 40 | 360 | 578 | 159 | 96 1524 | 1192 | 457 221| 667 | 1732| 928
3 46 | 418 | 594 | 161 | 101 1641|1246 | 465 1861026 | 1797 | 943
6 59 | 487 | 655 | 164 | 118 | 1838 1281 | 495 197 | 1591 |1885| 937
9 | 109 | 679 | 829 | 192 | 140 | 1988 1426 | 511 18121192003 | 969
12 | 112 | 1150 | 989 | 222 | 182 | 2387 | 1553 | 560 | 221/ 2767 | 2244 | 1029
15 | 194 | 2783 | 1273|259 | 224 3530 | 1756 | 609 |216| 4239 | 2494 1094
18 | 284 | 4654 1506 | 317 | 261 | 5222 | 1902 | 662 |265| 5720 | 2807 | 1144
21 | 387 | 5682 | 1801 | 377 | 412 | 6190 | 2257 | 737 | 264 | 6550 | 2953 | 1211

Tabulka 4.4.4: Detekované body na obrazkoch LENA, PRIRODA a DIVADLO v

zavislosti od pridaného $umu do obrizku

V stlpci $um je hodnota parametra v aplikacii, zodpoveda percentam alfa kanalu $umu

priddvaného do obrazku.
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4.4.2.4 Zmena velkosti

Pri zmenSovani obrizka sa metddy spravali podla o¢akévania, t.j. postupne klesajicim

poc¢tom bodov. Naopak pri zvi¢$ovani obrazka sa pocet detekovanych bodov zvy$oval
jedine pri metéde SURF. KHAN a SIFT detekovali mensi pocet bodov ako v pévodnom

obrézku a to tak, Ze KHAN so zvic¢$enim obrazka detekoval mensi pocet bodov, ¢ize mal

klesajucu tendenciu, naopak SIFT s prvym zvic¢Senim klesol ale potom mal rastucu

tendenciu. Pri metéde KHAN to mozeme oddvodnit rovnako ako pri rozmazdvani,

kedZe pri linedrnej interpoldcii medzi dvoma bodmi vznikd gradient a teda rozmazanie.

LENA PRIRODA DIVADLO
sc| x |K| Sl |SU |SU2| K| SI | SU |SU2| K| SI | SU |su2
-75|032| 3 | 54 112 | 49 | 14| 181 139 | 61 | 19 | 330 | 120 | 36
-50 | 0,55 15| 131 | 243 | 81 | 36 | 343 | 364 | 155 | 43 | 550 | 536 | 231
25 0,77 14| 187 | 376 | 112 | 74 | 635 | 732 | 274 | 105 | 507 | 1110 | 540
0 | 1 30 354 578|159 | 96 |1524|1192| 457 | 221| 667 | 1732 | 928
20 | 1,6 |22 | 35 | 917 | 245 | 69 | 232 |2343 902 | 44 | 141 | 3006 | 1786
40 | 2,2 | 25| 73 1420 381 | 63 | 209 3951 |1585| 15 | 199 | 3965 | 2443
60 | 2,8 | 19| 186 |1863 478 | 39 | 439 | 5786 2319 15 | 316 | 4642 |2861
80 | 3,4 | 32| 211 (2252 535 | 33 | 697 | 7585 2934 | 15 | 365 | 4956 |3071

Tabulka 4.4.5: Detekované body na obrazkoch LENA, PRIRODA a DIVADLO v

zavislosti od zmeny ich velkosti

V stlpci sc je hodnota parametra v aplikicii, a v stlpci x je prislusné zvadsenie stran

obrazku
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Zaver

V porovnaniach sme zistili, Ze tvrdenie autorov Khan a kol. [Khan08], ze sa jedna o
rota¢ne, $kilovo a afinne invariantnd met6édu, sa nim nepotvrdilo. Prave naopak,
metdda sa ukdzala ako nie velmi vhodnd na detekciu ¢ft pri zdkladnych transformdciéch.
K tejto skuto¢nosti mohol prispiet aj fakt, Ze doslo z nasej strany k chybnej interpreticii
postupov z ¢lanku alebo nespravnou implementéciou, kedze sme si nemali ako overit
spravnost algoritmu. Naproti tomu metéda SURF [Bay06] je porovnatelnd s metédou
SIFT [Lowe04],[Lowe99] a vzhladom na svoju rychlost je velmi vhodnou metédou k
poutzitiu v real-time aplikdciach, napr. pri sledovani tvare, $pz a podobne. Za zmienku by
stdlo napriklad jej dalSie otestovanie v metéde ASIFT [Yu09] (spomenutej v sekcii
1.44) namiesto metédy SIFT [Lowe04],[Lowe99], ¢m by sa mohli dosiahnut
podobné vysledky pri zrychleni ¢asu, kedze SIFT sa v danej metdde vykonava kazdu

aproximéciu simulujicu zmenu pohladu na objekt.
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