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Abstrakt

Táto práca sa venuje problematike predikcie výroby fotovoltaických elektrární. Hlav-
ným cieľom bolo navrhnúť a overiť model hlbokého učenia, ktorý kombinuje konvo-
lučné neurónové siete s modelom optimalizovaným pre spracovanie časových radov a
preskúmať možnosť využitia prenášaného učenia na zlepšenie presnosti predikcií pri
obmedzenom množstve historických dát v cieľovej lokalite. Experimenty vykonávame
na stredoeurópskom datasete obsahujúcom päť krajín. V práci taktiež porovnávame
rôzne stratégie prenášaného učenia a zisťujeme, ktoré prístupy sú pre náš navrhnutý
model najúspešnejšie.

Kľúčové slová: predikcia fotovoltaickej výroby, hlboké učenie, strojové učenie, ne-
urónové siete
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Abstract

This work deals with the problem of photovoltaic power plant generation forecasting.
The main objective was to design and validate a deep learning model that combines
convolutional neural networks with a model optimized for time series processing, and
to explore the potential of using transfer learning to improve prediction accuracy when
historical data in the target location is limited. Experiments are conducted on a Central
European dataset comprising five countries. The work also compares different transfer
learning strategies to determine which approaches are most successful for our proposed
model.

Keywords: photovoltaic power prediction, deep learning, machine learning, neural
networks
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Úvod

V posledných rokoch sa svet čoraz viac sústreďuje na hľadanie udržateľných a ekolo-
gicky prijateľných zdrojov energie. Jedným z najvýznamnejších obnoviteľných zdrojov
je slnečná energia, ktorú vieme premeniť na elektrickú energiu prostredníctvom foto-
voltických panelov. Využitie fotovoltických elektrární má niekoľko zásadných výhod –
sú ekologicky čisté a majú nízke prevádzkové náklady. Napriek týmto výhodám je však
ich rozšírenie obmedzené predovšetkým nepredvídateľnou povahou ich výroby.

Solárna energia je priamo závislá od meteorologických podmienok, ako sú intenzita
slnečného žiarenia, oblačnosť, teplota vzduchu, vlhkosť a ďalšie atmosférické faktory.
Tieto faktory sa menia v čase a priestore, čo spôsobuje vysokú variabilitu v produkcii
energie. Táto nestabilita predstavuje významný problém pre prevádzkovateľov energe-
tických sietí, ktorí musia zabezpečiť rovnováhu medzi dopytom a ponukou elektrickej
energie.

Presná predikcia výroby fotovoltických elektrární je preto dôležitým faktorom pri
integrácii solárnej energie do existujúcich elektrických sietí. Ak prevádzkovatelia dis-
tribučných sietí vopred poznajú očakávaný výkon fotovoltických elektrární, môžu efek-
tívnejšie riadiť tok energie a minimalizovať odchýlky medzi výrobou a spotrebou.

Tradičné metódy predikcie fotovoltickej výroby sú založené predovšetkým na nume-
rických modeloch predpovedí počasia (NWP - Numerical Weather Prediction). Tieto
modely simulujú atmosférické procesy na základe rovníc a poskytujú meteorologické
údaje, ako sú teplota vzduchu, oblačnosť, intenzita slnečného žiarenia a vietor. Hoci sú
tieto modely široko používané, majú niekoľko významných obmedzení. Prvým problé-
mom je ich výpočtová náročnosť – numerické modely vyžadujú veľké množstvo dát a
výpočtového výkonu, čo spôsobuje, že ich výsledky sú dostupné len s určitým časovým
oneskorením. Ďalším problémom je ich citlivosť na kvalitu vstupných údajov – ak sú
vstupné dáta nepresné alebo neúplné, aj samotná predpoveď môže byť chybná. Okrem
toho, numerické modely často poskytujú len hrubé odhady slnečného žiarenia, ktoré
nie sú dostatočne presné pre efektívne plánovanie výroby elektrickej energie.

Vývoj nových metód predikcie fotovoltickej výroby je preto nevyhnutný na za-
bezpečenie efektívneho využitia solárnej energie. V posledných rokoch sa do popredia
dostávajú metódy založené na strojovom učení, ktoré umožňujú spracovanie veľkého
množstva historických a aktuálnych dát na vytvorenie presnejších predikčných mode-
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2 Úvod

lov. Tieto metódy majú potenciál prekonať obmedzenia tradičných modelov a priniesť
revolúciu v oblasti predikcie obnoviteľnej energie.

Cieľom tejto práce je analyzovať možnosti použitia pokročilých metód strojového
učenia na predikciu výroby fotovoltických elektrární v stredoeurópskom regióne. Oso-
bitná pozornosť je venovaná problematike transfer learning-u (prenášaného učenia),
ktoré umožňuje využiť znalosti získané na dátach z jednej krajiny pri predikcii výroby
v inej krajine. Tento prístup je obzvlášť užitočný v prípadoch, keď sú dáta z cieľovej
oblasti obmedzené alebo nekompletné.

Táto práca sa sústreďuje na vývoj a aplikáciu hybridného modelu kombinujúceho
konvolučné neurónové siete (CNN) a pokročilé architektúry, ako je TSMixer. V nasle-
dujúcich kapitolách budú podrobne rozobraté jednotlivé komponenty modelu, meto-
dológia prístupu a výsledky experimentov, ktoré demonštrujú účinnosť navrhovaného
riešenia.



Kapitola 1

Súčasný stav problematiky

Táto časť obsahuje dôležité štúdie, ktoré prispeli ku pokroku v oblasti predpovedania
výroby fotovoltaiky s využitím metód umelej inteligencie. Každá z nich prináša cenné
informácie a postrehy, ktoré pomáhajú lepšie pochopiť túto problematiku a sú prínosom
pre ďalší vývoj v tejto oblasti.

1.1 Hlboké učenie v predikcii solárnej energie

1.1.1 Metodológia

Prvý článok od Gensler-a [1] predstavuje prístup k predikcií solárnej energie pomocou
využitia algoritmov Deep Learning-u. Konkrétne sa zameriava na využitie AutoEncoder
a Long Short-Term Memory (LSTM) neurónových sietí na predikciu výkonu fotovoltaic-
kých elektrární. Význam tejto štúdie spočíva v riešení nestálej povahy obnoviteľných
zdrojov energie a naliehavom potrebe presných predikčných metód pre zabezpečenie
stability a efektívnosti siete. Integráciou autoenkóderov pre extrakciu príznakov (fea-
tures) a LSTM sietí na zachytenie časových závislostí si štúdia kládla za cieľ prekonať
tradičné predikčné modely vo vysokej presnosti a spoľahlivosti.

1.1.2 AutoEncoder

AutoEncoder je typ neurónovej siete, ktorá sa učí kopírovať svoj vstup na výstup.
Pozostáva z enkódovacej siete, ktorá mapuje vstupné dáta do reprezentácie s nižšou
dimenziou, a dekódovacej siete, ktorá rekonštruuje vstupné dáta z tejto reprezentácie.

Matematicky môžeme enkódovací proces zapísať ako:

h = f(x) = σ(Wx+ b)

• x sú vstupné dáta

3
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• W je matica váh

• b je bias vektor

• σ je aktivačná funkcia

A dekódovací proces ako:

r = g(h) = σ(W ′h+ b′)

Teda reprezentácia h je spätne zrekonštruovaná na výstup r.

• h je latentná reprezentácia

• x sú vstupné dáta

• W je matica váh

• b je bias vektor

Obr. 1.1: AutoEncoder topológia

1.1.3 LSTM (Long Short-Term Memory) neurónové siete

LSTM je typ architektúry rekurentnej neurónovej siete (RNN). RNN je typ neuróno-
vej sieti, ktorá má spätné spojenia, čo jej umožňuje uchovávať stav, teda pamätať si
predchádzajúce informácie v sekvencií. Problém s touto sieťou je ten, že pri dlhých
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sekvenciách môže byť gradient príliš malý alebo príliš veľký, čož znamená, že sieti sa
ťažko ďalej učí. LSTM je navrhnutý na prekonanie tohto problému. Je vhodný pre
učenie zo sekvencií dát, kde sú dlhodobé závislosti.

LSTM siete majú internú pamäťovú bunku a používajú brány na reguláciu prúdenia
informácií do a z bunky. Tieto brány sú forget gate, input gate a output gate.

Matematicky, LSTM upravuje status jej bunky a výstup nasledovne:

ft = σ(Wf · [ht−1, xt] + bf )

• ft je output gate výstup

• Wf je matica váh

• ht−1 je predchádzajúci výstup

• xt je aktuálny vstup

• bf je bias vektor

1.1.4 Experimenty a porovnávanie

V článku autori popisujú skúšanie a porovnávanie viacerých modelov a architektúr
neurónových sietí, vrátane štandardného viacvrstvového perceptrónu (MLP), s navr-
hnutou kombináciou modelov AutoEncoder-LSTM. Analýzu uskutočnili pomocou dát
z 21 solárnych elektrární, pričom ich cieľom bola predikcia výkonu fotovoltaiky na na-
sledujúci deň. Autori v článku do detailu popísali nutné kroky predspracovania dát,
vrátane normalizácie, pre prípravu vstupu do neurónovej siete, čím chceli dosiahnuť
porovnateľnosť výsledkov medzi elektrárňami rôznych veľkostí a rôznymi výskumnými
kapacitami.

1.1.5 Výsledky

Na záver, autori prezentujú detailné výsledky porovnávania medzi navrhnutými mo-
delmi. Na porovnanie výsledkov používajú Root Mean Squared Error (RMSE):

RMSE =

√√√√ 1

n

n∑
i=1

(ŷi − yi)2

a Mean Absolute Error (MAE):

MAE =
1

n

n∑
i=1

|ŷi − yi|
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Pri všetkých porovnaniach vyšiel ich nový model AutoEncoder-LSTM najlepšie.
Autori článku tvrdia, že tento výsledok bol dosiahnutý práve vďaka schopnosti AutoEncoder-
LSTM pamätať si predošlé údaje v sekvenčných radoch a zachytávaniu nelineárnych
vzťahov v časových radoch, čo často uniká tradičným štatistickým modelom.

1.2 Transfer learning pri nedostatku dát

V štúdiu od Sarmas et al. [2], výskumníci sa zaoberajú výzvou nedostatku dát najmä
v prípade novo inštalovaných elektrární.

1.2.1 Nedostatok dát

Transfer learning (TL) ponúka riešenie tejto problematiky tým, že umožňuje prenos
znalostí z modelov natrénovaných na bohatých datasetoch do prostredí s obmedzenými
dátami.

Obr. 1.2: Transfer Learning proces

Integrácia TL do LSTM umožňuje efektívnejšie využívanie predchádzajúcich zna-
lostí pre predikciu budúceho výkonu, zatiaľ čo sa zameriava na prekonanie problémov
spojených s krátkodobou pamäťou, ktorá je typická pre štandardné RNN.

1.2.2 Praktické využitie TL v LSTM pre predikciu fotovoltaic-

kej energie

Metodológia využívania TL v LSTM modeloch zahŕňa niekoľko kľúčových krokov,
popísaných autormi:

1. Predtrénovanie zdrojového modelu
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• Na začiatku je potrebné vybrať a predtrénovať zdrojový model na veľkom a
relevantnom datasete. Tento krok zahŕňa výber vhodnej architektúry LSTM,
ktorá je schopná efektívne spracovať dáta z fotovoltaických elektrární, ako
sú časové rady výkonu, teploty, slnečného žiarenia a ďalších relevantných
faktorov.

2. Prenos znalostí

• Po predtrénovaní zdrojového modelu nasleduje prenos znalostí do cieľového
modelu. Tento proces zahŕňa inicializáciu váh cieľového LSTM modelu vá-
hami z predtrénovaného modelu. V závislosti od špecifických potrieb a cha-
rakteristík datasetu môže byť vhodné upraviť niektoré vrstvy modelu alebo
dokonca zamraziť váhy v určitých vrstvách, aby sa zabránilo nadmernému
učeniu na menšom datasete.

3. Jemné doladenie na cieľovom datasete

• Posledným krokom je jemné doladenie modelu na cieľovom datasete. V tejto
fáze sa model trénuje s cieľom optimalizovať jeho váhy pre špecifické pred-
ikčné úlohy fotovoltaickej elektrárne. Doladenie zahŕňa nastavenie paramet-
rov učenia, ako sú rýchlosť učenia a počet vrstiev modelu, a výber stratégie
učenia, ktorá najlepšie vyhovuje danému úlohu.

1.2.3 Stratégie Transfer Learningu

Autori článku testovali tri stratégie aplikácie transfer learningu (TL) na predikciu pro-
dukcie fotovoltických elektrární v situáciách s obmedzenými trénovacími dátami. Autori
vybrali nasledujúce stratégie:

• Dotrénovanie váh v poslednej vrstve natrénovaného modelu LSTM s použitím
dát z novej elektrárne

• Natrénovanie nových váh v poslednej vrstve na základe dát z novej elektrárne

• Dotrénovanie váh vo všetkých vrstvách modelu LSTM pomocou dát z novej elek-
trárne

1.2.4 Výsledky

Všetky tri stratégie dosiahli podobnú presnosť a prekonali základný model, čo ukazuje
na efektívnosť TL pri adaptácii na nové dáta. Model bol úspešne aplikovateľný aj na
geograficky vzdialené FVE, potvrdzujúc hypotézu o jeho adaptabilite a univerzálnosti.
Vzdialenosti daných elektrární môžeme vidieť na obrázku.
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Obr. 1.3: Znázornenie lokalít testovaných fotovoltaických elektrární

1.3 Digitálne dvojča a LSTM v predikcii fotovoltaiky

V rámci danej štúdie [3] z roku 2023, výskumný tím predstavil inovatívny prístup k
predpovedaniu výroby fotovoltaickej energie s využitím konceptu digitálneho dvojčaťa
(digital twin). Tento prístup je zvlášť významný, keďže integruje pokročilé technológie
a metódy umelej inteligencie do rámca, ktorý umožňuje synchronizáciu v reálnom čase
(real-time) a aktualizáciu medzi fyzickými fotovoltaickými systémami a ich virtuálnymi
reprezentáciami.

1.3.1 Digital Twin

Digital twin je digitálna replika fyzického systému alebo procesu, ktorá umožňuje simu-
láciu, monitorovanie a analýzu dát v reálnom čase. V kontexte fotovoltaických systémov
umožňuje digital twin detailné modelovanie a predpovedanie výkonu elektrární, čo za-
hŕňa branie do úvahy environmentálne faktory ako sú slnečné žiarenie, teplota a iné
veterné podmienky. Použitie digital twin umožňuje lepšie pochopenie a predpovedanie
fluktovania vo výrobe energie, čož je dôležité pre efektívnu integráciu obnoviteľných
zdrojov do energetických sietí. Autori nazvali toto implementovanie digital twin do
predikcie fotovoltaiky ako PV-DT systém.
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Obr. 1.4: PV-DT framework

Ide v podstate o cyklus so spätnou väzbou medzi fyzickým fotovoltaickým systémom
a virtuálnym modelom, ktorý využíva dáta na simuláciu výkonu systému. Cieľ je zistiť
prečo by mohol výkon systému klesnúť. Zistiť teda či ide o očakávané opotrebovanie
alebo o nedostatky v prediktívnom modeli a podľa toho upraviť model za účelom
vylepšenia presnosti.

1.3.2 Využitie DT s LSTM a TL

Použitím kombinácie digital twin, LSTM sietí a transfer learning-u táto štúdia pre-
konala tradičné metodológie predpovedania výkonu fotovoltaických systémov. Digital
twin poskytuje dynamický a upraviteľný model, ktorý môže zahŕňať okamžité zmeny
vo výkone systému spôsobené zmenami v prostredí. Integráciou s LSTM sieťami a
transfer learningom dokázali autori zvýšiť presnosť predpovedí a zároveň zredukovať
čas a náklady spojené s trénovaním modelov.

1.4 Adaptácia a kombinácia modelov pre transfer le-

arning

Schreiber [4] sa v tomto článku zaoberá modelovaním fotovoltaiky a veterných elek-
trární. Zaujímajú ich hlavne tri otázky:

• Akú najvhodnejšiu mieru podobnosti treba vybrať?
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• Ak je model vybratý, tak akú adaptačnú stratégiu treba zvoliť?

• Sú súborné (ensemble) stratégie lepšie pri kombinovaní vedomostí?

Najprv vytvorili súbor modelov: Bayesovský extreme learning model (BELM), Mul-
tilayer perceptron (MLP), Temporal Convolution Network (TCN). Po výbere modelu
ho adaptovali na novú úlohu štyrmi stratégiami. Ako základný model vybrali gradient
boosting tree.

1.4.1 Použité modely

Bayesian Extreme Learning Machine (BELM)

BELM [5] je rozšírením extrémnych učiacich strojov (ELM), ktoré sú známe svojou
schopnosťou rýchlo sa učiť. ELM sú efektívne pre riešenie regresných a klasifikačných
problémov, keďže vyžadujú len jediný trénovací krok na nastavenie váh skrytých ne-
urónov, čo znižuje výpočtovú náročnosť v porovnaní s tradičnými metódami učenia
neurónových sietí. BELM využíva bayesovský prístup na optimalizáciu a prispôsobenie
týchto modelov, čím zvyšuje ich flexibilitu a poskytuje lepšie odhady neistoty predikcií.

V kontexte predikcie výroby z obnoviteľných zdrojov, ako sú veterné a fotovoltaické
parky, BELM analyzuje dáta v priestore s vyššou dimenziou, kde sú tieto dáta často
lepšie lineárne separovateľné. Tento prístup umožňuje efektívnejšie mapovanie vstup-
ných vlastností (napríklad predpovedí počasia) na výstupné ciele (napríklad výkon
veterného alebo fotovoltaického parku).

Obr. 1.5: BELM

Aplikácia BELM v praxi zahŕňa nasledujúce kroky:

1. Transformácia vstupu
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• Vstupné vlastnosti, ako sú napríklad údaje z numerických modelov počasia,
sú transformované do vyššej dimenzie pomocou náhodne inicializovaného
vektora

2. Aktivačná funkcia

• Transformované vlastnosti sú spracované aktivačnou funkciou, ako je ReLU

3. Lineárna kombinácia a BLR

• Výsledné vlastnosti sú kombinované lineárne a výstup je generovaný pomo-
cou bayesovskej lineárnej regresie (BLR). BLR poskytuje dodatočné výhody,
ako je schopnosť vyjadriť neistotu predikcií a lepšie posúdiť vhodnosť mo-
delu pre cieľové údaje pomocou marginálnej pravdepodobnosti.

Temporal Convolutional Network (TCN)

TCN [6] je významné rozšírenie v architektúre neurónových sietí, špecificky navrhnuté
pre efektívne spracovanie časových radov. Na rozdiel od tradičných rekurentných neuró-
nových sietí (RNN) a ich variant (ako LSTM a GRU), ktoré spracúvajú dáta sekvenčne,
TCN využíva konvolúcie pre prácu s časovými závislosťami.

Aplikácia TCN v predikcii výroby energie z obnoviteľných zdrojov zahŕňa:

• Predspracovanie vstupných dát, ako sú meteorologické predpovede (rýchlosť vetra,
slnečné žiarenie, teplota), do formátu vhodného pre TCN.

• Využitie dilatovaných konvolúcií na spracovanie dlhých časových radov a zachy-
tenie sezónnych a trendových závislostí v dátach.

• Integrácia s transfer learningom, kde sa model TCN môže predtrénovať na roz-
siahlom datasete a následne jemne doladiť na špecifických dátach cieľovej lokality

1.4.2 Stratégie kombinovania modelov

Coopetitive Soft Gating Ensemble (CSGE)

CSGE [7] je metóda, ktorá kombinuje modely na základe ich výkonnosti. Koncept tejto
stratégie pochádza z jej názvu: modely spolupracujú na dosiahnutie spoločného cieľa,
zatiaľ čo súťažia na základe svojej individuálnej presnosti.
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Obr. 1.6: CSGE

Výhody CSGE:

• Flexibilita: CSGE umožňuje kombinovať rôzne modely, čo zvyšuje adaptabilitu a
robustnosť predikcií v dynamickom prostredí obnoviteľných zdrojov energie.

• Zohľadnenie neistoty: Váženie modelov podľa ich výkonnosti umožňuje impli-
citne zohľadniť neistotu predikcií a prispôsobiť sa zmenám v dátach alebo v
predikčných úlohách.

Bayesian Model Averaging (BMA)

Bayesian Model Averaging [8] je ensemble stratégia, ktorá využíva bayesovský prístup
ku zváženiu neistoty výberu modelu pri tvorbe predikcií. Namiesto výberu jedného naj-
lepšieho modelu, BMA zvažuje viacero modelov a ich predpovede kombinuje na základe
pravdepodobnosti ako dobre modely vysvetľujú pozorované dáta. BMA je teda cenným
nástrojom v štatistickej a strojovej učeniu, najmä v situáciách, kde existuje veľká ne-
istota o tom, ktorý model je najlepší, alebo keď sú dáta obmedzené a modely môžu
byť náchylné na pretrénovanie. Použitie BMA v kontexte predpovedania výroby foto-
voltaiky umožňuje lepšie zohľadniť komplexnosť a neistotu, ktoré sú s týmito údajmi
často spojené.
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Obr. 1.7: BMA

1.4.3 Dôležité zistenia

• Modely BELM a TCN dávajú vynikajúce výsledky pri použití na predikciu výroby
energie z obnoviteľných zdrojov, najmä keď sú správne adaptované pomocou
transfer learning-u na cieľovú úlohu.

• Jemné doladenie s poklesom váhy (weight decay) a Bayesian tuning boli skúmané
ako dve hlavné adaptívne stratégie. Autori zistili, že pri obmedzenom množstve
trénovacích dát je priama aplikácia vybraného zdrojového modelu na cieľ bez
adaptácie jeho parametrov jednou z najlepších stratégií.

• S narastajúcim množstvom trénovacích dát sa ukázalo, že využitie BLR na ex-
trahovaných príznakoch zo zdrojového modelu a historických údajoch z cieľa je
výhodné, najmä pre dátové sady s viac ako 30 dňami trénovacích dát.

1.4.4 Výsledky

• BELM model bol medzi najlepšími modelmi a prekonával základný model až
do 30 dní trénovacích dát. Pre trénovacie dáta menšie alebo rovné 14 dňom sa
ukázalo ako výhodné priamo použiť model bez akejkoľvek adaptácie.

• Súborné (ensemble) stratégie, ako CSGE a BMA, zlepšili výsledky predikcie v
porovnaní s jednotlivými modelmi, čo značí, že je veľmi výhodné kombinovať
modely pomocou týchto techník.
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Kapitola 2

Dáta

2.1 Úvod do dát

V tejto práci sme použili rozsiahly dataset týkajúci sa výroby fotovoltaickej energie z
piatich krajín Európskej únie - Slovenska, Česka, Poľska, Maďarska a Rakúska. Tento
dátaset nám bol poskytnutý nezávislou non-profit inštitúciou KInIT (Kempelenov in-
štitút inteligentných technológií). Dáta boli zbierané v období od 1. januára 2020 do 31.
decembra 2023. Merania sú vykonávané v 15-minútových intervaloch. Pred akýmkoľ-
vek predspracovaním je veľkosť datasetu 16.6 miliónov riadkov. Výroba fotovoltaickej
energie je silno závislá od viacerých meteorologických faktorov, ako sú slnečné žiarenie,
oblačnosť, teplota a ďalšie atmosférické podmienky. Práve preto je nevyhnutné mať
dáta s vysokou časovou granularitou, aby sme dokázali zachytiť tieto rýchle zmeny a
ich vplyv na výrobu energie. Pre každú krajinu a fotovoltaickú stanicu boli vytvorené
samostatné súbory, ktoré obsahujú informácie o výrobe energie a príslušných meteorolo-
gických podmienkach. Z dôvodu optimalizácie modelovania boli z datasetu odstránené
nočné hodiny, keďže počas tohto obdobia je výroba fotovoltaickej energie minimálna
alebo nulová, a teda neposkytuje relevantné informácie pre prediktívne modely.

2.2 Štruktúra dát a premenné

Každý súbor obsahuje časové rady údajov pre konkrétnu fotovoltaickú stanicu. Dáta
zahŕňajú časové značky, identifikátory staníc, údaje o výrobe energie a meteorologické
údaje, ktoré často pochádzajú z numerických predpovedných modelov (NWP) alebo
meraní.

Hlavné premenné v našom datasete sú nasledovné:

• timestamp: Časová značka v 15-minútových intervaloch.

• device_id: Unikátny identifikátor fotovoltaickej stanice.

15
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Obr. 2.1: Ukážka mesačnej výroby energie jednotlivých staníc pre fotovoltaickú stanicu
v Rakúsku

• production: Skutočná výroba elektrickej energie (napr. v kW alebo normalizo-
vaná voči kWp).

• temperature (t_2m): Teplota vzduchu v 2 metroch nad zemou (reprezentuje
°C).

• global_horizontal_irradiance (ghi): Globálne horizontálne slnečné žiarenie
(reprezentuje W/m2).

• diffuse_horizontal_irradiance (aswdifd_s_i): Difúzne horizontálne slnečné
žiarenie (reprezentuje W/m2).

• direct_normal_irradiance (aswdir_s_i): Priame normálne slnečné žiarenie
(reprezentuje W/m2).

• total_cloud_cover (clct): Celková oblačnosť (reprezentuje frakciu 0–1 alebo
%).

• high_cloud_cover (clch): Vysoká oblačnosť (reprezentuje frakciu 0–1 alebo
%).

• medium_cloud_cover (clcm): Stredná oblačnosť (reprezentuje frakciu 0–1
alebo %).

• low_cloud_cover (clcl): Nízka oblačnosť (reprezentuje frakciu 0–1 alebo %).
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• wind_speed_10m (wind_speed): Rýchlosť vetra v 10 metroch nad zemou
(reprezentuje m/s).

• wind_direction_10m: Smer vetra v 10 metroch nad zemou (reprezentuje
stupne 0–360).

• relative_humidity (relhum_2m): Relatívna vlhkosť vzduchu v 2 metroch
nad zemou (reprezentuje frakciu 0–1 alebo %).

• precipitation (tot_prec_i): Celkové zrážky za daný interval (reprezentuje
mm).

• clearsky_ghi (clearsky_ghi): Odhadované globálne horizontálne žiarenie pri
jasnej oblohe (reprezentuje W/m2).

• snow_height (h_snow): Výška snehovej pokrývky (reprezentuje m alebo cm).

Ako bolo uvedené vyššie, číselné hodnoty premenných production, t_2m, ghi, aswdifd_s_i,
aswdir_s_i, clct, clch, clcm, clcl, wind_speed, relhum_2m, tot_prec_i, clearsky_ghi
a h_snow v použitých dátových súboroch sú výsledkom normalizácie alebo škálovania
a neodzrkadľujú priamo uvedené fyzikálne jednotky.

Výber časového horizontu NWP dát

Meteorologické údaje sú dostupné v troch časových horizontoch: 0h, 24h a 48h, čo
označuje predpovede s rôznym časovým predstihom pred skutočnou výrobou. Údaje
s horizontom 0h reprezentujú aktuálne meteorologické podmienky, zatiaľ čo údaje s
horizontom 24h a 48h predstavujú predpovede jeden, respektíve dva dni vopred.

V našej práci sme sa zamerali predovšetkým na využitie NWP dát s horizontom 24
hodín ako primárneho zdroja meteorologických predikcií. Toto rozhodnutie vychádza z
praktického hľadiska plánovania výroby elektrickej energie, kde predpovede s jednodňo-
vým predstihom predstavujú optimálny kompromis medzi presnosťou a užitočnosťou
pre energetické dispečingy.

Pri predikovaní výroby na nasledujúci deň nemajú aktuálne meteorologické pod-
mienky (horizont 0h) priamy vplyv, zatiaľ čo predpovede s 48-hodinovým predstihom
vykazujú nižšiu presnosť bez významného prínosu dodatočných informácií. Dáta s ho-
rizontom 24h najlepšie reprezentujú informácie dostupné v reálnom čase rozhodovania,
čím náš model reflektuje skutočné podmienky energetického plánovania.

2.3 Metadáta fotovoltaických staníc

Výkonnosť jednotlivých fotovoltaických staníc sa môže líšiť v závislosti od ich špeci-
fických vlastností, ako sú použité komponenty, konfigurácia systému a lokálne pod-



18 KAPITOLA 2. DÁTA

mienky. Aj pri rovnakých meteorologických podmienkach môžu tieto rozdiely viesť k
rôznym množstvám vygenerovanej energie. Pre lepšie pochopenie a modelovanie týchto
rozdielov boli pre každú fotovoltaickú stanicu v našom datasete zozbierané podrobné
metadáta.

Tieto metadáta poskytujú cenný kontext pre analýzu a modelovanie. Kľúčové do-
stupné metadáta pre jednotlivé stanice zahŕňajú:

• Identifikátor systému (System ID): Unikátny identifikátor pre každú stanicu.

• Geografická poloha: Presná zemepisná šírka (Latitude), dĺžka (Longitude) a
nadmorská výška (Elevation) stanice.

• Veľkosť systému (System Size (watts)): Celkový nominálny výkon systému
vo wattoch, ktorý je možné prepočítať na kilowatt-peak (kWp).

• Informácie o paneloch:

– Počet panelov (Panels, Secondary Panels).

– Nominálny výkon jednotlivých panelov (Panel Power (watts), Secondary
Panel Power (watts)).

– Značka panelov (Panel Brand). Niektoré záznamy obsahujú aj presný model
panelu.

– Poznámka k typu technológie: Metadáta neobsahujú priamy stĺpec s typom
technológie panelov (napr. monokryštalické, polykryštalické). Avšak, ak je v
značke uvedený aj model panelu, je často možné tento typ dodatočne zistiť
z externých špecifikácií výrobcu.

• Informácie o meniči/meničoch (Inverters, Inverter Power (watts), In-
verter Brand): Počet, celkový výkon a značka použitých meničov.

• Inštalácia panelov:

– Orientácia panelov (Orientation, Secondary Orientation) udávajúca svetovú
stranu.

– Sklon panelov (Array Tilt (degrees), Secondary Array Tilt) v stupňoch voči
horizontálnej rovine.

• Tienenie (Shade): Odhadovaná úroveň tienenia systému (napr. žiadne, nízke,
stredné).

• Dátum inštalácie (Install Date): Dátum, kedy bola stanica uvedená do pre-
vádzky (umožňuje určiť vek systému).
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Tieto metadáta umožňujú lepšie charakterizovať jednotlivé systémy a zohľadniť
ich špecifiká pri analýze produkcie a pri porovnávaniach. Taktiež nám tieto informá-
cie umožňujú porovnávať výkonnosť staníc s rôznymi technologickými parametrami a
identifikovať faktory, ktoré najviac prispievajú k efektivite výroby.

V našej analýze sme pracovali s dátami z celkovo 46 fotovoltaických staníc roz-
ložených nasledovne: 10 staníc v Rakúsku, 5 staníc v Českej republike, 15 staníc v
Maďarsku, 15 staníc v Poľsku a 1 stanica na Slovensku. Tieto stanice sú vzorkou rôz-
nych typov a konfigurácií fotovoltaických systémov používaných v stredoeurópskom
regióne.

Obr. 2.2: Geografické rozloženie fotovoltaických staníc v skúmaných krajinách
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2.4 Charakteristiky dát podľa krajín

Analýza dát z jednotlivých krajín odhalila zaujímavé podobnosti a rozdiely, ktoré môžu
ovplyvniť modelovanie a prenositeľnosť znalostí. Nasledujúce charakteristiky boli vypo-
čítané z dostupných dátových záznamov pokrývajúcich obdobie 2020–2023 pre všetky
stanice. Štatistiky ako priemerná produkcia, teplota a GHI zahŕňajú všetky hodiny
(vrátane nočných), pokiaľ mali riadky platné hodnoty v kľúčových stĺpcoch.

Je dôležité poznamenať, že číselné hodnoty premenných reprezentujúcich teplotu
(t_2m), slnečné žiarenie (GHI, ClearSky GHI) a výrobu (production) v zdrojových
dátach boli normalizované alebo škálované. Uvedené priemerné hodnoty preto nie sú
priamo interpretovateľné v štandardných fyzikálnych jednotkách (°C, W/m2, kW), ale
slúžia na relatívne porovnanie medzi krajinami a ročnými obdobiami.

2.4.1 Rakúsko

Dáta pre Rakúsko pochádzajú z 10 unikátnych staníc. Priemerná hodnota produkcie
(zahŕňajúca všetky hodiny) je 0.138. Vykazuje výraznú sezónnu variabilitu, s letným
priemerom 0.198 a zimným priemerom 0.057 (rozdiel 0.141). Priemerná hodnota tep-
lotného údaju (t_2m) je 0.47 . Priemerná korelácia medzi teplotou a produkciou, vy-
počítaná pre jednotlivé stanice a následne spriemerovaná, je 0.438. Priemerné hodnoty
GHI a ClearSky GHI sú 0.14 a 0.22 .

2.4.2 Česká republika

Pre Českú republiku sú dáta z 5 staníc. Priemerná hodnota produkcie je 0.129, s letným
priemerom 0.185 a zimným 0.045 (rozdiel 0.140), čo naznačuje podobnú sezónnosť ako
v Rakúsku. Priemerná hodnota teploty je 0.54 . Vykazuje najnižšiu priemernú kore-
láciu medzi teplotou a produkciou spomedzi analyzovaných krajín (0.395). Priemerné
hodnoty GHI a ClearSky GHI sú 0.13 a 0.22 .

2.4.3 Maďarsko

Dáta pre Maďarsko pochádzajú z 15 staníc. Maďarsko vykazuje najvyššiu priemernú
hodnotu produkcie (0.152) spomedzi všetkých krajín. Sezónnosť je charakterizovaná
letným priemerom 0.213 a relatívne vyšším zimným priemerom 0.073 (rozdiel 0.140).
Priemerná hodnota teploty je 0.46 . Priemerná korelácia medzi teplotou a produkciou
je 0.408. Priemerné hodnoty GHI a ClearSky GHI sú 0.14 a 0.22 .
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2.4.4 Poľsko

Dáta pre Poľsko sú z 15 staníc. Priemerná hodnota produkcie je 0.125. Poľsko vykazuje
najväčší sezónny rozdiel v produkcii spomedzi všetkých krajín, s letným priemerom
0.190 a zimným priemerom 0.036 (rozdiel 0.154). Priemerná hodnota teploty je 0.54
, podobne ako v Česku. Priemerná korelácia medzi teplotou a produkciou je 0.410.
Priemerné hodnoty GHI a ClearSky GHI sú 0.13 a 0.22 .

2.4.5 Slovensko

Slovenské dáta pochádzajú z jedinej stanice. Priemerná hodnota produkcie je relatívne
vysoká (0.147). Sezónnosť je daná letným priemerom 0.204 a zimným 0.065 (rozdiel
0.139). Priemerná hodnota teploty je 0.47 . Slovensko vykazuje najvyššiu priemernú
koreláciu medzi teplotou a produkciou (0.448) spomedzi všetkých krajín. Priemerné
hodnoty GHI a ClearSky GHI sú 0.15 a 0.23 .
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Kapitola 3

Metodológia a návrh modelov

Táto kapitola podrobne popisuje metodologický prístup použitý v našej práci, vrátane
teoretických základov zvolených modelov, ich architektúry, implementačných detailov
a špecifických prístupov k transfer learning-u.

3.1 Teoretický základ použitých modelov

Pri predikcii výroby fotovoltaických elektrární sme sa rozhodli pre prístup kombinujúci
CNN (Konvolučné neurónové siete) s architektúrou TSMixer. Táto kombinácia nám
dovolí zachytiť časové a vzorové závislosti v dátach, čož by malo poskytnúť lepšie
predikcie výroby solárnej energie.

3.1.1 Konvolučné neurónové siete (CNN)

Konvolučné neurónové siete [9] predstavujú triedu hlbokých neurónových sietí, ktoré
sa pôvodne vyvinuli pre spracovanie obrazu. V posledných rokoch však našli široké
uplatnenie aj pri analýze časových radov. Ich schopnosť automaticky extrahovať lo-
kálne vzory a príznaky z dát ich robí vhodnými pre zachytenie komplexných vzorov v
časových radoch fotovoltaickej výroby. [10]

Základným stavebným prvkom CNN je konvolučná vrstva, ktorá aplikuje sériu fil-
trov na vstupné dáta. Matematicky môžeme operáciu konvolúcie v jednorozmernom
prípade definovať nasledovne:

(f ∗ g)(t) =
k−1∑
i=0

f(i) · g(t− i) (3.1)

kde f je vstupný signál (v našom prípade časový rad), g je filter (alebo kernel)
dĺžky k a t je pozícia v časovom rade.

Pri spracovaní časových radov fotovoltaickej výroby používame 1D konvolúcie [11]
pre identifikáciu vzorov naprieč časovou dimenziou. Konvolučné filtre s rôznymi veľkos-

23
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ťami dokážu zachytiť vzory rôznych časových škál - od krátkodobých skokov (napríklad
spôsobených prechodnou oblačnosťou) až po dlhodobejšie trendy súvisiace s denným
cyklom slnečného žiarenia.

Dôležitou súčasťou CNN architektúry je aj pooling vrstva, ktorá znižuje dimenzi-
onalitu a zvyšuje invariantnosť voči malým posunom vo vstupných dátach. V našej
implementácii používame MaxPooling, ktorý vyberie maximálnu hodnotu z definova-
ného okna, čím efektívne zachytáva najvýraznejšie príznaky:

MaxPool(X)i = max
j∈{i·s,...,i·s+k−1}

Xj (3.2)

kde X je vstupná sekvencia, k je veľkosť pooling okna a s je krok (stride).

3.1.2 TSMixer architektúra

Druhým hlavným komponentom nášho modelu je TSMixer (Time-Series Mixer) [12]
architektúra inšpirovaná pokrokmi v oblasti spracovania časových radov, ktorá prináša
iný prístup k modelovaniu časových radov než tie, ktoré sú bežne zaužívané v prácach
zameriavacích sa na túto oblasť.

Na rozdiel od tradičných rekurentných prístupov (ako LSTM alebo GRU), TSMixer
aplikuje princíp mixovania informácií naprieč dvoma dimenziami: časovou dimenziou
(tokens) a dimenziou príznakov (features).

Hlavným konceptom TSMixer-u je oddelenie token mixing a channel mixing vrstiev:

• Token Mixing: Tieto vrstvy spracúvajú informácie naprieč časovou dimenziou.
V našej implementácii využívame plne prepojené lineárne vrstvy aplikované na
časovú dimenziu:

TokenMix(X) = σ(W2 · σ(W1 ·X)) (3.3)

kde X ∈ RB×C×T je vstupný tenzor (B = batch size, C = počet kanálov, T =
počet časových krokov), W1 ∈ RM×T a W2 ∈ RT×M sú matice váh, M je skrytá
dimenzia a σ je nelineárna aktivačná funkcia.

• Channel Mixing: Podobne ako pri token mixing, tieto vrstvy spracúvajú infor-
mácie naprieč kanálovou dimenziou:

ChannelMix(X) = σ(W4 · σ(W3 ·X)) (3.4)

kde W3 ∈ RN×C a W4 ∈ RC×N sú matice váh a N je skrytá dimenzia pre channel
mixing.
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Obr. 3.1: Architektúra TSMixer

Tento model má niekoľko výhod pre modelovanie fotovoltaickej výroby:

1. Efektívne zachytenie dlhodobých časových závislostí bez obmedzení typických pre
rekurentné siete

2. Schopnosť modelovať komplexné vzťahy medzi rôznymi meteorologickými pre-
mennými

3. Vyššia paralelizovateľnosť výpočtov, čo vedie k rýchlejšiemu tréningu

4. Lepšia škálovateľnosť pre dlhé časové sekvencie, čo je zvlášť dôležité pre modelo-
vanie s dlhým historickým oknom

3.1.3 Hybridná TSMixer-CNN architektúra

Hlavným prínosom našej práce je hybridný model, ktorý kombinuje CNN a TSMixer
prístupy:

• CNN vrstvy slúžia ako extraktor príznakov, ktorý dokáže identifikovať lokálne
vzory a zachytiť relevantné príznaky z pôvodného vysoko dimenzionálneho vstupu

• TSMixer vrstvy následne spracúvajú extrahované príznaky
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Tento hybridný prístup je vhodný pre úlohu predikcie fotovoltaickej výroby, kde je
potrebné zachytiť krátkodobé vzory (náhle zmeny v oblačnosti, zmeny v teplote, atď.)
a aj dlhodobejšie závislosti (denné a sezónne cykly).

V našej implementácii postupujeme nasledovne:

1. Vstupné dáta najprv prechádzajú cez sériu 1D konvolučných vrstiev s postupne
sa zvyšujúcim počtom filtrov

2. Aplikujeme max pooling na získanie kompaktnejšej reprezentácie s polovičnou
časovou dĺžkou

3. Na získané príznaky aplikujeme token mixing vrstvy a channel mixing vrstvy

4. A na záver aplikujeme globálne priemerovanie (global average pooling) nasledo-
vané plne prepojenou vrstvou pre generovanie predikcie

Navrhnutý hybridný model má niekoľko výhod pre transfer learning medzi kraji-
nami:

• CNN vrstvy sa môžu špecializovať na extrakciu univerzálnych príznakov zo vstup-
ných meteorologických dát, ktoré sú často podobné naprieč geografickými regi-
ónmi

• TSMixer vrstvy môžu zachytiť špecifické vzory pre danú lokalitu alebo typ foto-
voltaickej stanice

• Táto separácia funkcionalít nám dovoľuje flexibilnejšie doladiť iba určité časti
modelu pre cieľovú krajinu

3.2 Architektúra navrhnutých modelov

V tejto časti podrobne popíšeme architektúru navrhnutých modelov pre predikciu vý-
roby fotovoltaickej energie. Najprv predstavíme celkovú štruktúru našej hybridnej siete,
následne podrobne rozoberieme jednotlivé komponenty a ich vzájomné prepojenie, a
nakoniec vysvetlíme, ako je táto architektúra prispôsobená pre úlohu transfer learningu
medzi rôznymi krajinami.

3.2.1 Celková štruktúra modelu

Náš model, nazvaný TSMixer-CNN, spája dokopy konvolučné siete pre extrakciu prí-
znakov s modelom TSMixer pre modelovanie komplexných časových závislostí.

Model prijíma na vstupe sekvenciu historických dát s rozmermi (batch_size, history_window, input_dim),
kde:
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• batch_size je počet vzoriek v dávke (batch)

• history_window je počet historických časových krokov (v našom prípade 15-
minútových intervalov)

• input_dim je počet vstupných premenných

Výstupom modelu je skalárna hodnota predstavujúca predikovanú výrobu fotovol-
taickej energie v kilowattoch pre ďalší časový krok.

Obr. 3.2: Celková architektúra modelu TSMixer-CNN

3.2.2 Konvolučná časť architektúry

Konvolučná časť pozostáva z troch konvolučných blokov, kde každý blok obsahuje jed-
norozmernú konvolučnú vrstvu a aktivačnú funkciu ReLU. [13]

Postupnosť kovolučných vrstiev je navrhnutá tak, aby zachytávala vzory na rôznych
úrovniach abstrakcie:

• Prvá konvolučná vrstva: Transformuje vstupné dáta s dimenziou input_dim

na 32 príznakových máp. Používa kernely s veľkosťou 3 a padding 1:

conv1 : Rhistory_window×input_dim → Rhistory_window×32 (3.5)

• Druhá konvolučná vrstva: Zvyšuje počet príznakových máp z 32 na 64 pre
zachytenie zložitejších vzorov:

conv2 : Rhistory_window×32 → Rhistory_window×64 (3.6)

• Tretia konvolučná vrstva: Posledná konvolučná transformácia, ktorá ďalej
zvyšuje počet príznakových máp na 128:

conv3 : Rhistory_window×64 → Rhistory_window×128 (3.7)
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Po tretej konvolučnej vrstve aplikujeme MaxPooling s veľkosťou kernelu 2 a krokom
2, čo znižuje časovú dimenzionalitu na polovicu:

pool : Rhistory_window×128 → Rhistory_window/2×128 (3.8)

3.2.3 TSMixer komponenty

TSMixer časť našej architektúry pozostáva z dvoch hlavných komponentov: token mi-
xing a channel mixing vrstiev, ktoré spracovávajú dáta z predchádzajúcej konvolučnej
časti.

Token Mixing vrstvy

Token mixing vrstvy manipulujú s informáciami naprieč časovou dimenziou, pričom
každý časový krok je považovaný za "token". V našej implementácii:

• Vstupom je tenzor tvaru (batch_size, 128, tokens), kde tokens = history_window/2

po aplikácii pooling vrstvy.

• Prvá token mixing vrstva transformuje dimenziu tokenov na medzivýstup s 64
jednotkami:

token_mixing_1 : R128×tokens → R128×64 (3.9)

• Druhá token mixing vrstva transformuje späť na pôvodnú časovú dimenziu:

token_mixing_2 : R128×64 → R128×tokens (3.10)

Po každej lineárnej transformácii aplikujeme aktivačnú funkciu ReLU.

Channel Mixing vrstvy

Channel mixing vrstvy pracujú s informáciami naprieč príznakovou (feature) dimen-
ziou. Tento proces:

• Najprv permutuje tenzor z tvaru (batch_size, 128, tokens) na (batch_size, tokens, 128),
čím presúva príznakovú dimenziu na poslednú pozíciu.

• Prvá channel mixing vrstva transformuje 128 kanálov na 64:

channel_mixing_1 : Rtokens×128 → Rtokens×64 (3.11)



3.2. ARCHITEKTÚRA NAVRHNUTÝCH MODELOV 29

• Druhá channel mixing vrstva transformuje späť na pôvodný počet kanálov:

channel_mixing_2 : Rtokens×64 → Rtokens×128 (3.12)

• Nakoniec sa tenzor permutuje späť na tvar (batch_size, 128, tokens).

Podobne ako pri token mixing vrstvách, aj tu aplikujeme aktivačnú funkciu ReLU
po každej lineárnej transformácii.

3.2.4 Výstupná časť modelu

Po spracovaní dát cez obidve časti, výstupná časť modelu zhrnie informácie a produkuje
finálnu predikciu:

• Najprv aplikujeme globálne priemerovanie (global average pooling) na časovú
dimenziu - získame jednotnú reprezentáciu pre každý kanál:

global_avg_pool : R128×tokens → R128 (3.13)

• Následne aplikujeme poslednú plne prepojenú vrstvu, ktorá transformuje 128-
rozmerný vektor na skalárnu predikciu výroby energie:

output_layer : R128 → R1 (3.14)

3.2.5 Hyperparametre a variácie modelu

Model charakterizujeme hyperparametrami, ktoré ovplyvňujú jeho kapacitu a schop-
nosť učenia. Pre základnú verziu modelu sme vybrali nasledujúcu konfiguráciu:

• Veľkosť historického okna (history_window): 96 časových krokov, čo zod-
povedá 24 hodinám pri 15-minútovom vzorkovaní. Tento parameter určuje, koľko
historických dát model používa pre predikciu.

• Počet vstupných príznakov (input_dim): Okrem hlavných premenných z
nášho datasetu (s výnimkou timestamp a cieľovej premennej production), sme
zahrnuli aj metadáta staníc (špecificky geografickú polohu vrátane nadmorskej
výšky, technické parametre ako výkon systému/panelov/meniča, sklon a orientá-
ciu, a odvodený vek systému), čím sme dosiahli vstupnú dimenziu 20.

• Počet filtrov v konvolučných vrstvách: Postupne zvyšujúci sa: 32, 64 a 128.

• Veľkosť mixovacích vrstiev: 64 jednotiek pre token aj channel mixing vrstvy.
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V rámci našich experimentov sme skúmali aj vplyv rôznych variant týchto hy-
perparametrov na výkon modelu, najmä s ohľadom na efektivitu transfer learningu.
Podrobné výsledky týchto experimentov sú prezentované v sekcii experimentálneho
vyhodnotenia.

3.3 Implementačné detaily

V tejto časti popisujeme technické implementačné detaily nášho modelu a experimen-
tálneho procesu, so zameraním na dôležité komponenty, ktoré zabezpečujú efektívne
trénovanie a evaluáciu modelov naprieč rôznymi krajinami.

3.3.1 Implementačné prostredie

Implementácia modelov a experimentov bola realizovaná v programovacom jazyku Pyt-
hon s využitím frameworku PyTorch. Aby sme zrýchlili výpočty, používame knižnicu
CUDA, ktorá nám dovoľuje využiť grafickú kartu namiesto procesora. Doplnkové kniž-
nice ako NumPy, Pandas, scikit-learn, Matplotlib a Seaborn boli použité na spracovanie
dát, evaluáciu modelov a vizualizáciu výsledkov.

Experimenty prebiehali na lokálnom počítači vybavenom GPU NVIDIA RTX 2070
Super.

3.3.2 Spracovanie a načítavanie dát

Efektívny systém načítavania dát

Pre efektívne trénovanie modelu na rozsiahlom datasete sme implementovali mecha-
nizmus načítavania dát, ktorý rieši niekoľko problémov, na ktoré sme počas trénovania
narazili:

• Optimalizácia pamäte: Implementovali sme triedy typu StationTimeSeriesDataset,
ktoré poskytujú rozhranie kompatibilné s PyTorch DataLoader-om, avšak na-
miesto načítania celého datasetu do pamäte, načítavajú dáta postupne podľa
potreby.

• Indexovanie: Pre každý dátový súbor (fotovoltaickú stanicu) sme vytvorili index
časových okien, aby sme získali rýchly prístup k údajom bez nutnosti opakovaného
prezerania celých súborov.

• Adaptívne cachovanie: Implementovali sme systém cachovania, kde súbory,
ktoré už boli raz načítané, zostávajú v pamäti pre budúce použitie, čím sa zmen-
šuje čas načítavania a zrýchľuje tréning.
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Implementácia takýmto spôsobom bola nutná, pretože počas trénovania sme na-
rážali na problém preplnenia dostupnej pamäte na lokálnom počítači. Tento prístup
priniesol zrýchlenie trénovania až o približne 60% v porovnaní s naivným prístupom
načítavania celého datasetu naraz, pričom zároveň umožnil prácu s väčšími datasetmi.

3.3.3 Implementácia modelu

Model TSMixer-CNN bol implementovaný ako vlastná trieda odvodená od nn.Module

v PyTorch.

Aktivačné funkcie a regularizácia

• ReLU aktivácia: Použitá po každej konvolučnej, token mixing a channel mixing
vrstve pre zavedenie nelinearity.

• Dropout: Aplikovaný po konvolučných blokoch a pred výstupnou vrstvou s prav-
depodobnosťou 0.2 na zabránenie pretrénovania. [14]

• L2 regularizácia: Implementovaná prostredníctvom weight decay v optimizá-
tore s hodnotou 10−5.

3.3.4 Optimalizácia trénovacieho procesu

• Mixed Precision Training: Na zníženie pamäťových nárokov sme využili Py-
Torch amp (Automatic Mixed Precision) modulu na trénovanie modelu s kombi-
novanou presnosťou (float16/float32) [15]

• Early Stopping: Aby sme zabránili pretrénovaniu zastavíme trénovanie, keď sa
táto strata prestane zlepšovať po stanovený počet epoch (5 v našom prípade).

• Learning Rate Scheduling: Implementácia StepLR scheduleru, ktorý znižuje
learning rate každých 5 epoch.

• Akumulácia gradientov: Aktualizácia váh prebieha až po spracovaní viacerých
mini-dávok (mini-batchov).

3.3.5 Implementácia transfer learning-u

Aplikácia transfer learning-u sa rozdeľuje na nasledovné časti:

1. Trénovanie zdrojových modelov: Pre každú krajinu sme natrénovali základný
model s využitím všetkých dostupných dát pre danú krajinu a tieto modely uložili.
Tieto modely nazývame zdrojové (baseline).
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2. Simulácia limitovaných dát: Pri transfer learningu sme použili len 30% do-
stupných trénovacích dát z cieľovej krajiny, aby sme vytvorili scenár, kde pre
novú lokalitu máme obmedzené množstvo historických dát.

3. Stratégia fine-tuningu: Zdrojový model sme dotrénovali na cieľové dáta s niž-
ším learning rate (10% pôvodnej hodnoty).

4. Selektívny fine-tuning: Podľa experimentu sme dotrénovali len určité vrstvy
modelu pričom zvyšné zostali zamrazené.

Efektivitu transfer learning-u sme vyhodnocovali prostredníctvom relatívneho zlep-
šenia oproti baseline modelu natrénovanému priamo na cieľovej krajine. V implemen-
tácii transfer learning-u sme využili aj techniku experimentálnej matice, kde sme sys-
tematicky hodnotili všetky možné páry zdrojových a cieľových krajín.

3.4 Transfer learning prístup

Táto časť sa venuje konkrétnym stratégiám a prístupom transfer learning-u, ktoré
sme aplikovali v kontexte predikcie fotovoltaickej výroby naprieč rôznymi krajinami.
Objasníme teoretické východiská nášho prístupu, popíšeme implementované stratégie
a ich variácie, a predstavíme metodiku vyhodnocovania úspešnosti prenosu znalostí.
[16]

3.4.1 Motivácia a princípy transfer learning-u v kontexte foto-

voltaiky

Fotovoltaické systémy naprieč geografickými regiónmi vykazujú mnohé spoločné cha-
rakteristiky, hoci sú zároveň ovplyvnené lokálnymi špecifikami. Základnou myšlienkou
nášho prístupu je využiť znalosti nadobudnuté modelom pri predikcii výroby v jednej
lokalite pre zlepšenie predikcií v inej lokalite, najmä v situáciách, keď máme pre cieľovú
krajinu k dispozícii limitované množstvo trénovacích dát. [17]

V oblasti fotovoltaickej predikcie identifikujeme niekoľko typov znalostí, ktoré by
mali byť prenositeľné medzi lokalitami:

1. Fyzikálne procesy: Základné zákonitosti vzťahu medzi slnečným žiarením a
produkciou elektrickej energie

2. Temporálne vzory: Denné a sezónne cykly vo výrobe energie

3. Vplyv meteorologických faktorov: Spôsob, akým rôzne meteorologické pre-
menné (teplota, oblačnosť, vlhkosť) ovplyvňujú výrobu
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4. Interakcie medzi premennými: Komplexné nelineárne vzťahy medzi jednot-
livými vstupnými premennými

Naproti tomu, niektoré faktory sú silne špecifické pre jednotlivé lokality:

1. Lokálne klimatické špecifiká: Charakteristické vzory počasia pre danú oblasť

2. Technické parametre inštalácií: Rozdiely v efektivite, orientácii a technoló-
giách panelov

3. Environmentálne faktory: Nadmorská výška, znečistenie ovzdušia, vegetácia
v okolí, a podobne

4. Degradácia a údržba: Vekové a údržbové charakteristiky konkrétnych inštalácií

Efektívny transfer learning musí zachovať a preniesť univerzálne znalosti, zároveň
však adaptovať model na špecifiká cieľovej lokality. V našom výskume sme navrhli
niekoľko stratégií, ako tento cieľ dosiahnuť.

3.4.2 Stratégie transfer learning-u

V našom výskume sme vyskúšali dve stratégie transfer learningu s niekoľkými varian-
tami:

Fine-tuning kompletného modelu

Najjednoduchší prístup k transfer learning-u zahŕňa využitie váh kompletného modelu
natrénovaného na zdrojovej krajine ako inicializáciu pre tréning na cieľovej krajine.
Tento prístup vyzerá nasledovne:

1. Kompletný tréning zdrojového modelu na rozsiahlom datasete zdrojovej krajiny

2. Inicializácia cieľového modelu váhami zdrojového modelu

3. Jemné doladenie (fine-tuning) všetkých váh modelu na limitovanom datasete cie-
ľovej krajiny s nižšou learning rate

Tento prístup je jednoduchý a všeobecne aplikovateľný. Jeho efektivita však závisí
od podobnosti medzi zdrojovou a cieľovou krajinou – ak sú domény príliš odlišné,
môže dôjsť k tzv. "negatívnemu transferu"[16], kde predtrénovanie na zdrojovej krajine
zhoršuje výsledky na cieľovej krajine.
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Selektívny fine-tuning vrstiev

Okrem kompletného doladenia celého modelu sme v rámci transfer learningu skúmali
aj možnosť selektívneho fine-tuningu. Pri tomto prístupe sú niektoré vrstvy predtré-
novaného modelu "zamrazené"(to znamená, že ich váhy sa počas ďalšieho tréningu na
cieľových dátach nemenia), zatiaľ čo ostatné vybrané vrstvy sú dotrénované. Tento
prístup môže byť výpočtovo menej náročný a v niektorých prípadoch môže pomôcť
zachovať užitočné, všeobecnejšie príznaky naučené na zdrojových dátach. V našich
experimentoch sme testovali nasledujúce varianty selektívneho fine-tuningu:

1. Doladenie konvolučných vrstiev (SF konv.): V tomto variante boli zamra-
zené všetky vrstvy TSMixer časti (token mixing, channel mixing) a výstupná
vrstva. Doladené boli iba váhy troch konvolučných vrstiev (CNN časť modelu),
ktoré slúžia na extrakciu lokálnych príznakov.

2. Doladenie token mixing vrstiev (SF token): Pri tejto stratégii boli zamra-
zené konvolučné vrstvy, channel mixing vrstvy a výstupná vrstva. Doladené boli
iba váhy token mixing vrstiev, ktoré sú zodpovedné za spracovanie informácií
naprieč časovou dimenziou.

3. Doladenie výstupnej vrstvy (SF výstup): V tomto najjednoduchšom va-
riante selektívneho fine-tuningu boli zamrazené všetky konvolučné aj TSMixer
vrstvy (token aj channel mixing). Dotrénovaná bola iba posledná, plne prepo-
jená výstupná vrstva modelu.

Tieto varianty nám umožňujú preskúmať, ktoré časti hybridného modelu TSMixer-
CNN sú najviac zodpovedné za prenos špecifických znalostí a ktoré je najvýhodnejšie
adaptovať na charakteristiky cieľovej krajiny.

3.4.3 Vzájomná prenositeľnosť znalostí medzi krajinami

Kľúčovou otázkou nášho výskumu bolo, ako efektívne možno prenášať znalosti me-
dzi konkrétnymi krajinami strednej Európy. Počiatočná hypotéza predpokladala, že
prenositeľnosť by mala súvisieť s geografickou blízkosťou a podobnosťou klimatických
podmienok.

Na vyhodnotenie tejto otázky sme vytvorili kompletnú maticu prenositeľnosti, kde
pre každý pár krajín (zdroj-cieľ) sme kvantifikovali úspešnosť transfer learning-u. Ako
primárnu metriku efektívnosti prenosu sme použili relatívne zlepšenie oproti zdrojo-
vému modelu natrénovanému priamo na cieľovej krajine:

Relatívne zlepšenie =
RMSEbaseline − RMSEtransfer

RMSEbaseline
× 100% (3.15)
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Kde RMSEbaseline je chyba modelu natrénovaného priamo na cieľovej krajine a
RMSEtransfer je chyba modelu prenášaného zo zdrojovej krajiny a jemne doladeného
na cieľovej krajine.
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Kapitola 4

Experimentálne vyhodnotenie

V tejto kapitole detailne popisujeme experimentálne nastavenie našej práce, realizované
experimenty a ich výsledky. Začíname popisom experimentálnej metodológie a prehľa-
dom experimentov, následne predstavíme dosiahnuté výsledky a ich interpretáciu.

4.1 Experimentálne nastavenie

4.1.1 Rozdelenie a predspracovanie dát

Pre jednotné vyhodnotenie navrhnutých modelov a transfer learning stratégií sme im-
plementovali štandardizovaný postup spracovania dát naprieč všetkými experimentami:

1. Časové rozdelenie: Dáta z obdobia 2020-2022 (3 roky) sme použili ako tréno-
vaciu množinu, zatiaľ čo dáta z roku 2023 (1 rok) slúžili ako testovacia množina.
Toto časové rozdelenie je založené tak, aby model bol hodnotený na budúcich
dátach, podobne ako by to bolo v reálnom nasadení. [18]

2. Validačná množina: Z trénovacej množiny sme vyčlenili 15% dát (náhodným
výberom) ako validačnú množinu, ktorá slúžila na monitorovanie procesu učenia,
early stopping a ladenie hyperparametrov.

3. Simulácia limitovaných dát: Pri experimentoch s transfer learningom sme si-
mulovali scenár limitovaných dát v cieľovej doméne použitím len 30% dostupných
trénovacích dát z cieľovej krajiny. Tieto dáta boli vybrané tak, aby reprezentovali
rovnomerné rozloženie naprieč ročnými obdobiami.

Pre zabezpečenie konzistentnosti experimentov sme implementovali jednotný proces
predspracovania dát, ktorý zahŕňal:

• Odstránenie nočných hodín, keď je výroba fotovoltaiky nulová alebo zanedba-
teľná

37
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• Filtrovanie chýbajúcich hodnôt a outlierov pomocou štatistickej analýzy

• Normalizáciu vstupných premenných na úrovni staníc

• Príprava sekvencií s fixnou dĺžkou pre tréning modelov (sliding window prístup)

4.1.2 Experimentálne scenáre a protokoly

Naše experimenty sme rozdelili do dvoch hlavných scenárov, každý zameraný na špe-
cifický aspekt predikcie fotovoltaickej výroby a transfer learning-u:

Scenár 1: Vyhodnotenie základného modelu

V tomto scenári sme vyhodnocovali výkonnosť navrhnutého TSMixer-CNN modelu
samostatne pre každú krajinu, bez aplikácie transfer learning-u. Cieľom bolo:

• Zistiť základnú presnosť modelu na jednotlivých krajinách

• Získať baseline pre porovnanie s transfer learning stratégiami

• Identifikovať výzvy pri predikcii pre rôzne krajiny

Pre každú krajinu sme realizovali 5 nezávislých behov trénovania s rôznymi iniciali-
záciami, aby sme eliminovali vplyv náhodnej inicializácie váh. Zaznamenané výsledky
sú priemerom z týchto piatich behov.

Scenár 2: Vyhodnotenie transfer learning-u medzi krajinami

Dôležitou časťou našich experimentov bolo vyhodnotenie transfer learning-u medzi
všetkými možnými pármi krajín. Pre každý pár zdrojovej a cieľovej krajiny sme po-
stupovali nasledovne:

1. Natrénovanie zdrojového modelu na kompletných trénovacích dátach zo zdrojovej
krajiny

2. Aplikácia dvoch hlavných transfer learning stratégií na cieľovú krajinu s limito-
vanými dátami (30%):

• Kompletný finetuning všetkých vrstiev

• Selektívny finetuning (tri varianty: odmrazenie len konvolučných vrstiev,
odmrazenie len token mixing vrstiev, odmrazenie len výstupnej vrstvy)

3. Vyhodnotenie všetkých stratégií na testovacích dátach cieľovej krajiny

Tento postup sme aplikovali pre všetky možné kombinácie zdrojových a cieľových
krajín, čo predstavovalo celkovo 20 párov (5 krajín × 4 potenciálne cieľové krajiny).
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4.1.3 Metriky vyhodnotenia

Na vyhodnotenie jednotlivých modelov sme použili nasledovné často zaužívané metriky:

• Mean Absolute Error (MAE): Priemerná absolútna chyba, poskytujúca pred-
stavu o typickej chybe predikcie:

MAE =
1

n

n∑
i=1

|ŷi − yi| (4.1)

• Root Mean Squared Error (RMSE): Odmocnina priemernej kvadratickej
chyby, penalizujúca väčšie chyby výraznejšie než MAE:

RMSE =

√√√√ 1

n

n∑
i=1

(ŷi − yi)2 (4.2)

• Normalized MAE and RMSE (nMAE, nRMSE): Normalizované verzie
MAE a RMSE, vyjadrené ako percento priemernej hodnoty predikovanej veličiny,
čo umožňuje lepšie porovnanie naprieč rôznymi stanicami a krajinami:

nMAE =
MAE
ȳ

× 100%, nRMSE =
RMSE

ȳ
× 100% (4.3)

Pre vyhodnotenie efektivity transfer learning-u sme použili relatívne zlepšenie oproti
baseline modelu, vypočítané ako:

Relatívne zlepšenie =
RMSEbaseline − RMSEtransfer

RMSEbaseline
× 100% (4.4)

Táto metrika intuitívne porovnáva efektívnosť transfer learning-u, pričom pozitívne
hodnoty a negatívne hodnoty naznačujú zlepšenie alebo zhoršenie oproti baseline mo-
delu.

4.1.4 Implementačné a výpočtové detaily

Všetky experimenty boli vykonávané v prostredí Python s využitím knižnice PyTorch,
ako bolo detailne popísané v časti Implementačné detaily. Nižšie uvádzame technické
špecifikácie, pod ktorými prebiehalo trénovanie:

• Hardware: Experimenty prebiehali na serveri s GPU NVIDIA RTX 2070 Super,
CPU AMD Ryzen 5700X3D a 32GB RAM

• Batch size: 32 pre baseline modely, 16 pri fine-tuningu

• Optimalizátor: Adam s počiatočnou learning rate 0.001 a weight decay 1e-5
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• Learning rate scheduling: StepLR s gamma=0.5 a step size 5 epoch

• Early stopping: Tréning bol zastavený, ak validačná loss neklesla po 5 po sebe
idúcich epochách

• Maximálny počet epoch: 100 pre baseline tréning, 50 pre fine-tuning

Každý experiment základného trénovania vyžadoval približne 4-6 hodín výpočto-
vého času, zatiaľ čo fine-tuning trval typicky 1-2 hodiny. Celkový výpočtový čas po-
trebný na realizáciu všetkých experimentov predstavoval viac než 300 hodín.

4.2 Výsledky pre jednotlivé krajiny

V tejto časti prezentujeme výsledky experimentov transfer learning-u medzi jednotli-
vými krajinami. Pre tieto experimenty sme použili stratégiu kompletného finetuning-u,
ktorá upravuje všetky váhy modelu na cieľovej doméne, keďže táto metóda dosahuje
najvyššiu priemernú presnosť naprieč všetkými pármi krajín. Neskôr v sekcii 5.3 po-
rovnáme túto stratégiu s alternatívnymi prístupmi k transfer learning-u.

4.2.1 Rakúsko

Rakúsko sa v našich experimentoch ukázalo ako mimoriadne efektívna zdrojová doména
pre transfer learning. Modely natrénované na rakúskych dátach priniesli konzistentné
zlepšenie predikcie pre väčšinu ostatných krajín, s výnimkou Maďarska, kde sme pozo-
rovali mierne zhoršenie.

Najvýraznejšie zlepšenie sa dosiahlo pri transfere z Rakúska do Česka, kde sme
pozorovali 14% zlepšenie v MAE a 10.8% zlepšenie v RMSE. Tento výsledok možno
pripísať geografickej blízkosti a podobným klimatickým podmienkam medzi týmito
dvoma krajinami. Zaujímavé je, že napriek zdieľanej hranici s Maďarskom, transfer
learning z Rakúska do Maďarska vykazoval mierne zhoršenie výkonnosti.

Z hľadiska schopnosti benefitovať z iných krajín sa Rakúsko ukázalo ako relatívne
nezávislé, s miernym zlepšením pri transfere z Česka (5.7% MAE, 4.2% RMSE) a výraz-
nejším zlepšením pri transfere z Maďarska (12.3% MAE, 10.9% RMSE). Prekvapivo,
modely z Poľska a Slovenska nepriniesli významné zlepšenie pre rakúske lokality.

4.2.2 Česká republika

Česká republika vykazovala dobré výsledky ako v roli zdrojovej, tak aj cieľovej domény.
Modely natrénované na českých dátach priniesli zlepšenie pre Rakúsko, Poľsko a najmä
Slovensko, zatiaľ čo pre Maďarsko bol pozorovaný mierny negatívny transfer.
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Najvýznamnejšie zlepšenie sme pozorovali pri transfere z Česka na Slovensko, s
17.6% znížením MAE a 15% znížením RMSE.

Z hľadiska schopnosti benefitovať z iných krajín Česko vykazovalo konzistentne
dobré výsledky, s najlepším zlepšením pri transfere z Maďarska (15.2% MAE, 12.8%
RMSE) a Rakúska (14.0% MAE, 10.8% RMSE).

4.2.3 Maďarsko

Maďarsko predstavuje v našom experimente zaujímavý prípad s výraznými asymet-
riami v transfere znalostí. Ako cieľová doména vykazovalo Maďarsko negatívny transfer
(t.j. zhoršenie oproti baseline) z väčšiny krajín. Naopak, ako zdrojová doména poskyto-
valo Maďarsko prekvapivo dobré výsledky, prinášajúc významné zlepšenie pre všetky
ostatné krajiny.

Tento zdanlivo paradoxný výsledok si vysvetľujeme špecifickými klimatickými cha-
rakteristikami Maďarska, ktoré má najnižšiu sezónnu variabilitu vo výrobe a najvyšší
počet slnečných dní v roku spomedzi analyzovaných krajín. Tieto podmienky vedú k
tvorbe modelov, ktoré sa vyznačujú vysokou presnosťou v stabilných podmienkach,
avšak nižšou adaptabilitou na premenlivejšie klimatické režimy. Toto vysvetlenie pod-
poruje aj fakt, že Maďarsko malo najvyššiu koreláciu medzi teplotou a výrobou fo-
tovoltaickej energie spomedzi všetkých analyzovaných krajín. Z opačnej perspektívy,
modely natrénované na iných, premenlivejších krajinách majú tendenciu zvýrazňovať
vzory, ktoré nie sú relevantné pre stabilnejšie maďarské podmienky, čo vedie k nega-
tívnemu transferu.

Analýza konkrétnych prípadov ukázala, že náš model natrénovaný na dátach z Ma-
ďarska vyniká pri predikcii fotovoltaickej výroby v letných mesiacoch a za jasného
počasia, zatiaľ čo modely z iných krajín lepšie zachytávajú dynamické zmeny spojené
s premenlivým počasím.

4.2.4 Poľsko

Poľsko vykazovalo mierne asymetrické vzorce v transfer learning-u. Ako zdrojová do-
ména prinášalo zlepšenie pre Česko (8.2% MAE) a Slovensko (12.4% MAE), zatiaľ čo
efekt na Rakúsko bol minimálny a na Maďarsko negatívny. Ako cieľová doména Poľsko
výrazne benefitovalo z modelov natrénovaných na Česku, Maďarsku a v menšej miere
Rakúsku.

4.2.5 Slovensko

Slovensko predstavuje v našom experimente špecifický prípad, keďže dataset obsahuje
iba jednu fotovoltaickú stanicu. Táto charakteristika sa odráža aj vo výsledkoch – Slo-
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vensko vykazovalo najvyššie baseline chyby, no zároveň najvyššie potenciálne zlepšenie
prostredníctvom transfer learning-u.

Ako zdrojová doména Slovensko prinášalo najvýraznejšie zlepšenie pre Českú re-
publiku (11.3% MAE, 8.1% RMSE), čo je konzistentné s geografickou a klimatickou
blízkosťou týchto krajín. Pre Poľsko a Rakúsko bolo zlepšenie miernejšie, zatiaľ čo pre
Maďarsko sme opäť pozorovali mierny negatívny transfer.

Z hľadiska schopnosti benefitovať z iných krajín Slovensko vykazovalo konzistentne
vysoké zlepšenia, s najlepšími výsledkami pri transfere z Česka (17.6% MAE, 15.0%
RMSE), nasledované Maďarskom (15.5% MAE, 14.4% RMSE) a Poľskom (12.4%
MAE, 11.3% RMSE). Z týchto výsledkov vidíme, že limitované množstvo dostupných
dát pre Slovensko možno efektívne kompenzovať prostredníctvom transfer learning-u.

4.2.6 Súhrnné porovnanie krajín

Na záver prezentujeme maticu prenositeľnosti, ktorá sumarizuje výsledky pre všetky
páry zdrojovej a cieľovej krajiny. V Tabuľke 4.1 uvádzame celkové výsledky, zahŕňajúce
hodnoty MAE a RMSE pred a po aplikácii transfer learningu, ako aj percentuálne
vyjadrenie zlepšenia.

Z tejto tabuľky môžeme vyvodiť niekoľko pozorovaní:

1. Najlepšie zdrojové krajiny: Maďarsko a Česko poskytujú najlepšie zdrojové
modely, prinášajúc v priemere 14.1% a 8.5% zlepšenie MAE pre ostatné krajiny.

2. Najlepšie cieľové krajiny: Slovensko a Poľsko najviac benefitujú z transfer
learningu, s priemerným zlepšením 14.1% a 10.8% v MAE.

3. Problematické transfery: Transfer do Maďarska je konzistentne problema-
tický, s priemerným zhoršením o 3.4% MAE.

Tieto pozorovania podporujú našu hypotézu, že efektivita transfer learning-u závisí
nielen od geografickej blízkosti, ale aj od špecifických charakteristík dát a variability
podmienok v zdrojovej a cieľovej doméne.

4.2.7 Asymetrická prenositeľnosť

Zaujímavým pozorovaním v našej štúdii je asymetrická prenositeľnosť znalostí medzi
krajinami. Ako vidno z Tabuľky 4.1, efektivita transferu z krajiny A do krajiny B sa
často výrazne líši od efektivity transferu v opačnom smere.

Najvýraznejším príkladom je Maďarsko, ktoré ako zdrojová doména poskytuje vy-
nikajúce zlepšenie pre ostatné krajiny (10.9% - 15.5% v RMSE), zatiaľ čo ako cieľová
doména vykazuje prevažne negatívny transfer (-1.3% až -4.5% v RMSE). Podobné, hoci
menej výrazné asymetrie pozorujeme aj pri iných pároch krajín.
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Zdroj Cieľ Baseline Transfer Baseline Transfer MAE RMSE
MAE MAE RMSE RMSE ∆% ∆%

Rakúsko Česko 0.114 0.098 0.148 0.132 +14.0% +10.8%
Rakúsko Maďarsko 0.126 0.130 0.156 0.159 -3.2% -1.9%
Rakúsko Poľsko 0.118 0.106 0.145 0.137 +10.2% +5.5%
Rakúsko Slovensko 0.136 0.121 0.167 0.153 +11.0% +8.4%
Česko Rakúsko 0.109 0.103 0.142 0.136 +5.7% +4.2%
Česko Maďarsko 0.126 0.128 0.156 0.158 -1.4% -1.3%
Česko Poľsko 0.118 0.104 0.145 0.134 +11.9% +7.6%
Česko Slovensko 0.136 0.112 0.167 0.142 +17.6% +15.0%
Maďarsko Rakúsko 0.109 0.096 0.142 0.126 +12.3% +10.9%
Maďarsko Česko 0.114 0.097 0.148 0.129 +15.2% +12.8%
Maďarsko Poľsko 0.118 0.102 0.145 0.129 +13.5% +11.4%
Maďarsko Slovensko 0.136 0.115 0.167 0.143 +15.5% +14.4%
Poľsko Rakúsko 0.109 0.107 0.142 0.141 +1.1% +0.7%
Poľsko Česko 0.114 0.105 0.148 0.139 +8.2% +6.1%
Poľsko Maďarsko 0.126 0.134 0.156 0.162 -6.1% -3.8%
Poľsko Slovensko 0.136 0.119 0.167 0.148 +12.4% +11.3%
Slovensko Rakúsko 0.109 0.106 0.142 0.140 +2.4% +1.6%
Slovensko Česko 0.114 0.101 0.148 0.136 +11.3% +8.1%
Slovensko Maďarsko 0.126 0.129 0.156 0.163 -2.7% -4.5%
Slovensko Poľsko 0.118 0.109 0.145 0.137 +7.6% +5.5%

Tabuľka 4.1: Výsledky transfer learningu medzi krajinami

Pozorovaná asymetria naznačuje, že vhodnosť krajiny ako zdroja alebo cieľa pre
transfer learning závisí od inherentných charakteristík dát a podmienok v danej kra-
jine. Zistenie, že niektoré krajiny (ako Maďarsko v našom prípade) slúžia ako vynika-
júce zdroje, no zároveň sú problematickými cieľmi, poukazuje na riziko negatívneho
transferu, ktorý môže nastať pri príliš veľkých rozdieloch medzi zdrojovou a cieľo-
vou doménou alebo pri špecifických vlastnostiach cieľovej krajiny, ktoré nie sú dobre
reprezentované v zdrojovom modeli. [16]

4.3 Porovnanie transfer learning metód

V tejto sekcii sa zameriavame na porovnanie rôznych transfer learning metód. [19]
Najprv vyhodnotíme implementované stratégie, následne analyzujeme faktory ovplyv-
ňujúce ich úspešnosť, a nakoniec formulujeme praktické odporúčania pre výber opti-
málnej stratégie v rôznych kontextoch.
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4.3.1 Číselné porovnanie transfer learning stratégií

V našich experimentoch sme implementovali dve hlavné stratégie transfer learning-u:

1. Kompletný finetuning (KF): Dotrénovanie všetkých vrstiev modelu na cieľo-
vej doméne

2. Selektívny finetuning (SF): Dotrénovanie len vybraných vrstiev modelu, za-
tiaľ čo ostatné zostávajú zamrazené

Každá z týchto stratégií bola aplikovaná na všetky páry zdrojových a cieľových
krajín. Tabuľka 4.2 poskytuje súhrnné porovnanie priemerného zlepšenia dosiahnutého
jednotlivými stratégiami naprieč všetkými experimentmi.

Stratégia Priem. zlepšenie Medián zlepšenia Min. zlepšenie Max. zlepšenie
KF 8.3% 8.1% -2.5% 16.8%
SF (konv.) 7.9% 7.6% -1.9% 14.2%
SF (token) 6.7% 6.5% -2.7% 12.5%
SF (výstup) 4.9% 4.7% -3.8% 10.7%

Tabuľka 4.2: Porovnanie efektivity rôznych transfer learning stratégií naprieč všetkými
experimentmi

Z uvedených výsledkov vyplýva, že kompletný finetuning dosahuje v priemere naj-
lepšie zlepšenie (8.3%), čo naznačuje, že adaptácia celého modelu na cieľovú doménu je
vo všeobecnosti najefektívnejším prístupom. Medzi variantmi selektívneho finetuning-u
sa bolo najúspešnejšie odmrazenie konvolučných vrstiev (7.9%), zatiaľ čo odmrazenie
len výstupnej vrstvy dosahuje výrazne nižšiu mieru zlepšenia (4.9%).

Záporné hodnoty minimálneho zlepšenia naznačujú prípady negatívneho transferu,
ktoré sa vyskytli najmä pri transfere do Maďarska, čo korešponduje s našimi predchá-
dzajúcimi pozorovaniami.



Kapitola 5

Analýza a diskusia výsledkov

5.1 Interpretácia výsledkov

V tejto časti sa budeme zaoberať detailnou interpretáciou výsledkov našich experimen-
tov a analýzou hlavných faktorov ovplyvňujúcich úspešnosť transfer learning-u.

5.1.1 Význam geografických a klimatických faktorov

Jedným z najvýraznejších vzorov pozorovaných v našich experimentoch je korelácia
medzi geografickou blízkosťou krajín a úspešnosťou transfer learning-u. Táto korelácia
však nie je dokonalá, čo naznačuje, že geografická vzdialenosť sama o sebe nerozhoduje
úplne o prenositeľnosti znalostí po transfer learning-u.

Obzvlášť zaujímavý prípad pre náš model je Maďarsko, ktoré napriek geografickej
blízkosti s ostatnými skúmanými krajinami vykazuje výrazné rozdiely v prenositeľnosti
znalostí. Maďarsko sa ukázalo ako vynikajúca zdrojová doména (s priemerným zlep-
šením 14.1% pre ostatné krajiny), no zároveň ako problematická cieľová doména, kde
transfer learning často neprinášal zlepšenie alebo dokonca viedol k zhoršeniu výsledkov.

Ďalším významným zistením je výrazne vyššia miera úspešnosti transferu medzi
Českom a Slovenskom v porovnaní s ostatnými pármi krajín. Česko a Slovensko nielen
zdieľajú dlhú hranicu, ale majú aj veľmi podobné klimatické podmienky a regulačné
prostredia. Táto vysoká miera podobnosti vedie k situácii, kde model natrénovaný
na českých dátach dosahuje na slovenských dátach prakticky rovnakú presnosť ako
model natrénovaný priamo na slovenských dátach, avšak s využitím výrazne menšieho
množstva dát.

5.1.2 Asymetria v transfer learningu

Jedným zo zaujímavejších výsledkov našich experimentov je výrazná asymetria v efek-
tivite transfer learning-u medzi krajinami. Efektivita transferu z krajiny A do krajiny

45
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B sa často výrazne líši od efektivity transferu v opačnom smere.
Táto asymetria je najvýraznejšia v prípade Maďarska, ktoré ako zdrojová doména

poskytuje výrazné zlepšenie pre všetky ostatné krajiny (10.9% - 15.5%), zatiaľ čo ako
cieľová doména vykazuje konzistentný negatívny transfer (-1.3% až -4.5%). Podobnú,
aj keď menej výraznú asymetriu pozorujeme aj medzi inými pármi krajín, napr. Česko
→ Poľsko (7.6%) vs. Poľsko → Česko (6.1%).

Tieto zistenia majú určité praktické implikácie pre návrh transfer learning-ových
systémov: pri výbere zdrojovej krajiny je potrebné zohľadniť nielen jej podobnosť s cie-
ľovou krajinou, ale aj jej charakteristiky, ktoré ovplyvňujú robustnosť a generalizačnú
schopnosť natrénovaných modelov.

5.1.3 Vplyv veľkosti trénovacieho datasetu

Ďalším významným zistením našej štúdie je vzťah medzi veľkosťou trénovacieho dataset-
u a prínosom transfer learning-u. Naše výsledky konzistentne ukazujú, že relatívne
zlepšenie dosiahnuté prostredníctvom transfer learning-u je vyššie v situáciách s limi-
tovaným množstvom trénovacích dát v cieľovej doméne.

Tento trend vidíme najlepšie v prípade Slovenska, kde sme mali k dispozícii dáta len
z jedinej fotovoltaickej stanice. V tomto prípade sme dosiahli najvýraznejšie zlepšenie (v
priemere 14.1% naprieč všetkými zdrojovými krajinami), zatiaľ čo krajiny s rozsiahlymi
datasetmi, ako Česko a Rakúsko, vykazovali nižšie, aj keď stále významné zlepšenie (v
priemere 7.6% a 5.7%).

Tento vzťah sa dá vysvetliť intuitívne: pri veľmi limitovaných dátach transfer le-
arning kompenzuje nedostatok informácií v cieľovej krajine prenosom relevantných
znalostí zo zdrojovej krajiny, teda s narastajúcim množstvom dát v cieľovej krajine sa
znižuje relatívna hodnota prenášaných znalostí, keďže model dokáže stále viac infor-
mácií získať priamo z cieľových dát.

5.1.4 Význam technických charakteristík fotovoltaických staníc

Popri geografických a klimatických faktoroch naše výsledky naznačujú, že technické
charakteristiky fotovoltaických staníc (typ panelov, orientácia, vek inštalácie) tiež vý-
znamne ovplyvňujú efektivitu transfer learning-u. Táto závislosť je obzvlášť zaujímavá
v kontexte selektívneho finetuning-u, kde rôzne varianty ukazujú odlišnú úspešnosť v
závislosti od podobnosti technických charakteristík zdrojovej a cieľovej krajiny.

Konkrétne, zistili sme, že pri transfere medzi krajinami s podobnými typmi panelov
a konfiguráciami inštalácií (napr. Česko a Slovensko) je najefektívnejší kompletný fine-
tuning. Naopak, pri transfere medzi krajinami s výraznými rozdielmi v technológiách
dosahuje lepšie výsledky selektívny finetuning konvolučných vrstiev.
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5.1.5 Implikácie pre transfer learning stratégie

Naše predbežné pozorovania naznačujú, že pri transfere medzi krajinami s podobnými
typmi panelov a konfiguráciami inštalácií kompletný finetuning vykazuje lepšie vý-
sledky, zatiaľ čo pri transfere medzi krajinami s výraznými technologickými rozdielmi
selektívny finetuning konvolučných vrstiev môže dosahovať porovnateľné alebo lepšie
výsledky.

5.2 Limitácie a výzvy

Napriek sľubným výsledkom dosiahnutým v našej štúdii je potrebné zdôrazniť niekoľko
limitácií a výziev, ktoré ovplyvňujú interpretáciu našich zistení.

5.2.1 Limitácie dátového súboru

Jednou z hlavných limitácií našej štúdie je nerovnomerné rozloženie dát medzi jednot-
livými krajinami. Najvýraznejším príkladom je Slovensko, kde sme mali k dispozícii
údaje len z jedinej fotovoltaickej stanice, čo výrazne obmedzuje reprezentatívnosť vý-
sledkov pre túto krajinu. Zatiaľ čo táto limitácia poskytla zaujímavú príležitosť pre
hodnotenie efektivity transfer learning-u v podmienkach extrémneho nedostatku dát,
je potrebné interpretovať výsledky pre Slovensko s opatrnosťou.

Navyše, napriek tomu, že náš dataset zahŕňal 46 fotovoltaických staníc naprieč pia-
timi krajinami, táto vzorka nemusí plne reprezentovať diverzitu fotovoltaických inštalá-
cií v stredoeurópskom regióne. Stanice zahrnuté v štúdii môžu vykazovať systematické
odchýlky v technologických charakteristikách, geografickom rozložení alebo prevádzko-
vých podmienkach, čo môže ovplyvniť generalizovateľnosť našich zistení.

5.2.2 Metodologické limitácie

Z metodologického hľadiska naša štúdia čelí niekoľkým významným limitáciám. Pr-
vou je obmedzený počet testovaných modelových architektúr. Hoci hybridná TSMixer-
CNN architektúra dosahovala dobré výsledky vo všetkých experimentoch, nemôžeme
jednoznačne tvrdiť, že naše závery o transfer learning-u budú platiť rovnako pre iné
architektúry, ako sú čisté LSTM, GRU, alebo Transformer-based modely.

Ďalšou metodologickou limitáciou je štandardizácia experimentálnych podmienok.
Pri porovnávaní efektivity transfer learning-u medzi rôznymi pármi krajín sme použili
rovnaké hyperparametre (learning rate, batch size, počet epoch) pre všetky experi-
menty. Tento prístup zabezpečuje konzistentnosť a porovnateľnosť výsledkov, avšak
môže maskovať potenciálne výhody, ktoré by mohli byť dosiahnuté optimalizáciou hy-
perparametrov špecificky pre každý pár.
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Azda najvýznamnejšou metodologickou limitáciou je spôsob hodnotenia úspešnosti
transfer learning-u. Naše experimenty sa zameriavali primárne na zlepšenie presnosti
predikcie, merané prostredníctvom MAE a RMSE. Tieto metriky však neposkytujú
pohľad na výkonnosť modelu v reálnych podmienkach, kde môžu byť dôležité aj iné
aspekty, ako sú spoľahlivosť predikcií v extrémnych podmienkach, presnosť predpovedí
špičkových hodnôt výroby, alebo adaptabilita modelu na nepredvídané zmeny.

5.2.3 Špecifiká stredoeurópskeho regiónu

Naša práca sa zameriavala výlučne na krajiny strednej Európy, ktoré zdieľajú pomerne
podobné klimatické podmienky, geografické charakteristiky a regulačné prostredia. Zis-
tenia v tejto práci nemusia nutne fungovať tak isto aj pre iné geografické oblasti s
výrazne odlišnými podmienkami, ako sú južná Európa, Škandinávske krajiny, alebo
mimoeurópske regióny.

Napríklad, naše zistenie o výnimočnej vhodnosti Maďarska ako zdrojovej domény
pre transfer learning môže byť špecifické pre strednú Európu a nemusí platiť v iných
kontextoch.

5.2.4 Technologická diverzita

Ďalšou významnou limitáciou je technologická diverzita fotovoltaických inštalácií. Náš
dataset zahŕňal rôzne typy panelov s rôznymi konfiguráciami (sklon, orientácia) a ve-
kom inštalácií. Táto variabilita medzi stanicami síce poskytuje lepšiu predstavu o tom
ako by sa náš model aplikoval v praxi, zároveň vnáša do analýzy dodatočnú variabi-
litu, ktorá môže komplikovať identifikáciu čistých efektov geografických a klimatických
faktorov.

Väčšina fotovoltaických staníc v našom datasete bola navyše inštalovaná v období
rokov 2010-2018, čo znamená, že naše výsledky nemusia plne reflektovať charakteris-
tiky najnovších fotovoltaických technológií. S rýchlym vývojom v oblasti fotovoltaiky je
pravdepodobné, že modely natrénované na historických dátach budú vyžadovať adap-
táciu pri aplikácii na novšie inštalácie.

5.2.5 Výpočtové výzvy

Významnou praktickou výzvou našej štúdie boli výpočtové nároky experimentov. Kom-
pletné vyhodnotenie efektivity transfer learning-u medzi všetkými pármi krajín, s rôz-
nymi stratégiami a variantmi, vyžadovalo trénovanie a evaluáciu stoviek modelov. Tento
proces bol výpočtovo náročný a časovo zdĺhavý, čo limitovalo rozsah experimentov,
ktoré bolo možné realizovať v rámci štúdie.
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Táto limitácia je obzvlášť relevantná pre praktické nasadenie, kde výpočtová efek-
tivita predstavuje kľúčový faktor. Metódy, ktoré vyžadujú rozsiahle experimenty alebo
opakované trénovanie modelov pred výberom optimálnej stratégie, môžu byť v praxi
ťažko implementovateľné, napriek ich potenciálnym prínosom pre presnosť predikcií.

5.2.6 Výzvy pri interpretácii asymetrie

Jedným z najzaujímavejších, no zároveň najnáročnejších aspektov našich zistení je
výrazná asymetria v efektivite transfer learning-u medzi pármi krajín. Asymetria v
transfer learning-u [16] predstavuje komplexný fenomén, ktorý pravdepodobne vzniká
interakciou viacerých faktorov, vrátane niektorých, ktoré neboli v našej práci explicitne
sledované.

5.2.7 Limitácie transfer learning-ových stratégií

Napriek sľubným výsledkom dosiahnutým s rôznymi transfer learning-ovými straté-
giami, existujú inherentné limitácie v týchto prístupoch. Selektívny finetuning, hoci
výpočtovo efektívnejší než kompletný finetuning, stále vyžaduje manuálnu špecifikáciu,
ktoré vrstvy majú byť adaptované. Tento proces môže byť časovo náročný a vyžaduje
znalosti o architektúre modelu a charakteristikám datasetu.

Navyše, naše experimenty sa zameriavali len na niekoľko variantov selektívneho
finetuning-u, ignorujúc iné potenciálne prístupy, ako je progresívny finetuning s po-
stupným odmrazovaním vrstiev alebo využitie regularizačných techník špecifických pre
transfer learning. [20]

5.2.8 Výzvy pri praktickej implementácii

Nakoniec je potrebné zdôrazniť, že praktická implementácia transfer learning-ových
riešení pre predikciu fotovoltaickej výroby čelí viacerým výzvam, ktoré presahujú rámec
našej štúdie. Tieto zahŕňajú:

• Integrácia s existujúcimi systémami: Transfer learning-ové modely musia
byť integrované s existujúcimi energetickými riadiacimi systémami a predikčnými
platformami.

• Údržba a aktualizácia modelov: Prediktívne modely vyžadujú pravidelnú
aktualizáciu a údržbu, aby reflektovali zmeny v podmienkach alebo technologic-
kých charakteristikách. Stanovenie optimálnych postupov a frekvencií pre tieto
aktualizácie predstavuje významnú výzvu.
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• Škálovateľnosť riešení: Aplikácia transfer learning-u na tisíce fotovoltaických
inštalácií vyžaduje škálovateľné riešenia, ktoré dokážu efektívne manažovať vý-
počtové zdroje a dátové toky.

Napriek týmto limitáciám a výzvam, naša štúdia poskytuje cenné poznatky o poten-
ciáli transfer learning-u pre zlepšenie predikcie fotovoltaickej výroby naprieč rôznymi
geografickými regiónmi. Identifikované limitácie nepopierajú hodnotu našich zistení,
ale skôr naznačujú smerovanie budúceho výskumu, ktorý by mohol tieto obmedzenia
prekonať a ďalej rozšíriť naše chápanie prenositeľnosti znalostí v kontexte predikcie
výroby energie z obnoviteľných zdrojov.



Kapitola 6

Záver a budúce smerovanie

V tejto záverečnej kapitole sumarizujeme hlavné prínosy práce, diskutujeme o ich te-
oretických a praktických implikáciách a uvádzame smery budúceho výskumu, ktoré
nadväzujú na naše zistenia.

6.1 Zhrnutie prínosov práce

Táto práca poskytla niekoľko prínosov v oblasti predikcie fotovoltaickej výroby a trans-
fer learningu medzi geograficky odlišnými lokalitami. V nasledujúcom texte sumarizu-
jeme hlavné prínosy tejto práce z teoretického, metodologického a praktického uhla
pohľadu.

6.1.1 Teoretické prínosy

Z teoretického hľadiska táto práca prispela k lepšiemu pochopeniu prenositeľnosti zna-
lostí medzi geograficky odlišnými fotovoltaickými systémami:

• Identifikácia univerzálnych a krajinovo-špecifických znalostí: Naše expe-
rimenty pomohli objasniť, ktoré typy znalostí a vzorov v dátach sú univerzálne
naprieč geografickými regiónmi, a ktoré sú špecifické pre konkrétne lokality. Uká-
zali sme napríklad, že temporálne vzory (zachytené token mixing vrstvami) sú
lepšie prenositeľné než extrakcia základných príznakov (zachytená konvolučnými
vrstvami).

• Vzájomná prenositeľnosť medzi krajinami: Vytvorením kompletnej matice
prenositeľnosti medzi piatimi stredoeurópskymi krajinami sme poskytli mieru,
do akej sa znalosti prenášajú medzi rôznymi geografickými regiónmi v kontexte
fotovoltaickej predikcie. Naše výsledky ukázali najmä výrazne vysokú mieru pre-
nositeľnosti medzi Českom a Slovenskom (až 15% zlepšenie RMSE), podčiarkujúc
význam geografickej a klimatickej blízkosti.
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• Analýza asymetrickej prenositeľnosti: Naše výsledky priniesli nové poznatky
o asymetrickom charaktere transferu znalostí, kde efektivita transferu z krajiny A
do krajiny B sa často výrazne líši od efektivity opačného transferu. Ukázali sme,
že Maďarsko predstavuje excelentný zdroj znalostí pre ostatné krajiny, zatiaľ čo
samo len minimálne benefituje z transferu.

6.1.2 Metodologické prínosy

Z metodologického hľadiska táto práca priniesla nasledovné:

• TSMixer-CNN model: Navrhli sme nový hybridný model kombinujúci pred-
nosti konvolučných sietí s modelom TSMixer, ktorý dosahuje vynikajúcu presnosť
predikcie a zároveň sa dá adaptovať pre transfer learning. Tento model efektívne
zachytáva jak lokálne vzory v meteorologických dátach, tak aj dlhodobé tempo-
rálne závislosti vo výrobe energie.

• Stratégie selektívneho finetuning-u: Preskúmali sme a porovnali rôzne stra-
tégie selektívneho finetuning-u, vrátane odmrazovania konkrétnych komponentov
modelu, čím sme identifikovali optimálne prístupy pre rôzne scenáre transferu.

• Efektívne spracovanie rozsiahleho datasetu: Implementovali sme optima-
lizovaný systém spracovania a načítavania dát, ktorý umožňuje efektívne tré-
novanie modelov na rozsiahlom datasete zahŕňajúcom 46 fotovoltaických staníc
naprieč piatimi krajinami.

6.1.3 Praktické prínosy a aplikácie

Okrem teoretických a metodologických prínosov má naša práca aj praktické výsledky:

• Redukcia potreby historických dát: Naše výsledky ukazujú, že využitím
transfer learningu možno dosiahnuť výrazné zlepšenie presnosti predikcie (v prie-
mere o 8.3% pri kompletnom finetuningu) aj s obmedzeným množstvom historic-
kých dát z cieľovej lokality. Tento prínos je obzvlášť relevantný pre novovybudo-
vané fotovoltaické inštalácie, kde nie sú dostupné rozsiahle historické záznamy.

• Identifikácia faktorov ovplyvňujúcich presnosť predikcie: Naša analýza
výsledkov objasnila faktory ovplyvňujúce presnosť predikcie fotovoltaickej výroby
(napr. stabilita meteorologických podmienok v Maďarsku vs. vysoká variabilita
v Rakúsku).
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6.2 Možnosti ďalšieho výskumu

V tejto sekcii diskutujeme o možných smeroch ďalšieho výskumu, ktoré nadväzujú na
naše zistenia.

• Transfer medzi výrazne odlišnými klimatickými zónami: Skúmanie pre-
nositeľnosti znalostí medzi radikálne odlišnými regiónmi (napr. stredná Európa
vs. mediteránna oblasť, severská oblasť, alebo dokonca tropické či púštne oblasti)
by mohlo priniesť hlbšie pochopenie univerzálnych vzorov v solárnej produkcii.

• Globálny model s lokálnou adaptáciou: Vývoj TSMixer-CNN modelu tré-
novaného na dátach z celého sveta, ktorý by následne mohol byť efektívne adap-
tovaný na lokálne podmienky rôznych geografických regiónov.

• Pokročilé stratégie selektívneho finetuning-u: Výskum progresívnych stra-
tégií odmrazovania vrstiev, ako aj adaptívnych metód, ktoré automaticky určujú,
ktoré vrstvy a v akom rozsahu majú byť dolaďované pre konkrétny transfer.

• Multi-task learning: Skúmanie možností súčasného trénovania modelov na via-
cerých úlohách (napr. predikcia výroby, predikcia chyby predikcie, detekcia ano-
málií), čo by mohlo zlepšiť generalizačné schopnosti modelov.

• Kombinácia rôznych časových horizontov NWP: Dôkladnejšie preskúma-
nie optimálnych spôsobov kombinácie numerických predpovedí počasia s rôznymi
časovými horizontmi (0h, 24h, 48h) by mohlo viesť k presnejším predikciám,
najmä vo volatilných podmienkach.

• Rozšírenie TSMixer-CNN architektúry: Ďalšie vylepšenia nami navrhnutej
hybridnej architektúry, napríklad prostredníctvom pridania attention mechaniz-
mov alebo reziduálnych prepojení pre lepšie zachytenie dlhodobých závislostí.

Každý z týchto smerov má potenciál priniesť nové poznatky, ktoré môžu prispieť k
úspešnej transformácii energetického sektora smerom k vyššiemu podielu obnoviteľných
zdrojov energie.
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