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Abstrakt

V ramci vyskumného projektu bol na Katedre aplikovanej informatiky vy-
vinuty kli¢ovy komponent systému RoGeR - automatického generatora roz-
vrhov, ktory je postaveny na evolu¢nych algoritmoch. Cielom prace je pre-
sktimat moZné vylepSenia prehladavacieho algoritmu kombinéciou s heuristi-
kami, deterministickymi pristupmi, inymi metaheuristikami, paralelizaciou,
alebo interaktivnym prehladavanim.
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Uvod

Tato praca vznikla na zaklade poziadavky jednej firmy, ktord sa zaoberé
tvorbou a spravou informac¢ného systému pre univerzity najmi v Cechach
a na Slovensku. Tato firma by chcela univerzitAm vyuzivajicim jej systém
poskytnit nastroj, ktory by im pomohol s tvorbou rozvrhov - najlepsie vy-
generoval rozvrh pre univerzitu. Vygenerovat pouziteIny rozvrh je NP-tazky
kombinatoricky optimaliza¢ny problém, a preto sa na generovanie zvykna
pouzivat heuristiky a metaheuristiky, ktoré si schopné vygenerovat rozumne
kvalitny rozvrh v rozumnom c¢ase. Podla poziadaviek firmy bol uz vyvinuty
prototyp generatora rozvrhov, ktory generuje rozvrhy vyuzitim evolu¢nych
algoritmov.

Cielom tejto prace je preskiimat mozné vylepSenia generatora. VylepSenia
budeme hTadat najmi v oblasti evoluénych algoritmov.

Prva kapitola popisuje zadananie prace - definuje problém, ktory rieSime.
Druhé kapitola popisuje pouzité metody - najmé evolu¢né algoritmy. Tretia
sa zaobera vSeobecnym prehladom - ako generuju univerzitné rozvrhy inde
VO svete a zameriava sa na prace vyuzivajlice evolu¢né algoritmy. Stvrta
popisuje povodny generator, ktory chceme vylepsit a piata vlastny vyskum.



Kapitola 1

Definicia problému

Ako bolo spomenuté v uvode, tato praca vznikla na zaklade poziadavky jed-
nej firmy zaoberajicej sa tvorbou a spravou univerzitného informacného sys-
tému nasadeného okrem iného na univerzitdch v Cechach a na Slovensku.
Firma by chcela pre univerzity vytvorit program, ktory by im pomohol s
tvorbou rozvrhov. Snaha je vytvorit generator, ktory by vedel generovat roz-
vrhy pre rézne univerzity. Cielom nie je vytvorit generator $pecializovany
pre jednu univerzitu s jej Specifickymi potrebami, ale generator pouZitelny
pre generovanie rozvrhov na viacerych univerzitach s réznymi poziadavkami a
potrebami. Vstupné udaje pre generdtor - udaje, na zdklade ktoryjch md gene-
rdator vytvdrat rozvrhy su dané ddatovym modelom existujiceho akademického
systému, na ktory sa md tvorba rozvrhov naviazat. Podobne si dané aj po-
Ziadavky na rozvrhy, ktoré akademicky informacny systém dovoluje zadat a
ocakdvany formdt vystupu.

7 hladiska charakterizacie problému sa tdto prdca zaoberd tvorbou kur-
zovyjch univerzitnijch rozvrhov'. Rozvrh sa tvori na obdobie jedného tyzdia,
ktory sa opakuje pocas celého semestra. Tyzden pozostava zo 7 dni tvore-
nych uréitym pocétom ¢asovych intervalov stanovenych dizok oznacovanych
ako vyucovacie hodiny. Vyucba sa nasadzuje do tychto intervalov - vyuco-
vacich hodin. Univerzita méze ucit na viacerych miestach, pricom nezavisle
od miest vyuky sa deli na fakulty. Fakulty pontkaju pre $tudentov kurzy,
ktoré sa skladaju z jednej alebo viac rozvrhovych udalosti, zjednodusene na-
zyvanych lekcie. Lekcie mozu byt roznych typov(napr. prednéaska a cvicenie)
a mozu pozostavat z viacerych casti. Vyucba casti lekcie moze trvat dlhsie
ako jednu vyucovaciu hodinu. Cast lekcie moze byt stcastou viacerych lek-
cif réznych kurzov. Casti lekcie rovnakej lekcie sa nesmu vyucovat naraz. S
Castami lekcii sa naraba ako so samostatnymi lekciami. Ak dalej povieme,

'Pre viac informécii ohfadom druhov univerzitnych rozvrhov pozrite ¢ast 3.1
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ze lekcia trva 2 vyucovacie hodiny, znamené to, ze sa sklada z jednej Casti
trvajucej 2 vyucovacie hodiny. Lekcie(vSetky jej ¢asti) sa nemusia vyucovat
kazdy, ale aj iba kazdy 2., 3. alebo i-ty tyzden. Jednu lekciu moze ucit viac
ako jeden ucitel a lekcia pre svoju vyucbu modZze pozadovat naraz viacero
miestnosti. Lekcia sa nasadzuje do skupiny miestnosti, kde skupina miest-
nosti moze pozostavat z jednej a viac miestnosti. Jedna miestnost moze byt
stcastou viacerych skupin miestnosti. Kazda miestnost sa nachidza na ne-
jakom mieste vyucby a spravuje ju nejaka fakulta. Miestnost mé definovana
svoju kapacitu miest na sedenie a moze obsahovat rozne zariadenia potrebné
pre vyuku. Lekcie od miestnosti, kde maju byt nasadené, pozaduja aby mali
dostato¢nu kapacitu volnych miest na sedenie. Lekcie mozu tiez poZzadovat,
aby miestnosti obsahovali urcité zariadenie alebo si rovno urc¢it miestnosti do
ktorych moze/ma byt nasadena. Miestnosti mozu byt v ur¢itych vyucovacich
hodinach vyhradené pre konkrétnu fakultu alebo aj niekoho iného. Lekcia
nemusi mat presne dané, kto ju ma ucit. Pre jeden konkrétny typ lekcii kon-
krétneho kurzu je definovana jedna alebo viac skupin ucitelov, ktoré mozu
ucit iba lekcie daného typu pre dany kurz. Skupina ucitelov pozostava z jed-
ného alebo viac ucitelov a jeden ucitel moze byt sucastou viacerych skupin
ucitelov. Generator ma na starosti lekcii priradit skupinu uéitelov, ktori ju
maju vyucovat. Ak skupina ucitelov obsahuje viac u¢itelov, vnima sa to tak,
7e ucitelia u¢ia lekciu naraz. Pre skupinu uéitelov moZno definovat obmedze-
nia urc¢ujuce presny pocet lekcii, ktoré maju ucit a maximalny pocet lekcii,
ktoré mozu vyucovat. Niektori ucitelia nemozu alebo nechct ucit v niektoré
vyucovacie hodiny. Pre jednotlivych ucitelov preto mozno nastavit, v ktoré
vyucovacie hodiny je pre nich viac/menej vhodné alebo nemozné ucit.
Cielom generdtora je vytvorit rozvrh - priradenie, ktory kazdej lekcii pri-
radi vyucovacie hodiny, kedy sa md ucit, miestnosti, kde sa md v dané vy-
ucovacie hodiny ucit a ucitelov, ktori ju maju vyucovatf. Rozvrhom je kazdé
jedno mozné priradenie. Na rozvrh st samozrejme kladené obmedzenia ako:
7iaden ucitel nemad udit na dvoch miestach naraz, v ziadnej miestnosti sa ne-
maju naraz ucit dve rézne lekcie alebo, Ze skupina ucitelov neudi viac lekeii
nez je povolené maximum. Nedodrzanie jednotlivych obmedzeni méa rozli¢na
zavaznost. Viac o obmedzeniach kladenych na rozvrhy najdete v ¢asti 1.2.
Vo vstupnych tdajoch pre tvorbu rozvrhov si tiez dvojice lekcii, pre ktoré
nie je ziaddce aby boli vyucované v rovnaku vyucovaciu hodinu. Byvaji to
spravidla lekcie, ktoré zdielaju rovnaka miestnost, ucia ich rovnaki ucitela
alebo si obe v predzapise zapisali niektori studenti. Podl'a pristupu k Studen-
tom existuji dva typy rozvrhov: po-zépisové a kurikularne (cielovoprogra-
mové). Po-zépisovy rozvrh vnika tak, 7e studenti sa najprv zapiSu na kurzy
a potom podla zapisov Studentov sa vytvara rozvrh, ktory sa snazi aby ziaden
Student nemusel naraz navstevovat lekcie dvoch réznych kurzov. Kurikularny

3
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vznikd pred zapisom Studentov na kurzy a vytvara sa na zaklade studijnych
programov a Studijnych skupin navstevujicich lekcie kurzov. Nasa prdca sa
zaoberd tvorbou kurikuldrnych rozvrhov, ale berie do tivahy aj dobrovolny pre-
dzdapis Studentov na jednotlivé predmety. Kvoli vysokej flexibilnosti kredito-
vého Stidia vo vSeobecnosti nie je mozné vyhoviet vSetkym Studentom a
vzdy sa najdu jednotlivei, ktori zvolia predmety tak, Ze niektoré budi ko-
lidovat. Preto sa systém nezaoberd jednotlivymi Studentami a ich vyberom
predmetov, ale iba celkovymi poc¢tami Studentov a kolizii medzi jednotlivymi
predmetmi. Teoreticky medzi po-zapisovou a kurikularnou tvorbou rozvrhov
nie je ziaden rozdiel, lebo zo Studentov zapisujucich si kurzy sa daja vytvorit
studijné skupiny navstevujuce kurzy. Prakticky sa to aj tak zvykne robit.
V nasom probléme si dvojice lekcii, ktoré nemaji byt nasadené naraz do
rozvrhu urcované aj na zaklade studijnych skupin, odborov a ro¢nikov alebo
zadefinovanych dvojic kurzov s neprazdnym prienikom Studentov. St dvoj-
ice lekcii, ktoré nemaju byt nasadené naraz, u ktorych je viac alebo menej
zévazné ak si nasadené naraz v rozvrhu. Napr. ak sa Studentom prekryvaja
dva povinné predmety je to zavaznejSie ako ked sa im kryje povinny s vy-
berovym. Jednotlivé kurzy sa mozu vyucovat na viacerych miestach vyuky,
pricom vstupné tidaje mozu obsahovat pre kazdé miesto vyuky povinnost -
¢ sa kurz na danom mieste uc¢i ako povinny, povinne volitelny alebo vybe-
rovy predmet. Vstupné udaje pre kurz mozu obsahovat aj pocty Studentov
z jednotlivych miest, ktoré navstevuji kurz s danou povinnostou. Na lekcie
kurzov mozu byt zapisané studijné odbory s prislusnymi ro¢nikmi alebo(aj)
Studijné skupiny. Studijné skupina predstavuje Studentov nejakého jedného
studijného odboru v konkrétnom roc¢niku, ktora je zapisani na jeden a viac
kurzov v nejakom mieste vyuky. Nie je ziadtuce aby v rozvrhu boli nasadené
naraz rozne lekcie s rovnakou studijnou skupinou alebo odborom. Univerzita
moze zadat aj dvojice kurzov, ktoré maju neprazdny prienik Studentov a kto-
rych lekcie nechce aby boli nasadzované naraz do rozvrhu. Hovorime, ze dve
lekcie st v kolizii, ak maja neprazdny prienik Studentov, miestnosti alebo udi-
telov. Univerzity maji volnost v zaddvani vstupnijch idajov. Vstupné idaje
mozu a nemusia obsahovat Studijné skupiny, odbory, rocniky a kolizie kurzov.

Dalsie ¢asti detailnejSie popisuju vstupné tidaje, obmedzenia kladené na
rozvrhy, pre ktoré nie je ziaddce aby boli porusované a tidaje tvoriace vystup
generatora.

1.1 Vstupné tdaje

Tato ¢ast popisuje strukttaru vstupnych tdajov, z ktorych sa generuje rozvrh.
Vstupné ddaje ziskava generator vo forme tidajovych objektov v paméti alebo
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XML suboru. Ako priklady vstupnych dat mézu poslazit vstupné testovacie
sibory pre generator - anonimizované tdaje z 5 univerzit, ktoré nijdete na
prilozenom CD. V d'alsom si popiSeme a vysvetlime ¢asti vstupnych tdajov.

Miesta vyuky

Vyucovanie moze prebiehat na niekolkych miestach, kde vramci jedného
miesta moze mat vyucbu vo viacerych aredloch. Miesta predstavuju vacsi-
nou mesta ako Bratislava, Trnava vramci ktorych ma univerzita aredly v
roznych mestskych castiach. S miestami vyuky sa dodéva aj matica vzdia-
lenosti urc¢ujuca vzdialenost medzi dvojicami miest. Podobne sa dodava aj
matica vzdialenosti aredlov vramci jedného miesta. Vzdialenost je merana
poc¢tom mintt, ktoré treba na presun medzi dvojicami miest alebo arealov.
Ak vzdialenost medzi miestami nie je urc¢ené pocita sa, ze miesta s vzdialené
12 hodin a podobne arealy 2 hodiny.

Vyucovacie hodiny

Rozvrh sa tvori na obdobie jedného tyzdna, ktory sa opakuje pocas celého
semestra. Tyzden pozostava zo 7 dni tvorenych rovnakym poc¢tom rovnako
dlho trvajucich vyucovacich hodin. Vyucba sa nasadzuje do tychto vyucova-
cich hodin. Univerzita si definuje pocet vyucovacich hodin v tyzdni, trvanie
a ich zaciatky vyjadrené v mindtach dha. Hodiny zac¢inaji kazdy den v rov-
nakom case. Okrem toho si univerzita pre kazdd vyucovaciu hodinu definuje
vhodnost - ako je vhodné pre dani vyucovaciu hodinu nasadzovat lekcie do
rozvrhu. Napriklad je mozné stanovit, ze vyucovanie v pondelok rano a v pia-
tok poobede je menej vhodné, kedZe Studenti odchadzajuci na vikend domov
mozu c¢as vyhradit na cestovanie. Rovnako je mozné zadat, ze v pondelok
sa na 8. a 9. hodinu nesmie zaradit ziadna vyuka, lebo je to ¢as vyhradeny
pre schodze. Vhodnost sa vyjadruje prirodzenym ¢islom v intervale od -1 po
100, kde -1 znamen& zakaz vyucby v dani hodinu a 100 predstavuje najv-
hodnejsiu dobu pre vyucbu. Udaje o vyucovacich hodinach sa vo vstupnych
udajoch definuji na mieste zvanom vSeobecné dostupnost.

Fakulty, miestnosti

Univerzita pozostava z fakult. Fakulta vyucuje kurzy a spravuje miestnosti.
Kazda miestnost sa vyskytuje v prave jednom aredli a spravuje ju prave jedna
fakulta. Okrem areédlov a fakulty mé kazda miestnost definovanu kapacitu -
kolko $tudentov sa do nej zmesti, a zoznam zariadeni s ich poc¢tami, ktoré
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obsahuje. Miestnost moéze byt pocas niektorych vyucovacich hodin rezervo-
vana nejakou fakultou alebo niekym inym externe. Kazda miestnost preto
eSte obsahuje zoznam rezervacii, ktory ku kazdej vyucovacej hodine priradi 0
ak miestnost nie je rezervovana, identifikator fakulty, pre ktord je miestnost
rezervovana alebo -1 pre externi rezervaciu.

Studijné odbory a skupiny

Vstupné tdaje obsahuji aj zoznamy studijnych odborov, skupin studentov
a kurzov. Univerzita poskytuje Studentom na $tudium Studijné odbory. Stu-
dijny odbor moze byt aj pod-odborom iného $tudijného odboru. Napriklad
univerzita moze ponukat Studijny odbor matematika a vrameci Studijného
odboru matematika pontkat studijny odbor matematicka analyza a $tudijny
odbor Statistika. Studenti odboru tatistika si aj Studenti odboru matema-
tika.

Skupina Studentov ma definovany Studijny odbor, pod ktory patri, roc-
nik, v akom sa jej Studenti nachadzaju a zoznam kurzov s miestami vyuky,
na ktorych chct dané kurzy navstevovat. Ako priklad moze byt skupina Stu-
dentov Studijného odboru matematika, ktorda mé zapisané kurzy algebra v
Bratislave, analyza v Nitre, programovanie v Bratislave.

Typy lekcii

Lekcie v rozvrhu moézu byt réznych typov. Napriklad prednéaska alebo cvi-
Cenie. Pre kazdy typ lekcie st definované tieto idaje: id, meno, koeficient
kapacity a priorita. Id predstavuje jednoznac¢ny identifikator typu a meno
predstavuje nazov typu lekcie. K lekcidm moze byt stanovena poziadavka
na kapacitu volnych miest na sedenie. Koeficient kapacity urcuje pre dany
typ lekeii aki ¢ast pozadovanej kapacity musi miestnost spliat. Hodnota 0,7
urcuje, ze ak lekcia daného typu pozaduje 10 volnych miest, miestnost ich
musi mat miniméalne 7. S kapacitou suvisia obmedzenia kapacita v limite a
kapacita mimo limitu - pozrite ¢ast s obmedzeniami.

Kurzy, ich poziadavky a skupiny miestnosti

Kurz pozostava z jednoznacného identifikdtoru, nazvu, fakulty, ktora ho vedie
garanta a lekcii. Garant predstavuje ucitela, ktory ma udit tie lekcie kurzu,
ku ktorym generator nenajde skupinu uéitelov, ¢o by ju ucila. Kurz dalej
pozostava z miest vyuky, kde sa ma ucit a drovni povinnosti s akymi sa
na jednotlivych miestach ma ucit. Urovne povinnosti kurzu sa: 1-povinny,
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2-povinne volitelny, 3-vyberovy. Kurz moéze obsahovat aj pre kazda dvoj-
icu miesto vyuky a povinnost pocty Studentov, ktorf maja kurz zapisany v
mieste s povinnostou. Pre typy lekcii moéze mat kurz definované, kol'ko lekcii
toho typu sa mdze maximélne ucit v jeden den a ¢i lekcie daného typu mozu
prebiehat paralelne alebo nie. Ak ma typ lekcie pre maximalny pocet lekcii
na dent zadané -1 alebo 0, nie je urceny limit pre pocet lekcii, ¢o sa mozu
ucit v jeden den. Ak nie je urcené inak, lekcie rovnakého typu nemozu byt
nasadzované paralelne. Pre jednotlivé typy lekcii moze kurz obsahovat aj zo-
znam s poc¢tami zariadeni, ktoré lekcie daného typu vyzaduji od miestnosti,
kde maju byt uc¢ené. Kazda lekcia kurzu ma definovany typ lekcie, kapacitu
volnych miest, ktora pozaduje od miestnosti, kde méa byt nasadena a peri-
odicitu (spacing) s akou méa byt vyufovana - ma byt u¢end len kazdy i-ty
tyzden. Ak tdaj o periodicite obsahuje 0, 1 alebo -1, lekcia sa mé ucit kazdy
tyzden. Na lekciu sa mozu zapisat Studijné skupiny a odbory, ktoré budua
lekciu navstevovat. Jednotlivé odbory zapisu ro¢nik v akom Studenti odboru
budu lekciu navstevovat alebo ako ro¢nik uvedu -1 - vtedy lekciu moze nav-
Stevovat cely odbor. Lekcia pozostava z jednej alebo viac ¢asti. Kazda cast
mé jednoznaény identifikator a dizku predstavujicu, kol'ko za sebou idtcich
vyucovacich hodin sa ma Vyucovat Cast lekcie moze byt stcastou viacerych
lekcii viacerych kurzov. Casti lekcie nemozu byt vyucované paralelne. Casti
lekcii sa pre jednoduchost vnimaja ako lekcie lebo vécginou lekcia pozostava
len z jednej casti.

ZvycCajne sa pri tvorbe rozvrhu prideli jednej lekcii jedna miestnost s po-
zadovanou kapacitou a vybavenim. Existuju v8ak lekcie, ktoré na vyucbu po-
trebuju viac ako jednu miestnost. Rovnako existuja lekcie, ktoré na svoju vy-
uc¢bu potrebuju $pecidlnu miestnost z definovanej mnoziny miestnosti, alebo
mnozinu miestnosti z definovanej mnoziny mnozin miestnosti. Napriklad lek-
cia laboratérne cvi¢enia z chémie moze potrebovat 2 z 5 laboratorii. Kvoli
podobnym pripadom sa zaviedol pojem skupina miestnosti. K jednotlivym
lekciam sa neprideluji miestnosti, ale vzdy nejaka skupina miestnosti. Sku-
pina miestnosti ma v sebe definované miestnosti, ktoré obsahuje, kurz a typ
lekcie pre aky je zamyslana. Skupina miestnosti moéze pozostavat aj len z
jednej miestnosti a nemusi obsahovat kurz a typ lekcie - je vyuZitelna pre
vSetky lekcie. Skupina miestnosti s definovanym kurzom a typom lekcie je
urcend len pre lekcie daného typu a kurzu. Ak mé kurz v sebe definované, ze
mu moézu byt pridelené len miestnosti zo zoznamu miestnosti pre dany kurz
a typ lekcie, znamené to, Ze lekcidm z kurzu toho typu moze byt pridelena
jedna zo skupin miestnosti z definovanym rovnakym kurzom a typom lekcie.
Skupina miestnosti v sebe navyse obsahuje atribit sumované kapacita, ktory
urcuje, ¢i ako kapacita skupiny miestnosti sa méa vziat suma kapacit vSetkych
jej miestnosti alebo minimum z ich kapacit.
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Kolizie kurzov

St kurzy, ktoré maja neprazdny prienik Studentov. O dvojici kurzov s ne-
prazdnym prienikom Studentov hovorime, zZe st v kolizii a pri tvorbe roz-
vrhu je snaha, aby lekcie danych kurzov neboli vyucované v rovnakom case.
Vstupné tdaje mozu obsahovat zoznam dvojic kurzov v kolizii. Pre kazdua
koliziu si paméta kurzy, ktoré su v kolizii, miesta vyuky Studentov kurzov,
povinnost s akou maja Studenti zapisané jednotlivé kurzy a pocet Studentov,
ktory maji zapisané oba kurzy.

ucitelia, poziadavky ucitelov a skupiny ucitelov

Kazdy ucitel méa okrem svojho identifikdtora a mena aj poziadavky kedy
moze/nemdze /chee /nechce ucit.

Podobne ako generator pozna vhodnost pridelenia lekcii do jednotlivych
vyucovacich hodin, aj pre kazdého uditela je pre kazda vyucovaciu hodinu
na vstupe definovana vhodnost, ako je vhodné, aby ucitel ucil v danom case.
Rovnako ako pri veobecnej dostupnosti vhodnost je vyjadrend prirodzenym
¢islom v intervale od -1 po 100, kde -1 zakazuje nasadit ucitela na dant
hodinu. Ak pre nejaku hodinu nemé ucitel urc¢ent preferenciu s akou chce
ucit, jeho vhodnost na dant hodinu sa nastavi na 0.

Podobne ako ku lekciam sa priraduju skupiny miestnosti, priraduji sa aj
skupiny ucitelov. Skupina ucitelov pozostéava zo zoznamu ucitelov, kurzu a
typu lekcie aky smie ucit. Skupina uéitefov moze pozostavat aj len z jedného
uditela. Lekciu moéze vyucovat iba skupina uc¢itelov s rovnakym kurzom a ty-
pom lekcie aky ma skupina uditelov. Skupina ucitelov v sebe moze zahfhat
aj 2 parametre: pocet lekcii a maximalny pocet lekcii. Ak je definovany prvy
parameter, dan& skupina ucitelov by mala byt pridelena k presnému poctu
lekcii uvedeného typu a kurzu. Maximéalny pocet lekcii zakazuje pridelit uci-
tefom viac ako maximéalny pocet lekcii uvedeného kurzu a typu.

Fixovanané hodiny, ucitelia, miestnosti, periodicita

Niektoré univerzity chci aby niektoré lekcie kurzov mali napevno pridelent
skupinu miestnosti alebo vyuc¢ovaciu hodinu, kedy maji zacat alebo skupinu
uc¢itelov, ¢o ma lekciu ucit alebo skupinu miestnosti alebo offset urcujuci,
kolkaty tyzden sa ma lekcia zac¢at ucit ak ma periodicitu vac¢siu ako 1. Ak
mé lekcia periodicitu 2 a offset 0, znamena Ze sa méa ucit od prvého tyzdna
a potom kazdy neparny tyzden. Ak ma offset 1, tak sa mé zacat ucit druhy
tyzden a potom kazdy parny. Vstupné tdaje obsahuji tieto pevné pridelenia.
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1.2 Obmedzenia kladené na rozvrh

Rozvrh je jedno konkrétne priradenie, ktoré prideli ku kazdej definovanej lek-
cii skupinu ucitelov, skupinu miestnosti a mnoZinu za sebou v rovnaky den
nasledujicich vyucovacich hodin, ktorych pocet je rovny dlzke trvania lekcie.
Rozvrhom je akékol'vek priradenie. MoZe to byt rozvrh pouzitelny v praxi, ale
aj rozvrh, ktory vsetky lekcie nasadi na prva pondeliiajSiu hodinu. Na genero-
vané rozvrhy st kladené obmedzenia, ktorych dodrzanie/nedodrzanie uréuji
kvalitu rozvrhu. NaSa praca podla zavaznosti deli obmedzenia na obmedze-
nia s najvyssou, vysokou, strednou a nizkou prioritou. Porusenie obmedzenia
s vySSou prioritou je zavaznejSie ako poruSenie obmedzenia s vysokou priori-
tou a podobne pre nizsie priority. Rozvrh A je kvalitnejsi od rozvrhu B ak A
obsahuje menej poruSeni obmedzeni najvyssej priority ako B. Ak ich maja
rovnako vela, tak A je kvalitnejsi ak poruSuje menej obmedzeni s vysokou
prioritou ako B a tak d'alej. Ulohou generatora je najst a zostrojit rozvrh ¢o
najvyssej kvality v ¢o najkratSom case.

V dalsom si predstavime jednotlivé obmedzenia rozdelené podla priorit.

Obmedzenia s najvys8ou prioritou

1. U¢itel nesmie ucit 2 lekcie naraz.

2.V ziadnej miestnosti nesmi prebiehat naraz 2 lekcie.

3. Ak skupina uc¢itelov mé urceny pocet lekcii, ktoré ma ucit, nesmie ucit iny
pocet lekcii.

4. Ak skupina ucitelov ma urceny maximalny pocet lekcii, ktoré ma ucit,
nesmie ucit viac lekcii.

5. Ucitel nesmie uéit vyucovaciu hodinu, kedy méa zakazané ucit. 6. Lekcii ne-
smie byt priradena vyucovacia hodina, kedy je podla vSeobecnej dostupnosti
zakazané ucit? 7. Ak ma lekcia fixovani nejaki hodnotu(ucitel, miestnost,
vyucovacia hodina, offset), nesmie jej byt pridelena ina

8. Ak sa ucitel musi vramci jedného dia prestvat medzi miestami vyuky
alebo arealmi, musi mat na to dostatok ¢asu - medzi skoncenim lekcie a
zacatim lekcie, na ktort sa méa presunut musi byt ¢asovy rozdiel vac¢si ako
¢asové vzdialenost miest, kde sa lekcia uci

Obmedzenia s vysokou prioritou

9. Ak ma kurz pre typ lekcie zadefinovany maximalny pocet lekcii, ktoré sa
smu ucit v jeden den, tak tento pocet nesmie byt prekroceny.

2pozrite ¢ast 1.1.Vyucovacie hodiny
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10. Ak lekcia pozostava z viacerych ¢asti, tak prienik im pridelenych vyuco-
vacich hodin musi byt prazdny.

11. Ak ma kurz pre typ lekcie zadané, ze lekcie toho typu sa nesmu ucit
paralelne, tak prienik im pridelenych vyucovacich hodin musi byt prazdny.
12. Ak kurz pre dany typ lekcie vyzaduje iba skupinu miestnosti z pozado-
vanych skupin miestnosti, nesmie lekcii toho typu a kurzu byt pridelené in&
skupina miestnosti (miestnost).

13. Lekcii s pozadovanou kapacitou nesmie byt pridelend miestnost s mensou
kapacitou ako lekciou pozadovana kapacita * koeficient kapacity pre dany
typ lekcie?.

14. Lekcii nesmie byt pridelend miestnost inej fakulty, nez je fakulta kurzu,
ktorej je lekcia sucastou. Vynimku tvoria pripady, kedy kurz pre dany typ
lekcie pozaduje skupinu miestnosti, ktorej miestnosti patria pod ind fakultu
a lekcii je pridelena tato skupina miestnosti.

15. Lekcii nesmie byt pridelend miestnost, ktorej areal sa nenachédza v mies-
tach vyuky kurzu danej lekcie. Vynimku tvoria pripady, kedy kurz pre dany
typ lekcie pozaduje skupinu miestnosti, ktorej miestnosti sa nachadzaji mimo
miest vyuky kurzu, ku ktorému patri lekcia.

16. Ak je miestnost v konkrétnu vyucovaciu hodinu rezervovana pre kon-
krétnu fakultu, nesmie byt v dant vyucovaciu hodinu pridelena lekcii kurzu
patriaceho pod inu fakultu. Ak je miestnost v dant vyucovaciu hodinu re-
zervované pre cudzie inStitucie, nesmie byt priradend Ziadnej lekcii.

17. Ak lekcie dvoch kurzov maji neprazdny prienik Studentov a jednu z lekcif
navstevuji najmenej ako povinne volitelnd, lekcie sa nesmu prekryvat(mat
spolo¢ny prienik pridelenych vyucovacich hodin).

18. Ak lekcie dvoch kurzov maji neprazdny prienik Studentov a jednu z lekcii
navstevuji najmenej ako povinne volitelnt a im pridelené miestnosti sa na-
chadzaju v roznych aredloch alebo miestach vyuky a ucia sa v rovnaky den,
Studenti musia mat dost ¢asu na presun medzi lekciami.

19. Ak lekcie rovnakého kurzu a typu sa nesmi vyucovat paralelne a im pri-
delené miestnosti sa nachadzaju v roznych aredloch alebo miestach vyuky a
ucia sa v rovnaky den, Studenti musia mat dost ¢asu na presun medzi lek-
ciami.

Obmedzenia so strednou prioritou

20. Ak lekcie dvoch kurzov maji neprazdny prienik studentov a jednu z lekcii
navstevuji najmenej ako vyberovi, lekcie sa nesmt prekryvat(mat spolo¢ny

3pozrite 1.1 Typy lekcii
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prienik pridelenych vyucovacich hodin).

21. Ak lekcie dvoch kurzov maji neprazdny prienik Studentov a jednu z lekcii
navstevuji najmenej ako vyberovi a im pridelené miestnosti sa nachddzaja
v roznych aredloch alebo miestach vyuky a ucia sa v rovnaky den, Studenti
musia mat dost ¢asu na presun medzi lekciami.

22. Lekciam kurzov musia byt pridelené miestnosti obsahujice zariadenie
ktoré pozaduju.

23. Kapacita miestnosti pridelend k lekcii nesmie byt mengia ako jej pozado-
vané kapacita.

24. Ucitel nemé ucit vyucovaciu hodinu, ked mu to nevyhovuje(vhodnost
hodiny pre u¢itela je menej ako 50 (100 je maximalna vhodnost))

25. Lekciam by nemali byt pridelované vyucovacie hodiny, ktorych vieobecnéa
vhodnost je menej ako 50. (Studenti nemaji radi ked maju v danom case
vyucovanie)

Obmedzenia s nizkou prioritou

26. Lekcie, ktoré navstevuju Studenti z rovnakého $tudijného odboru by sa
nemali prekryvat.

27. Ak lekciam, ktoré navstevuju Studenti rovnakého odboru, su pridelené
miestnosti v rdéznych aredloch alebo miestach vyuky a vyucovacie hodiny v
rovnakom dni, Studenti by mali mat dostatoCny ¢as na presun medzi lek-
ciami.

28. Ut¢itel by v jeden den nemal ucit viac ako 4 vyucovacie hodiny.

29. Vseobecna vhodnost vyucovacich hodin pridelenych k lekciam by mala
byt ¢o najvyssia.

30. Vhodnost vyuc¢ovacich hodin pridelenych uéitelom by pre nich mala byt
¢o najvyssia.

31. Lekcie v rozvrhu by mali vyuzivat ¢o najmenej miestnosti.

11



Kapitola 2
Skiimané a pouzité metody

Tato kapitola popisuje metody, ktoré sa skimaji a vyuzivaji v tejto praci na
generovanie rozvrhov. Hladame ako generovat rozvrhy vyuZzitim evolu¢nych
algoritmov, ktoré si obcas poméahaji aj lokdlnym prehladavanim. Preto si
v nasledujtcich dvoch ¢astiach uvedieme, ¢o je a aké méa vlastnosti lokalne
prehladévanie a evolu¢né algoritmy. Lokalne prehladavanie aj evolu¢né algo-
ritmy spadaji do kategorie metaheuristickych algoritmov. Tie sa zaoberaju
hladanim ¢o najlepsich (nie nutne optimalnych) rieseni pre optimalizacné
problémy vyuzitim prvku nahody. RieSenia z priestoru vSetkych moznych
rieSeni problému hladaju uz z najdenych rieSeni ich tpravou na nové riese-
nia.

2.1 Lokalne prehl'adavanie

Lokalne prehladavanie slizi na hladanie ¢o najlepsieho (nie nutne optimél-
neho) rieSenia spomedzi moznych rieSeni nejakého optimaliza¢ného prob-
lému. Pri optimaliza¢nych problémoch mame zadefinovani hodnotova fun-
kciu, ktoré vie ohodnotit kvalitu jednotlivych rieSeni. Na zaklade ohodnotenia
rieSeni vieme rieSenia medzi sebou porovnavat. Uvazujme dalej, ze hTadame
rieSenie s minimalnou hodnotou.

Algoritmus lokalneho prehladavania na zaciatku ndhodne vygeneruje alebo
dostane na vstupe nejaké riesenie. Nésledne hlfada v jeho okoli (susedstve)
iné rieSenia a vymeni sucasné rieSenie za najlepSie z rieSeni v jeho okoli.
Algoritmus takto postupne vymiena aktualne riesenie najlepsim rieSenim z
jeho okolia kym sa nezasekne v lokdlnom minime, nenajde dostato¢ne uspo-
kojivé rieSenie alebo mu nevyprsi ¢asovy limit pre hladanie najlepSieho rie-
Senia. Zaseknutie sa v lokdlnom minime nastane, ak v okoli aktualneho rie-
Senia sa nachadzaju len horSie riesenia ako je ono samo. Lokélne minimum
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predstavuje najkvalitnejSie najdené rieSenie, ktoré v8ak nemusi byt najlepsie
mozné(globélne minimum). Zaseknutie v lokdlnom minime sa zvykne riesit
zvacsa reStartovanim lokalneho prehladévania.

Aby mohlo byt aktualne rieSenie nahradené rieSenim z jeho okolia, musi sa
nad priestorom vsetkych moznych rieseni definovat relacia susednosti, ktora z
aktualneho rieSenia bude vediet vygenerovat susedné rieSenia. Susedné rieSe-
nia sa zvykn generovat aplikovanim malej zmeny na povodné rieSenie. Napri-
klad pri probléme farbenia grafu k-farbami méze byt malou zmenou rieSenia
(grafu) zmena farby niektorého jeho vrchola. Susedmi rieSenia, ofarbeného
grafu, tak budu vsetky grafy, ktoré maji iba v nejakom jednom vrchole int
farbu ako dané rieSenie.

Lokalne prehladavanie, ktoré postupne vymiena rieSenia najlep$imi ich
susednymi sa nazyva aj Horolezecky algoritmus. Okrem problému zaseknu-
tia sa v lokdlnom minime mu hrozi aj zacyklenie sa v lokdlnom minime,
ktoré nastane cyklickym obmiefianim niekolkych rieSeni s rovnakou hodno-
tou. Tento problém moze pomoct vyriesit docasné pamétanie si navstivenych
vrcholov, alebo pravidiel, ktoré by mohli vratit algoritmus spét na uz navsti-
vené vrcholy v tabu-zozname. Algoritmus by mal zakdzané zmenit aktualne
rieSenie za rieSenie v tabu zozname alebo by mal zakdzané pouzit na rieSenie
operéciu z docasne zakdzanych operacii. Roz8irenie lokdlneho prehladavania
vyuZivanim tabu-zoznam sa nazyva Tabu prehladavanie.

2.2 Evoluc¢né algoritmy

Evolu¢né algoritmy sa pouzivaji na rieSenie tazkych optimaliza¢nych problé-
mov, kde sa hl'ada ¢o najlepsie (nie nutne optiméalne) riegenie. Tieto algoritmy
st inSpirované procesmi prirodzenej evolucie v prirode tak, ako ich popisal
Darwin.

2.2.1 Evoluc¢ny algoritmus

Na za¢iatku evoluéného algoritmu sa inicializuje (zvi¢sa nahodne vygene-
ruje) populacia rieseni - podmnozina z mnoziny vSetkych moznych rieSeni
problému. Populacia pozostava z jedincov - jednotlivych rieSeni problému.
Jedince v populacii s zakdédované vo forme genotypu. Genotyp presne ur-
¢uje konkrétneho jedinca - rieSenie v populécii. Populacia je multimnozina
genotypov rieSeni - moze obsahovat jeden genotyp viac-krat.

Nad vS8etkymi genotypmi sa definuje ai€elova funkcia, ktora pre kazdy
genotyp vie vratit mieru jeho kvality (fitness). Miera kvality genotypu rie-
Senia urcuje, nakolko je dané rieSenie dobré a umoziuje navzajom porov-
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Vyber rodicov —
Inicializacia Rodicia

Rekombinacia
Mutacia

Populacia

Najlepsie Potomkovia

rieenie

Vyber
novej populacie

Obr. 2.1: Evolu¢ny algoritmus |4]

navat kvality rieSeni. Miera kvality mé spravidla formu kladného reélneho
¢isla, pricom algoritmus sa snazi najst genotyp rieSenia bud s maximalnou
alebo minimalnou mierou kvality!. Genotyp rieSenia s maximalnou(resp. mi-
niméalnou) mierou kvality predstavuje optimélne rieSenie problému. Proces
pridelovania miery kvality genotypom sa nazyva evaluacia.

Populéacia sa v za sebou nasledujicich generaciach obmiena pomocou va-
riaénych a selekénych operatorov. Cielom varia¢nych operatorov je vy-
tvarat nové a roznorodé jedince. Varia¢né operatory s tvorené operatormi
kriZzenia(rekombinacie) a mutacie. Operator krizenia na vstupe dostava
zvidsa 2 genotypy - rodicov, z ktorych vzajomnou kombinaciou vytvara
nové genotypy - potomkov, tvoriacich vystup operatora. Operator mutacie
na vstupe dostava iba jeden genotyp, z ktorého nejakou jeho zmenou vytvori
a vrati ako vystup novy (spravidla iny) genotyp. Tento operator sa s ne-
jakou pravdepodobnostou, nazyvanou aj pravdepodobnost mutacie, zvykne
aplikovat na novo-vytvorenych potomkov vzniknutych operéaciou krizenia.

Selek¢né operatory tvoria operator vyberu rodi¢ov a operator nahrade-
nia. Operator vyberu rodicov pracuje nad celou populaciou a vybera z
nej rodi¢ov pre operator krizenia. Rodicov z populéacie vybera nadhodne, pri-
¢om jedince s vys$Sou mierou kvality maji vys§iu Sancu, Ze budu vybraté za
rodic¢ov nez tie s nizSou. Tento operdtor méa svoje korene v teorii evoltcie, kde
silnejsie (lepsie) jedince maju vaésiu Sancu na reprodukciu nez slabsie. Pred-
poklada sa, ze kombinaciou kvalitnych rodi¢ov vznikni rovnako kvalitny, ba
eSte kvalitnejsi potomkovia. Ak mé napriklad kazdy rodi¢ nejakt ind dobra
vlastnost, je Sanca, ze ich potomok zdedi obe dobré vlastnosti. Operator na-
hradenia mé na starosti postupné zvySovanie kvality populacie nahradenim
nekvalitnych rieSeni, udrziavanie konstantného poctu jedincov v populécii a
striedanie generacii. V jednej generacii sa na populaciu aplikuji operatory
vyberu rodic¢ov, krizenia a mutécie, ktoré maji za nasledok vznik novych

I'Miera kvality je prakticky ekvivalentna hodnotovej funkcii definovanej pri optimali-
zacnych problémoch.
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jedincov v populécii. Operator nahradenia potom urci, ktoré zo starych a
novovzniknutych jedincov v populécii vytvoria novi populéciu - nasledujicu
generaciu, ktora nahradi sticasnt populaciu. Existujia rozne pristupy k vy-
beru jedincov do novej populacie. Jednym z pristupov je, 7ze novovytvorené
jedince nahradia najhorsie povodné jedince v populécii. Iny pristup spome-
dzi povodnych a novovytvorenych jedincov vyberie tie najlepsie (s najlepSou
mierou kvality) a vytvori z nich novti populaciu.

Evolu¢ny algoritmus postupne pomocou selekénych a varia¢nych opera-
torov obmiefia populaciu v za sebou nasledujicich generaciach pokym ne-
najde riesenie s dostato¢ne dobrou mierou kvality alebo nevystrieda predom
dany pocet generacii. Niekedy sa ur¢i aj maximalny casovy limit, pocas kto-
rého moze algoritmus pracovat. Vystupom algoritmu je najlepSie rieSenie,
aké sa naslo pocas vsetkych generacii populacie alebo najlepSie rieSenie z
poslednej generacie populacie.

2.2.2 Druhy evolu¢nych algoritmov

Evolucné algoritmy zdielaju rovnaké principy, ale navzajom sa lisia v ich
technickom prevedeni. NajvyznamnejSie rozdiely st v spésobe reprezentacie
genotypov a néslednom definovani a pouzivani varia¢nych operatorov pra-
cujucich nad danymi genotypmi. Podla spésobu reprezentécie genotypov a
ucelu pouzitia sa v evolucénych algoritmoch identifikovali nasledujice smery:

e Genetické algoritmy: genotypy tvoria retazce definované nad konedc-
nou abecedou. Zvykni to byt napriklad postupnosti tvoriace permuta-
cie miest pri rieSeni problému obchodného cestujiceho alebo mnozstva
jednotlivych druhov tovaru, ktoré si méa dat horsky nosi¢ do batoha pri
rieSeni problému batoha.

e Evolu¢né stratégie: genotypy maji formu vektora s hodnotami reél-
nych ¢isel. Vyuzivaji sa pri problémoch so spojitym priestorom.

e Evoluéné programovanie: genotypy predstavuju jednotlivé konecno-
stavové automaty. Tento smer ma svoj povod v umelej inteligencii,
kde evoliciu vnimali ako proces ucenia, ktorého ciefom bolo genero-
vat umeld inteligenciu.

e Genetické programovanie: genotypy si tvorené programami. Vyuzi-
tie nachadza pri evolicii pocitacovych programov. Napriklad programu
pre hranie damy.
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Rodigia Potomkovia
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Obr. 2.2: jednobodové krizenie

Na hladanie rozvrhov pomocou evolu¢nych algoritmov sa pouzivaji najmé
genetické algoritmy. Genetické algoritmy sa spominaju a vyuzivaji v tejto
praci. V dalSom sa preto zameriame na genetické algoritmy.

2.2.3 Genetické algoritmy

Genetické algoritmy koduji rieSenia problémov vo forme retazcov?. Najpo-
pularnejSie st reprezenticie rieSeni vo forme binarnych retazcov, realnych
vektorov alebo vo forme permutécii. Pouzivaji sa na miestach, kde jedno rie-
Senie predstavuje priradenie hodnot premennym. Pri probléme batoha mozu
premenné predstavovat druhy tovarov a hodnoty k nim priradované pocty
kusov tovaru, ktoré ma horsky nosic¢ vlozit do batoha. Pri probléme obchod-
ného cestujiceho moze jedno rieSenie predstavovat permuticiu miest, ktoré
mé cestujici obchodnik navstivit. I-ta premenn& moze obsahovat i-te nav-
Stivené mesto. Pri tvorbe rozvrhov moézu byt premenné lekcie a hodnoty
vyucovacie hodiny a miestnosti, urc¢ujice kedy a kde sa ma lekcia vyucovat.

Binarne retazce

Pri kodovani rieseni do binarnych refazcov je délezité uré¢it spravnu dlzky
retazcov a mapovanie z retazcov na rieSenia problému. Je dolezité, aby kazdy
refazec tvoril genotyp nejakého rieSenia. Refazec (genotyp) zvycajne tvoria
za sebou nasledujtce binadrne zakdédované hodnoty jednotlivych premennych.
Prvych i-bitov kdduje hodnotu prvej premennej, dalsich j-bitov hodnotu dru-
hej a tak dalej.

Operator mutacie nad genotypom zvykne vic§inou s nejakou pravdepo-
dobnostou zmenit hodnotu jedného alebo viacerych nahodne zvolenych bitov.
Zvykne sa pouzivat metoda, kde kazdy bit retazca zmeni svoju hodnotu na
opa¢ni s nejakou vopred ur¢enou pravdepodobnostou.

Operatory krizenia zvyc¢ajne na vstupe dostant dvoch rodi¢ov a vratia
2 potomkov, ktory vznikni ich kombiniciou. Najcastejsie pouzivanymi ope-

2zakodované rieSenie = genotyp
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ratormi kriZzenia st jedno-bodové kriZenie, n-bodové krizenie a uniformné
krizenie.

Jednobodové kriZenie nahodne zvoli miesto bodu krizenia k. Prvy po-
tomok ziska prvych k-bitov retazca od prvého rodi¢a a zvy$né bity doplni
bitmi od k-+1 bitu po koniec retazca z druhého rodic¢a. Druhy potomok opacne
ziska prvych k-bitov od druhého rodi¢a a zvysné od prvého.

N-bodové krizenie namiesto jedného bodu krizenia zvoli ndhodne n-
bodov krizenia. N-bodov krizenia rozdeli retazec na n+1 ¢asti. Prvy potomok
ziska kazda druha cast retazca od prvého rodica a zvySok doplni bitmi od
druhého. Druhy potomok naopak.

Uniformné kriZenie kazdému bitu refazca ndhodne prideli redlne ¢islo v
intervale <0,1>. Na rovnakom intervale sa zvoli parameter p a prvy potomok
ziska od prvého rodic¢a vSetky bity s pridelenym realnym c¢islom vyssim ako
p a od druhého vsetky bity s hodnotou mensou ako p. Druhy potomok ziska
bity opacne.

Vektory realnych cisiel

Genotyp pozostava z vektoru redlnych ¢isel, kde kazda hodnota vektora moze
byt ohrani¢end intervalmi, v ktorych sa ma hodnota na pozicii vektora vy-
skytovat.

Mutéacia zvykne ku kazdej zlozke vektoru s uréitou pravdepodobnostou
pripoc¢itat hodnotu z intervalu, tak aby neboli porusené podmienky. Zvykom
je tiez ndhodne zvolit zlozku vektoru a ti nahradit inou nahodne zvolenou
hodnotou z moznych hodnot pre dani zlozku.

Na operator rekombinacie (krizenia) sa zvykni pouzivat 2 druhy rekom-
binécii: diskrétna a aritmeticka.

Diskrétna rekombinacia pouziva podobné metédy ako binarna rekom-
binacia. Jednotlivé zlozky vektora vSak nikdy nerozdeli a potomok ziska od
rodica vzdy celi zlozku vektora. Pri rekombinécii vektorov redlnych c¢isel
na rozdiel od rekombinacie binarnych vektorov nevznikaji nové hodnoty v
zlozkach vektora.

Aritmetickid rekombinacia zvykne potomkov tvorit kombinaciou zlo-
ziek rodicov, s tym, zZe niektoré zlozky potomka dostantt hodnotu priemeru
hodnot rodic¢ov alebo hodnotu medzi ich dvomi hodnotami.

Permutacie

Typickym prikladom vyuzitia reprezentacie rieenia vo forme permutacie je
priklad obchodného cestujticeho spomenutého v tvode ku genetickym algo-
ritmom. Jedno rieSenie tu predstavuje jednu konkrétnu permutéiciu miest,
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ktoré mé obchodnik navstivit. Zmeny nad genotypmi musia byt robené tak,
aby sa po zmene ziadne dve zlozky genotypu neopakovali a vSetky zlozky
tvorili stale permutéaciu.

Mutécie genotypov sa vykonavaji réznymi sposobmi: vymenou dvoch
prvkov, vlozenim prvku, permutaciou casti alebo inverziou ¢asti permuta-
cie. Vymena dvoch prvkov vyberie ndhodne dve pozicie v permutécii a
vymeni prvky na danych poziciach. Mutacia vloZenim prvku vyberie v
permutacii ndhodne dve pozicie a prvok z druhej pozicie vlozi za poziciu pr-
vého. Permutéacia ¢asti prebehne tak, ze sa ndhodne vyberie nejaka sivislé
¢ast permutéacie, v ktorej sa prvky ndhodne premiesaju. Mutacia inverziou
prebieha tak, Ze sa zvoli suvisla ¢ast permutécie, ktorej prvky sa preuspo-
riadaji od posledného k prvém. Posledny typ mutacie je vyhodny pri prob-
lémoch, kde zélezi na susednosti dvojic prvkov v permutacii. Tato mutacia
vykona v tomto probléme nad permutaciou najmensiu mozni zmenu lebo
zmeni susednost prvkov len v 2 pripadoch.

Rekombinécia predstavuje pri permutéciach vac¢si problém, pretoze treba
najst sposob ako skombinovat do potomkov vlastnosti rodicov, tak aby aj
potomkovia tvorili permutéacie. Z viacerych operatorov rekombinéacie sme sa
rozhodli blizsie opisat PMX a Cyklické krizenie.

PMX (Partially mapped crossover) bol prvy raz predstaveny pri rieSeni
problému obchodného cestujiceho. Vyhodou tohto operatora je, Ze v po-
tomkoch zachovava susedné dvojice z rodi¢ov. Algoritmus na vytvorenie 2
potomkov z 2 rodi¢ov vyzera nasledovne:

1. Nahodne vyber 2 miesta krizenia v permutécii a prvky medzi tymi mies-
tami skopiruj z prvého rodic¢a do prvého potomka

2. Zacinajic od prvého miesta krizenia, najdi medzi dvoma miestami krize-
nia prvky v druhom rodic¢ovi, ktoré neboli prekopirované z prvého rodic¢a do
potomka

3. Pre kazdy z tychto prvkov (povedzme i) pozri v potomkovi, ktory prvok
(j) bol na to miesto skopirovany z prvého rodi¢a

4. Umiestni i na poziciu, ktori okupovalo j v druhom rodic¢ovi

5. Ak pozicia okupované j v druhom rodicovi je uz v potomkovi obsadené
inym prvkom (k), vloz i na poziciu okupovant k v druhom rodi¢ovi

6. Zvysné prvky, ktoré neboli medzi miestami krizenia vloz z druhého rodica
do prvého potomka.

7. Vytvor druhého potomka tak, Ze vymenis ulohy rodicov.

Cyklické kriZenie sa snazi v potomkoch zachovat ¢o najviac informacii
o absolutnych poziciach, na ktorych sa vyskytovali prvky v rodic¢och. Algo-
ritmus cyklického krizenia je nasledovny:
1. Vyber si poziciu na prvom rodicovi a pridaj ju do cyklu.
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2. Pozri na prvok(i) na rovnakej pozicii v druhom rodi¢ovi

3. Chod na poziciu v prvom rodicovi, kde je prvok i a tu poziciu pridaj do
cyklu.

4. Opakuj kroky 2 a 3 pokial nepride§ na poziciu vybrant v kroku 1

5. Prvky v cykle daj na rovnaké pozicie z prvého rodic¢a do prvého potomka.
Zvysné pozicie vyplh prvkami z druhého rodi¢a. Obdobne vytvor druhého
potomka.

2.2.4 Vlastnosti evolu¢nych algoritmov

V tejto cCasti sa zameriame na vypocet a vlastnosti typického evolu¢ného
algoritmu a ukézeme problémy, ktoré treba riesit pri konstrukcii evoluénych
algoritmov. Pre ilustréciu vlastnosti evolu¢nych algoritmov budeme uvazovat
bezny evolu¢ny algoritmus, ktory hlada rieSenie s maximélnou mierou kvality
(fitness).

Rozmiestnenie populacie

Evolu¢ny algoritmus hlada ¢o najlepsie (nie nutne optimélne) rieSenie spome-
dzi vSetkych moznych rieSeni problému. Hlada genotyp s najvy$Sou mierou
kvality v priestore v8etkych moznych genotypov. Obrazok 2.3 ilustruje roz-
miestnenie genotypov populacie v priestore vSetkych genotypov v réznych
¢asoch behu vypoctu. Na za¢iatku - hned po inicializacii je populécia je-
dincov rovnomerne rozmiestnené po celom prehladavacom priestore. UZ po
niekolkych generaciach sa toto rozmiestnenie vdaka pouzitiu selekénych a
variacnych operatorov, kde populacia opusti regiéony s malou mierou kvality
a jedince sa za¢na "$plhat"po okolitych kopcoch (regionoch s vy$Sou mierou
kvality). Na konci prehladévania je populécia rozmiestnena len okolo par
vrcholov a v lepSom pripade aj okolo najvyssieho, predstavujiceho rieSenie
s maximalnou mierou kvality. Zial moze nastaf aj pripad, kedy populacia
skoné¢i na nie najvysSom vrchole - v lokdlnom optime. O prehladavani pries-
toru sa da povedat, ze je rozdelené do 2 hlavnych faz: exploration - generacia
novy jedincov je nasadena do neznamych regiénov prehladavacieho priestoru
a exploitation - koncentracia prehladévania do okolia dobrych rieSeni. Dobry
evolu¢ny algoritmus musi najst kompromis medzi tymito dvoma fazami. Vela
hTadania v neprebadanych oblastiach priestoru rieSeni znizuje efektivnost al-
goritmu. Prili§ skoré zameranie sa na konkrétny ciel moze viest k najdeniu
rieSenia, ktoré je len lokdlne a nie globalne optimaélne.
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Obr. 2.3: rozmiestnenie populacie v roznych ¢asoch prehladavania [4]
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Obr. 2.4: miera kvality(fitness) najlepsicho jedinca populécie v ¢ase [4]

Vyvoj najlep$ej nijdenej miery kvality v ¢ase

Obrazok 2.4 ukazuje hodnoty mier kvality najlepsich jedincov v populacii v
¢ase. Na obrazku mozno vidiet, Ze miera kvality najlepsieho jedinca v prvych
generaciach prudko rastie a po Case sa rast prudko spomali az nebadat tak-
mer Ziadne zlepSenia. Tato vlastnost ukazuje, Ze zvySovanie po¢tu generacii
na najdenie Zelaného rieSenia nemd od istého okamziku zmysel a zarovei,
predvypocitavanie si jedincov, aby prehladavanie zacalo s jedincami s lepSou
mierou kvality nemusi mat rovnako zmysel, pretoze uz po par generaciach sa
miera kvality jedincov v populécii prudko zvysi.
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Univerzitné rozvrhy vo svete

3.1 Univerzitné rozvrhy ako problém

Oblast generovania rozvrhov pre univerzity sa deli na dva hlavné smery podla
problému, ktory riesia: Skiskové rozvrhy a kurzové rozvrhy. Skaskové roz-
vrhy sa tvoria pre obdobie skiSok a Casovym rozsahom zvykna pokryvat
celé skuskové obdobie. Kurzové rozvrhy pokryvaji ¢asovy rozsah jedného
tyzdna, ktory sa opakuje pocas celého semestra. Hlavnym rozdielom medzi
skiskovymi a kurzovymi rozvrhmi byva, ze pri skiskovych rozvrhoch mozno
umiestnit viacero skusok do jednej miestnosti v rovnakom c¢ase, zatial ¢o pri
kurzovych sa smie v jednej miestnosti a ¢ase vyucovat len jedna lekcia(kurz,
udalost). Pri skaskovych rozvrhoch byva snaha nechat studentom medzi jed-
notlivymi sktigkami, ¢o najvic¢siu ¢asovi medzeru alebo aspon nedat Studen-
tom viac skasok na jeden den. Pri kurzovych rozvrhoch naopak byva snaha
aby Studenti medzi lekciami nemali velké Casové medzery. V tejto préci sa
budeme zaoberat kurzovymi rozvrhmi, nakolko problém, ktory rieSime spadéa
do tohto smeru.

Vseobecnd definicia problému tvorby univerzitnych rozvrhov mé nasle-
dovni podobull]: Ulohou pri tvorbe univerzitného rozvrhu je umiestnit ko-
necni mnozinu udalosti(lekcie kurzov, skisky, stretnutia) do limitovaného
(koneéného) pocétu vyucovacich hodin a miestnosti v silade s mnoZinou ob-
medzeni kladenijch na rozurh.

Obmedzenia kladené na rozvrh sa zvycajne delia na silné a slabé. Sil-
nymi obmedzeniami zvy¢ajne byvaju poziadavky aby Ziaden ucitel neucil na
dvoch miestach naraz, dve udalosti(lekcie) sa nevyucovali naraz v rovnakej
miestnosti, ziaden Student alebo skupina Studentov nemala nav§tevovat naraz
2 kurzy. Rozvrh spliiajici vietky silné obmedzenia sa oznacuje ako uskutoé-
nitel'ny. Slabym obmedzenim byva napriklad poziadavka aby $tudenti ne-
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mali medzi dvoma lekciami volni vyucovaciu hodinu alebo poziadavka aby
ucitel neucil 2 rozne lekcie hned za sebou, ale mal ¢as na pripravu. Od roz-
vrhu sa pozaduje aby bol uskutoénitelny (splhal vietky silné obmedzenia) a
dodrziaval ¢o najviac slabych obmedzeni aj ked ich nutne nemusi dodrzaft
vietky. Rozvrh spliajici vietky silné aj slabé obmedzenia (idealny) sa vo
vicsine pripadov neda zostrojit, preto sa hlada rozvrh spliajici vietky silné
obmedzenia a poruSuje ¢o najmenej slabych.

Kvalita rozvrhu sa meria najc¢astejsie podla druhu a mnozstva obme-
dzeni, ktoré porusuje. Ak vieme ur¢it a porovnavat kvalitu vygenerovanych
rozvrhov, iloha vygenerovat najkvalitnejsi rozvrh zo vstupnych udajov pred-
stavuje konstrukény kombinatoricky optimalizaény problém. Problém
je kongtrukény a optimaliza¢ny, lebo jeho cielom je skonStruovat najkvalit-
nejsi rozvrh spomedzi vSetkych moznych rozvrhov. Problém je kombinato-
ricky, pretoze hTadame rozvrh z konecnej mnoziny vSetkych moznych rozvr-
hov.

Co sa ¢asovej zlozitosti tyka, problém zkonstruovania najkvalitnejsieho
rozvrhu je NP-aplny. Dokazy tohto tvrdenia mozno najst vo viacerych
publikaciach(napr.[1],[2]). V dékazoch sa najcastejsie vyuziva podobnost prob-
lému s problémom farbenia grafu k-farbami, o ktorom sa vie, ze je NP-tiplny.
V probléme farbenia grafu k-farbami méme zadany neorientovany graf a k-
farieb. Ulohou je pridelif ku kazdému vrcholu grafu farbu z k-farieb tak, aby
susedné vrcholy! nemali rovnaki farbu. Problém farbenia grafu k-farbami sa
da prerobit pomocou deterministického Turingovho stroja v polynomialnom
¢ase na problém vygenerovania rozvrhu s k-vyucovacimi hodinami. Vrcholy
sa prevedi na udalosti, pricom ak je medzi vrcholmi hrana, zakazeme, aby
sa udalosti ucili rovnaki vyucovaciu hodinu.

3.2 Pristupy k hladaniu rozvrhov

Ako sme uviedli vyssie, problém vytvorenia rozvrhu je NP-uplny kombina-
toricky optimaliza¢ny problém. Najst optimélne(najlepsie) rieSenie pre tento
druh problému si va¢Sinou vyzaduje prehladanie celého priestoru moznych
rieSeni, ktory so zviadSujucimi sa inStanciami problémov(viac kurzov, miest-
nosti, ...) exponencialne narasta a prakticky sa stava neprebadatelny. Pre-
hl'adavanie celého priestoru rieSeni je mozné len pri malych instanciach prob-
lému.

Z tohto dovodu sa pre hladanie takychto problémov pouZivaju aproxi-
macné algoritmy, ktoré vedia najst uspokojivé rieSenie, ktoré nemusi byt

lyrcholy spojené hranou
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optimélne, v rozumnom c¢ase. Vacsina pristupov pre riesenie problému vyge-
nerovania univerzitného rozvrhu spada do tejto kategorie.

Burke a spol. vo svojej praci [3] identifikujia 4 silné skupiny pristupov k
tvorbe rozvrhov: sekven¢né, klastrové, zalozené na obmedzeniach a metahe-
uristicke.

Sekvenéné pristupy zoraduji udalosti do radu podla nejakej heuris-
tiky a potom sa ich snazia sekvenc¢ne priradit do ¢asov v rozvrhu, tak aby
udalosti neboli navzédjom v konflikte. Je zvykom problém reprezentovat ako
graf, v ktorom udalosti predstavuja vrcholy. Medzi vrcholmi sa nachadza
hrana ak predstavujice udalosti sa v konflikte — t.j. zdielaju aspon jeden
spolo¢ny prostriedok akym je napriklad Student, ucitel, a preto nemozu byt
nasadené do rozvrhu v rovnakom c¢ase. Konstrukcia rozvrhov bez konfliktov
je pridelovanie ¢asov z kone¢nej mnoziny ¢asov k udalostiam, tak aby ne-
boli v konflikte a je modelovana ako farbenie grafu k-farbami. Pre radenie
udalosti do radu na zaradenie do rozvrhu sa pouZzivaju prevazne nasledovné
heuristiky:

e Vrcholy s najmensim stupiiom vrchola ako prvé (Largest degree first).
Ako prvé su do rozvrhu zarad ované udalosti, ktoré maju konflikty s naj-
vacsim poc¢tom udalosti. Heuristika vychadza z predpokladu, Ze takéto
udalosti je najtazsie zaradit do rozvrhu.

e Vrcholy s najviéSou vahou ako prvé(Largest weighted degree). Je to
modifikdcia predchadzajicej heuristiky, kde sa neberie uz do uvahy po-
¢et konfliktov ale suma vsetkych vah konfliktov(hran) udalosti s danou
udalostou. Véha konfliktu zvyc¢ajne predstavuje pocet Studentov nav-
Stevujucich obe udalosti.

e Stupen nasytenia (Saturation degree). V kazom kroku sa do rozvrhu
zaradi udalost, ktord méa najmensi pocet ¢asov, do ktorych moze byt
zadelena.

e Stupen farby(Colour degree). Heuristika uprednostiiuje tie udalosti,
ktoré maja najvacsi pocet konfliktov s udalostami, ktoré uz boli za-
radené do rozvrhu.

Po zoradeni udalosti pre postupné vkladanie do rozvrhu nasleduje ich po-
stupné vkladanie do rozvrhu. Vyvstava otadzka, do akych ¢asov v rozvrhu ich
zadelit. Pouzivaji sa rozne pristupy. Jednym z nich je napriklad vybratie
prvého vhodného ¢asu.

Klastrové metddy rozdeluju udalosti do klastrov - podmnoZin tvoria-
cich rozklad mnoziny vSetkych udalosti. V klastroch sa udalosti rozdelia do
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skupin(spolo¢nych pre vSetky klastre), tak aby neporusovali silné obmedze-
nia. Skupindm st potom pridelené ¢asy tak, aby bolo porusenych ¢o najmenej
slabych obmedzeni. Ako priklad nam moze poslizit skola s viacerymi $tudij-
nymi odbormi. Kazdy Studijny odbor vyucuje svoje predmety, pricom si
predmety spolo¢né pre viacero $tudijnych odborov. Algoritmus najprv roz-
deli predmety (udalosti) do klastrov podl'a $tudijnych odborov. Ak je predmet
spolo¢ny pre viacero Studijnych odborov umiestni sa do Specialneho klastru.
Spravi sa graf predmetov, kde vrcholy budi predstavovat predmety a hrany
buda medzi predmetmi, ktoré st v konflikte a nemdzu byt nasedené v rovna-
kom c¢ase. Predmety su v konflikte ak ich u¢i rovnaky ucitel alebo navetvuje
rovnaky Student. Vrcholy sa potom ofarbia farbami tak aby susedné vrcholy
nemali rovnaku farbu.(pocet farieb byva mensi rovny poctu vyucovacich ho-
din v tyzdni). Najprv sa ofarbuju vrcholy v $pecidlnom klastri, potom po jed-
notlivych klastroch, tak aby aby boli splnené silné obmedzenia. Po skonc¢eni
sa jednotlivym farbam priradenym k predmetom pridelia ¢asy(vyucovacie
hodiny), tak aby bolo porusenych ¢o najmenej slabych obmedzeni.

Pristupy zaloZené na obmedzeniach? modelujt problém tvorby roz-
vrhu ako problém pridelovania hodnét k premennym, tak aby bolo splnené
mnozstvo pravidiel (poziadaviek) pre pridelovanie hodnot k premennym. Pre-
mennymi st jednotlivé udalosti a priraduji sa k nim hodnoty predstavujtce
¢asy, miestnosti prip. dalsie prostriedky. Ak pre ¢iastofne vytvorené rieSenie
sa neda aplikovat ziadne pravidlo, spusti sa backtrack, ktory sa vykonava
pokial sa nendjde rieSenie(rozvrh) spliiajici vietky poziadavky.

Metaheuristické metddy si charakteristické tym, Ze rieSenie hladaju
v priestore vSetkych moznych rieseni pouzitim prvku nahody. Na zaciatku
zvykni (zvi¢8a ndhodne) vygenerovat jedno alebo viacero rieseni problému,
ktoré aplikovanim roznych operatorov menia na iné lepsie riesenia, ¢im sa sna-
7ia efektivne prehladavat priestor rieSeni a najst ¢o najlepSie. Metaheuristické
metddy sa stali v relativne nedavnej dobe velmi popularne pri rieSeni kom-
binatorickych optimaliza¢nych problémov. Svoju popularitu si ziskali najmé
tym, Ze s malymi zmenami su dspe$ne aplikovatelné na mnozstvo réznych
kombinatorickych optimaliza¢nych problémov vratane generovania univerzit-
nych rozvrhov. Medzi metaheuristické metddy patria aj evolu¢né algoritmy a
lokélne prehladéavanie, ktorych vyuzitie na hladanie univerzitnych rozvrhov
skiimame v tejto praci.

Jedna z veci, ktora oddeluje problém hladania univerzitnych rozvrhov
od inych kombinatorickych optimaliza¢nych problémov je pritomnost dvoch
typov obmedzeni - silnych a slabych. Podla Lewisovho prieskumu [1] véi¢gina

2constraint-based approaches
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metaheuristickych?® algoritmov sa podl'a sposobu riesenia tohto problému deli
do troch skupin: jednoprechodové, dvojprechodové a algoritmy umoziujice
relaxaciu.

Jednoprechodové algoritmy sa snazia pocas svojho behu naraz riesit
silné aj slabé obmedzenia. PoruSenie obmedzenia zvykni penalizovat poku-
tou v zavislosti od zédvaznosti poruseného obmedzenia. Silné obmedzenia by-
vajui pokutované vyssimi pokutami ako slabé. Kvalita rozvrhu je vyjadrena
ako stcet vSetkych poruseni obmedzeni, kde kazdé porusenie obmedzenia je
zaratané vel'kostou pokuty za jeho porusenie. Algoritmus potom hladé roz-
vrh s najnizSou celkovou pokutou. Tento pristup je popularny, lebo do uz
existujucich algoritmov sa Tahko pridavaju nové obmedzenia. Pri prehladé-
vani priestoru rieSeni povoluji jednoprechodové algoritmy rieSenia porusu-
jace silné obmedzenia. Takéto rieSenia st ale silno penalizované a algoritmus
preto dava prednost rieSeniam, ktoré ich neporusuju.

Dvojprechodové algoritmy pracuju v dvoch fazach. V prvej sa snazia
najst uskuto¢nitelny rozvrh neporugujici ziadne silné obmedzenie nehladiac
na slabé. Po najdeni uskuto¢nitelného rozvrhu prehladavajia len tie Casti
priestoru rieseni neporusujuicich ziadne silné obmedzenie a zameriavaji sa na
minimalizovanie poc¢tu poruSenia slabych obmedzeni. Tento pristup je apli-
kovateIny pri problémoch, kde sa I'ahko d& najst uskutoc¢nitelny rozvrh a
nasledne prehladavat iné (okolité) riesenia tak aby neboli porusené silné ob-
medzenia. V praktickych aplikaciach je tento pristup malo pouzivany, pretoze
najst uskutoc¢nitelny rozvrh je tazké - NP-tazké.

Algoritmy umozZnujiice relaxaciu funguja podobne ako dvojprecho-
dové s tym rozdielom, 7e ak pri vytvarani rozvrhu nevie nejaki udalost don
zaradit tak, aby nebolo porusené ziadne silné obmedzenie, odlozi ju bokom
medzi nezaradené udalosti a dalej sa snaZzi minimalizovat poruSovanie sla-
bych. V neskorsich fazach, po vykonani mnohych zmien na rozvrhu, sa znovu
pokusi zaradit odlozené nezaradené udalosti do rozvrhu. Takyto proces zjed-
nodusovania si problému (napr. odkladanim nepohodlnych udalosti bokom)
sa nazyva relaxacia. Relaxacia problému sa zvykne uskutoc¢hovat aj prida-
vanim dalich vyucovacich hodin do rozvrhu, ak nie je hodina, kam udalost
zaradit. Pri oprave sa potom algoritmu snazi dat znovu pouzity pocet vyuco-
vacich hodin do normalneho - daného poctu.

3.3 Roznost univerzitnych rozvrhov

V predoslej ¢asti sme si predstavili problém tvorby rozvrhov vo v§eobecnosti a
spomenuli sme, Ze chceme aby spliali nejaké obmedzenia, ktoré sa v hrubom

3aj evoluénych
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zvykni delif na silné a slabé. Vo vSeobecnosti sme si ukazali aj druhy réznych
pristupov k hladaniu rozvrhov. V prvej kapitole smi si predstavili problém,
ktory rieSime, pri¢om rieSenia hfaddme v oblasti evolu¢nych algoritmov. V
tejto kapitole si preto spravime prehlad napisanych prac venujucich sa tvorbe
univerzitnych kurzovych rozvrhov pomocou evolu¢nych algoritmov. Doraz
budeme klast na prace a pristupy, ktoré riesia podobny, podobne zlozity,
problém ako my.

Vo svete neexistuje presnd definicia toho, ¢o znamena problém tvorby
univerzitného kurzového rozvrhu. Va¢sinou si kazda univerzita definuje po-
ziadavky od rozvrhu, ktory chce vytvorit a potom hlada taky rozvrh. Pozia-
davky, aby Ziaden ucitel neudil na dvoch miestach naraz alebo, aby v jednej
miestnosti neprebiehali naraz dve lekcie(udalosti) alebo aby $tudent nemal
dve rozne lekcie v rovnakom c¢ase byvaji spolo¢né. Rozdiely byvaju v dal-
sich poziadavkach. St napriklad skoly, ktoré chci aby Studenti mali vyucbu
rovnomerne rozmiestneni v celom tyzdni. Iné skoly zas chci, aby Studenti
mali celd vyu¢bu ¢o najviac v kope a ostali im volné dni na Studium, ¢i
zamestnanie popri Skole. Velké rozdiely su aj v definovani, ¢o je to "dob-
ryalebo "dostato¢ne dobry"(uskuto¢nitelny) rozvrh s ktorym by jednotliva
univerzita bola spokojna.

Rozdiely v8ak nie st iba v obmedzeniach kladenych na rozvrh, ale aj v
zloZitosti problému. Niektory (va¢Sina) poc¢itajua iba problém, kde kazda lekcia
trva prave jednu vyucovaciu hodinu a vyucuje sa v prave jednej miestnosti. Ini
rataja aj s tym, ze lekcia moze trvat viac za sebou nasledujicich vyucovacich
hodin a dalsi k tomu pridaji aj moznost vyucby lekcie vo viacerych miest-
nostiach naraz. NaSa definicia problému rata s moznostou, ze lekcia trva viac
nez jednu vyucovaciu hodinu a moéze prebiehat vo viacerych miestnostiach
naraz. Aby toho nebolo malo, po¢itame s tym, Ze niektoré lekcie sa mozu vy-
ucovat aj len kazdy druhy, treti, i-ty tyzden. Narozdiel od vi¢siny problémov
sa zaoberame aj otézkou pridelovania lekcii podmnozine ucitelov z mnozin
ucitelov schopnych vyucovat dani lekciu. RieSenie poslednych dvoch prob-
lémov z nas robi pravdepodobne svetovy unikat - nepodarilo sa nam totiz
najst pracu, ktora by priradovala ucitelov k lekciam, ¢i nasadzovala lekcie v
parny a neparny tyzden.

Rozdielnost v definiciach, sposobuje aj prakticki neporovnatelnost vy-
sledkov. Autor prace si zadefinuje problém, ktory rieSi a napise, ako velmi
bol podl'a neho tispesny. Na svet sa tak dostalo niekol'ko zaujimavych metoda
a vysledkov, ktoré sa v8ak tazko porovnavaju.

V ramci stidia automatického generovania univerzitnych rozvrhov bol
pre vedecké ucely v 2001 zadefinovany UCTP (University Course Timetabling
problem)|6] problém, ktory v 2002 posluzil ako zadanie pre First International
Timetabling Competition|5].
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UCTP pozostava z mnoZziny udalosti, miestnosti, vyucovacich hodin(5 dni
po 9 hodin) a Studentov, kde kazd4 miestnost ma definovanu svoju kapacitu
miest na sedenia a zariadenia, ktoré obsahuje. Kazdy Student navstevuje
nejakd podmonozinu z mnoziny udalosti a kazda lekcia pozaduje pre svoju
vyucbu podmnozinu z mnoziny zariadeni, ktoré by mala obsahovat miestnost,
kde je udalost nasadené. Cielom je ku kazdej miestnosti pridelit prave jednu
vyucovaciu hodinu a prave jednu miestnost tak aby boli splnené vetky silné
obmedzenia a ¢o najviac slabych?. Definované st 3 silné obmedzenia a 3 slabé
obmedzenia. Silné obmedzenia si: 1. Ziaden $tudent nesmie navitevovat v
jednu vyucovaciu hodinu viac udalosti. 2. VSetky udalosti st pridelené do
miestnosti s postac¢ujicou kapacitou a vybavenim(miestnost obsahuje vietko
potrebné zariadenie). 3. Pre vSetky vyucovacie hodiny a miestnosti plati, ze
maximélne jedna udalost je pridelend do miestnosti v jednom case. Slahé
obmedzenia sii: 1. Ziaden §tudent by nemal navstevovat udalost nasadeni v
poslednii hodinu diia. 2. Ziaden $tudent by nemal mat viac ako 2 udalosti
nasledujice hned po sebe. 3. Ziaden Student by nemal mat v dni len jednu
udalost. Porusenie silnych obmedzeni je zavaznejsie ako slabych, pricom silné
a slabé obmedzenia st si ekvivalentné.

Riesenim UCTP sa zaobera mnozstvo publikicii. Jeho nevyhodou je jeho
prilisna jednoduchost, ktord nekoresponduje s poziadavkami z praxe. Se-
cond International Timetabling Competition UCTP skomplikovala na PE-
UCTP(Post Enrollment UCTP) pridanim dvoch silnych obmedzeni, ktoré
rieSili nedostupnost lekcii v niektoré vyucovacie hodiny a precedenciu uda-
losti, kde udalost méa byt nasadena pred alebo po inej udalosti.

Celkovo existuje malo prac, ktoré by riesili problém kde lekcia moze byt
vyucovana viac ako jednu vyucovaciu hodinu alebo by mohla byt nasadené
vo viacerych miestnostiach.

3.4 Evoluc¢né algoritmy v rozvrhoch

V tejto Casti si pozrieme ako boli vyuzité evoluéné algoritmy pri hladani
univerzitnych rozvrhov. Déraz budeme klast na metody v publikiciach, kde
sa zlozitost hladaného problému podoba nasej (|7],[8],[9]) alebo poniika zau-
jimavé myslienky a pristupy[11].

3.4.1 Kobdovanie rozvrhu v genotype

Pri zostrojovani evolu¢ného algoritmu jednou z prvych a najdolezitejsich veci
je urcenie si sposobu reprezentacie jedincov v populacii - genotypov. Nad ge-

4¢o najviac slabych obmedzeni bolo porugenych

27



Kapitola 3. Univerzitné rozvrhy vo svete

notypmi sa potom definuji operdtory rekombindcie a mutécie. Tie maji na
starosti hTadanie novych a samozrejme lepsich rieSeni. Operatory rekombi-
nacie a mutacie silne zavisia od sposobu kédovania genotypu.

Pri hladani rozvrhov pomocou evolu¢nych algoritmov predstavuji ge-
notypy v populécii nejakym sposobom zakédované rozvrhy. Su dva hlavné
sposoby kodovania rozvrhov do genotypov: priamy a nepriamy.

Nepriamy spdsob koéduje genotypy vo forme instrukcii, z ktorych de-
terministickym algoritmom skon$truuje rozvrh. Prikladom moze byt praca
Rossi-Doria a spol.[10] riesiaca UCTP, kde genotypy obsahovali permutacie
vSetkych udalosti s pridelenymi vyucovacimi hodinami a deterministicky al-
goritmus na zaklade poradia v permutacii a pridelenej vyucovacej hodiny
pridelil udalosti miestnost.

Priamy spdsob zvycajne reprezentuje genotyp ako vektor udalosti, ku
ktorym st pridelené vyucovacie hodiny a miestnosti urcujice kde a kedy majua
udalosti prebiehat. Okrem tohto spésobu sa eSte zvykne pouzivat reprezen-
tacia pomocou matice vyucovacich hodin a miestnosti, do ktorej st vkladané
udalosti. Priamu reprezentéciu vyuzivaju napriklad prace [7],[8],[9],[11] a po-
vodny generator rozvrhov, ktory sa snazime vylepsit v tejto préci.

Vyhodou priamej reprezentacie je, ze narozdiel od nepriamej netreba z
genotypu uz vytvarat rozvrh a rozvrh je priamo pristupny pre operatory
evolu¢ného algoritmu. Nevyhodou priamej reprezentacie je, Ze operatory re-
kombinacie a mutacie takmer vzdy vytvoria neuskuto¢nitelny rozvrh, ktory
treba nejaky sposobom opravovat. Napriek tomu sa dalej budeme venovat
najma rieSeniam vyuzivajicim priamu reprezentaciu.

Praca od Sigl a spol.[8] pracuje
s lekciami trvajucimi rozne vela vy- E=
ucujicich hodin, pricom mozu byt
umiestnené do viacerych miestnosti.
Lekcie tam moze navstevovat jedna
a viac Studijnych skupin a vyuco-
vat ju moze jeden alebo viac udi-
tefov. Utitelia a skupiny su pride- ..,
lené k lekcidm. Genotyp je tu repre- ...
zentovany troma 3D Struktidrami pre aey 0 aay 1 i
miestnosti, Studijné skupiny a ucite-

Tov, kde x-ovéa suradnica predstavuje Obr. 3.1: 3D struktira Sigl a spol.[8]
den, y-nova vyucovaciu hodinu a z-

ova v jednej Strukture predstavuje miestnosti, v druhej $tudijné skupiny a
v tretej ucitelov. Udalosti po prideleni vyucovacich hodin a miestnosti vkla-
dané do tychto struktiar tak aby bola na mieste uréenom jej diom, hodinou
a miestnostou, Studijnou skupinou alebo udcitelom.

room 2

room 1

28



Kapitola 3. Univerzitné rozvrhy vo svete

Deb a spol.|7] podobne ako Sigl a spol. v [8] pracuje s lekciami s réznym
poc¢tom vyucovacich hodin s moznostou umiestnenia do viac miestnosti. Deb
a spol. pracuji dokonca eSte so zlozitejsim problémom. Genotypy si tvo-
rené vektormi vyucovacich hodin a miestnosti, kde i-ta pozicia vo vektore
predstavuje i-tu lekciu. Tento spodsob je vSeobecne vyuzivany a vyuziva ho
aj Peachter a spol. v [9] hoci oni sa nezaoberaju pridelovanim miestnosti k
lekciam, ale lekcia ma dané v akej miestnosti sa ma vyucovat.

Lewis a Peachter v [11] pri rieSeni UCTP reprezentuji genotyp vo forme
matice vyucovacia hodina x miestnost, kam vklada lekcie.

3.4.2 Inicializacia populacie

Po zadefinovan{ si sposobu kddovania genotypov a pred spustenim evolu¢ného
algoritmu si treba zadefinovat ako velkd mé byt populacia a aké genotypy
ju budid na zaciatku tvorit. Existuju dva pristupy: prvy pristup vygeneruje
genotypy v populacii ndhodne, druhy vytvara genotypy v populacii pouZi-
tim heuristik. Druhy pristup vacésinou lekcie vzostupne utriedi podla poctu
moznosti kolkymi ich moZzno zaradit do rozvrhu. Snazi sa tak na zaciatku
inicializovat populaciu uskuto¢niteInymi rozvrhmi a ak to nejde, tak aspon
rozvrhmi, ktoré maja blizko k uskuto¢nitelnému. Zastancovia prvého pri-
stupu argumentuji, ze druhy pristup sposobi zameranie sa iba na jednu ¢ast
prehladévaného priestoru a neumozni hladanie v inych, kde moze byt najlep-
Sie rieSenie. Pri mnohych inych optimaliza¢nych problémoch sa totiz ukazalo,
7e je lepSie na zaciatku inicializovat populiciu ndhodne. Zastancovia druhého
pristupu tvrdia, Ze prvy pristup pri zlozitych problémov ako je tvorba rozvr-
hov dlho hl'ada v neuzito¢nych regiénoch prehladavacieho priestoru a vdaka
istej konvergencii algoritmu sa uskutoc¢nitelné a dobré rozvrhy vobec nemusi
podarif najst. Deb a spol v |7] uvadza na obhajobu druhého pristupu ilus-
tracny priklad: Uvazujme, Ze mame Skolu, v ktorej sa uci 5dni v tyzdni po
7 vyucovacich hodinéch. Skol4 m4 10 miestnosti, takze ak chceme lekciu za-
radit do rozvrhu mame 350 moznosti. Uvazujme, Ze lekcia sa moze ucit len
vo fyzikdlnom laboratoriu. To ndm pocet moznosti zredukuje na 35. Nech
lekcia trva dve hodiny, t.j. nemozno ju nasadit poslednii hodinu - moznosti
je 30. Uvazujme, ze lekciu u¢i externista, ktory nemoze ucit skor ako 6-tu
hodinu - pocet moznosti klesol na 6. Ak by sa tato lekcia do rozvrhu umiest-
novala ako posledna, takmer urcite by sposobila porusenie nejakého silného
obmedzenia. V dalfom si ukdZzeme 2 priklady inicializacie populacie vyuzitim
heuristického pristupu zoradovania lekcii.

Deb a spol. v |7| zoraduje lekcie nasledujiucim sposobom: 1.Lekcie si
najprv utriedi vzostupne podla po¢tu moznosti, kolkymi ich moZno zara-
dit do rozvrhu. 2.Ak lekcie maja rovnaky pocet moznosti zoradi ich zostupne
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podla ich trvania(po¢tu za sebou iducich vyucovacich hodin, ktoré sa maja
ucit). 3.Ak su stéle rovnaké, uprednostni lekcie s mensim po¢tom miestnosti,
kde ich moZzno umiestnit. 4.Ak sa stéle rovnaké, prednost dostane lekcia,
ktori navstevuje viac krazkov (odborov). 5. Pri rovnakosti vo vSetkych 4 bo-
doch dava prednost lekciam patriacich do "split-classes"$pecifickych pre jeho
problém. 6. Prednost dostavaju lekcie, ktoré potrebuji viac miest na sedenie.

Lewis a Peachter v |11] pri rieseni UCTP inicializuja populéciu iba usku-
to¢nitelnymi rozvrhmi. Ku kazdej lekcii na zaciatku priradia mnozinu vol-
nych okienok v rozvrhu, kam ich mozno zaradit. Okienko je konkrétna vyuco-
vacia hodina v tyzdni v konkrétnej miestnosti. Okienko je volné, ak v danu
hodinu v miestnosti neprebieha ziadna lekcia. 1.Algoritmus zoradi lekcie vzo-
stupne podla poc¢tu volnych okienok. 2.Zoberie lekciu s najnizsim poc¢tom
volnych okienok - ak ich je viac ndhodne jednu vyberie. 3.Pre kazdé okienko
spocita pocet lekcii, ktoré ho obsahuju ako svoje voIné okienko a pocet lekcii,
ktoré st zaradené do rozvrhu v tito vyucovaciu hodinu. 4.Vyberie okienko
s minimalnym poc¢tom lekcii z 3 - ak ich je viac, ndhodne jedno vyberie a
zaradi lekciu do toho okienka. 5.Vybrané okienko vymaze z okienok lekeii v
zozname a lekciu vymaze zo zoznamu lekcii, ktoré treba zaradit do rozvrhu.
Pri umiestiiovani lekcii do rozvrhy sa opakuji kroky 1-5, pricom ak algorit-
mus zisti, ze nema lekciu kam zaradit - spusti tvorbu rozvrhu odznova. Pri
rieSeni zadanych instancii UCTP sa autorom nestalo, zZe by program uviazol
v cykle.

3.4.3 Rekombinacia a mutacia

Operator rekombindcie z genotypov populacie (rodi¢ov) vytvara kombinaciou
ich vlastnosti nové genotypy (potomkov). Zvyc¢ajne z dvoch rodi¢ov vytvara
dvoch potomkov. Operator mutéicie vytvara z jedného genotypu zmenenim
nejakej jednej alebo viacerych vlastnosti novy genotyp. Operator selekcie
a rekombinécie tla¢i rieSenie do lokélneho optima, zatial ¢o mutacia obja-
vuje nové miesta v prehladavanom priestore rieSeni a zabezpecuje jeho spo-
jitost - kazdé(aspon uskuto¢nitelné) riesenie bolo mozné algoritmom néjst.
Pri priamom spdsobe reprezentécie genoty-

pov je klasické krizenie vyuzivané v genetic- Rodicia Deti

kych algoritmoch® velmi nevhodné, pretoze P . Dlzl2l1]

takmer zaruc¢ene produkuje nevhodné - neu-
skuto¢nitelné rozvrhy. Obrazok 3.2 ilustruje
ako by dopadlo tradi¢né krizenie dvoch ge-  Obr. 3.2: Tradi¢né krizenie

[413]2]1] [4]313]4]

5Podtrieda evolu¢nych algoritmov. Vietky evolu¢né algoritmy v tejto praci st genetické
ak nie je uvedené inac.
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notypov - ¢isla predstavuji vyucovacie ho-

diny alebo miestnosti pridelené na pozicie predstavujice udalosti. Existuja
2 sposoby ako tieto neprijemnosti odstranit. Prvy na novo-vzniknuté jedince
aplikuje akysi opravujici operator, druhy sa snaz{ vymyslat rekombinécie
schopné viac menej alebo striktne zachovavat silné obmedzenia a zabezpeco-
vat tak uskutoc¢nitelnost. Nakolko prvy sposob je ¢asovo ovela narocnejsi,
vyvoj sa uberda druhym sposobom.

Sigl a spol. v [8] ako operator rekombinacie pouzivaji uniformné krizenie.
7 dvoch rodicov vytvara potomka tak, ze operator postupne pre kazda lek-
ciu porovné ¢i st jej pridelené rovnaké hodnoty(hodina, skupina, ucitel'). Ak
ano, prekopiruje lekciu s hodnotami do potomka. Ak nie, ndhodne si vybe-
rie rodic¢a a z neho prekopiruje hodnoty pridelené lekcii do potomka. Takto
operator vytvori aj druhého potomka. Mutacia postupne pre kazdua lekciu
vygeneruje ndhodne ¢islo od 0 po 1 a ak je ¢islo mensie ako pravdepodobnost
mutécie(definovany parameter), zmeni k lekcii pridelené hodnoty (vyucovaciu
hodinu, skupinu, ucitela). Algoritmus s vyuZzitim ruletovej selekcie pre vyber
rodi¢ov vykazoval velmi slabé vysledky a autori ¢lanku ho zmenili vyberom
inej selekcie - pomocou turnaja a pozmenenim rekombinécie. Ak rodic¢ia mali
k lekcii pridelené rozne hodnoty, operator vypocital, ktoré pridelené hodnoty
z rodi¢ov by sposobili porusenie viacerych obmedzeni a vybral hodnoty toho
rodica, ktoy sposobil mengiu §kodu. Inovovany algoritmus vykazoval ovela
lepsie vysledky.

Lewis a Peachter sa v [11] zaoberali hfTadanim a testovanim réznych ope-
ratorov rekombinacie pre UCTP, ktoré by po aplikicii zachovavali uskutod-
nitelnost rozvrhov. Vo svojej praci pouzivali dvoj-fazovy algoritmus, ktory
najprv naplnil populéciu uskuto¢nitelnymi rozvrhmi a nasledne nad popu-
laciou spustil evolu¢ny algoritmus, ktory strazil aby na Ziadnom rozvrhu ne-
boli porusené silné obmedzenia a teda ostali uskuto¢nitelné. Spolu otestovali
5 operatorov rekombindacie: sektorovy, denny, Studentsky, konfliktny a né-
hodny. Vsetky rekombinacie z dvoch rodi¢ov produkuji dvoch potomkov,
pricom prvy potomok je najprv naklonovany z prvého rodic¢a a druhy z dru-
hého. Kazda rekombinécia potom do prvého potomka vlozi (zmeni) hodnoty
vybranych lekcii z druhého rodi¢a. Obdobne vlozi hodnoty vybranych lek-
cii z druhého rodi¢a do prvého potomka. Sektorova rekombinacia hlada
v rodic¢ovskych rozvrhoch oblasti, ktoré by mohli mat malo poruseni sla-
bych obmedzeni. Po ndjdeni nejakej z tychto oblasti v prvom rodicovi, vlozi
tito oblast do druhého potomka. Diiova rekombinacia vychadza z pred-
pokladu, Ze porusenia slabych ani silnych obmedzeni sa neprenasaji medzi
ditami. Preto do prvého potomka vlozi celé dni z druhého rodica. Student-
ska rekombinacia vyberie ndhodného Studenta a v prvom rodic¢ovi vyberie
vsetky lekcie, ktoré ma vybrany student zapisané. Hodnoty lekcii z prvého
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Obr. 3.3: XVRA z [7]

rodic¢a potom prekopiruje do druhého potomka. Konfliktna rekombinacia
v prvom rodicovi vyberie ndhodne lekciu a vSetky lekcie, ktoré st s iou v kon-
flikte. Lekcie s v konflikte ak maja spoloéného Studenta. Operator hodnoty
vybranych lekcii skopiruje do druhého potomka. Nadhodna rekombinacia
vyberie v prvom rodicovi ndhodne hodnoty lekcii a tie prekopiruje do druhého
rodic¢a. VSetky rekombinacie mozu vyprodukovat porusenie nejakého silného
obmedzenia, preto pri kopirovani lekcie z vybranej udalosti do potomka skon-
troluje algoritmus, ¢i vlozenie lekcie do potomka nesposobi porusenie silného
obmedzenia. Ak ano, hlada pre danu lekciu nejakt volnt hodinu v miest-
nosti, v ktorej sa lekcia mala ucit a po najdeni ju tam vlozi. Po aplikovani
rekombindcie algoritmus pouzije s nejakou pravdepodobnostou na novovznik-
nutého potomka operator mutacie. Autori ¢lanku otestovali rekombinécie na
skigkovych instancidch UCTP problému a prisli k nasledovnym pozorova-
niam. Najlepsie si poc¢inala konfliktna rekombinacia nasledovana sektorovou
a Studentskou. Sklamanim bola hlavne diiova rekombinacia, ktor& priniesla
podobné vysledky ako nahodna, ¢i algoritmus pouzivajici len mutaciu bez
rekombinacie. Autori pozoruju, ze konfliktna rekombinacia bola prekonana v
pripadoch, kedy riesenie mohlo vramci ¢asového limitu dlhsie evolvovat sek-
torovou a ndhodnou rekombinéciou. Tento jav u tychto dvoch rekombinécii
vysvetluju ich vac¢sou flexibilitou pri vybere lekcii v rodi¢och a opieraju o
fakt, ze diiova rekombinécia poniika mala flexibilitu pri vybere lekcii, a preto
si poc¢inala tak zle.

Deb a spol v [7] predstavili ako operéator rekombinacie XVRA (Crossover
for valid resource allocation). Podobne ako vSetky uvedené rekombinacie aj
XVRA z dvoch rodic¢ov vytvara dvoch potomkov. Fungovanie XVRA ilustruje
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obrazok 3.4.3. Pri vytvarani potomka sa v prvom aj druhom rodic¢ovi vyberie
zopar vyucovacich hodin. Na obrazku 3.4.3 st to v prvom rodicovi hodiny
T1, T2, T5, T6 a v druhom hodiny T3, T4, T9, T10. Lekcie prebiehajice v
hodinach T1, T2, T5 a T6 st priamo prekopirované z prvého rodic¢a do prvého
potomka. Aj vSetky lekcie v T3, T4, T9, T10, ktoré sa eSte nenachadzajia v
prvom potomkovi su prekopirované z druhého rodi¢a do prvého potomka.
Zvysné lekcie, ktoré neboli prokopirované zo ziadneho rodica st zoradené
podla heuristiky a postupne umiestiiované do miestnosti v ¢asoch, kedy v
nich neprebieha vyuka.

Deb a spol v [7] priniesli a otestovali aj 4 druhy mutéacie: MFRA, MIRA,
MRRA a MSIS. MFRA(Mutation for Fresh Resource Allocation) pre vy-
brané lekcie hlada nejaki miestnost a vyucovaciu hodinu, pocas ktorej by
bola miestnost volna. Nevyplaca sa pri problémoch s nedostatkom volnych
hodin v miestnostiach. MIRA (Mutation for Interchanging Resource Alloca-
tion) vymiefia lekcie medzi dvoma vyucovacimi hodinami. MRRA (Mutation
for Reshuffling Resource Allocation) najprv ndhodne vyberie dve vyucovacie
hodiny a nasledne lekcie v rovnakych miestnostiach vymiena medzi sebou. Ak
lekcia trva viac ako hodinu, vymienaja sa aj dalSie hodiny v ktorych lekcia
trva. Ak v jednu vybrani hodinu je miestnost prazdna a v druhej vybranej
prebieha lekcia, lekcia sa presunie na ¢as kedy bola miestnost prazdna a v
jej povodnom ¢ase ostane miestnost prazdna. Ak by vymena lekcii v neja-
kej miestnosti sposobila poruSenie silného obmedzenia, pre dant miestnost
sa nahodne vyberu iné dve vyucovacie hodiny. MSIS(Mutation for Steering
Infeasible Solution) je mutacia, ktora sa pouziva len v pripadoch ked riese-
nie porusuje nejaké obmedzenia. Vyberie lekciu, ktord porusuje obmedzenie
a vymeni ju s inou ndhodne vybranou. Autori v ¢lanku testovali na svo-
jom probléme mutacie MFRA, MIRA a MRRA. Najlepsie vysledky dosiahla
MRRA.

3.4.4 Selekcia a velkost populacie

K evoluénym algoritmom patria aj operatory selekcie. Su to vyber rodicov
pre rekombinaciu(krizenie) a vyber novej populéacie - genotypov, ktoré buda
tvorit populaciu v d'alsej generécii.

St pouzivané dva sposoby vyberu rodi¢ov(a) pre rokombinaciu: ruleta a
turnaj. Pri rulete sa z populéacie ndhodne vyberie genotyp, pricom gentotypy
s lepsou mierou kvality maju vic¢siu Sancu, Ze budd vybrané. Turnaj né-
hodne(uniformnéa pravdepodobnost) vyberie nejaky pocet jedincov (zvicsa
2) a vyberie najlepsieho. Evolu¢ny algoritmus zvykne porovnatelne dobre
fungovat pri pouziti rulety aj turnaja. Vyber turnajom je ovela menej Ca-
sovo narocny ako ruleta, preto sa pri tvorbe rozvrhov pouziva vo vicSine
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pripadov. [7], [11], [9] pouZzivaju turnaj a [8] sa vo svojej praci dopracovali k
zaveru, ze turnaj je lepsi ako ruleta.

Vyber novej populacie zabezpetuje konstantni velkost populécie a tlaci
na zvySovanie kvality rieSeni v populacii mazanim najhorsich rieSeni. Zauzi-
vané su tieto sposoby: 1.Nové genotypy, ktoré vznikli rekombinaciou a mu-
taciou sa pridaju do populécie a z populacie sa nasledne vymazi najhorsie
rieSenia. 2.Nové genotypy po vzniknuti nahradzaji najhorsie 3.Nova populé-
cia nahradza celd start. Najmé pri tretom sposobe existuje Sanca zmazania
si najlepSieho rieSenia, preto sa pouziva elitizmus, ktory zabezpecuje prezitie
jedného alebo viacerych najlepsich rieSeni do dalSej generacie.

Velkost populacie tvori délezity parameter evolu¢ného algoritmu. Ak ob-
sahuje prili§ malo jedincov, rychlo konverguje a prehladava maly priestor
rieSeni. Ak obsahuje privela jedincov, okrem toho, Ze je ¢asovo neefektivny,
prakticky prestava konvergovat k lep$im rieSeniam. Dobry jedinec mé mala
Sancu, ze bude vybraty selekénym operatorom, pretoze operator mé na vyber
z velkého mnoZstva inych priemernych rieSeni. Deb a spol. v [7] pouzivaju
populaciu velkosti 50, Sigl a spol. v [8] 5120 a Lewis s Peachterom v [11] pre
UCTP populéciu velkosti 100.
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P6vodny generator rozvrhov

Cielom tejto prace je preskimat mozné vylepSenia prehladévacieho algo-
ritmu, ktory pouziva povodny generator rozvrhov. V tejto kapitole si preto
predstavime fungovanie pévodného generatora a jeho prehladavaci algorit-
mus, ktory pouziva pri hladani ¢o najlepsieho rozvrhu.

Povodny generator na vstupe prima Specifikdciuv behu algoritmu obsahu-
jicu vstupné tdaje a parametre vypoctu, ktoré spracuje a spusti vypocet -
prehladévaci algoritmus zaloZeny na evolu¢nych algoritmoch. Ako vysledok
vrati vygenerovany rozvrh spolu so zoznamom vsetkych obmedzeni, ktoré
rozvrh porusuje a metrikou vyjadrujicou jeho kvalitu.

Parametre $pecifikdcie behu urc¢uja napr. pocet vypoc¢tovych vldkien,
ktoré méa generator pri vypocte pouzit, vstupné semeno pre generator na-
hodnych ¢isel, ktory bude pouZivat, aby vypocet mohol byt opakovatelny s
rovnakymi vysledkami, miesta kam ma generator zapisovat logy a iné vystupy
a miesta odkial ma brat vstupné udaje. Speciﬁkécia behu v sebe obsahuje aj
vstupné tdaje, parametre evolu¢ného algoritmu a parametre pre evaluator
rozvrhov. Vstupné tdaje ziskava generator vo forme udajovych objektov
alebo XML siiborov, ktoré spractiva na udajové objekty. Predstavuju udaje z
univerzity na zaklade ktorych ma generdtor vygenerovat rozvrh. Blizsie s po-
pisané v prvej kapitole. Parametre evoluéného algoritmu nastavuji evo-
lu¢ny algoritmus, ktory pouZziva generator rozvrhov pri hfadani rozvrhu pre
univerzitu. Nastavuji velkost populécie, maximalny pocet generacii, ktoré
mé algoritmus vystriedat, pocet elit, ktoré ma zachovavat, pravdepodobnost
rekombinécie dvoch rodi¢ov, pravdepodobnost mutécie novovzniknutého po-
tomka a iné parametre evoluc¢ného algoritmu. Parametre pre evaluator
rozvrhov obsahuji vahy pokut, akymi maju byt pokutované porusSenia jed-
notlivych obmedzeni ale aj doporu¢eny maximalny pocet vyucovacich hodin,
ktoré mé ucitel ucit a iné nastavenia pre evaluétor, ktoré sa maja pouzit pri
ratani miery kvality najdenych rieseni.
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Generator na zaklade $pecifikicie behu spusta prehladavaci algoritmus.
Prehladévaci algoritmus mozno spustit na nezavislom vypoctovom vldkne a
mozno ho v [ubovolnej chvili pozastavit a znovu spustit alebo prerusit. Mozno
ho dokonca nastavit, aby kazdych 10 generacii ukladal ¢iasto¢né rieSenia a v
pripade prerusenia vypoctu i celého programu tmyselne alebo netimyselne!
mohol znovu pokracovat vo vypocte, kde pred prerusenim priblizne skonéil.
Pocas vypoctu sa tiez mozno priebezne dotazovat na predbezny vysledok
prehladavacieho algoritmu obsahujici zatial najlepsie najdené rieSenie.

Vysledok prehladavacieho algoritmu obsahuje najlepsi najdeny (vygene-
rovany) rozvrh, metriky, popisujice kvalitu najdeného rozvrhu a zoznam ne-
vyrieSenych konfliktov - zoznam poruseni jednotlivych obmedzeni kladenych
na rozvrh. Metriky obsahuju pocty poruseni jednotlivych obmedzeni, cel-
kovii mieru kvality rieSenia (fitness) ale aj iné kvality, ako pocet vyuzitych
miestnosti, rozptyl vyucovania pre ucitelov - ucia prili§ vela dni v tyzdniZ,
a celkovy stres rozvrhu pre ucitelov tvoreny tym, Ze v jeden den musia odu-
¢it prilis vela lekcii. Zoznam nevyrieSenych konfliktov opisuje detaily jed-
notlivych poruseni obmedzeni umoznujuce identifikovat miesto poruSenia v
rozvrhu. Napriklad pri poruseni obmedzenia, ze ucitel neméa udit naraz dve
rozne lekcie vypise lekcie, ktoré st uéené jednym alebo viacerymi rovnakymi
ucitelmi a vyucovaciu hodinu, kedy mé (maji) naraz ucit uvedené lekcie.

Niektoré univerzity chci aby niktoré ich lekcie mali niektoré hodnoty
pevne dané - fixované a mali tak napevno pridelent vyucovaciu hodinu, kedy
maji zacinat, skupinu miestnosti kde sa maju ucit, skupinu ucitelov, ktoré
ich mé vyucovat alebo offset urcujici ktory tyzden maja zacinat ak st vy-
ucované kazdy i-ty tyzden. Fixovat hodnoty lekciam mozno pred, ale aj po
spusteni prehladavacieho algoritmu.

4.1 Prehladavaci algoritmus

Prehladévaci algoritmus je prakticky evolu¢ny - geneticky algoritmus. Na
zéklade tdajov zo $pecifikicie behu inicializuje populaciu genotypov, ktoré
ohodnoti pomocou evaluatora a priradi im ich mieru kvality. Na zaklade miery
kvality usporiada genotypy v populacii od najlepsieho po najhorsi a 4(ak nie
je urcené inak) najlepsie genotypy (elity) skopiruje do novej populécie. Algo-
ritmus sa snazi dalej zaplnit novi populéciu genotypmi, tak aby obsahovala
tol’ko genotypov kolko méa populécia. Parametrami evolu¢ného algoritmu sa

'napr. najpopuldrnej§i operaény systém sa reftartuje, lebo prave naingtaloval nové ak-
tualizacie

2Ucitelia maju radi, ak vramci tyzdita maji volné dni, kedy sa mézu napriklad naplno
venovat vyskumu.
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da urcit aj kolko genotypov populécie(okrem elit) ma byt v novej generacii
nahradenych. Pocet genotypov, ktoré maja byt nahradené urcuje pocet geno-
typov, ¢o sa ma zachovat (okrem elit) do novej generacie. Najlepsie genotypy
v polte genotypov, ktoré sa maji zachovat sa skopiruju do novej popula-
cie. Ak nie je urcené inak, prehladavaci algoritmus nahradza cela populéciu
okrem elit novou - Ziaden dalsi genotyp sa neskopiruje do novej populacie.
Evoluény algoritmus moze vytvorit niektoré jedince v novej populécii tak,
7e skopiruje niekolko genotypov do novej populécie a aplikuje na ne lokalne
prehladavanie (horolezecky algoritmus), ktorym sa ich snazi vylepsit. Pocet
skopirovanych a néasledne vylepSovanych genotypov lokalnym prehladavanim
je uréeny v parametroch evolu¢ného algoritmu. ZvySok novej populécie al-
goritmus zapliia nasledovne: Pouzitim operatora selekcie algoritmus vyberie
z celej populacie 2 genotypy - rodicov. Ndhodnym generatorom vygeneruje
redlne ¢islo v intervale <0;1>. Ak je ¢islo mengie ako parametrami dané prav-
depodobnost rekombinécie, klonovanim vytvori z rodi¢ov dvoch potomkov.
Ak je vygenerované ¢islo vicsie, vytvori z rodicov dvoch potomkov pouzitim
operatora rekombinacie. Na kazdého potomka v parametroch definovanou
pravdepodobnostou mutacie aplikuje operator mutécie. Vzniknuti potomko-
via potom algoritmus vlozi do novej populacie. Na novovytvorené genotypy
vzniknuté rekombinéciou, mutaciou alebo lokélnym prehladavanim algorit-
mus aplikuje evaludciu a pridelim im ich mieru kvality. Po zaplneni novej
populacie nahradi nova populdcia nahradi povodni populaciu - populacia
presla do novej generacie. Populacia sa znovu utriedi od najlepsieho rieSenia
a zopakuje sa cely dalej uvedeny postup. Populacia sa takto obmiefia, kym
algoritmus nie je zvonku preruseny alebo sa nevystrieda stanoveny maxi-
méalny pocet generacii. Dalsie podéasti tejto Casti obsahuji popis genotypu,
inicializaciu genotypu, operatory nad genotypmi ako rekombinécia, mutacia
a lokalne prehladavanie a popis evaluacie genotypov.

4.1.1 Genotyp a jeho inicializacia

Genotyp pozostava zo zakdédovaného rieSenia a jemu prislichajicej miery
kvality urcujicej jeho kvalitu.

Zakodované rieSenie obsahuje zoznamy, ktoré pre kazdu lekciu obsahuja
zaciato¢ni vyucovaciu hodinu urcujicu, na kedy je lekcia zaradena do roz-
vrhu, skupinu miestnosti, kde sa ma ucit, skupinu ucitelov, ktord ju mé
vyucovat a peridda urcujica, ktory tyzden sa mé zacat vyucovat ak ma pe-
riodicitu vicgiu ako 1 - t.j. ma sa ucit kazdy i-ty tyzden. Tieto zoznamy st
zakdédované vo forme poli, kde indexy pola predstavuju identifikatory lekcii.

Inicializécia genotypu znamené vytvorenie nového (zakodovaného) rie-
Senia, ktoré treba ohodnotit evaludtorom a priradit mu mieru kvality. Pri
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vytvoreni nového rieSenia sa na zaciatku lekciam priradia ich zafixované hod-
noty (ak nejaké mali zafixované). Nasledne sa zobera skupiny ucitelov, ktoré
maju presne stanoveny pocet, lekcii, ktoré maji vyucovat. Pre kazda skupinu
uditelov spomedzi vybranych skupin bude ndhodne vybrany pocet lekcii typu
a kurzu skupiny ucitela, ktoré eSte nemaju pridelent skupinu uéitelov, ktora
by ich ucila. Skupina ucitelov je nasledne pridelené k tymto lekciam. Moze
sa stat, ze nie je dost volnych lekcii pre ucitela, vtedy sa priradia vSetky
¢o ostavaju aj ked ich bude mélo. Generator samozrejme rata s uz zafixova-
nymi skupinami ucitelov pre lekcie. Algoritmus dalej ku kazdej lekcii snazi
v cykle priradit skupinu ucitelov, skupinu miestnosti a nasledne vyucova-
ciu hodinu, kedy mé zacat. Priradenie skupiny uditelov vyzera nasledovne:
ak uz mé lekcia pridelent skupinu ucitelov algoritmus ide lekcii priradovat
miestnost. Inak spravi zo skupin uéitefov ndhodna permutéciu a postupne
skusa skupiny ucitelov z permutécie. Ak skupina ucitelov uz nemoze ucit
tato lekciu(prekroény maximalny pocet lekcii, ktoré moze ucit alebo uz uci
predpisany pocet lekcii) ide skugat lekcii priradit dalgiu skupinu ucitelov z
permutacie. Ak nie je vhodné priradit lekcii ziadnu skupinu uditelov, bude
jej priradena posledna skupina ucitelov v permutéacii. Po priradeni ucitela sa
algoritmus snazi lekcii priradit skupinu miestnosti. Najprv sa ur¢i spomedzi
ktorych skupin miestnosti méa algoritmus vyberat. Ak lekcia méa nastavené,
ze jej mozu byt pridelend iba miestnost z preferovanych miestnosti, algorit-
mus vyberda iba z permutécie preferovanych miestnosti. V opa¢nom pripade
vyberd najprv z permutacie preferovanych miestnosti a neskor z permuté-
cie vSetkych miestnosti. Ak miestnosti vybranej skupiny miestnosti obsahuji
miestnosti, ktoré nevedie fakulta ponukajuca kurz lekcie, s pravdepodobnos-
tou ovplyvnenou pomerom miestnosti z inych fakult a vSetkych miestnosti
sa vyberie in& skupina miestnosti v permutacii. Po vybere miestnosti sa al-
goritmus snazi lekcii pridelit vyucovaciu hodinu, kedy ma zacat. Vytvori si
permutéciu vSetkych vyucovacich hodin, z ktorych néasledne sa snazi vybrat
hodinu, ktora by bola vhodna. Algoritmus vyberé inti vyucovaciu hodinu ak
nastane aspon jeden z nasledovnych pripadov: a) v dana vyuc¢ovaciu hodinu
je zakazané ucit b) nejaky uditel z vybranej skupiny ucitelov nemoze v da-
nom case ucit ¢) lekcia je vyucovana paralelne s inou lekciou rovnakého kurzu
a typu hoc je to pre dany kurz a typ zakdzané d) vybrana miestnost je rezer-
vované pre inta fakultu alebo externe e) je prekroc¢eny maximéalny pocet lekcii
za den pre dany kurz a lekcie rovnakého typu f) lekcia nie je zarovnana. Ak
sa nepodari najst pre lekciu vyucovacia hodina, algoritmus skisa postupne
vybrat lekcii int1 skupinu miestnosti a pre iu vyucovaciu hodinu. Ak sa nepo-
darf pre ziadnu skupinu miestnosti najst vyucovacia hodina, algoritmu skusi
pridelit lekcii int skupinu ucitelov, po ktorej znovu vybera skupinu miest-
nosti a vyucovaciu hodinu. Ak algoritmus nenéjde pre lekciu hodnoty, prideli
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jej posledné pridelené.

4.1.2 Operator rekombinéacie

Operator rekombinécie vytvori z dvoch rodic¢ovskych genotypov dva-krat jed-
ného potomka - dohromady 2 potomkov. Na vytvorenie potomka pouziva uni-
formné krizenie. Vytvorenie potomka vyzerd tak, ze sa don skopiruju tdaje
z prvého rodic¢a. Operator si potom zvoli ndhodne pravdepodobnost prenosu
s akou sa budu prenédsat tdaje z kurzov druhého rodi¢a do potomka. Pre
kazdy kurz operator vygeneruje redlne ¢islo v intervale <0;1> a ak je ¢islo
vicsie ako pravdepodobnost prenosu, prenesie z druhého rodic¢a do potomka
vetky lekcie, ktorych skupiny ucitelov pridelené k lekciam v prvom aj dru-
hom rodi¢ovi nemaju urceny presny stanoveny pocet lekcii, ktoré maja ucit.

4.1.3 Operator mutacie

Operator mutacie pri mutacii genotypu pouZiva niekolko typov mutacii: vy-
tvorenie nového genotypu, zmena vyucovacej hodiny, zmena skupiny miest-
nosti, zmena skupiny uéitelov, vymena vyucovacich hodin a skupin miest-
nosti medzi lekciami, vymena skupin miestnosti medzi lekciami, vymena vy-
ucovacich hodin medzi lekciami, vymena skupin ucitelov vramci kurzu a
posun vyucovacej hodiny.

Pre kazdy z typov mutéacie je v parametroch evolu¢ného algoritmu defi-
nované pravdepodobnost s akou sa méa dany typ mutacie pouzit.

Na zaciatku mutéacie sa s danou pravdepodobnostou namiesto pévodného
genotypu inicializuje novy genotyp. Ak sa tak stane, operator mutacie skonéi.
V opa¢nom pripade vypocita pocet opakovani s akymi bude skiugat zvy$né
typy mutacii. Poc¢et opakovani sa ur¢i ndhodne na zaklade parametru urcuji-
ceho s akou pravdepodobnostou sa mé opakovat mutécia, aktualnej genera-
cie populacie(¢im neskorsia generacia, tym vyssia Sanca opakovania mutacii)
a parametrov urcujicich maximalny a miniméalny pocet opakovani. Operéa-
tor potom v cykle zopakuje nasledovni vec: Pre kazdy typ mutacie okrem
vytvorenia nového genotypu aplikuje na genotyp s pravdepodobnostou pri-
slichajicou typu mutacie dany typ mutacie. V nasledujicom si popiSeme
jednotlivé typy mutéacii:

Zmena vyucovacej hodiny: Operator nahodne vyberie lekciu spomedzi
vSetkych lekcii. Ak méa lekcia fixovany zacdiatok vyucby, nahodne vyberie
dalsiu lekciu. Toto zopakuje maximélne 20-krat. Ak nenajde lekciu s ne-
fixovanym zaciatkom vyucby, mutacia nevykoné ni¢. V opa¢nom pripade sa
pre lekciu pokisi najst za¢iatoént vyucovaciu hodinu rovnako ako pri vytva-
rani zakodovaného riesenia. Ak sa nepodari lekcii priradit vyucovacia hodina,
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kedy ma zacat, ani po 20 pokusoch, mutacia nevykoné ni¢. V opa¢nom pri-
pade zmenf lekcii prideleny zaciatok vyucby na ten ndjdeny mutaciou.
zmena skupiny miestnosti: Operator hlada ndhodne lekciu spomedzi lek-
cif, ktorda nema zafixovani skupinu miestnosti. Ak sa mu nepodari takt najst
ani po 20 pokusoch, nevykoné ni¢. V opacnom pripade sa snazi vybranej
lekcii ndhodne pridelit skupinu miestnosti spomedzi jej preferovanych miest-
nosti a vSetkych miestnosti. Ak lekcia moze byt nasadena len do jednej z
preferovanych skupin miestnosti, operdtor vybera len medzi fiou preferova-
nymi. V opacnom pripade hl'ada aj v ostatnych skupinach miestnosti, pri¢om
s polovi¢nou pravdepodobnostou vyberie skupinu miestnosti z preferovanych.
Ak vybrana skupina miestnosti obsahuje miestnost spravovani inou fakultou
ako je fakulta kurzu lekcie alebo je v danom case jedna z jej miestnosti rezer-
vovana externe alebo inou fakultou, operator vyberie ndhodne int skupinu
miestnosti. Operator sa takto pokisa najst vhodnid skupinu miestnosti ma-
ximalne 20-krat. V pripade netspechu nevykona zmenu.

zmena skupiny ucitelov: Podobne ako pre zmenu skupiny miestnosti vy-
berie operator nahodne lekciu bez zafixovanej skupiny ucitelov. Spomedzi
vSetkych skupin ucitelov, ktori mozu vyucovat lekciu vyberie ndhodne sku-
pinu ucitefov. Ak mé skupina uréeny presny pocet lekcii, ktoré ma ucit,
operator vyberie nahodne nova skupinu. Takto sa pokisi najst vyhovujicu
skupinu ucitelov maximéalne 20-krat. V pripade netspechu nevykona Ziadnu
zmenu, inak prideli lekcii najdena skupinu uéitelov.

vymena vyucovacich hodin a skupin miestnosti medzi lekciami: Vy-
berie N ndhodnych lekcii a na zaklade jej permutacie vytvori vo vybranych
lekciach dvojice vramci ktorych sa snazi vymenit vyucovacie hodiny a sku-
piny miestnosti medzi lekciami. Ak by vSak pri vymene vyucovacich hodin
a miestnosti mala byt pridelené jednej z lekcii skupina miestnosti, ktora sa
nenachadza medzi jej preferovanymi skupinami miestnosti hoc vyzaduje len
miestnost z preferovanej skupiny, mutacia nevykoné ziadnu zmenu pre ziadnu
dvojicu lekcii. Podobne aj keby jeden z ucitelov po vymene vyucovacich ho-
din nemohol ué¢it. Ak nenastane ziadna z komplikicii, vymenia sa vyucovacie
hodiny a skupinu miestnosti medzi dvojicami lekeii.

vymena skupin miestnosti medzi lekciami: Prebieha podobne ako vy-
mena vyucovacich hodin a skupin miestnosti medzi lekciami, ale vymienajua
sa len skupiny miestnosti.

vymena vyucovacich hodin medzi lekciami: Prebieha podobne ako vy-
mena vyucovacich hodin a skupin miestnosti medzi lekciami, ale vymienaja
sa len vyucovacie hodiny.

vymena skupin ucitelov vramci kurzu: Nahodne vyberie kurz spomedzi
kurzov. Ak kurz obsahuje maximalne jednu lekciu, skon¢i tento typ mutéacie a
nevykona ziadnu zmenu. V opa¢nom pripade vyberie z kurzu ndhodne lekcie
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spomedzi jeho lekcii. Ak ma lekcia zafixovanu skupinu ucitelov, algoritmus
opakuje maximalne niekol'ko krat vyber nového kurzu a novej lekcie. Ak taky
kurz s lekciou nenajde, nevykona ziadnu zmenu. V opac¢nom pripade vyberé z
daného kurzu postupne lekcie rovnakého typu, ktoré nemaja zafixovaniu sku-
pinu uditelov a skusa, ¢ by vymenou skupin ucitelov medzi lekciami neudcil
nejaky ucitel spomedzi skupin ucitelov v ¢ase, kedy nemoze ucit. Ak ziaden
ucitel nemd problém, vymeni lekcidm ucitelov a ukonéi tento typ mutéacie.
posun vyucovacej hodiny: Podobne ndhodne ako zmena skupiny miest-
nosti vyberie ndhodne lekciu s nezafixovanou vyucovacou hodinou a pokisi
sa ju posunit o vyucovaciu hodinu skor alebo neskor v rozvrhu. Pri posune
kontroluje, ¢i po posune lekcia nezacina skor ako zaciatok vyucovania alebo
sa neuc¢i po poslednej vyucovacej hodine diia alebo nejaky ucitel, ¢o ju uéi ne-
moze v dand hodinu ucit alebo jedna z pridelenych miestnosti je rezervované
inou fakultou alebo externe.
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Kapitola 5

Vlastna praca a vyskum

Tato kapitola popisuje vlastnu pracu. Zaciatok predstavuje tidaje, na ktoré
budu sluzit ako vstupné idaje pre generator a na zaklade ktorych méa gene-
rator generovat rozvrhy. Generator a jeho zmeny budeme testovat na tychto
adajoch.

5.1 Testovacie tidaje

Tato praca svoje vysledky testuje na datach ziskanych z univerzit pouziva-
jucich informac¢ny systém firmy. Konkrétne budeme pouzivat 5 sad udajov
ziskanych z réoznych univerzit. Nasledujtca tabulka sa pokuSa charakterizo-
vat vstupné udaje jednotlivych sdd. VSetky nizsie uvedené testy na datach
boli namerané z piatich réznych behov generatora pouzivajiceho vzdy iny
inicializacny prvok pre nim pouzivany generidtor nahodnosti.

Sada 1 Sada 2 Sada 3 Sada d Sada §
Pocet lekeil 180 113 349 644 773
Potek kurzov 20 20 99 544 195
Pocty lekeii v kurzoch (av=9, min=5 max=18) | (av=6, min=2 max=12) (av=4, min=1 max=20) (av=1, min=1 max=1) [ (av=4, min=3 max=4)
Studentské skupiny nie nie nie 58 nie
Stud.odbory(pocet) nie nie ano (16) ano (58) ano(353)
PouZiva odbory ich v lekcidch nie nie nie ano nie
kolizie kurzov nie nie ang nie nie
kurzy poZaduji miestnosti 180 108 nie 0 168
pocet lekei s requiredRoomOnly 0 0 0 0 0
poZiadavky uéitelov (Easové) ano nig ano ano éno
mé maximum lekcii na defi ano dno nie nie ano
Periodcita — poély lekeil s per. 1(178). 2(2) 1(90), 2(23) 1(268). 2(81) 1(529). 2(1). 3(14) nie
zarovnané lekcie nie nie nie nie nie
pocet koliznych dvojic 32 17 30353 29308 563

Obr. 5.1: popis a porovnanie dat z jednotlivych fakult
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5.2 Novy evaluator

Povodny generédtor obsahuje evaluétor, ktory prideluje genotypom mieru kva-
lity v zavislosti od generécie, v ktorej sa nachadza populacia a teda miera
kvality toho istého genotypu moze pocas réznych generacii nadobudat roz-
dielne hodnoty. Pévodny evaluator tiez nereflektuje zmenu priorit niekto-
rych obmedzeni kladenych na rozvrh a pridanie novych obmedzeni. Pévodny
evaluator napriklad zaradoval poruSenie 3. a 4. obmedzenia len medzi ob-
medzenia s vysokou prioritou. Pre potreby tejto prace vsak vznikla potreba
vytvorit novy evaluator, ktory by vedel nezéavisle od generacie presne urcit
kvalitu rieseni. V pripade testovania inych evaludtorov a met6d moze tento
evaluator nezavisle urcit kvalitu rozvrhu. Vytvoreny novy evaluator v sebe
zahfhia nové poziadavky zadané koncovymi uzivatelmi generatora a tiez im-
plementuje inovativne ndpady. Novy evaluator hodnoti rozvrhy na zaklade
definicie problému a poctu poruseni jednotliviich obmedzeni definovanych
v 2. kapitole. Mieru kvality rozvrhov urcuje druhy evaluator podla poctu
poruseni jednotlivych druhov obmedzeni - s najvyssou, s vysokou, so stred-
nou a nizkou prioritou. Na zaklade tejto miery rozvrh A je lepsi od B ak
poruSuje menej-krat obmedzenia s najvysSou prioritou. Ak A a B porusuja
rovnako vela krat obmedzenia s najvySSou prioritou, potom A je lepsi od
B ak porusuje menej-krat obmedzenia s vysokou prioritou. Ak sa zhoduju
v poCte poruseni obmedzeni s vysokou prioritou, potom sa rozhoduje podla
obmedzeni so strednou prioritou a nésledne nizkou.

Po vytvoreni nového evaludtora vznikla otazka, ako sa bude spravat po-
vodny generator, ktory namiesto povodného evaluatora bude pouzivat na
hodnotenie rozvrhov novy evaluator. Otestovali sme na spominanych piatich
sadach vstupnych tdajov vypocet povodného generdtora, ktory prestrieda 10
000 generacii a pri ohodnocovani vramci prehladavacieho algoritmu pouziva
raz novy a raz povodny evaluator. Aby sa dala porovnat kvalita jednotlivych
medzivysledkov vypoctov, ktoré tvoria v kazdej faze prehladéavacieho algo-
ritmu doteraz najlepgie najdené rozvrhy(podla jednotlivych pouzitych evalu-
atorov), vysledné rozvrhy st nezavisle ohodnotené novym generatorom, ktory
rovnaké rieSenie vzdy oohodnoti rovnako a berie do ivahy najposlednejsie po-
Ziadavky buducich koncovych uzivatelov. Nasledujice obrazky predstavuju
grafy znazoriiujice pocty poruSeni obmedzeni najvyssej priority najlepsich
najdenych riefeni pocas vypoctu prehladévajiceho algoritmu, ktory vymenil
10000 generacii.

Vysledky ukazali, ze pouzitie nového evaluatora dava pre vsetky sady lep-
Sie vysledky a dokonca pre sady 1,2 a 4 je rychlejsi. Pre sady 3 a 5 je pomalst,
ale nie a7 tak vyrazne. Na zaklade porovnania budeme dalej v praci pri sku-
mani heuristik a operatorov rekombindcie a mutacie pouzivat na evaluiciu
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Obr. 5.2: Porovnanie nového a starého evaluatora na sadel. V zatvorke je
uvedeny Cas vypoctu generatora v sekundéach.
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Obr. 5.3: Porovnanie nového a starého evaluatora na sade2. V zatvorke je
uvedeny c¢as vypoctu generatora v sekundéch.

44



Kapitola 5. Vlastna praca a vyskum

NowyE wluator[10354)
= StaryE wlvator{7 154}
100

0 10 000

Obr. 5.4: Porovnanie nového a starého evaluatora na sade3. V zatvorke je
uvedeny ¢as vypoctu generatora v sekundéch.
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Obr. 5.5: Porovnanie nového a starého evaluatora na saded4. V zatvorke je
uvedeny c¢as vypoctu generatora v sekundéch.
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Obr. 5.6: Porovnanie nového a starého evaluatora na sadeb. V zatvorke je
uvedeny ¢as vypoctu generatora v sekundéch.

novy evaluator.

5.3 Vplyv velkosti populacie

Tretia kapitola tejto prace spomina, aky vplyv na prehladavaci algoritmus
a teda aj najdené vysledné rieSenie méa velkost populécie. Ak populécia ob-
sahuje prili§ malo jedincov, rychlo konverguje a algoritmus prehladava maly
priestor rieSeni. Ak obsahuje privela jedincov, okrem toho, Ze je algoritmus
¢asovo neefektivny, prakticky prestava konvergovat k lep$im rieSeniam. Dobry
jedinec ma malia Sancu, ze bude vybraty selekénym operatorom, pretoze ope-
rator mé na vyber z velkého mnozstva inych priemernych rieSeni. V tejto
praci sme sa rozhodli otestovat rézne velkosti populacii pre prehladéavaci
algoritmus povodného generatora pouzivajiceho na evaluiciu rieseni novy
evaluator. Algoritmus pouzivajuci rozne velké populacie sme otestovali na
vSetkych piatich testovacich sadach. Algoritmus pocas svojho behu vystrieda
10 000 generacii. Nasledujtce grafy ukazuju pocty porusSeni obmedzeni naj-
vy$8e] priority zatial najlepSieho najdené rieSenia v konkrétnej generacii po-
pulécie pocas behu vypoctu. Niektoré grafy znazornuju vypocet od 500 alebo
1000-cej generacie - ak by obsahovali vypocet od 0-tej generacie, boli by ne-
Citatelné.

V prvych dvoch sadach velkost populécie prakticky neovplyvnila vysle-

dok prehladéavacieho algoritmu. Rozdiel bol vSak v ¢ase vypoc¢tu generatora,
kde prehladéavaci algoritmus trval pri populacii tvorenej 250 jedincami viac
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Obr. 5.7: Generator pouZivajici povodny evoluény algoritmus s rozne vel-
kymi populaciami testovany na sadel. V zatvorke je uvedeny cas vypoctu
generatora v sekundach.
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Obr. 5.8: Generédtor pouZzivajici povodny evolu¢ny algoritmus s rozne vel-
kymi populaciami testovany na sade2. V zatvorke je uvedeny cas vypoctu
generatora v sekundach.
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Obr. 5.9: Generator pouzivajici povodny evoluény algoritmus s rozne vel-
kymi populaciami testovany na sade3. V zatvorke je uvedeny cas vypoctu
generatora v sekundach.
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Obr. 5.10: Generator pouzivajici povodny evolu¢ny algoritmus s rézne vel-
kymi populaciami testovany na sade4. V zatvorke je uvedeny cas vypoctu
generatora v sekundach.
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Obr. 5.11: Generator pouzivajuci povodny evolu¢ny algoritmus s rozne vel-
kymi populaciami testovany na sadeb. V zatvorke je uvedeny c¢as vypoctu
generatora v sekundach.

ako 5-nasobok c¢asu potrebného pri populécii tvorenej len 50 jedincami. V
zvy$nych 3 sadéach sa ako najlepsia volba pre beh algoritmu na 10 000 gene-
raciach ukazala populacia velkosti 200. Algoritmus na mensich populaciach
trva vyrazne kratSie ako na vacSich. NevyrieSenou otdzkou ostéva, ¢i by pri
prestriedani viacerych generacii algoritmus s mensou populéciou sa vyrovnal
alebo bol lepsi nez algoritmus s vac¢sou ak by ich vypocet trval rovnako dlho.
Ukazalo sa tiez, Ze populécia s 250 jedincami je uz prili§ velka a dava horsie
vysledky v horSom case.

5.4 Novy prehladavaci algoritmus - Multiple

Tato cast reflektuje vyskum nového prehladavacieho algoritmu, ktory po-
uziva iny sposob inicializicie genotypov ako povodny generator. Novy pre-
hTadévaci evoluény algoritmus dostal pracovny nazov "multiple", pretoze je
nastavitelny vstupnymi parametrami. Multiple umoziiuje pouzitie dvoch ty-
pov rekombinacie( diovi a jednoducht - obe vyvinuté vrameci tejto prace) a
novi mutaciu - int ako pouziva povodny generator. Dalsie ¢asti tejto pod-
kapitoly obsahuji popis novej inicializacie, novych operatorov rekombinacie
a mutacie.
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5.4.1 Nova inicializacia

Prvy rozdiel v inicializicii genotypu - rieSenia od povodnej pre povodny ge-
nerator predstavuje pociatocné pridelenie skupin ucitelov k lekciam. Nové
inicializacia prideli lekcie najprv uc¢itelom, ktory maja urc¢ené, Ze maju ucit
presny pocet lekcii. Nasledne prideli zvysné lekcie. Pévodny generator na ne-
pridelené lekcie postupne skusal roznych ucitelov, kym sa nepodarilo najst
vhodnia kombinéciu skupina ucitelov, miestnost a zaciato¢na vyucovacia ho-
dina pre miestnost. Multiple si zjednodusuje pracu pridelenim skupin ucite-
Tov k lekcidm hned na zaciatku. Multiple zabezpecuje tiez ndhodny vyber
skupiny ucitelov pre lekciu a naslednu variabilitu podobne ako povodny ge-
nerator. Multiple dodrziava obmedzenia, aby lekcie s fixovanymi hodnotami,
mali spravne pridelené hodnoty. Po prideleni skupin ucitelov k lekcidm sa
pre kazdi lekciu postupne vybera zac¢iatoéna vyucovacia hodina a miestnost.
Multiple sa snazi dodrziavat ¢o najviac obmedzenie tykajice sa vyberu vy-
ucovacej hodiny pre lekciu, kedy aspoii jeden zo skupiny ucitefov nemoze v
dani hodinu ucit. Vyuziva na to predspracovanie vstupnych tudajov, ktoré
robi novy prehladavaci algoritmus eSte pred spustenim prehladavania. Pri
predspracovani prideli kazdej skupine u¢itefov mnozinu vyucovacich hodin,
kedy mozu vSetci ucitelia zo skupiny zacat udit typy lekcii kurzu, ktoré maja
uc¢it. Ak tato mnozina pre skupinu ucitelov, ¢o ma ucit lekciu nie je prazdna,
lekcif sa prideli ndhodne vybrana zaciato¢na vyucovacia hodina z definovej
mnoziny. Ak je prazdna, lekcii sa prideli ndhodne vyucovacia hodina spo-
medzi vyucCovacich hodin, kedy je mozné nasadzovat vyuku do rozvrhu. Po
prideleni zaciato¢nej hodiny, prideli inicializacia lekcii skupinu miestnosti.
Tu tiez vyuzije pociatocné predspracovanie tdajov, ktoré kazdej lekcii prideli
zoznamy dobrych, horsich a zlych skupin miestnosti. Dobré skupiny miest-
nosti obsahuji miestnosti, ktoré spliiaju: st spravované fakultou, ktora po-
nika kurz, kam lekcia patri; nachadzaji sa na jednom z miest vyuky kurzy,
kam lekcia patri; obsahuji potrebné zariadenie a maju pre lekciu dostatocnu
kapacitu. Miestnosti z horsej skupiny miestnosti narozdiel od prvej miest-
nosti nemaju dostato¢nu kapacitu alebo vybavenie. Lekcia v8ak prekracuje
kapacitu miestnosti v povolenom limite. Skupina zlych miestnosti pozostava
z miestnosti, ktoré spliiaji to ¢o skupina hordich s tym rozdielom, Ze lekcia
prekracuje kapacitu miestnosti nad povoleny limit. Ak m4 lekcia aspon jednu
skupinu miestnosti v skupine preferované, dobré, horsie alebo z1é, inicializa-
cia jej prideli ndhodnu skupinu miestnosti z jednej zo skupin. Ak nie, prideli
jej ndhodnu miestnost.

Nové inicializécia sa snazi pridelovaniu hodnot lekcidam ponechat ¢o naj-
vacsiu volnost, aby populacia obsahovala ¢o najroznorodejsie rieSenia. Snazi
sa v8ak zabranit pridelovaniu vyucovacich hodin, kedy nemoéze nejaky ucitel
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ucit alebo je zakizané vseobecne uc¢it. Rovnako sa snazi veelku zmysluplne
pridelovat lekcidm miestnosti. Vdaka predspracovaniu vstupnych adajov vy-
bera lekcia na rozdiel od povodného generatora z viacmenej pouzitelnych
miestnosti, pricom doraz sa kladie na neporusenie obmedzeni 14, 15 defino-
vanych v druhej kapitole.

5.4.2 Jednoducha rekombinéacia

Jednoducha rekombinécia pouziva podobné uniformné krizenie ako povodny
generator. Z dvoch rodic¢ov sa vytvaraji dvaja novy potomkovia. Na zaciatku
prvy rodic¢ sa skopiruje do prvého potomka a druhy do druhého. Potom pre
kazdu lekciu v rozvrhu si rekombinécia zvoli ndhodne s rovnakou pravdepo-
dobnostou ¢islo 0 alebo 1. Ak si zvoli 1, prvy potomok si pre dani lekciu
prideli miestnost a zac¢iato¢ni vyucovaciu hodinu z druhého rodic¢a. Skupinu
ucitelov si v8ak zachova. Toto zabezpecuje, aby rekombinéaciou neboli poru-
Sené pocty lekcii, ¢o ucia jednotlivé skupiny uditelov. Ak vSak skupina udite-
Tov v prvom potomkovi by po prideleni mala uéit, ked nemoze, rekombinéacia
prideli lekcii ndhodne iny slot, kedy skupina uc¢itelov méze ucit. Rovnako
ako prvy potomok si nastavuje pre lekciu hodnoty z druhého rodica, si druhy
nastavuje hodnoty pre lekciu z prvého. Ak si rkombinacia zvoli 0, nevykona
sa ziadna zmena.

5.4.3 Dnova rekombinacia

Dnova rekombinéacia podobne ako jednodnova vytvéra z dvoch rodi¢ov dvoch
potomkov. Na zaciatku skopiruje tdaje z prvého rodi¢a do prvého potomka
a z druhého rodi¢a do druhého potomka. Nasledne si zvoli ndAhodne dva dni
a pre kazdua lekciu z vybranych dni urobi nasledovné: Prvy potomok si k
lekcif priradi za¢iato¢na vyucovaciu hodinu a miestnost aki ma druhy rodic.
Ak mé v8ak skupina ucitelov z prvého potomka pridelena k lekcii(rovnaka
akl ma prvy rodi¢) zakidzané uc¢it v novy prideleny ¢as, zaradi sa lekcia
medzi vylac¢ené miestnosti prvého potomka a priebezne si pre lekciu zachova
hodnoty ziskané z prvého rodi¢a. Podobne pre druhého potomka.

Rekombinécia na konci prideli lekciAm ndhodné vyucovacie hodiny, pocas
ktorych ucitelia mozu lekcie ucit.

Dnova rekombinacia sa stard podobne ako jednoduché o to, aby pocty
lekcii pridelenych uc¢itelom ostali zachované.
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5.4.4 Mutacia

Mutéacia funguje rovnako ako mutéicia pévodného generatora s tym, ze vy-
uziva iba tieto typy mutacii: zmen vyucovaciu hodinu, zmen miestnost, zmen
ucitela a vymen lekciam ucitelov.

zmen, vyucovaciu hodiny: prideli lekcii ndhodne vyucovaciu hodinu, kedy nie
je zakazané ucit a pridelenéd skupina ucitelov moze v danom casom ucit. Ak
takd vyucovacia hodina nie je, prideli nadhodni, kedy nie je vSeobecne zaka-
zané ucit.

zmeri miestnost: prideli lekcii miestnost rovnako ako prideluje multiple ini-
cializacia

zmeni ucitela: zmeni lekcii skupinu ucitelov za ind iba ak sa tym nenaru$ia
obmedzenia tykajuce sa poc¢tu lekcii pre ucitela - presny alebo maximéalny
pocet lekcii, ktoré smie skupina uéitelov ucit.

vymen lekcidm ucitelov: vyberie nahodne kurz, typ lekcii a dve lekcie vybra-
ného typu, ktoré patria pod vybrany kurz. Vymeni skupiny ucitelov medzi
lekciami. Ak by nejaka skupina ucitelov mala po vymene udit ked nemoze,
prideli jej nahodne zadiato¢ni vyucovaciu hodinu, kedy moze ucit.

5.5 Pouzitie heuristiky

Deb vo svojej praci [7] uviedol, Ze rozvrhy pri inicializacii mali pouZivat
heuristiku, ktora pred vygenerovanim rieSenia zoradi lekcie do postupnosti
podla po¢tu moznosti, kolkymi je ju schopné zaradit do rozvrhu. Pre tato
pracu sme preto vyvinuli aj heuristiku, ktorej efekt budeme dalej sledovat.
Tato heuristika zoradi lekcie do postupnosti a jednotlivé druhy inicializacii,
ktoré sa pouzivaju v tejto praci budu zaradovat lekcie do rozvrhu v poradi
danym heuristikou. Heuristika zoradi lekcie podla po¢tu moZnosti ich zara-
denia do rozvrhu, pricom bude brat do tvahy pre kazda lekciu len dobré
miestnosti a vyucovacie hodiny, kedy miestnost nie je rezervovana inou fa-
kultou alebo externe a hodiny, kedy mézu ucitelia, ¢o maju lekciu ucit, ucit.
Problém pri naSom probléme je, Ze pridelujeme lekcidm uditelov a nie je
mozné si pre lekciu predvypoditat pocty moznosti jej zaradenia. Ak gene-
rator pri experimentoch pouzije heuristiku, ako prvé pri inicializécii prideli
lekciam skupiny ucitelov.

5.6 Porovnanie metdéd na testovacich sadach

Tato podkapitola porovnava pouZitie roéznych prehl'adavacich evolu¢nych al-
goritmov na testovacich sadach. Kazdy prehladavaci algoritmus hladé rieSe-

52



Kapitola 5. Vlastna praca a vyskum

=
ez — Pundne ricsenie (740 )
—— Pouodneg ries enie wuEhajlos
7 hewristis U 721)
Wlzstne ries enie 5 diicvou
25 rek ombindcioudT 1)
] —— Vlastné rigdenie s dricvou
22 rek ombindcoy wiS, Hewristik 724
21 — s tne rE- enie s jednoduchou
rek ombinaciou(d72)
. l Visstné rigtenie s jednoduchou
i rek ombinaciou vwiLE vajluce
hewristic U733
17
15
200 10 000

Obr. 5.12: Pouzitie roznych metod prehladavacieho evoluéného algoritmu na
sadel. V zatvorke je uvedeny ¢as vypoctu generatora v sekundach.

nie pocas 10 000 generécii a pouziva populéciu velkosti 150. Grafy zobrazuju
pre jednotlivé prehladavacie algoritmy(metody) pocty poruseni obmedzeni
najvyssej priority najlepsiecho najdeného rieSenia pre dani generaciu. Nie-
ktoré grafy vykresluji vypocet az od istej generacie, lebo graf kresleny od
0-tej by bol veI'mi neprehladny
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Obr. 5.13: Pouzitie roznych metod prehladavacieho evoluéného algoritmu na
sade2. V zatvorke je uvedeny cas vypoctu generdtora v sekundach.
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Obr. 5.14: Pouzitie roznych metdd prehladavacieho evoluéného algoritmu na
sade3. V zatvorke je uvedeny ¢as vypoctu generatora v sekundach.
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Obr. 5.15: Pouzitie roznych metod prehladavacieho evoluéného algoritmu na
saded. V zatvorke je uvedeny cas vypoctu generatora v sekundach.
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Obr. 5.16: Pouzitie roznych metdd prehladavacieho evoluéného algoritmu na
sadeb. V zatvorke je uvedeny ¢as vypoctu generatora v sekundach.
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Zaver

V tejto praci sme popisali problém tvorenia univerzitnych rozvrhov a vytvo-
rili prehl'ad rieSeni tohto problému so zameranim sa na rieSenia vyuZivajtce
evolu¢né algoritmy. Popisali sme fungovanie povodného generdtora a vymys-
leli sme, implementovali a otestovali nové metody, ktoré vylepsuja pévodny
generator.
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