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Abstrakt

Zékladnou jednotku genetickej informacie st gény, ktoré urcuji, aké proteiny si dokaze
dany organizmus vytvéarat. Tieto proteiny vSak nie vZdy musia byt findlnym produk-
tom, ale sa po vytvoreni podrobuju réznym biologickym procesom, ktorymi vznikéi
ziadany produkt. Jednym 7z prikladov takychto produktov sii aj neuropeptidy, ktoré
maji viaceré velmi dolezité funkcie, ako napriklad vzajomnt komunikiciu neurénov.
Existuje uz niekol'ko algoritmov na rozpoznavanie neuropeptidov, ktorych tlohou je
identifikovat, aké neuropeptidy si skimany organizmus dokaze vytvarat. Tieto metody
sa vSak zaoberaju rieSenim len ciastkovych problémov, a preto sme navrhli systém
zalozeny na metodach strojového ucenia, ktorym je mozné rozpoznat produkované ne-
uropeptidy priamo z genetickej informacie organizmu, resp. z proteinov, ktoré si v nej

zakddované.

KTladové slova: protein, prekurzor, neuropeptid, strojové ucenie, support vector ma-

chines, conditional random fields
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Abstract

A gene is the basic unit of genetic information that contains the information needed
to make a specific protein. These proteins are not always the final product, and they
can undergo various biological processes resulting in the desired product. An exam-
ple of such products are neuropeptides with a number of very important functions,
e.g. communication between neurons. There already exist several algorithms for iden-
tification of neuropeptides, whose task is to identify what neuropeptides the studied
organism is able to produce. However, these methods deal only with several partial
problems, and therefore we have designed a system based on machine learning met-
hods to identify neuropeptides directly from an organism’s genetic information, i.e. out

of proteins which the genome encodes.

Keywords: protein, precursor, neuropeptide, machine learning, support vector machi-

nes, conditional random fields
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Uvod

Neuropeptidy st kratke proteiny, ktoré zabezpecuji vzajomnt komunikaciu neurénov,
moduluja ich rozne funkcie a zapajaju sa do viacerych mozgovych ¢innosti ako prijem
potravy, uc¢enie, zvladanie stresu, ¢i pocitovanie bolesti. Nakolko ide o pomerne kratke
proteiny, vznikaju Stiepenim dlhSieho proteinu na niekolko mensich ¢asti. Jednym z do-
lezitych sucasnych problémov je zistit, aké neuropeptidy dokaze skiimany organizmus
vytvarat. Zlozité experimentalne metody si velmi naro¢né a Casto ani nie vzdy reali-
zovatelné. Prave z tychto dévodov sa viaceré vedecké skupiny pokusajia o nové metody,
ktorymi by sa tento problém dal riesit vypoétovo, bez nutnosti zdlhavych a naroénych
experimentov v biologickom laboratériu.

K tomuto tuc¢elu bolo navrhnutych uZ niekolko postupov, no doposial sa vSetky
zaoberali len ¢iastkovymi problémami, ktorym je napriklad problém zistenia, ¢i zo sku-
maného proteinu neuropeptidy vznikaja [7]. Kompletny problém pozostavajici z ta-
kejto identifikdcie az po samotné rozpoznanie neuropeptidov doteraz nebol dostatocne
skiimany, a preto sme sa mu rozhodli venovat v naSej praci. Za tymto tcelom sme
navrhli systém vyuzivajici met6dy strojového ucenia, ktory ma za tlohu riesit ziadany
problém, pri¢om je schopny vyuzit rozne druhy informacii.

V prvej kapitole tejto prace najprv predstavime niektoré zdkladné biologické pojmy,
ktorym je za tc¢elom pochopenia problému dolezité rozumiet. Samotnému problému
rozpoznavania neuropeptidov sa podrobne venuje druhé kapitola, v ktorej uvadzame
aj niekolko sucasnych rieseni ¢iastkovych problémov. V zavere tej istej kapitoly stru¢ne
predstavujeme nami navrhnuty systém, ktorému je venovana ostatné cast tejto prace.
V tretej kapitole sa blizsie venujeme problému rozpoznavania miest Stiepenia proteinov
a predstavime sposob, akym je tato informécia nasim systémom ziskavané. Vysledky
tohto ¢iastkového problému taktiez porovname s aktualne pouzivanou webovou apliké-
ciou NeuroPred [4]. V poslednej kapitole tejto prace sa venujeme samotnému problému
rozpoznavania neuropeptidov a podrobne popisujeme ¢innost nasho systému zaloze-
ného na modeli strojového u¢enia s nazvom conditional random fields [13]. 'V tejto
kapitole sa taktiez sustredujeme na opis pouZitia nasho systému pri rieSeni problémov
spojenych s rozpoznévanim neuropeptidov a uvadzame niekolko experimentov, ktoré

boli realizované za tucelom testovania tspesnosti systému z viacerych hladisk.



Kapitola 1
Zakladné biologické pojmy

Na to, aby sme mohli definovat problém rozpoznavania neuropeptidov a zaoberat sa
pristupmi na jeho rieSenie, je nutné najprv vysvetlit niektoré biologické pojmy. V tejto

kapitole opiSeme zakladné pojmy, ktoré st nevyhnutné na pochopenie ostatného textu.

1.1 DNA

DNA je skratka pre deoxyribonukleovii kyselinu (z angl. deoxyribonucleic acid). Je
nositelkou genetickej informacie bunky, ktora riadi rast, delenie a regeneraciu bunky.
DNA je tvorena polynukleotidovymi vlaknami a je va¢Sinou uloZena v bunke v podobe
dvojzavitnicovej Spiraly.

Zakladnou stavebnou jednotkou DNA st nukleotidy. Nukleotid v DNA sa sklada
z troch zloziek a to z fosfatovej zlozky, sacharidovej zlozky (deoxyribéza) a purino-
vej alebo pyrimidinovej dusikatej bazy. V nukleotidoch, nachadzajicich sa v DNA,
sa vyskytuju Styri druhy dusikatych baz: adenin, guanin, cytozin a tymin. Jednotlivé
nukleotidy sa od seba lisia len dusikatymi bazami, a preto sa aj zvykna oznacCovat
zafiatoénymi pismenami danych baz, teda A, G, C a T.

Celkova geneticka informacia bunky sa nazyva gendm a je zakdédovana prave po-
radim nukleotidov A, G, C, T v molekulach DNA, ktoré sa nazyvaja chromoziomy.
Proces, pri ktorom sa z jednotlivych molektl DNA ziskava geneticka informacia (teda
poradie dusikatych baz) sa nazyva sekvenovanie. Na sekvenovanie DNA sekvencii bolo
vyvinutych uz niekol’ko technologickych postupov, ktoré sa od seba ligia predovSetkym
rychlostou a cenovou dostupnostou. V sucastnosti sa podarilo tispe$ne osekvenovat uz
velké mnozstvo DNA sekvencii roznych organizmov, z ktorych si mnohé pristupné

i verejnosti prostrednictvom databazy GenBank [26].



1.2 Proteiny

Proteiny (alebo bielkoviny) st nevyhnutnymi zlozkami vSetkych rastlinnych i Zivodis-
nych buniek a plnia niekol'ko funkcii. V podobe enzymov si nenahraditelné pri regulécii
roznych biochemickych reakcii, plnia stavebnt funkciu bunky, v podobe protildtok sa
podielaji na obranyschopnosti organizmu, mézu regulovat tvorbu dalSich proteinov
a taktiez sluzia organizmu ako rezervné latky. V stcasnosti napriklad vieme, ze v Tud-
skom tele sa vyskytuje az vySe 10000 roznych proteinov.

Proteiny si tvorené refazcom aminokyselin, ktory moéze byt réznej dizky. Pozname
20 zakladnych druhov aminokyselin a kazdej je priradené jedno pismeno abecedy (tab.
1.1). Jednotlivé aminokyseliny sa medzi sebou liSia viacerymi vlastnostami a podla
tych mozu byt rozdelené do skupin. Existuja viaceré menej ¢i viac Specifické rozdelenia,
no my v tabulke uvadzame to rozdelenie, s ktorym sme neskor v préci pracovali.

Lubovolna postupnost aminokyselin nazyvame peptid. Definicia proteinov nie je jed-
noznacna, ale tandardne sa za proteiny povazuju predovsetkym dlhsie peptidy splia-

juce vzajomnu dohodu bioloégov.



Skratka | Aminokyselina | Skupina Kodoény
A Alanin alifatickeé GCA, GCC, GCG, GCT
C Cystein obsah. siru | TGC, TGT
D Kys. asparagova | kyslé GAC, GAT
E Kys. glutamova | kyslé GAA, GAG
F Fenylalanin aromatické | TTC, TTT
G Glycin alifatické GGA, GGC, GGG, GGT
H Histidin bazické CAC, CAT
I Izoleucin alifaticke ATA, ATC, ATT
K Lyzin bézické AAA, AAG
L Leucin alifatické CTA, CTC, CTG, CTT, TTA, TTG
M Metionin obsah. siru | ATG (Start kodén)
N Asparagin amidické AAC, AAT
P Prolin alifatickeé CCA, CCC, CCG, CCT
Q Glutamin amidické CAA, CAG
R Arginin bazické CGA, CGC, CGG, CGT, AGA, AGG
S Serin hydroxylické | TCA, TCC, TCG, TCT, AGT, AGC
T Treonin hydroxylické | ACA, ACC, ACG, ACT
\Y Valin alifatické GTA, GTC, GTG, GTT
W Tryptofan aromatické | TGG
Y Tyrozin aromatické | TAC, TAT
* Stop TAA, TAG, TGA (Stop kodony)

Tabulka 1.1: Tabulka aminokyselin a im prisluchajicich kodénov. Prelozenim jednot-

livych kodénov v géne vznikéd retazec aminokyselin, t. j. protein.

1.3 Gén

Gén je zékladnou jednotkou genetickej informécie. Je to ¢ast DNA sekvencie, z ktorej sa
zlozitymi biochemickymi procesmi vytvaraju proteiny, pripadne len RNA sekvencie. Je-
den gén pozostava z niekol'kych striedajucich sa exénov a intronov. Exény tvoria useky,
ktoré koduji jednotlivé aminokyseliny, pricom kazd& aminokyselina je kodovana troji-
cou nukleotidov, tzv. kodénom. Introny predstavuji neprekladané tseky génu, ktoré sa
pred vytvaranim proteinu vystrihuji. Pospdjanim vSetkych exonov génu a naslednym
prelozenim kodonov podla tabulky 1.1 vznikne postupnost aminokyselin, t. j. protein,
ktory je danym génom koédovany.

Protein, ktory je nejakym génom kdédovany, nemusi byt vzdy koncovym produktom,
ale moze byt len medziproduktom, z ktorého sa nasledne vytvara ina latka, resp. nie-
kolko dalgich latok. Takyto medziprodukt sa Standardne nazyva prekurzor. Modifika-

cie, ktoré z prekurzoru vytvoria konkrétny findlny produkt, zavisia od jeho konkrétneho
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typu a mozu pozostavat z odstranenia niektorych aminokyselin na jeho koncoch alebo

z naviazania nejakej chemickej skupiny.

1.4 Neuropeptidy

Neuropeptidy st kratke peptidy (refazce aminokyselin), ktoré st produkované a nasled-
ne vylucované z neurénov. Neuropeptidy vo vSeobecnosti moduluja ich rézne funkcie.
Zabezpecuju komunikiciu medzi neurénmi, ovplyviiuja mozgova aktivitu a zapéjaja
sa do roznych mozgovych funkcii ako prijem potravy, ucenie, pamit, zvladanie stresu,
pocitovanie bolesti, no moézu mat taktiez mnoho d'alsich ac¢inkov.

Nakolko ide o pomerne kratke retazce aminokyselin, ktoré su dokonca nésledne
vylucované z bunky von, tak pre ne neexistuje samostatny gén, ale vznikaja z dlhych
neuropeptidovych prekurzorov prostrednictvom zlozitého enzymatického procesu za-
hinajiceho Stiepenie na jeden alebo viacero kratkych tsekov a rézne post-translacné
modifikdcie (skratka PTMs), ako napriklad odstranenie niekolkych koncovych amino-
kyselin alebo naviazanie urcitej konkrétnej chemickej skupiny. Prekurzor, ktory vzni-
kol prekladom kodénov jeho génu predstavuje tzv. prepropeptid. Tento prepropeptid
zatina postupnostou niekolkych aminokyselin tvoriacich signdlny peptid. Podla sig-
nalneho peptidu vie bunka prepropeptid premiestnit do endoplazmatického retikula,
kde sa signalny peptid odstréni, a tak vznikne kratsi peptid, tzv. propeptid. Propep-
tid povodného prekurzoru néasledne putuje dalej do Golgiho aparatu, kde pomocou
konvertdz dochiddza na urcitych miestach k stiepeniu, a tym vznikne z povodného jed-
ného prekurzoru niekolko kratsich peptidov (obr. 1.1) [2]. Tychto konvertaz existuje
niekol'ko druhov a liia sa ich $pecifickostou $tiepenia. Vo vSeobecnosti sa da povedat,
ze k Stiepeniu dochadza na mieste za bézickou aminokyselinou, konkrétnejsie za amino-
kyselinou arginin (znacka R), no nie po kazdom vyskyte a niekedy i po aminokyseline
lyzin (znacka K). Jednou z vyznamnych konvertaz je enzym furin, ktorého miesta Stie-
penia st v sucasnosti pomerne dobre preskiimané. Po Stiepeni propeptidu na kratsie
sekvencie sa niektoré z nich odstrania (budeme ich nadalej nazyvat propeptid) a os-
tatné pokracuju dalej v procese, ktorym z nich vznikna neuropeptidy. Tento proces
Standardne zahina odstranenie bazickych aminokyselin na koncoch jednotlivych novo-
vzniknutych peptidov a nasledne pripadné odstranenie koncovej aminokyseliny glycin
za t¢elom naviazania nejakej chemickej latky (vid obréazok 1.1).

Napriklad u T'udi existuje okolo 90 génov, ktoré koduju rozne prekurzory neuro-
peptidov. Co sa tyka mozgu cicavcov, tak sa v sticasnosti vie o priblizne 100 r6znych

peptidoch, ktoré st vyluc¢ované roéznymi skupinami neurénov [23].



prepropeptid
I I I I [ | |

odstranenie signalneho peptidu

propeptid
I I I I [ ] |

Stiepenie pomocou konvertaz

] 0 /[ [/

post-transla¢né modifikacie

Obr. 1.1: Tvorba neuropeptidov z ich prekurzoru. Najprv sa z prepropeptidu odstrani
signalny peptid a nasledne dochadza na prislusSnych miestach k Stiepeniu zvys$ného
propeptidu. éierny usek na obrazku predstavuje signalny peptid a sivé tseky jednotlivé
¢asti, z ktorych na konci procesu vznikaju neuropeptidy. Biele ¢asti predstavuja tseky,
ktoré st po Stiepeni odstranené.

Jednou zo zakladnych vlastnosti prekurzorov neuropeptidov teda je, Ze obsahuju
na zaciatku svojej aminokyselinovej sekvencie signalny peptid, ktory sa v procese
tvorby neuropeptidov odstiepi a odstrani. Po tspeSnom odstraneni signalneho pep-
tidu nésledne dochédza k stiepeniu propeptidu. Tento jav uz bol doteraz mnohokrat
Studovany a stéle podlieha viacerym skimaniam. Existuje viak konsenzus (Nakayama,
1997), Ze konvertaza furin zabezpecuje Stiepenie na mieste za $tvoricou aminokyselin
R-X-K/R-R, kde jednotlivé pismené predstavuji aminokyseliny z tabulky 1.1 a sym-
bol X vyjadruje Tubovolni aminokyselinu. Hoci je tento konsenzus pomerne presny,
stale nie je uplne zrejmé, kedy za vyskytom tejto Stvorice k Stiepeniu dochadza a kedy
nie, nakol'ko je to mnohokrat ovplyviiované i aminokyselinami pred i za tymto vysky-
tom a i malad zmena niektorej aminokyseliny v okoli mdze Stiepenie zmenit. Dokonca
sa zistilo, Zze v niektorych pripadoch dochadza k Stiepeniu i na miestach mimo tohto
konsenzu, ako je to napriklad pri organizme musky Drosophila. Na druhej strane, pod-
mienky, na akych miestach k Stiepeniu dochadza, sa mozu taktiez ligit v zavislosti
od druhu organizmu. V pripade stavovcov dokonca existuje niekolko proteinov, ktoré
maju funkciu slizit ako konvertazy neuropeptidov a maja roznu Specifickost Stiepenia.
Stiepenie prekurzoru na konkrétne neuropeptidy teda priamo zavisi na aktuilnom zlo-
zeni bunky, od konvertaz, ktoré prave obsahuje. U stavovcov preto neexistuju vieobecné

deterministické pravidla Stiepenia a prakticky ani existovat nemozu [2].



1.5 Homolégia a zarovnania

Vplyvom evolicie sa DNA moze modifikovat a to zmenou nejakej bazy na int (sub-
stiticia), vlozenim novej bazy (inzercia) alebo odstranenim niektorej bazy (delécia).
Takto teda moze aj z jedného tseku DNA c¢asom vznikniat viacero jeho modifikacii
v rdznych organizmoch, ktoré sa navzajom liSia. Konkrétne z génu, kédujiceho nejaky
protein, moze takto vzniknut viacero génov, ktoré koduju liSiace sa proteiny. Proteiny,
ktoré vznikli z povodne rovnakého génu, a teda maju rovnakého predka, oznacujeme
ako homologické alebo homoldgy. Nakolko tieto proteiny vznikli z jedného rovnakého
predka, tak su zvicSa velmi podobné, ¢ize ich tvoriace sekvencie aminokyselin sa lisia
len malo.

Na porovnanie podobnosti dvoch alebo viacerych sekvencii sa pouzivaja zarovnania.
Zarovnanim sekvencii sa rozumie vlozenie medzier na niektorych miestach v jednotli-
vych sekvenciach za tcelom sparovania podobnych tsekov. Na obrazku 1.2 uvadzame
ukdzku zarovnania viacerych sekvencii aminokyselin, ktoré predstavuji tseky homolo-
gickych proteinov. Jednym z najrozsirenejsich nastrojov na tvorbu zarovnani je prog-

ram BLAST [19].

Salamander ECSKDCAACTYR-PGLRA-DINPLACTLECEGKLPSSKAWDTCKELLQII
Mys ECSQDCAKCSYR-LVRPG-DINFLACTLECEGQLPSFKIWETCKDLLQVS
Clovek ECSQDCATCSYR-LVRPA-DINFLACVMECEGKLPSLKIWETCKELLQLS
Bombina Orientalis DCVSQCFSCSQQIRDSDTIQMNPLACSLECEGSLISTDEWDWCRKILEGD
Xenopus laevis DCVSKCFSCSLQMKALSA-KFNPLVCSLQCEGSLLQDDEWERCGQLLSSQ

Obr. 1.2: Zarovnanie ¢asti niekol'kych homologickych proteinov z roznych organizmov.
Sekvencie aminokyselin v jednotlivych riadkoch predstavuju zarovnavané sekvencie.
Pomlcka na niektorom mieste v sekvencii znamené, Ze u daného organizmu doslo na pri-
slusnom mieste k delécii, respektive, ze v ostatnych organizmoch doslo k inzercii. Rozne
aminokyseliny v tom istom stlpci predstavuju substitiiciu na danom mieste.



Kapitola 2
Rozpoznavanie neuropeptidov

Vdaka su¢asnym modernym technologiam a pokrokom v oblasti sekvenovania sa vybu-
dovala uz pomerne velkd databaza genomov roznych organizmov. Taktiez uz existuje
niekol'ko roznych programov na hladanie génov, ktoré sa v jednotlivych genémoch na-
chadzaju. Tymito pokrokmi sme uz teda schopni ziskat informéaciu o tom, aké proteiny
si je dany organizmus schopny tvorit. Problém vSak nastiva, ak ide len o prekurzor
nejakej latky, nakolko v tomto pripade o danej latke vac¢Sinou stale vela nevieme.
V d'alSom texte sa budeme zaoberat problémom zistovania, ¢i dany gén koduje prekur-
zor nejakého neuropeptidu a taktiez samotnym rozpoznavanim neuropeptidov, ktoré

sa z neho vyrabaju.

2.1 Problém rozpoznavania

Ako uz bolo spomenuté, neuropeptidy maju rozne dolezité funkcie, a preto je zau-
jimavé sa nimi zaoberat. Medzi dolezité problémy patri i otazka, aké neuropeptidy
dokaze skiimany organizmus vytvarat. Jedno z rieSeni je experimentalne overovanie,
ktoré v8ak nie je vzdy mozné. Dokonca i v pripade, Ze toto overenie je realizovatelné,
ide o velmi finan¢ne a predovSetkym ¢asovo naro¢ny proces postupného testovania
vyskytu v8etkych moznych neuropeptidov [2]|. Preto je potrebna i identifikacia prekur-
zorov 7 genomickych sekvencii, ktorymi v stucastnosti uz disponujeme. Vdaka takejto
identifikacii by sme boli schopni najst neuropeptidy i v organizmoch, ktoré su experi-
mentélne len velmi mélo preskimané. Zaujimame sa preto o nejaky algoritmus, ktory
by tito otazku vedel zodpovedat bez nutnosti experimentalnych metod v biologickom
laboratoriu. Cielom je zistit, ¢i dany gén koduje nejaky prekurzor neuropeptidov a né-
sledne rozpoznat, aké konkrétne neuropeptidy sa z neho tvoria. V sivislosti s touto

problematikou moézeme rozlisovat tri zdkladné problémy:

Identifikacia prekurzorov neuropeptidov predstavuje problém, pri ktorom mame

dany protein a tlohou je urcit, ¢i ide o prekurzor neuropeptidov alebo nie, pricom



nés nezaujima, aké neuropeptidy sa z neho vytvaraji. Dve sticasné metddy, ktoré

sa pokiSaji tento problém rieSit uvadzame v c¢astiach 2.2.3 a 2.2.4.

Identifikacia miest Stiepenia prekurzoru je problém, pri ktorom je dany protein,
o ktorom vieme, Ze je prekurzorom neuropeptidov a ulohou je zistit, na kto-
rych jeho miestach dochadza k Stiepeniu na kratsie tiseky (vid sekciu 1.4). Aktu-
alne je za tymto tcelom viacerymi vyskumnymi skupinami pouzivana aplikacia

NeuroPred, ktorej pristup je blizSie popisany v c¢asti 2.2.2.

Rozpoznavanie neuropeptidov spéja a zaroven rozsiruje predchadzajice dva prob-
lémy. Vstupom je protein, ktory moze a nemusi byt prekurzorom a tlohou je
rozhodnut, ¢i prekurzorom neuropeptidov je a v tomto pripade taktiez identifiko-
vat signalny peptid, miesta Stiepenia a o kazdom vzniknutom tseku rozhodnnt,
¢i predstavuje tsek, z ktoré vznik& neuropeptid alebo nie. Takémuto popisu jed-
notlivych ¢asti prekurzoru budeme v nasledujicom texte hovorit anotdcia. Préave
tomuto poslednému zadefinovanému problému sme sa rozhodli venovat v nasej

praci.

2.2 Sucasné metody

V minulosti bolo vyvinutych niekolko metod na rieSenie problémov spojenych s hla-
danim neuropeptidov. Autori sa venovali identifikacii prekurzorov, identifikacii miest
Stiepenia, ale i samotnému problému rozpoznavania neuropeptidov. V nasledujicej casti

uvedieme niektoré z tychto metod, ktoré boli doposial zrealizované.

2.2.1 SignalP

V&eobecnejsim problémom, avSak problémom, ktory suvisi s rozpoznavanim neuro-
peptidov, je taktiez identifikicia signélneho peptidu. Za tymto tucelom bol vyvinuty
program SignalP [18|, ktory umoziuje identifikovat signilny peptid na zaciatku sku-
maného proteinu. Ide o natrénovany model zaloZeny na umelych neurénovych sietach,
ktory pre kazdu poziciu skimanej sekvencie vrati skore urcujice, ¢i sa na danom mieste
kon¢i signalny peptid alebo nie. SignalP je pomerne kvalitny nastroj, no jeho predikcie
nie st vzdy dokonalé. Existuju napriklad sekvencie, ktoré st prekurzorom neuropep-
tidov, a teda aj obsahuji na svojom zaciatku signalny peptid, ale program SignalP
nevyhodnoti ziadnu poziciu ako tid, kde signalny peptid konéi, konkrétne vSetky pozi-
cie ur¢i ako malo pravdepodobné. Na druhej strane sme sa pri pozorovaniach stretli
i s tym, Ze v niektorych pripadoch boli dokonca viaceré pozicie urc¢ené ako miesta, kde
signalny peptid moze koncit a to s pomerne vysokymi hodnotami skore. Avsak tento
jav nemusi byt vzdy doésledok len nekvalitnej predikcie programu, ale moéze mat aj

redlne biologické vysvetlenie. Napriklad neuropeptid SIFamid sa medzi organizmami



vyskytuje v niekolkych podobach, ktoré maji rozne odstrihnuté zaciatky, ¢o moze byt
sposobené i odstiepenim roznych skratenych foriem signalneho peptidu pred nimi [2].
V tomto pripade program SignalP nevie jednozna¢ne povedat, kde signalny peptid
kon¢i, nakolko existuji jeho dva varianty, a preto priradi viacerym poziciAm vysoké

hodnoty skore.

2.2.2 NeuroPred

V stcasnosti existuje aplikicia s nazvom NeuroPred [4], ktorej autori nemali za ciel
rieSit celkovi otazku rozpoznavania neuropeptidov, ale zaoberali sa len samotnym
problémom identifikicie Stiepenia prekurzoru neuropeptidov. Ide o webovu aplikaciu
vytvorentd v jazyku Python, v ktorej uzivatel zada sekvenciu aminokyselin predstavu-
jucu prekurzor neuropeptidov a ona mu nasledne najde miesta, na ktorych s velkou
pravdepodobnostou dochéadza k $tiepeniu. Uzivatel preto musi uz vopred disponovat
informéaciou, 7e skimana sekvencia je prekurzorom. Program NeuroPred je aktuélne
schopny predpovedat miesta Stiepenia na zdklade viacerych roznych modelov, ktoré
boli vytvorené z dat $pecifickej skupiny organizmov. Ak teda uzivatel vie, Ze skiimané
sekvencia pochadza napriklad z priadky morusovej, vyberie si na predikciu model, ktory
je tomuto organizmu najblizsi, v tomto pripade model natrénovany na datach hmyzu,
nakolko priadka moruSova je hmyzom.

Jeden z modelov je Specidlny tym, Ze je sithrnom rdéznych empirickych poznatkov
ziskanych stidiom miest, na ktorych konvertazy prekurzor stiepia. Ide o sithrn viacerych
motivov (postupnosti aminokyselin), ktoré sa v okoli miest $tiepenia bezne vyskytuju.
Jedna z takychto moznosti uz bola spomenuta vyssie v texte v ¢asti 1.4 pre enzym furin.
Ak sa teda v okoli skimaného miesta vyskytuje jeden alebo viacero motivov, ktoré boli
pozorované aj v znamych sekvenciach, potom sa dané miesto bude povazovat za miesto,
kde dochadza k stiepeniu. Tento model autori nazvali Known Motif model [3] a pouzili
ho pri predikcii miest Stiepenia pre hmyz, cicavce, vtaky, ryby a iné Zivocichy.

Ostatné modely si zalozené na pristupe vyuzivajucom metddy strojového ucenia
a boli vytvorené pomocou trénovacich dat konkrétnej skupiny organizmov (napr. mak-
kyge, hmyz, cicavce, ludia). Trénovacie data predstavuji zname prekurzory neuropep-
tidov spolu s informéaciou o miestach, na ktorych dochadza k Stiepeniu, ktord bola
experimentalne overend.

V ¢lanku Southey a kol, 2008 [5] autori opisuji, ako vytvorili modely na predikciu
Stiepnych miest prekurzorov neuropeptidov hmyzu. PouZili pritom $tyri rozne pristupy:
Known Motif model, bin4drnu logisticki regresiu, umelé neurénové siete a metoédu k-tich
najbliz§ich susedov. Ako trénovacie data boli pouzité experimentalne overené prekur-
zory 7 organizmov Apis mellifera (véela medonosna) a Drosophila melanogaster (octova
mugka) a vytvorili preto dve trénovacie mnoziny Apis a Drosophila.

Dalej vytvorili dve testovacie mnoziny dat, ktoré mali s trénovacimi mnozinami
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prazdny prienik. Prva z tychto mnozin bola testovacia mnozina s nazvom Various
a obsahovala kompletné prekurzory hmyzu réznych druhov. Druhé, Insuline-like, bola
tvorena prekurzormi peptidov podobnych inzulinu. Tato druha mnozina bola vytvorené
preto, lebo sekvencie tychto prekurzorov si st navzajom velmi podobné, dokonca i na-
prie¢ organizmami. Taktiez neobsahovala ziadne homolégy prekurzorov v mnozinach
Apis, Drosophila ani Various. Poslednou vlastnostou tychto mnozin bolo, Zze navzijom
medzi sebou neobsahovali ziadnu rovnaku sekvenciu prekurzorov pochadzajtcu z toho
istého organizmu [5].

Néasledne presiel kazdy prekurzor v jednotlivych mnozinach procesom, ktorym sa
ziskali data potrebné na natrénovanie jednotlivych modelov. Tento proces pozostaval
jednak z predikcie signalneho peptidu pomocou programu SignalP, ktory bol taktiez
odstraneny, a naslednej tvorby dat zo zostavajucej sekvencie. Okolo v8etkych potencial-
nych miest $tiepenia, ktoré obsahovali arginin alebo lyzin, boli vytvorené oknéa velkosti
2k. Ak vsak islo o Stiepenie na mieste za niekol'kymi za sebou idicimi aminokyselinami
arginin alebo lyzin, potom bolo miesto $tiepenia priradené tej najviac vpravo. Okna
sa teda mohli prekryvat a vSetky boli rozdelené na zéklade znadmych poznatkov medzi
pozitivne priklady, ak islo o okno, v ktorom dochadza k Stiepeniu, a negativne priklady,
ak v nich k Stiepeniu nedochadzalo.

Model binérnej logistickej regresie, umelych neurénovych sieti a k-tich najblizsich
susedov boli nésledne natrénované na mnozine dat Apis a Drosophila, pricom kazda
bola analyzovana samostatne, a tym sa ziskali dva rozne modely. Ako model logistickej
regresie bola pouzita kombinacia metod backward, forward a stepwise model-selection.
Umelé neurénové siete boli implementované ako viacvrstvovy perceptron s jednou skry-
tou vrstvou pozostavajicou z 500 vrcholov. Model k-tich najblizsich susedov bol realizo-
vany pomocou algoritmu k-tich najblizsich susedov s euklidovskou metrikou a za tic¢elom
ziskania optimalnej hodnoty k boli testované jej viaceré hodnoty.

Nésledne boli tieto modely testované na vSetkych mnozindch dat a navzijom po-
rovnané. Ak bola pravdepodobnost Stiepenia na danej pozicii mensia ako 0,5, potom
sa povazovala za neStiepnu (negative) a naopak, ak bola tato pravdepodobnost vic-
Sia alebo rovna 0,5, potom sa dané pozicia prehlasila za miesto Stiepenia (positive).
Vzhladom na autormi uvazované pozorovania dosahovali vSetky vytvorené modely po-
rovnatelné vysledky. Co sa tyka Known Motif modelu, tak spomedzi vSetkych mode-
lov dosahoval celkovo najlepsie hodnoty poc¢tu spravne predikovanych pozicii Stiepenia
pre vSetky mnoziny dat. Na druhej strane taktiez dosahoval vysoké hodnoty nesprévne
predikovanych pozicii Stiepenia, ¢o sa zobrazilo na nizkej pozitivnej presnosti, kedze
zo vSetkych predikovanych pozicii §tiepenia bolo az 30-50% nespravnych. Tieto vlast-
nosti Known Motif modelu mali za désledok, 7Ze celkovo, az na senzitivitu, dosahoval

najhorsie vysledky vo vSetkych autormi uvazovanych pozorovaniach.
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2.2.3 Identifikacia prekurzorov

Ako bolo spomenuté v texte vyssie, samotny program NeuroPred neriesi problém zis-
tenia, ¢i skimany protein je prekurzorom neuropeptidov alebo nie, ale uz to vopred
predpoklada. Tomuto postupu preto predchadza nejaky iny, ktory by vedel tito infor-
méciu zistit. Tymto problémom sa venovali aj autori programu NeuroPred v ¢lanku
od Southey a kol. [6], pricom skimali opicu makak (Macaca mulatta). Tento organizmus
si vybrali preto, lebo hoci sa ¢asto pouziva ako modelovy organizmus, napriek tomu
boli dovtedy zname len $tyri gény prekurzorov, pricom Iudskych je znAmych vyse 90.

Ich postup pozostava z dvoch zakladnych krokov, pricom v prvom vyuzili dva zname
poznatky. Jednak to, Ze pre niektoré cicavce uz existuje rozsiahlejSia databaza pre-
kurzorov neuropeptidov a taktiez, ze v sicCasnosti disponujeme pomerne rozsiahlou
databazou génov, resp. proteinov makaka, ktoré sme ziskali ako vysledok programov
na predikciu génov. Z doévodu relativne blizkej evolu¢nej pribuznosti pouzili celé pre-
kurzory neuropeptidov u ¢loveka! a kazdy zarovnali so vSetkymi proteinmi makaka.
Na ziskanie zarovnani pouzili $tandardny program BLAST [19].

Nasledne boli v druhom kroku vsetky relevantné vyskyty zarovnané k zodpoveda-
jucim sekvenciam viacerych inych organizmov. Pre jednotlivé potenciilne prekurzory
teda vytvorili viacndsobné zarovnanie (program T-Coffee [20]) a tie néasledne rucne
preskumali. V databaze predikovanych proteinov makaka takto nasli 67 prekurzorov
neuropeptidov.

Takato identifikdcia prekurzorov z uz znadmych predikovanych proteinov, ale zly-
hava v situacii, ked bol niektory protein predikovany netplne alebo nebol predikovany
vobec. Je preto potrebné zistit, ¢i sa nejaky konkrétny prekurzor u ¢loveka vyskytuje
i v genome makaka. Na takéto ucely sa pouziva program Wise2 [21], ktory predikuje
Struktdru génu pomocou porovnavania sekvencie proteinu s DNA sekvenciou a pouziva
pritom i model na predikciu génov. Tymto sposobom bolo najdenych dalsich 17 pre-
kurzorov. Tato kombinécia pouzitia programov BLAST a Wise2 sa preto ukézala byt
dobréa, lebo kazdy nasiel i také prekurzory, ktoré sa tomu druhému najst nepodarilo.

Tymto postupom boli autori schopni identifikovat proteiny, ktoré st prekurzormi
neuropeptidov a na tie nasledne nasadit program NeuroPred, ktory bol schopny najst
miesta Stiepenia, pripadne boli tieto miesta predikované uz len na zéklade zarovnani,
pomocou ktorych boli ziskané. Napriek tomuto pomerne komplikovanému postupu je
v8ak dolezité si uvedomit, Ze tymto postupom autori Southey a kol. [6] identifikovali len
také prekurzory, pre ktoré v l'udskom genéme existuje homolog. Neumoziiuje teda najst
nejaky iny alebo novy prekurzor. Tento postup tiez nie je mozné uplatnit na genémy,

ktoré nemaja blizko pribuzny geném s uz najdenymi neuropeptidmi.

1Usek so signalnym peptidom a jednotlivé neuropeptidy
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2.2.4 NeuroPID

Inym postupom, ktory riesi problém identifikacie prekurzorov neuropeptidov, sa zaobe-
rali Ofer a kol. [7]. Vytvorili nastroj NeuroPID, pomocou ktorého sa pokusali identi-
fikovat prekurzory neuropeptidov u cicavcov, pri¢om ich postup nebol obmedzeny len
na uz doposial zname prekurzory ako tomu bolo v pripade autorov NeuroPred-u. Ide
o tradi¢nt schému strojového ucenia, v ktorej si vytvorili niekolko atribiitov (angl. fea-
tures) opisujucich sekvenciu aminokyselin, podla ktorych sa nasledne rozhodne, ¢ ide
o sekvenciu prekurzoru neuropeptidov alebo nie. Vytvorili pomerne velky zoznam ob-
sahujici takmer 600 roéznych atribatov, ktoré pouzili na popis sekvencie. Logicky ich

mozno rozdelit do troch zakladnych skupin:

e Biofyzikalne kvantitativne vlastnosti
- molekulova hmotnost, dlzka, isoelektricky bod, bigramy aminokyselin, vyskyt

aminokyselin s nabojom, vyskyt aromatickych aminokyselin a iné

e Binarne atribity
- zachytavaju informéciu o nie ndhodnom rozlozeni konkrétnych skupin amino-
kyselin v oknéach velkosti 5. Pre vSetky bindrne moznosti okna (2° = 32) sa zrata
pocet vyskytov tohto okna v sekvencii, pricom na mieste jednotiek sa nacha-
dzaju aminokyseliny z danej skupiny. Takto sa vytvorilo 32 atribtitov pre skupiny
G, K, R], [K, R], aminokyseliny s ndbojom a iné.

e Informacné Statistiky
- rdzne Statistiky motivované oblastou vyhladavania informéacii (angl. information

retrieval) ako entropia aminokyselin a autokorelacia

Po zadefinovani jednotlivych atribttov autori vytvorili trénovacie data, pozostava-
juce zo znamych prekurzorov neuropeptidov a negativnych sekvencii, t. j. proteinov,
o ktorych sa vie, zZe nie su prekurzorom neuropeptidov. Na tychto datach vykonali
Kolmogorov-Smirnov test, ¢im zistili, ktoré z ich atribttov st Statisticky najviac infor-
mativne pri probléme identifikicie prekurzorov neuropeptidov. Takto napriklad zistili,
ze pocet vyskytov aromatickych aminokyselin zohrdva pomerne vyznamnu tlohu. Kon-
krétne, ze sekvencie, ktoré si prekurzormi neuropeptidov maji zvic¢sa zvySeny vyskyt
aromatickych aminokyselin.

Trénovacie data potom zakodovali do vSetkych uvazovanych atribatov, ktoré ich
popisuju a nasledne na nich natrénovali viaceré modely strojového ucenia ako support
vector machines (SVM), gradient boosting alebo random forests. VSetky tieto modely
viedli k porovnatelnym vysledkom a to 82-89% spravnej klasifikicie pri krizovej va-
lidacii (angl. cross-validation). Nakolko vSak pouzili velmi velké mnozstvo atributov,

rozhodli sa vynechat také atributy, ktoré neprinasaji dostatok informacii potrebnych
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na klasifikdciu. Realizovali to postupnym vynechavanim atribitov a pozorovanim tspes-
nosti klasifikicie, a taktiez pomocou metédy analyzy hlavnych komponentov (angl.
principal component analysis). Tymto postupom sa im podarilo zniZit pocet vysoko
informativnych atribitov z povodnych 561 az na 23, pricom sa zachovala stile po-

merne dobra miera tispeSnosti.

2.3 Navrh systému

V texte vyssie boli spomenuté niektoré sicasné pristupy rieSenia problému rozpozné-
vania neuropeptidov. Program NeuroPred [4] sam o sebe tento problém neriesi, ale
aktualne sa stal akymsi Standardom, ktory vo vac¢sej alebo mensej Casti vyuzivaju aj
viaceré iné metody ako napriklad prace autorov Ofer a kol. (2014) [7], Delfino a kol.
(2010) [8], Clynen a kol. (2010) [9] alebo Xie a kol. (2010) [10]. Pouzitie programu
NeuroPred je v skuto¢nosti mozné len ak o skimanej sekvencii vieme, 7ze je prekur-
zorom neuropeptidov. Dokonca i v tom pripade, ked touto informéciou disponujeme,
stale mozu nastat komplikacie, nakolko musime dopredu poznat poziciu, resp. ukon-
¢enie signalneho peptidu. Ako uz bolo spomenuté v ¢asti 2.2.1, program SignalP tito
¢iastkova tlohu riesi, avSak aj tak nie tiplne dokonalo. Ak teda nevieme presne urcit,
kde sa v nami skiimanej sekvencii kon¢i signalny peptid alebo takychto miest mame
dokonca viacero, potom aj miesta Stiepenia predikované programom NeuroPred nemu-
sia byt tplne spravne. MoéZe ich byt viac alebo menej, vzhladom na chybné skratenie
alebo predlzenie potencialneho signélneho peptidu, ale mozu byt niektoré miesta aj
uplne pozmenené. Nepresnost predikcii signdlneho peptidu vSak nie st jedinou slabos-
tou NeuroPred-u. Hoci nam je schopny urc¢it miesta potencialneho Stiepenia prekurzoru
na mensie ¢asti, neurcuje vsak, ktoré z tychto ¢asti nasledne v bunke prebehnii sériou
modifikacii a budd z nich vytvorené neuropeptidy. Ziskame teda zoznam mensich tse-
kov, no nevieme im priradit ich biologicktl vlastnost, a preto sme v principe tlohu
najdenia neuropeptidov nevyriesili.

Ako bolo spomenuté, uz samotné zistenie, ¢i je skimana sekvencia prekurzorom,
je dolezity problém, ktorému sa vedci venuji aj nezavisle od predikcie miest Stiepe-
nia alebo neuropeptidov samotnych. V nasej praci sme sa rozhodli nevenovat tymto
problémom oddelene, ale vnimame ich ako jeden va¢si problém, ktory by sa mal riesit
jednotne. Poznatok, Ze skiimané sekvencia je prekurzorom ném totiz dodava informaciu
o tom, Ze ide o prekurzor neuropeptidov, a teda, Ze sa Stiepi na mensie ¢asti. Na druhej
strane, ak sa sekvencia Stiepi na mensie Casti, potom nam to pridava na istote, ze je
naozaj prekurzorom. Navrhli sme preto systém, ktorého tlohou je o skiimanej sekvencii
zozbierat viaceré informacie, ktoré mozu byt pri probléme rozpoznévania neuropepti-
dov relevantné, tieto informacie nasledne spracovat a vyhodnotit met6dami strojového

ucenia. Informacie uvazované pri navrhu nasho systému mozeme rozdelit do Styroch
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zakladnych skupin:

e Informdcia o signdlnom peptide
Kazdej pozicii v skimanej sekvencii chceme priradit urcité skore, ktoré hovori
o tom, ¢ sa na danom mieste kondi signalny peptid alebo nie. Ide teda o fun-
kciu, od ktorej vyzadujeme, aby v idedlnom pripade priradila koncovej pozicii
signalneho peptidu vysoka hodnotu a ostatnym pozicidm hodnotu nizku. Toto

priradenie hodnot vieme dosiahnut pouzitim programu SignalP.

e Informdcia o miestach Stiepenia
Kazdej pozicii v skumanej sekvencii chceme priradit skore hovoriace ako velmi
je pravdepodobné, 7e za danou poziciou dochadza k Stiepeniu. Toto vieme do-
siahnut aj vyuzitim dostupnej aplikicie NeuroPred, no nevyhodou je jednak to,
7e ide vyhradne o webovi aplikiciu a i fakt, Ze pri pouzivani si mame moznost
vybrat len z velmi obmedzeného po¢tu natrénovanych modelov. Rozhodli sme sa
preto implementovat vlastny néstroj urceny na predikciu miest Stiepenia, ktory
je zalozeny na podobnom principe ako NeuroPred. Vyhodou je, ze uZivatel si je
schopny vopred natrénovat svoj vlastny model na znamych, dobre anotovanych
sekvenciach a nésledne ho pouzit na predikciu Stiepnych miest skimanej sek-
vencie. Na vytvorenie modelu sme pouzili metédu strojového ucenia nazyvanua
support vector machines [11] (SVM), ktora bude bliz8ie opisana v nasledujicej

kapitole.

o Informdcia o dizke
Dizky tsekov prekurzoru, ktoré predstavuji neuropeptidy si vo vSeobecnosti
kratsie ako propeptidy. Informacia o dlzke uvazovaného tseku preto moze istym
sposobom podavat informéciu o tom, ¢ je dany usek neuropeptid alebo nie.
Taktiez signalny peptid zvykne mat istt tandardna dlzku. Tieto informéacie boli

vyuzité aj v nasom systéme a ich vyuzitie je blizSie popisané v casti 4.2.2.

o Statistické informdcie ziskané zo sekvencie
Do tejto skupiny patria vSetky ostatné informécie, ktoré sa daju ziskat priamo
zo sekvencie. V nasich experimentoch sme pouzili niekolko z tychto moznosti,
ktoré si blizsie opisané v kapitole 4.2.2, ale vo vSeobecnosti je mozné doplnenie

nasho systému aj o dalsie informacie.

Ziskané informécie o sekvencii st nasledne spracované a na zaklade nich je sku-
mand sekvencia anotovani. Na anotaciu sme sa rozhodli pouzit metédu strojového
uc¢enia s nazvom conditional random fields [13] (CRF) urcenej na segmentaciu a ano-
taciu sekvenénych dat. Ide o pravdepodobnostny model, ktory vo viacerych aspektoch
prekonéava doposial zname iné modely ako napriklad skryté markovovské modely (angl.

hidden Markov models), markovovské modely maximélnej entropie alebo stochastické
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gramatiky. NavySe ide o model, ktory sa vel'mi hodi na nami navrhnuty systém, nakol'ko
ho vieme vytvorit presne tak, aby dokazal spracovavat nami navrhnuté informécie o sek-
vencii a na zaklade nich ju anotovat. Obrézok 2.1 schematicky znazoriuje priebeh nami
navrhnutého systému. V prvom kroku sa o skiimanej sekvencii zozbieraji jednotlivé
informéacie. Menovite informécia o signdlnom peptide pomocou programu SignalP, in-
formacia o miestach Stiepenia pomocou dopredu natrénovaného modelu SVM a ostatné
informacie ziskané priamo zo sekvencie. Tieto informacie st nasledne vyuzité prostred-
nictvom modelu CRF, ktory bol predom natrénovany na znamych spravne anotova-
nych sekvenciach. V zésade rozlisujeme tri zdkladné anotacie a to signal, neuropeptid
a propeplid. AvSak nakolko ma byt na$ systém schopny spravne pracovat aj bez infor-
mécie, ¢i je skimané sekvencia naozaj prekurzorom neuropeptidov, je nutné uvazovat
aj dalsie dodato¢né anotéacie, podla ktorych bude mozné zistit, Ze skimané sekvencia
prekurzorom neuropeptidov nie je. Tymto problémom sa vSak budeme podrobnejsie

venovat az v kapitole 4 spolu s celkovym popisom anotacie.

skiimand sekvencia

SignalP SVM

Mo L

CRF

Y
I [ [ T 1 |

Obr. 2.1: Schéma ilustrujica nami navrhnuty systém na rozpoznavanie neuropeptidov.
Zo skiimanej sekvencie st extrahované informécie viacerych druhov a v kone¢nom §ta-
diu je sekvencia rozdelena na mensSie anotované tseky pomocou pravdepodobnostného
modelu conditional random fields (CRF). Usek zvyrazneny ¢ernou farbou predstavuje
predikovany signalny peptid, sivé tseky predstavuju jednotlive neuropeptidy a biele
useky oznacuji nekodujice Casti, t. j. propeptidy.
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Kapitola 3
Rozpoznavanie miest Stiepenia

V predchadzajtucej kapitole sme v casti 2.3 predstavili nami navrhnuty systém po-
zostavajuci z niekolkych ¢asti. V tejto kapitole sa budeme venovat casti, ktord méa
na starosti predikciu potencidlnych miest Stiepenia sekvencie, ktord je na obrazku 2.1
oznacend skratkou SVM. V nasledujicom texte najprv predstavime metodu strojového
ucenia support vector machines [11], ktorej tato skratka prislicha, a nasledne popiseme
ako bola tato metdéda v naSom systéme vyuzita za tcelom predikcie miest Stiepenia.
Nami navrhnuty postup trénovania predikcie Stiepenia taktiez porovname s predikciami

dostupnej webovej aplikacie NeuroPred [4].

3.1 Uvod do SVM

Support vector machines [11] (SVM) je metoda strojového ucenia, ktora sa pouziva
pri rieSeni problému klasifikicie i regresie, no blizsie sa budeme venovat len binarnej
klasifikacii, teda klasifikacii dat do dvoch tried.

Nech D = {(xi,y;)|z; € RP,y; € {—1,1}}, predstavuje trénovaciu mnozinu dat
pozostavajiucu z n bodov v p rozmernom priestore, pricom kazdy bod je priradeny
do jednej z dvoch tried, —1 alebo 1.

3.1.1 Linearna klasifikacia

V pripade linedrnej SVM metody sa hlada nadrovina v p-rozmernom priestore, ktora
separuje body x; v trénovacej mnozine D tak, Ze body patriace do jednej triedy lezia
na jednej strane nadroviny a body patriace do druhej triedy na jej druhej strane. Navyse
sa hlTada optiméalna separacia, teda nadrovina, ktord méa ¢o najvacsiu vzdialenost k nej
najblizsiemu bodu. Kazda nadrovinu priestoru R? mozno zapisat ako mnozinu bodov
x spliiajicich rovnicu

w-x—b=0,
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kde - predstavuje skalarny sucin a w je normalovy vektor danej nadroviny. Hodnota
ﬁ urcuje vzdialenost nadroviny od za¢iatku siradnicového systému, t. j. bodu 0. Ak
hladdme nadrovinu, ktora rozdeluje body trénovacej mnoziny optimélne, treba preto
zobrat dve navzajom rovnobezné nadroviny, ktoré dané body rozdeluju a zarovei po-
zadovat, aby vzdialenost medzi nimi bola ¢o najvicsia. Tieto dve nadroviny mozno
reprezentovat ako w-x —b=1a w-x — b= —1. Obrazok 3.1 ilustruje danu situaciu,
pricom je na nom znazornend jednak samotné separujica nadrovina, ale i tato dvoj-
ica nadrovin, tvoriaca tzv. hranicu. Snazime sa teda maximalizovat vzdialenost medzi
tymito dvomi nadrovinami, ktora je ﬁ, t. j. minimalizovat ||w/||, pricom musi stéle
platit, Ze obe rozdeluji body trénovacej mnoziny. Tieto podmienky mozno zjednodu-
Sene zapisat v tvare
yi(w-x; —b) > 1,

kde (x;,y;) st jednotlivé body trénovacej mnoziny D. Metoda linedrnej SVM minima-
lizuje hodnotu ||w|| pri dodrzani tychto podmienok vyuzitim bodov leziacich na jednej
z dvoch separujicich nadrovin (hranic), nakolko len nimi sa méa zmysel zaoberat, a tieto

body nazyva podporné vektory (angl. support vectors).

A
XZ

/
7

A
/ X
%37 1

Obr. 3.1: Optimalne rozdelenie bodov v dvojrozmernom priestore do dvoch tried. Plna
¢iara predstavuje nadrovinu, ktora dané body rozdeluje tak, Ze body jednotlivych tried
lezia na samostatnej strane nadroviny. PreruSované ciary predstavuji hranicu danej
separacie a body na nich st tzv. podporné vektory. (Zdroj www.wikipedia.org)

Nakolko ale nie vzdy existuje takd nadrovina, ktord by rozdelovala vSetky body
x; spravne, mozeme dovolit len jemnd hranicu, a teda, Ze nemusia byt body dokonale
separované. V tomto pripade sa uvazuje nejakd konkrétna penalizacia zlého priradenia

do triedy, pricom ale samotny algoritmus SVM sa nad alej pokisa maximalizovat vzdia-
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lenost separujtcej nadroviny a najblizSiecho spravne klasifikovaného bodu. Hladanie
optimalnej nadroviny je preto hladanie akejsi rovnovahy medzi ¢o najvac¢Sou hranicou

a ¢o najmensSou chybou, vzhladom na zvolent penalizaciu jednotlivych bodov.

3.1.2 Nelinearna klasifikacia

Ak st body z D linearne separovatelné, tak linearne SVM néjde ich optimalnu sepa-
raciu. Ak ale linearne separovatelné nie si, potom sa moZe pouzit metoda, ktora dané
body transformuje do nejakého viacrozmerného priestoru, v ktorom uz nasledne line-
arne separovatelné byt mozu. Tato transforméacia pochopitelne nemoéze byt linedrna,
nakolko by body ostali nadalej linedrne neseparovatelné. Tento postup sa vSak takto
priamo nepouziva, ale vyuziva sa tzv. jadrovy trik (angl. kernel trick). Cely vypocet
linedrnej SVM sa da totiz vykonat tak, Ze sa body x; vo vypocte vyskytujiu vzdy len
v nejakom skaldrnom sicine s inym bodom x; alebo samym sebou. Ak by sme preto
chceli pouzit spominani metodu, ktord transformuje body do nejakého viac rozmer-
ného priestoru prostrednictvom nelinearnej transformacie ¢(x), vSade vo vypocte sa
budu vyskytovat len skalarne suciny ¢(x;) - ¢(x;), ktoré mozeme oznacit ako k(xi, ;)
a nazyvat jadro. Spominany jadrovy trik teda spociva v tom, Ze sa vo vypocte SVM
namiesto skaldrnych stcinov jednotlivych bodov xi,x; vzdy pouzije jadrovi funkcia
k(xi,x;), ktord predstavuje linearny sucin danych bodov po transformacii do nejakého
viacrozmerného priestoru. Tento jadrovy trik sa taktiez pouzije nielen pri trénovani,
ale 1 naslednom pouziti SVM za tucelom klasifikacie, kde sa tiez vykonavaji len siciny
#(x) - ¢(x;) vstupnych dat x s podpornymi vektormi x;.

V praxi sa pouziva viacero jadrovych funkcii, no spomenieme len tzv. radial basis
function (RBF), ktora je definovana ako

k(xi,x;) = exp(—7llx; — xi[),

kde ~ je parameter danej funkcie. Vyhodou pouzitia takejto funkcie je fakt, ze RBF
predstavuje skalarny sic¢in v urc¢itom nekonecno-rozmernom priestore a kladie len mi-
nimalne podmienky na data. Tato funkcia navySe zabezpecuje pomerne velk presnost
a pri trénovani taktiez rychlu konvergenciu k optiméalnemu rieseniu |7]. Vyhodou je

taktiez jej maly pocet parametrov.

3.2 Predikcia miest Stiepenia

Ako uz bolo spomenuté v predchadzajticom texte, v naSom systéme sme pouzili me-
todu SVM na klasifikdciu miest Stiepenia sekvencii na mensie Casti. Na rieSenie tohto
problému sme pouzili pristup podobny pristupu autorov programu NeuroPred [4]. Po-

mocou trénovacich dat sme vytvorili SVM umozinujice klasifikaciu jednotlivych pozicii
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v skiimanej sekvencii do dvoch tried podla toho, ¢ na danej pozicii (resp. za fiou)
dochadza k Stiepeniu.

3.2.1 Tvorba dat potrebnych na klasifikaciu

Ako bolo spomenuté v predchadzajicom texte, model urceny na predikciu miest Stie-
penia ma byt vytvoreny z uzivatelom vybranych trénovacich dat. Tieto trénovacie data
pozostavaju zo sekvencii, ktoré si anotované informéciou o stiepeni. Teda kazdej pozicii
v sekvencii aminokyselin je priradena anotéacia, ¢i za danou aminokyselinou v sekvencii
dochadza k $tiepeniu alebo nie. Na to, aby sme vedeli pouzit metodu klasifikicie miest
Stiepenia pomocou SVM, je nutné z trénovacich dat vytvorit data pozadovaného typu,
teda body v niekolko-rozmernom priestore, ktoré st zaradené do dvoch roznych tried.

Jednotlivé aminokyseliny reprezentujeme ako bazové vektory 20-rozmerného prie-
storu R?°) nakol'ko ich je presne 20 (vid tabulku 1.1), teda alanin ako vektor majuci
prva sturadnicu jednotkovi a ostatné nulové, cystein majici druhd sdradnicu jednot-
kovii a ostatné nulové atd. Sekvenciu pozostavajicu z k aminokyselin v naom pristupe
reprezentujeme vektorom v 20k-rozmernom priestore R?°% ktory vznikol kartezianskym
stic¢inom vektorov reprezentujucich jednotlivé aminokyseliny na prvej az k-tej pozicii.
V nagom pripade sme z jednej sekvencie aminokyselin dizky n vytvorili n vektorov pri-
slichajucich k jednotlivym poziciam. Ak by sme neuvazovali ziadne okolie (teda okno
velkosti 1), ziskali by sme tak n vektorov v 20-rozmernom priestore, teda kazdy vektor
by bol vektorom aminokyseliny na danej pozicii. My v8ak uvazujeme aj okolie velkosti k
nalavo i napravo od potencidlneho miesta $tiepenia (teda okno velkosti 2k +1), a preto
dostéavame vektory v 20 * (2k + 1)-rozmernom priestore. Aby sme tymto postupom do-
stali vSetky vektory rovnakej dimenzie, v pripade krajnych pozicii sme okno doplnili
o neurc¢ené aminokyseliny X, ktoré boli nasledne reprezentované nulovym vektorom,
t.j. 0 € R?.

Podiatocné trénovacie data boli anotované informéciou o miestach Stiepenia, a preto
jednotlivé oknd vieme rozdelit do dvoch tried podla toho, ¢ predstavuji okno so stre-
dom v mieste Stiepenia alebo nie. Tymto postupom sme ziskali ddta vhodné na kla-
sifikiciu pomocou metody SVM. Avsak, ako bolo uz spomenuté v Casti 1.4, vieme, ze
k Stiepeniu dochidza len za aminokyselinami lyzin a arginin, a preto len vektory zod-
povedajtce Stiepeniam na tychto miestach boli pouzité pri trénovani modelu. Podobne
v pripade samotnej predikcie miest Stiepenia pomocou natrénovaného modelu, pozicie,
na ktorych je ind aminokyselina nez lyzin alebo arginin moézu byt automaticky pova-
zované za nie Stiepne. Pre ostatné pozicie sa nasledne vytvoria korespondujice okné
a k nim zodpovedajice vektory a tie mozu byt na zéklade klasifikicie pomocou na-
trénovaného SVM modelu anotované ako Stiepne alebo nie. Konkrétne, kazdej takejto
pozicii SVM priradi pravdepodobnost s akou je Stiepna, a teda nami zvolenou hranicou

vieme nastavit citlivost anotéacie Stiepenia.
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3.2.2 Trénovanie modelu

Po ziskani anotovanych dat vo formate pozadovanom SVM, je mozné samotné tréno-
vanie modelu. V nagej praci sme sa rozhodli pouzif $tandardne pouzivant kniZnicu
LibSVM [12] a ako jadrovii funkciu zvolit RBF, ktorej vyhody boli opisané v ¢asti 3.1.
Tento postup zahfha pouzitie dvoch hyper-parametrov v a C. Prvy z nich predsta-
vuje parameter v definicii jadrovej funkcie RBF a druhy penaliziciu zlého priradenia
do triedy. Za tcelom trénovania modelu s ¢o najlepSou presnostou sme zvolili postup
najdenia idealnych hodno6t hyper-parametrov prehladavanim viacerych moznosti. Po-
uzili sme postup krizovej validacie (angl. cross-validation), pri ktorom sme rozdelili
trénovacie data na péat Casti, na Styroch z nich bol model trénovany s konkrétnym na-
stavenim ~ a C' a na piatej bol validovany. Teda pre kazda kandidatsku dvojicu (v, C)
sme natrénovali 5 roznych modelov, ktoré boli vidy trénované i validované na inych
datach a nasledne bola kazdej tejto dvojici nastaveni priradena hodnota tspesnosti kla-
sifikicie v podobe priemernej presnosti klasifikacie vSetkych piatich modelov. Findlny
model bol napokon natrénovany na celych trénovacich datach pouzitim tych nastaveni

parametrov v a C, ktoré dosiahli v predchadzajucich validaciach najlepsiu tspesnost.

3.3 Experimenty

V predchadzajicom texte sme opisali ako vyuzit model SVM na predikciu miest Stie-
penia sekvencii aminokyselin. Hoci je tento krok len ¢iastkovym krokom nami navrhnu-
tého systému na predikciu neuropeptidov opisaného v sekcii 2.3, testovali sme presnost
predikcie porovnanim s aktuélne dostupnou webovou aplikaciou NeuroPred [4].
Porovnévali sme vysledky modelu Apis aplikicie NeuroPred, ktory vznikol natréno-
vanim na anotovanych 16-tich prekurzoroch neuropeptidov ziskanych z genému vcely
medonosnej, ktoré st voIne dostupné. Tieto sekvencie spolu celkovo obsahuji 70 vysky-
tov §tiepenia z celkového poctu 2931 pozicii '. Na tych istych sekvencidch bol trénovany
i nads model postupom, ktory bol podrobne opisany v predchadzajicom texte, pricom
sme pouzili rozne velkosti okien. Ako testovacie data sme zvolili sekvencie Drosophila,
ktoré boli uz spominané v casti 2.2.2, pozostavajice z 21 prekurzorov neuropeptidov
ziskanych z gendému octovej musky, obsahujicich 87 vyskytov Stiepenia z celkového
poc¢tu 3948 pozicii. Tieto data sme pouzili pri klasifikdcii miest Stiepenia aplikiciou
NeuroPred a nasho modelu a nésledne sme ich predikcie navzajom porovnali. Za tce-

lom merania tspesnosti klasifikdcie sme uvazovali nasledovné pocty:
true positive (TP): pocet spravne predikovanych pozicii Stiepenia

false positive (FP): poc¢et nespravne predikovanych pozicii Stiepenia

ISucet dlzok vietkych 16-tich sekvencii Apis
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true negative (TN): pocet spravne predikovanych pozicii, na ktorych nedochadza

k Stiepeniu

false negative (FIN): pocet nespravne predikovanych pozicii, na ktorych nedochadza

k Stiepeniu
positive (P): celkovy pocet pozicii Stiepenia, t. j. TP+FN
negative (N): celkovy pocet pozicii, na ktorych nedochadza k stiepeniu, t. j. TN+FP

na zaklade ktorych st vyjadritelné standardne pouZivané Statistiky, pouzité v nasich

meraniach:

Presnost klasifikidcie: pomer poctu pozicii so spravnou predikciou ku vsetkym pre-
dikciam, t. j. (TP+TN)/(P+N)

Senzitivita: pomer poc¢tu TP k celkovému poctu pozicii Stiepenia, t. j. TP/P

Specificita: pomer poctu TN k celkovému poétu pozicii, na ktorych nedochadza k stie-
peniu, t. j. TN/N

Pozitivna presnost: pomer po¢tu TP k celkovému poc¢tu predikovanych pozicii §tie-
penia, t. j. TP/(TP+FP)

Negativna presnost: pomer poc¢tu TN k celkovému poc¢tu predikovanych pozicii,
na ktorych nedochédza k $tiepeniu, t. j. TN/(TN+FN)

Na zaklade viacerych experimentov, vykonanych taktiez na inych datach, sme sa
rozhodli pri tvorbe déat na klasifikiciu pouzit okna velkosti 11, teda okrem aminoky-
seliny na danej pozicii sa berie do tivahy aj 5 aminokyselin pred a za danou poziciou.
Tato velkost sa ukazala byt dostatofna na generalizaciu problému, pricom sa stéle
dosahovali dostatocne dobré vysledky presnosti klasifikicie.

V tabulke 3.1 uvadzame porovnanie predikcii nami natrénovaného modelu s mo-
delom Apis aplikidcie NeuroPred. Z tohto porovnania vidno, Ze nami natrénovany mo-
del dosahoval porovnatelné vysledky, pricom dosiahol o nieco lepSie hodnoty pres-
nosti klasifikicie, Specificity i pozitivnej presnosti. Uvedené hodnoty boli ziskané pou-
zitim zékladnej hrani¢nej hodnoty klasifikacie, a teda miesto v sekvencii je povazované
za Stiepne, ak je jeho prislusnost (pravdepodobnost priradenia) do triedy Stiepnych
miest va¢sia ako do neStiepnych. Zmena tejto hrani¢nej hodnoty méze viest i k lep$im
vysledkom, no tie neboli v nasich experimentoch porovnavané. Av8ak nami navrhnuty
systém na predikciu neuropeptidov, ktory vysledky tejto klasifikdcie len vyuziva (vid
sekciu 2.3), nepracuje s tymto pevnym priradenim do tried na zaklade konkrétnej hod-

noty, ale s jemnym percentualnym priradenim.
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NeuroPred | N4s model
Presnost klasifikacie | 90,75% 91,14%
Senzitivita 63,22% 62,07%
Specificita 96,30% 96,99%
Pozitivna presnost 77,46% 80,60%
Negativna presnost 92,86% 92,70%

Tabulka 3.1: Porovnanie natrénovaného modelu s aplikidciou NeuroPred. Ako trénovacie
data boli zvolené sekvencie z mnoziny Apis popisané v ¢lanku autorov Southey a kol.
[5]. Jednotlivé modely boli testované na mnozine sekvencii Drosophila popisanej v tom
istom ¢lanku.

Z vysledkov tohto experimentu, ale i inych, ktoré boli vykonané, mézeme povedat,
Ze nas postup trénovania modelu na predikciu miest Stiepenia vedie k podobnym vy-
sledkom ako aplikécia NeuroPred. Podotykame vSak, Ze nasim cielom nebolo dosiahnut
vyrazne lepsSie vysledky, ale len porovnatelné, nakol'ko samotny problém predikcie miest
Stiepenia rieSeny tymto postupom predstavuje len stcast nami navrhnutého systému

na rozpoznavanie neuropeptidov.
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Kapitola 4

Rozpoznavanie a anotacia

neuropeptidov

V tejto kapitole podrobne vysvetlime postup, akym v nasom systéme dochadza k ano-
tacii sekvencii. Ako bolo uz naznacené pri navrhu nasho systému v c¢asti 2.3, ide o model
strojového ucenia s nazvom conditional random fields [13] (CRF), ktory umoziuje vy-
uzitie roznych druhov informécii za icelom anotacie sekvencii, v naSom pripade sekven-
cii aminokyselin (t. j. proteinov). V nasledujicom texte najprv vysvetlime tiito metodu
i s jej zovSeobecnenim semi-Markov conditional random fields (semi-CRF), ktora bola
v nasom systéme vyuzitd. Po zadefinovani modelu popiSeme, ako bol nas konkrétny
problém modelovany a aké rozne informaécie je schopny vyuzif pri anotécii. Na zéver
kapitoly taktieZ uvedieme niekol'ko experimentov, ktoré boli vykonané a popiSeme ich

vysledky.

4.1 TUvod do CRF

Model strojového ucenia conditional random fields nemodeluje spolo¢nt pravdepodob-
nost dat a ich anotécii, ale podmienent pravdepodobnost anotécii vzhladom na data.
Stale v8ak poskytuje moznost ovplyvihovania anotacie sekvencie jednej ¢asti druhymi,
¢o vedie ku globalne optimélnej anotacii. Navyse, pomocou CRF je mozné zapracovat
viaceré Statisticky korelované vlastnosti dat a vyuzit ich v podobe atribitov pri ano-
tacii. CRF moze byt standardne pouzité pre rozne definované grafové modely, avsak
my v nasSej praci pracujeme so sekvenénymi datami, a preto aj definicie prispésobime
tymto tcelom.

Ak uvazujeme sekven¢éné data, nech X = (xq1,29,---,2,) je sekvencia a Y =
(y1,Y2,*** ,yn) jej anotacia. CRF modeluje podmienenta pravdepodobnost Pr(Y|X).
Definujme teraz K [lokdlnych atribitov fi, fo, -+, fx, pricom kazdy lokilny atribit
priradi dvojici (X,Y) a indexu ¢ € {1,--- ,n} hodnotu fi(i, X, y;—1,¥;) € R. Jednot-
livé hodnoty f(i, X, y;—1,y;) teda predstavuji hodnoty lokalnych atribatov pre poziciu
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1 v sekvencii X, ktorej anotécia je y;, pricom anotéacia predchadzajtcej pozicie je y;_1.
Globdlny atribut Fj, definujeme ako sucet hodnot lokalneho atributu fi pre vSetky po-

zicie v sekvencii,
X

F.(X,Y) = ka(i,X, Yi-1, Yi)-
i=1

Potom autori Lafferty a kol. [13] definuji pravdepodobnost Pr(Y|X) v CRF ako

Pr(Y|X, w) = Zth) exp (Z kak(X,Y)>, (4.1)

k=1

kde w = (wy,ws, -+ ,wg,) je vektor vah jednotlivych globalnych atributov a Zy(X)

predstavuje normaliza¢ni konstantu, teda

Zw(X) =) exp (Z kak(x,?)> . (4.2)

k=1

Y

Po zadefinovani lokalnych atribttov teda samotné trénovanie modelu CRF spociva
v najdeni takych vah w, ktoré maximalizuji vyraz (4.1). Z definicie taktiez vyplyva,
ze vdaka normalizacii pomocou Zy(X) je mozné definovat hodnoty atribitov uplne
Tubovolne a nemusia predstavovat Ziadne pravdepodobnostné hodnoty.

Avsak nevyhodou takto zadefinovaného modelu je, 7ze niektoré vlastnosti déat sa
pomocou uvedenych lokalnych atribitov vel'mi tazko definuji. Ide o vlastnosti, ktoré si
Specifické pre dlhsi tisek skiimanej sekvencie, ktory je anotovany rovnakou anotéciou,
a nie len pre tseky jednotkovej dlzky. Existuje preto zovSeobecnenie, ktoré uvazuje
anotaciu sekvencie ako anotaciu segmentov sekvencie S = (s1,s2,---,5,), kde p je
pocet segmentov, na ktoré je sekvencia X segmentovana pomocou jej anotéacie Y. Teda
anotaciu sekvencie X mozno vyjadrit v tvare S = (b;,e;,a;)"_;, kde b; predstavuje

poziciu zac¢iatku segmentu s;, e; jeho koniec a a; jeho anotaciu. Plati preto:
bi=1;, e>0b; e 1+1=b; e =n; a1 #aq
a zaroven anotacie segmentov sedia s anotaciou celej sekvencie. Konkrétne
Yoi = Ybi+1 = Ybi+2 = "7 = Ye; = Ui

Pouzitim takto definovaného modelu mozno funkciu predstavujicu globalny atribit

definovat ako

p
Gk(Xv S) = ng(ai—labiaei)aivx)a (43)
=1

kde g; predstavuje lokdlny atribat zavisly od pozicie segmentu s;, jeho anotécie a;,
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anotacie predchadzajiceho segmentu a;_; a celej sekvencie X. Pre podmienentd prav-
depodobnost Pr(S|X) plati podobny vztah ako (4.1) len s pouzitim tejto novej definicie
globélnych atribitov

Pr(S|X,w) = ZW?X) exp (Z wpGr(X, S)), (4.4)

k=1

kde opét w predstavuje vektor vah jednotlivych globéalnych atributov a Zy (X) je nor-

maliza¢nou kon§tantou, v tomto pripade

Zw(X) = Z exp <Z kak(X,§)> : (4.5)

3 k=1

Toto zovSeobecnenie CRF sa Standardne nazyva semi-Markov conditional random
fields (semi-CRF) [15], avSak v nasledujicom texte budeme pod skratkou CRF vzdy
mysliet prave tento typ.

4.1.1 Inferencia

Po vyssie uvedenom definovani modelu semi-CRF mozno samotni inferenciu v tomto
modeli definovat ako najdenie optimalnej segmentacie sekvencie X pri pouziti vah w,
teda argmaxg Pr(S|X, w), kde pravdepodobnost Pr(S|X,w) je definovana vztahom
(4.4). Pri pouziti definicii (4.4) a (4.3) preto dostavame, Ze inferencia zodpoveda ma-

ximalizacii

K p
arg max Pr(S|X, w) = arg max <wk2gk<ai_l,bi,ei,a,-,x>) .

k=1 =1

Pri danej sekvencii X, véahach atributov w a hornej hranici dlzky segmentov, sa
nasledne da ziskat optimalna segmentacia S algoritmom podobnym standardnému Vi-
terbiho algoritmu [15].

4.1.2 Trénovanie modelu

Pri trénovani modelu semi-CRF méame dané trénovacie data T = {(X;,S;)}Y, ob-
sahujuce sekvencie aj ich spravne segmentacie. Cielom je maximalizovat podmienent
pravdepodobnost jednotlivych segmentov v modeli, pricom tato pravdepodobnost je
dana vahovanim w. Nakol'ko je funkcia logaritmu neklesajica, tak maximalizacia tejto
pravdepodobnosti je ekvivalentnd maximalizacii jej logaritmickej hodnoty. Vzhladom

na viaceré vyhody sa preto maximalizuje logaritmick& hodnota pravdepodobnosti tré-
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novacich dat a moze byt pomocou vzfahu (4.4) vyjadrena v tvare

Ly(w) = Zlog Pr(S;[X;,w) =) (Z w,Gr(X;,S;) — log ZW(Xi)) . (46)

% k=1

Cielom trénovania je najdenie takého vahovania w, ktoré vedie k maximalnej hod-
note Ly (w). Uzito¢nou vlastnostou funkcie Ly je jej konkavnost, vdaka ktorej je opti-
malne vahovanie mozné najst gradientovymi metdédami alebo mnohymi podobnymi
metdédami. Nami pouzitd implementacia za tymto acelom vyuziva kvdzi-Newtonovu

metddu s obmedzenou pamétou [15], kde je gradient vyjadreny v tvare

| Y5 G(X,, §)enexiS)
Zw(Xy)

Vir(w)=> G(X;S;)
i " (4.7)
= Z G(X:,8i) — Ep,gw) G(Xi, S),

kde G(X, S) predstavuje vektor globalnych atributov G = (G, Gy, -+ , G ). Prvy ¢len
vztahu (4.7) sa vyrata priamodiaro a o¢akavani hodnotu v druhej ¢asti mozno vyratat

pomocou metdédy dynamického programovania [15].

4.2 Model na anotaciu proteinovych sekvencii

Vyssie popisany model CRF sme sa rozhodli pouzit pri rieSeni nasho problému anotécie
sekvencii aminokyselin. Na zaklade popisu nami navrhnutého modelu v casti 2.3 je na-
$im cielom navrhnat model tak, aby bol schopny anotovat jednotlivé useky (segmenty)
skamanych sekvencii, na zaklade ktorych bude mozné rozlisit, ¢i je skimana sekven-
cia prekurzorom neuropeptidov. V tomto pripade taktiez vyzadujeme, aby bolo mozné
zo ziskanych anotécii rozligit, ktoré c¢asti skiimanej sekvencie predstavuji neuropeptidy.

V naSej praci sme sa rozhodli pouzit kniznicu, pomocou ktorej je mozné vytvarat
a pouzivat model CRF bez nutnosti implementacie algoritmov trénovania a inferencie.
Av8ak vzhladom na to, Ze chceme pracovat so zovieobecnenim semi-CRF, najdenie do-
stupnej implementacie nie je velmi jednoduché. Nakoniec sme v§ak nasli implementéciu
Prof. Sunita Sarawagi, ktord umoznuje pracovat aj s nami pozadovanym modelom. Ide
o projekt v jazyku Java, ktory je volne dostupny na strankach projektu [17].

Za ucelom pouzitia modelu CRF pri rieSeni problému rozpoznavania neuropeptidov
je v prvom rade nutné navrhntt mnozinu anotécii, ktorymi budeme jednotlivé segmenty
skimanych sekvencii oznac¢ovat. Po voIbe tychto anotéacii je nasledne nevyhnutné na-
vrhnut atributy, tvoriace neoddelitelna stcast modelu CRF a na zaklade ktorych je
samotné anotacia realizovana. V nasledujicom texte tieto dve casti ndvrhu modelu

bliz§ie popiSeme a opiSeme ich realizaciu v naSom systéme.
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4.2.1 Topolégia modelu

Prvym krokom pri pouzivani CRF modelu je volba anotécii, ktoré chceme pri anoto-
vani pouzivat. Tieto anotacie by mali taktiez popisovat Struktiru sekvencii, ktorymi sa
chceme zaoberat, a preto je vhodné ich reprezentovat stavovym diagramom, ktorého
stavy reprezentuju jednotlivé anotécie a prechodova hrana idica zo stavu u do v symbo-
lizuje, ze segment anotovany anoticiou v moze nasledovat za segmentom anotovanym
ako u.

UvaZzujme najprv jednoduchsi pripad, ked chceme navrhniat model CRF, ktory bude
spravne anotovat prekurzory neuropeptidov, pri¢om mé zarucené, zZe vstupna sekvencia
je prekurzor. Intuitivne vieme navrhnit stavovy diagram znazorneny na obrazku 4.1a,
kde vrchol S reprezentuje signdlny peptid nachadzajici sa na zac¢iatku kazdej pripustne;j
sekvencie, neuropeptidy si reprezentované vrcholom N a ostatné casti vrcholom P.
Pod slovom neuropeptid vSak nebudeme mysliet neuropeptid definovany v cCasti 1.4,
ale ¢ast prekurzoru neuropeptidov, ktord vznikla po Stiepeni prekurzoru a z ktorej sa
nésledne modifikiciami v bunke neuropeptid vytvori (vid sekciu 1.4). Nakolko st tieto
modifikacie dobre preskiimané a vieme ich dobre simulovat, je problém rozpoznavania
neuropeptidov ekvivalentny s problémom rozpoznania tychto dlhsich tsekov.

Stavovy diagram na obrazku 4.1a vsak nie je mozné priamo pouzit pri tvorbe mo-
delu CRF, nakolko obsahuje slucku, teda hranu vedtcu do vrchola, z ktorého taktiez
vychéadza. Toto je vlastnost, ktora je v spore s definiciou semi-CRF, podla ktorej ne-
mo67u mat dva po sebe idice segmenty rovnaki anotaciu (vid sekciu 4.1), a preto
nie je Standardnymi implementaciami semi-CRF podporovana. Na druhej strane, dia-
gram na obrazku 4.1b neobsahuje Ziadne slucky, a preto je korektny vzhTadom na CRF.
Sémantika tohto modelu je také, Ze vrchol so symbolom C' reprezentuje segment jednot-
kovej dizky na pozicii, za ktorou dochadza k tiepeniu. Sémantika ostatnych vrcholov

je rovnaka ako v predchadzajicom diagrame.

28



S C

(b) Stavovy diagram popisujuci Struktiru pre-
kurzoru neuropeptidov bez nutnosti pouzitia
sluciek. Vrchol C reprezentuje anotaciu amino-
kyseliny (t. j. tseku jednotkovej dlzky), za kto-
rou dochadza k Stiepeniu.

(a) Jednoduchy stavovy diagram popisu-
jaci struktaru prekurzoru neuropeptidov,
av8ak obsahujaci slucku.

Obr. 4.1: Stavové diagramy popisujice anotacie prekurzoru neuropeptidov. Precho-
dova hrana vedica do vrchola S nemé zaciatok, a preto predstavuje zaciatok sekven-
cie (kazdy prekurzor neuropeptidov zac¢ina signalnym peptidom). Vrcholy zvyraznené
dvojitym kriazkom symbolizuji konec¢né stavy, teda anotécie, ktorymi moze prekurzor
neuropeptidov kondit.

Diagram z obrazku 4.1b dobre popisuje struktiru prekurzorov neuropeptidov, av-
Sak cielom nasho systému je, aby bol schopny pracovat taktieZ so sekvenciami, ktoré
takymto prekurzorom nie st. Je preto nutné uviest iny stavovy diagram, ktory nam
zaroveil umozni rozlisovat aj tieto skupiny sekvencii. Priamoc¢iarym rozsirenim vyssie
uvedeného diagramu, ktory by splital pozadované vlastnosti, je stavovy diagram zna-
zorneny na obrazku 4.2a. Tento diagram umoznuje okrem sekvencii prekurzorov neuro-
peptidov popisat taktiez iné proteinové sekvencie, ktorych anotéciu ozna¢ujeme sym-
bolom P, ale i sekvencie, ktoré za¢inaja signalnym peptidom, aviak nie st prekurzorom
neuropeptidov!. Takto zvoleny model anotécii ma viak jeden velky nedostatok. Prob-
lémom je, Ze prekurzory neuropeptidov nie s jedinymi proteinmi, u ktorych dochadza
k Stiepeniu na mensie casti. V pripade, kedy by sme sa tymto stavovym diagramom po-
kusali anotovat prekurzor Stiepiaci sa na mensie ¢asti, z ktorych sa nasledne tvoria iné
latky nez neuropeptidy, by mohlo Tahko déjst k chybnej anotacii. Konkrétne, skiimana
sekvencia by mohla byt anotovana ako prekurzor neuropeptidov, nakolko splha jeho
viaceré vlastnosti ako vyskyt miest Stiepenia a tisekov propeptidov P. Z tychto dovodov
sme sa preto rozhodli zvolit stavovy diagram anotacii, ktorym by bolo mozné dobre
rozlisovat medzi prekurzormi neuropeptidov a prekurzormi inych latok. Tento diagram
je znazorneny na obrazku 4.2b. Ako vidno z obrazku, uvazujeme, ze kazda sktimana
sekvencia zac¢ina signalnym peptidom a nasledne sa v diagrame vyda do jednej z dvoch
Casti, jednej pre prekurzory neuropeptidov (vrcholy N, P a C' maji rovnaky vyznam
ako v predchédzajucich modeloch) a druhej pre ostatné sekvencie, pricom vrcholom

X reprezentujeme anotaciu funkénych casti, ktoré si po Stiepeni na miestach C' po-

Viaceré proteinové sekvencie mozu za¢inat nejakym signalnym peptidom, v zavislosti od konkrét-
neho typu. Vyznam signalneho peptidu bol bliz§ie popisany v casti 1.4.
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vazované za cielové produkty (podobne ako neuropeptidy N v pripade prekurzorov
neuropeptidov). Takto zvolenym stavovym diagramom je preto mozné dobre rozlisovat
prekurzory neuropeptidov a prekurzory inych latok, ktoré taktiez vznikaju Stiepenim
na mensie Casti. Sice nie sme schopni spravne anotovat sekvencie, ktoré nezac¢inaju sig-
nalnym peptidom, avSak toto nie je velkym problémom, nakol'ko sa zaoberdme problé-
mom rozpoznavania neuropeptidov, ktorych prekurzory signalny peptid obsahuja a za-
rovell uz existuje dobry nastroj na ich identifikaciu (vid sekciu 2.2.1). Ak mame dant
skimanu sekvenciu, pre ktora chceme riesit problém rozpoznania neuropeptidov, tak
v prvom kroku v nej skiisime najst signalny peptid programom SignalP. Ak pre vSetky
uvazované konce potencialneho signalneho peptidu dostaneme vel'mi nizke skore, potom
mozeme predpokladat, ze skiimané sekvencia signalny peptid neobsahuje, a preto ani
nie je prekurzorom neuropeptidov. V opa¢nom pripade mézeme pouzit nami navrhnuty

diagram anotécii na popisanie jej Struktiry.

(a) Stavovy diagram popisujuci Struktiaru
proteinov. Je nim mozné popisat aj prote-
iny, ktoré nie su prekurzorom neuropepti-
dov (vrchol s anotaciou P), aviak je na-
chylny napomahat tvorbe zlych anotécii
prekurzorov inych latok nez neuropepti-
dov.

(b) Stavovy diagram popisujuci Struktiru
proteinov obsahujtcich signalny peptid.
Na rozdiel od grafu na obrazku 4.2a nim
mozno dobre rozliSovat prekurzory neuro-
peptidov a prekurzory inych latok.

Obr. 4.2: Stavové diagramy popisujice anotaciu proteinov. Vyznam vrcholov a precho-
dovych hran je rovnaky ako v obrazku 4.1.

4.2.2 Tvorba atribtuitov modelu

Po zvoleni mnoziny anotéacii, ktorymi budeme skiimani sekvenciu popisovat, je sa-
motna anotacia sekvencie pomocou CRF zavisla jedine od zvolenych atributov (vid
4.1). Preto taktiez v nagom systéme zohrava vyber atributov kl'i¢ova alohu pri sprav-
nom rieSeni problému rozpoznania neuropeptidov. Pri ich tvorbe sme v8ak museli brat
ohlad aj na obmedzenia, ktoré boli kladené samotnou implementaciou CRF, ktord
sme pouzili. Ide najmi o fakt, ze algoritmy trénovania a inferencie st z dovodu lepsich

presnosti pocitané v log-priestore, ¢o ma za nasledok, ze hodnoty atribitov mozu byt
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len nezaporné, nakolko logaritmicka funkcia nie je pre zaporné hodnoty definované.
Dalsim z viicgich obmedzeni je, 7e tato implementacia je schopné pracovat len s ta-
kymi diagramami anotacii, ktoré predstavuju kompletné orientované grafy, a preto je
nutné pozadované vlastnosti zabezpecit vhodnym vyberom atributov, ktoré umoznia
len pripustné anotacie proteinov.

Nami vytvorené atribtuty mozno rozdelit do piatich zédkladnych skupin, ktoré budua
nasledne presne popisané. K vicSine atribitov taktiez uvedieme, aka by mala byt v ide-
alnom pripade hodnota vahy daného atribttu po natrénovani modelu. V zésade vsak
mozno len predpokladat, ¢i bude tato vaha zaporna alebo kladn&, nakolko jej vel-
kost veI'mi zavisi od ostatnych pouzitych atributov a toho, ako medzi nimi dochadza

ku vzajomnej rovnovahe.

Obmedzenia topoldgie modelu

Nakolko je nami pouZitd implementacia CRFEF schopna pracovat len s kompletnymi
grafmi anotacii, pri jej pouziti je nAm umoznené zvolit len pocet vrcholov, ktoré ma
nami zvoleny diagram z obrazku 4.2b obsahovat, avsak nie je mozné definovat povo-
lené prechody medzi anotaciami. Jediny sposob, ktorym je mozné zabezpecit spravnu
anotaciu vzhladom na zvoleny diagram, je vyber vhodnych atributov. Naslednym na-
trénovanim modelu CRF, a teda ziskanim optimélnych vah tychto atribitov, je mozné
,haucenie sa“ topologie modelu bez nutnosti explicitného definovania. Vytvorili sme
preto atribity, ktorych natrénované vihy zabezpecia spravne zaciatocné a koncové
stavy (anotacie prvého a posledného segmentu skimanych sekvencii) a taktiez spravne
prechody.

Pre kazdt anotaciu v boli vytvorené dva lokalne atribaty gpegin, @ Gend,. Prvy mal

za tlohu zachytit informéaciu o zaciato¢nych stavoch a jeho hodnota sa rovnala

1 a=v AN b=1

4.8
0 inak. ( )

Gbegin, (a,v be,a, X) = {

Teda atribit gpegin, ma hodnotu 1 len v pripade, ak sekvencia X zacina anotaciou v.
Podobnym sposobom boli vytvorené aj atribtty genq,, ktoré zachytavaju informéciu
o koncovych stavoch diagramu. Konkrétne

1 p— /\ f—
Gena, (a', b, e,a,X) = .a v e=n (4.9)
0 inak,

kde n je dlzka skimanej sekvencie X. Natrénovanim vah atribatov Gbeging (TESD. end, )
preto dostaneme vahy, pre ktoré oc¢akavame, Ze budu kladné pre anotécie (t. j. stavy)
v nachadzajice sa na zaciatku (resp. konci) nejakej trénovacej sekvencie. Ostatnym

atributom budu priradené vahy zaporné (teoreticky zaporné nekone¢né, avsak prakticky
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ide len o nejaké velmi nizke hodnoty).
Analogicky sme vytvorili i atribtty, ktorych tlohou je zachytit informéciu o pre-
chodoch z anotacie u do anotacie v. Pre kazda dvojicu stavov (anotacii) sme preto

vytvorili lokdlny atribut

1 d=u AN a=vw

4.10
0 inak. ( )

Gedgeq, ) (@50, €,a,X) = {

Rovnako ako v predchadzajicom pripade, natrénovanim vah na trénovacich datach
ocakavame kladné hodnoty v pripade prechodov nachadzajicich sa dostato¢ne casto

v datach, a teda prechodov pripustnych vzhladom na nas graf anotacii 4.2b.

Informécia o signilnom peptide

Ako uz bolo spomenuté v predchadzajiucom texte, za ti¢elom spravnej anotacie signal-
neho peptidu sme pouzili program SignalP, ktory bol popisany v ¢asti 2.2.1. Pre dantu

skimant sekvenciu X, ozna¢me
signal(X) = (signaly (X), signaly(X), - - -, signal,, (X))

vystup programu SignalP pre tiato sekvenciu. Vyssie hodnoty signal;(X) predstavuji
vysSiu pravdepodobnost, ze signalny peptid konc¢i na pozicii i. Na zaklade takychto
vystupov programu SignalP sme vytvorili atribit gsigna, ktory ich mal za tlohu vyuzit,
a tym bol jednym z hlavnych atribatov zabezpecujicich spravnu anoticiu signalneho
peptidu. Konkrétne

signal,(X) b=1 A a=8

4.11
0 inak, ( )

gsignal(a/, b, e, a, X) = {

kde vyrazom a = S myslime, Ze anotacia a predstavuje anotéciu signalneho peptidu S.
Teda pre segment sekvencie zac¢inajici sa na jej zac¢iatku, bude vystupom atributu skore
programu SignalP pre poslednti poziciu segmentu. Natrénovanim vahy tohto atribitu
otakévame nejaki kladnt vahu, nakolko vyssia hodnota signal;(X) pre koncovi poziciu

i znamend vyssiu pravdepodobnost, ze tu bude kon¢it signalny peptid.

Informéacia o miestach Stiepenia

Dolezitou informéciou, ktora by sme chceli vyuzit pri anotacii, je informacia o mies-
tach $tiepenia. Za tymto uc¢elom bol skonstruovany nas model SVM, ktory sme popi-
sali v casti 3.2. Vdaka tomuto modelu sme schopni kazdej pozicii skimanej sekvencie
priradit hodnotu, ktord predstavuje pravdepodobnost, Ze za touto poziciou dochadza

k stiepeniu. Vzhl'adom na nami definované diagramy anotécii 4.1b a 4.2b znamené fakt,

32



ze za danou poziciou 7 dochadza k Stiepeniu, to, ze tato pozicia ¢ m& byt anotovana
anotaciou C, resp. C. Na zachytenie tejto skuto¢nosti sme zostrojili atributy Jeleavec
& Geleavess ktorych hodnota zéavisi od aktualneho segmentu a predikcie natrénovaného
modelu SVM. Teda, ak ozna¢ime vystup modelu M na predikciu Stiepenia v sekvencii
X

cleavage™ (X) = (cleavage) (X), cleavage) (X), - - -, cleavage™ (X)),

tak tieto atribity mozno definovat ako

cleavagel'™ (X) a=v A b=e

4.12
0 inak, ( )

Gcleave, (CL/, b, e, a, X) = {

kde v € {C,C} a M(v) predstavuje pouzity model pre anotaciu v. Hodnota zis-
kana pomocou modelu SVM je teda priradena len vtedy, ked anotacia a predstavuje
anotaciu C alebo C, a zaroveii ide o segment jednotkovej dlzky. Na ziskanie hodnét
cleavege ™ (X) pre jednotlivé anotacie C' a C mozno pouzit bud rovnaky model (teda
M(C) = M(C)), alebo aj dva rozne. Natrénovanim modelu CRF sa najde optimalna
vaha atribltu geeqve, , kKtord vlastne modelu na predikciu miest Stiepenia priradi dolezi-
tost, resp. mieru informativnosti, vzhfadom na celkovy problém anotacie. O¢akavame
preto kladni vyslednii hodnotu natrénovanej vahy.

Informéaciu o miestach Stiepenia sme sa vSak rozhodli pouzit i pri tvorbe dalsich
atributov. Atribaty geeqve. @ Geleaveg Sice S navrhnuté tak, aby zabezpecili spravnu
anotéciu segmentu anotaciou C (resp. C) len ak je jednotkovej dizky a dochadza na fiom
k Stiepeniu, avSak chceli by sme pridat aj atributy, ktoré by zabezpecovali, ze segment
s inou anotaciou nebude disponovat poziciou s vysokou pravdepodobnostou Stiepenia.
Vzajomnou rovnovahou tychto atribtitov by sme chceli docielit, aby boli pozicie s vi¢Sou
pravdepodobnostou §tiepenia anotované ako C (resp. C), avSak také, ktoré taktieZ
vedu k nizkym pravdepodobnostiam Stiepenia v ostatnych vzniknutych segmentoch.
Za tymto ti¢elom sme sa rozhodli pre kazdu anotaciu v int nez C' alebo C skonstruovat
atribiit gnocieave, - Bolo by taktieZ mozné navrhnit pre vSetky anotacie v jeden spolo¢ny
atribit, ale tymto sposobom by sa pocas trénovania trénovala len jeho jedna vaha. Nami
zvoleny postup vSak umoziuje vac§iu volnost a zabezpecuje vyuzitie roznych vlastnosti
segmentov anotovanych inymi anoticiami, nakolko kazdej je priradend samostatna
vaha, ktorad bude optimalizované pre tuto konkrétnu anotaciu.

Jednou z moznosti ako atribit gnocieave, definovat je, Ze segmentom s anotéciou v
priradi hodnotu predstavujicu mazimum hodnét cleavage(X) v tomto segmente. Av-
Sak nevyhodou tejto metriky je, Ze zohladnuje len jednu poziciu a nie cely segment.
Uvazujme napriklad segment, v ktorom sa nachédza jedna pozicia s velmi vysokou
pravdepodobnostou $tiepenia ¢,,,, a ostatné pozicie maju tieto hodnoty minimalne.

Tento segment je vicSinou ovela menej neziaduci ako taky, ktorého dokonca viaceré
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pozicie disponuju tou istou pravdepodobnostou Stiepenia ¢,,q., hoci maja oba rov-
naki maximalnu hodnotu. Preto vyber maximélnej hodnoty nie je postacujtci, nakolko
pri dvoch segmentoch s rovnakymi maximalnymi hodnotami nie vzdy plati, Ze st rov-
nako zlé, a podobne nie je mozné na zéklade porovnania réznych takychto hodndt
povedat, ktory z im prislichajicich segmentov je lepsi. Je preto nutné uvazovat inu
metriku, ako napriklad sicet hodnot cleavage(X) v segmente. Téato metrika sice riesi
spominany problém, avsak len v pripade porovnavania segmentov rovnakej dlzky. Je
prirodzené, ze dlhsi segment méa zvicsa sucet hodnodt pravdepodobnosti Stiepenia vac¢si
nez segment krat$i, ale tuto skuto¢nost metrika stuc¢tu nezohladnuje.

Prirodzenou modifikdciou metriky stctu je priemer hodnoét cleavage(X) v seg-
mente, ktory vznikne normalizaciou su¢tu hodnot dizkou daného segmentu. My sme sa
vSak rozhodli v nasej praci pouzit priemer druhgch mocnin hodnét. Na rozdiel od oby-
¢ajného priemeru totiz nejde o linearnu funkciu hodnét cleavage(X) v danom seg-
mente, ¢o ma za dosledok, Ze takto definovana metrika jednak spliia vlastnosti, ktoré
chybali metrike vyuzivajicej len maximélnu hodnotu, ale navySe tiez priraduje vys$im
hodnotam este viacsiu vahu (nie linearne, ale kvadraticky). Ak preto chceme minima-
lizovat celkovy sacet priemeru druhych mocnin hodnot jednotlivych segmentov, tymto
pristupom je vyvolavany vacsi doraz na zamedzenie segmentov s vysokymi hodnotami.
Nami vytvorené atriblity sme navrhli v tvare

e
m ZZ:b(clecwagef»w(v) (X)) a=vw

0 inak.

Gnocleave, (G,, b, €, a, X) = (413)

Podobne ako pri vytvarani atribitov geeqve, moze byt pre rézne anotacie v pouzity
iny model predikcie $tiepeni M (v), alebo pre vSetky anotacie ten isty. Nakol'ko vyssie
hodnoty atribatu g,ocieave, Predstavuji horsie vlastnosti daného segmentu, natrénova-

nim modelu CRF sa pre tento atribit o¢akava vaha zaporna.

Informacia o dlzke

Uzito¢nou informéciou, ktord moze byt pouzita pri anotacii segmentov je aj informécia
o ich §tandardnej dizke. Jednym z dobrych pristupov je vytvorenie atribitu Glengthy
pre kazda uvazovant anotaciu, ktory by priradil segmentu anotovanému ako v hodnotu
podla toho, aki ma dlzku. Cim standardnejsia dl7ka segmentu, tym vyssia hodnota
atributu. Hodnoty takéhoto atributu preto mézu byt napriklad vytvorené na zéklade
hodnét rozdelenia pravdepodobnosti dlzok, ¢ize hodnota atribatu pre segment dizky I
anotovany ako v bude pravdepodobnost, 7e segment anotovany anotaciou v ma dizku [
v tomto rozdeleni. Aproximécia rozdelenia di7ok sa da vypocitat na zaklade znamych,
dobre anotovanych sekvencii, avSak na dobru aproximéciu treba sekvencii vela.

Bohuzial, v nasom pripade takychto sekvencii vela nie je (trénovacie data popi-
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sujeme v Casti 4.4), boli sme preto niteni zvolit iny pristup na zachytenie informacie
o di7kach. Pre kazdy segment sme vidy na zaklade literatary alebo odhadom uréili,
aké dlhé jednotlivé segmenty mozu priblizne byt, pricom ale stale pripustame, Ze seg-
ment moze byt kratsi alebo dlhsi. Napriklad v pripade neuropeptidov vieme, ze az 98%
doteraz znamych nie je dlhsich ako 60 a zarovei vieme, Ze st dlzky aspoii 3 [9]. Jednotli-
vym anotaciam segmentov v, preto priradime hodnoty min, a maz,, ktoré znamenaj,
7e §tandardna dlzka segmentov anotovanych ako v lezi v intervale [min,, maz,]. Na zé-
klade tychto intervalov sme pre kazda anotaciu v vytvorili tri atribiaty gsnort,, Gnormat,

& Giong, @ definovali ich nasledovne:

1 = A —b+1) < nmin,
Gshort, (CLI, b7 €, a, X) = a ! (6 * ) e <414>
0 inak
1 - /\ - b ]- . vy v
Gnormat, (b, ¢, 0, X) 1= o=y (€= bt )€ lminymaz] ) 45
0 inak
1 = A —b+1)> v
glongv (a/7 b7 67 a/7 X) = a v (e + ) max (416)
0 inak

Pri zvoleni vhodnych jednotlivych hodnét min, a maz, teda vieme rozlisovat, ktoré
dlzky st vzhladom na uvaZovani anotaciu prilis kratke alebo dlhé. Konzervativnym
pristupom, pri ktorom nastavime hodnotu min, velmi malu a hodnotu max, velmi
velkd, a naslednym natrénovanim modelu ziskame vahy atribGtov gsnore, @ Giong, z8-
porné a velmi nizke, ¢o je dosledkom toho, 7e takychto kratkych alebo dlhych segmen-
tov je velmi mélo. PouZitie takto natrénovaného modelu pri anotécii potom zabezpedi,
7e v zasade vietky segmenty anotované ako v buda mat dlzku v rozmedzi min, a maz,.
Na druhej strane, pri pouziti malého intervalu [min,, max,|, ktory bude pokryvat len
najviac frekventované dlzky, ziskame natrénovanim modelu vysoka kladna vahu atri-
butu gnormar,, €0 mé za nasledok vysoki presnost spravnej anotacie segmentov Stan-
dardnej dizky. Hoci teda ma nastavenie min, a max, vplyv na vysledna anotéciu, fazko
urcit nejaké ich konkrétne hodnoty vedice k idedlnemu modelu. V zasade preto posta-
¢uje, aby boli zvolené tak, aby nimi tvoreny interval pokryval najviac frekventované
dlzky.

Statistické informacie ziskané zo sekvencie

Poslednou uvazovanou skupinou atribtitov su tie, ktoré akymsi spdésobom popisuji vnu-
torni Struktdru jednotlivych segmentov skiimanych sekvencii. Prave tieto atribiity sa
hlavnou mierou podielaju na tlohe rozliSovania anotacii jednotlivych segmentov, pri-

¢om na tvorbe samotnych segmentov sa podielaju najmé atribity zo skupiny atribuatov
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vyuzivajucich informéciu o miestach Stiepenia. Ako bolo taktiez spomenuté v predché-
dzajicom texte v Casti 2.2.4, z pozorovani vyskumnej skupiny Ofer a kol. [7] napriklad
vyplyva, Ze pre sekvencie predstavujice prekurzory neuropeptidov je typicka zvysené
frekvencia aromatickych aminokyselin (vid tabulku 1.1). Prave toto pozorovanie nas
viedlo k tomu, aby sme vytvorili atributy, ktoré budu zachytavat informéciu o frek-
vencii aromatickych aminokyselin v jednotlivych segmentoch. Podobne ako pri tvorbe
predchéadzajicich atributov sme zvolili pristup, pri ktorom boli pre jednotlivé anotacie
v vytvorené samostatné atribity guroma,, ktorych vahy moézu byt trénované specificky

pre konkrétnu anoticiu. Vytvorili sme teda atribtuty, ktorych hodnoty boli definované

nasledovne:
z; je aromatickd aminokyselina a="v
Garomas, (a/7 b> €, a, X) = ng[ ) Y ] (417)
0 inak.

Teda atribtt guroma, POCita pocet vyskytov aromatickych aminokyselin v sekvencii X
v uvazovanom segmente?. Takto definované atribiity sa neskor pocas testovani ukizali
byt uzito¢né, pricom sme zistili, Ze po natrénovani modelu je vahe prislichajucej ku at-
ribatu guromay VZAy priradend vyrazne vyssia kladna hodnota. To znamen4, Ze zvySena
frekvencia aromatickych aminokyselin v segmente je dobrym ukazovatelom toho, ze ide
o segment prislichajici neuropeptidu. Pozorovanie zvysenej frekvencie aromatickych
aminokyselin v prekurzoroch neuropeptidov, ktoré bolo zistené vyskumnou skupinou
Ofer a kol. je preto len dosledkom toho, Ze neuropeptidy vo vSeobecnosti st typicky
tvorené zvySenym poctom tychto aminokyselin.

Za ucelom zachytenia vnutornej Struktiry segmentov sme sa rozhodli vytvorit aj
dal8ie atributy zohladiiujice rozne frekvencie jednotlivych aminokyselin v segmentoch
jednotlivych anotécii. Uvazujme na chvilu situaciu, pri ktorej méame dant sekvenciu
aminokyselin s = (s1,82, -+ ,$,) a zaroven funkciu v8eobecnej distribicie aminoky-

selin. Potom pravdepodobnost uvazovanej sekvencie vzhladom na danu distribiciu je
n
[] Pr(s;). Nech je teraz dana sekvencia spolu s jej segmentaciou a anotéaciou jednotli-
i=1
vych Gasti s = (b, e;,a;)0_,, kde p je pocet jej segmentov a b;, e;, a; predstavuju zacia-
tok, koniec a anotéciu i-tého segmentu. Ak mame pre kazda anotaciu dani taktiez jej

distribticiu aminokyselin, potom nasledne vieme vyjadrit pravdepodobnost sekvencie

P e
s vzhladom na tieto distribicie v tvare Pr(s) = [] [] Pr(sj|a;). Prave na zéklade
i=1 j=b;

tychto tivah sme pre kazdd anotaciu v vytvorili samostatny atribit gepi,, ktory jed-

notlivym segmentom priradi logaritmickt hodnotu pravdepodobnosti sekvencie amino-

2Notacia [A] predstavuje hodnotu 1, ak je vyrok A pravdivy a hodnotu 0, ak je nepravdivy.
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kyselin tohto segmentu, vzhladom na jeho anotéaciu. Teda konkrétne

log Pr(x;|v a="v
gemitv(a,7bae7aax> = i=b s ( | ) (418)

0 inak.

e

V pripade, kedy by sme ruéne nastavili vahy vSetkych takychto atributov na hodnotu
1, potom zo vztahu (4.4) vyplyva, 7ze je ich pouzitie ekvivalentné pouzitiu pravdepo-
dobnosti Pr(s) z vyssie uvedeného prikladu. Avsak moznost trénovania modelu, a tym
najdenia optimalnych hodnét jednotlivych vah, dodava modelu CRF moznost pouzit
roznu mieru vyznamnosti tejto informacie, ¢im ziskava vicsiu silu ucenia sa.

Na pouzitie atribatov gemi, je vSak este potrebné disponovat pravdepodobnostou
Pr(z;|v). Jej aproximaciu je mozné dostat z trénovacich dat alebo na zaklade inych
pozorovani. V tomto pripade, na rozdiel od dlzok segmentov, pri ktorych nebolo mozné
vytvorit dostato¢ne dobru aproximaciu ich distribucie, takyto problém neméame, na-
kol'ko sa zaoberame distribticiou samotnych aminokyselin, pre ktoré dostatok vyskytov
v dostupnych datach mame?.

Takto vytvorenymi atribiitmi je na$ model schopny zakomponovat do anotacie i in-
forméciu o frekvencii jednotlivych aminokyselin. AvSak, ako sa napriklad ukézalo v pri-
pade aromatickych aminokyselin, niekedy nemusi vzdy zéalezat na tom, aka presne
aminokyselina sa v sekvencii vyskytuje, ale jej vlastnosti si ovplyviiované vyskytom
Tubovolnej aminokyseliny z nejakej viacSej skupiny. Jedno z moZnych rozdeleni ami-
nokyselin do skupin, na zéklade viacerych chemickych a biologickych vlastnosti, bolo
uvedené v tabulke 1.1. Rozhodli sme sa preto vytvorit dalsie atribtity gemig, podobnym
sposobom ako gemit,, avsak nebudeme uvazovat distribiciu jednotlivych aminokyselin
v segmentoch roznych anotéacii, ale distribiiciu skupin aminokyselin. Tieto atributy

preto mozno vyjadrit v tvare

> log Pr(group(z;)|v) a=wv
i=b
0 inak,

Gemitg, (@', b, €,a,X) 1= (4.19)
kde group(x) predstavuje jednu z uvazovanych skupin, do ktorej patri aminokyselina x;,
a teda pravdepodobnost Pr(group(z;)|v) je pravdepodobnost vyskytu niektorej amino-
kyseliny z tejto skupiny v segmente anotovanom ako v. Aproximacie tychto distribucii
je mozné ziskat, podobne ako v predchadzajicom pripade, z anotovanych trénovacich
dat.

3Celkovy pocet segmentov v dostupnych ditach je ovela mensi ako celkovy pocet jednotlivych
aminokyselin.
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4.3 Implementacia

V predchadzajicich ¢astiach textu sme popisali viaceré metody a navrhli ako ich vy-
uzit pri probléme rozpoznavania neuropeptidov. Pri implementovani tychto metdd sme
pouzili voIne dostupnii kniznicu CRF [17| uréentt primarne na problém segmentacie
textu, vdaka ktorej bolo vykonané samotné trénovanie modelu na trénovacich datach
a naslednd inferencia. Hoci zatial neexistuje kompletnd dokumentacia tejto kniZnice
implementovanej v jazyku Java, vybrali sme si ju na zaklade toho, ze poskytuje moz-
nost pracovat so zovseobecnenym modelom semi-Markov CRF, ktory je nevyhnutny
pre implementaciu nami navrhnutého postupu. Téato kniznica poskytuje viaceré metody
na pracu s roznymi typmi abstraktnych tried, ktoré je nutné implementovat za tce-
lom moznosti definovania konkrétneho modelu, jeho trénovania i nasledného pouzitia
pri anotacii sekvencii. NakoI'ko zvolena kniznica pri jej pouziti kladie viaceré obmedze-
nia, z ktorych boli niektoré spomenuté v ¢asti 4.2.2, boli sme sa im niteni prisposobit

pri tvorbe modelu i jeho atribuatov.

4.3.1 Pouzitie navrhnutého systému

Fungovanie nami navrhnutého systému, ktoré bolo strucne vysvetlené v casti 2.3, po-
zostava z trénovania modelu CRF a nésledného pouzitia pri anotacii. Pred samotnym
trénovanim modelu je vSak nutné ziskat vSetky informéacie potrebné na spravne fungo-
vanie navrhnutych atribttov. Uvazujme preto trénovaciu mnozinu dat pozostavajicu
z anotovanych sekvencii splhajiacich podmienky opisané v ¢asti 4.2.1. V prvom kroku
boli tie sekvencie, ktoré predstavuji prekurzory neuropeptidov, pouzité na natréno-
vanie modelu predikcie miest Stiepenia M, ktorého tvorba bola popisanéd v casti 3.2.
Vzhladom na to, Ze ostatné sekvencie predstavuju zmes roznych proteinov, ktoré vo vse-
obecnosti nezdielaju rovnaké vlastnosti, rozhodli sme sa pre ne netrénovat novy model
na predikciu $tiepenia, ale pouzit model M pri tvorbe vSetkych atribttov vyuzivajicich
informaciu o miestach Stiepenia.

Po vytvoreni modelu M bolo nasledne nutné vytvorit i ostatné informécie potrebné
pre pouzitie vSetkych vytvorenych atribtitov modelu CRF. Z trénovacich dat boli vy-
tvorené aproximaécie distribucii jednotlivych aminokyselin v §pecificky anotovanych seg-
mentoch, teda jedna aproximécia pre kazda uvazovant anotaciu. Podobne boli vytvo-
rené aj aproximacie distribucii jednotlivych skupin aminokyselin, pricom bolo pouzité
rozdelenie aminokyselin do skupin na zaklade tabulky 1.1, uvedenej v Casti venujtce]
sa opisu zakladnych biologickych pojmov.

Pre pouzitie atribatov giengen, zachytdvajtcich informéciu o dlzke jednotlivych seg-
mentov, je nutné zvolit parametre min, a max,. Vzhladom na pozorovania vyskumne;
skupiny Clynen a kol. [9], sme sa rozhodli pre segmenty neuropeptidov pouzit hod-

noty miny = 5 a maxry = 60. O nie¢o vyssiu hodnotu miny sme pouzili z dévodu
)
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ze nami anotované segmenty neuropeptidov nepredstavuji len neuropeptidy, ale ich
o nieco dlhgie verzie (vid 4.2.1). Tieto hodnoty taktiez dobre opisuju tandardné dizky
signalnych peptidov, a preto boli zvolené aj pre hodnoty ming a maxg [18]. Nakolko
o dizkach inak anotovanych segmentov nemame dostatok informaécii, pouzili sme rov-
naké hodnoty pre vSetky anotacie. Ak nadhodou existuje anotacia, ktorej Standardné
dlzky su v protiklade s tymito hodnotami, potom sa o¢akéva, Ze natrénovanim modelu
CRF budu prislichajucim atribitom priradené vahy blizke nule, a teda vysledny mo-
del je ekvivalentny takému, ktory tieto atributy nevyuziva. Preto by nemalo zvolenie
rovnakych hodnot min, (resp.max,) pre vietky anotécie v vyrazne zhorsit vysledné
anotacie modelu CRF.

Samotnd ¢ast anotacie sekvencii nésledne pracuje jednak so sekvenciou, ale i vytvo-
renymi aproximaciami rozdeleni aminokyselin potrebnych atriblitmi gemit, @ Gemitg, -
Kazdej sekvencii aminokyselin X st taktiez priradené dve sekvencie rovnakej dlzky.
Prva z tychto sekvencii predstavuje vystup programu SignalP, pouzitého na identifika-
ciu signalneho peptidu v X. Tato sekvencia pozostava z redlnych ¢isel opisujicich skore
jednotlivych pozicii uvazovanej sekvencie a bola v predchadzajicom texte oznac¢ovana
signal(X). Druha z priradenych sekvencii je zase vystupom natrénovaného modelu M
prislichajicej sekvencie, teda sekvenciou realnych &isel cleavage™ (X), ktoré je pouzi-
vana atribitmi definovanymi v ¢asti 4.2.2. VSetky tieto informéacie st nasledne pouzité
v kombinécii so zvolenou kniznicou CRF, ¢oho vysledok je natrénovanie modelu urce-
ného na anotaciu. V pripade samotnej inferencie, a teda anotéacie testovacej sekvencie,
je opat pouzity ten isty model M i vSetky pozadované aproximacie rozdeleni, pri¢om je
aj tvorba spominanych dvoch pomocnych sekvencii rovnaka ako v pripade trénovania

modelu.

4.3.2 Vypoctova zlozitost a jej zlepSenie

Trénovanie modelu CRF je vo v8eobecnosti ¢asovo velmi naro¢ny iterativny proces,
pri ktorom sa hfad4 optimalne priradenie vah jednotlivym lokdlnym atribitom (vid po-
pis v ¢asti 4.1). Za u¢elom zlepSenia vypoctovej zloZitosti jedného kroku tohto procesu
sme sa rozhodli modifikovat spdsob vypoctu niektorych atributov. Pri implementéacii
atribitov Gnocieave, s Garomays Jemit, & Jemitg, Priamociarym sposobom podla ich definicii
v Casti 4.2.2, a teda nutnosti prechddzania hodnoét prislichajtacich segmentov, je zlozi-
tost vypoctu jedného atributu linearna od dizky segmentu. Takze pri sekvencii dlzky
n je zlozitost vypoctu spomenutych atributov O (n) a nie O (1), ako sa standardne
pri dokazovani vypoctovej zlozitosti trénovania, ale i inferencie, uvazuje. Z tohto do-
vodu sme este pred vykonanim vypoctov CRF predspracovali vstupné data sekvencie
a modifikovali vypocty atributov tak, aby pracovali s takto predspracovanymi datami,
pricom vysledné hodnoty atributov zostali nezmenené a ich vypocet bol realizovatelny

v konstantnom c¢ase O (1). Samotné predspracovanie vstupnych dat spociva vo vytvo-
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reni prefixovych sim

e sekvencie hodnot predikcie Stiepenia

PS¢ (cleavage™ (X)) = Y cleavage} (X)

j=1
e sekvencie vyskytu aromatickej aminokyseliny

PSH™m*(X) = > [z; je aromatickd aminokyselina]

J=1

e sekvencii log-pravdepodobnosti jednotlivych anotovanych aminokyselin

PSem™ite (X) = 3 log Pr(;]v)
j=1
e sekvencii log-pravdepodobnosti jednotlivych anotovanych skupin

PS;™ (X) = 3" log Pr(group(z;)[v)
j=1
Vypocty jednotlivych atribatov gnocicave, > Garomays Jemit, @ Gemitg, Vieme jednoducho

nahradit vypoc¢tami vyuzivajicimi tieto prefixové sumy, za vyuzitia vlastnosti

ZG:AZ- — PS, — PS,_1,

i=b

kde A = (Aq, Ag, -+, A,) predstavuje sekvenciu ¢isel s prefixovymi sumami
PS = (PS4, PSy, -, PS,), pricom PSy, = 0.

Po tejto modifikacii vypoctu atribttov je ¢asova zlozitost vypodctu vsetkych uvazova-
nych atribitov konStantna, ¢im bola vyrazne zlepSen4 i zlozitost samotného trénovania

1 inferencie.

4.3.3 Identifikadcia prekurzorov neuropeptidov

NA&$ systém na rozpoznavanie neuropeptidov mozno pouzit aj na rieSenie jednoduch-
sieho problému identifikicie prekurzorov neuropeptidov. Ide teda o problém, pri ktorom
sa nezaujimame o konkrétnu anotaciu skiimanej sekvencie, ale tilohou je len zistit, ¢i je
dana sekvencia prekurzorom neuropeptidov. Této informécia sa da I'ahko zistit priamo
z predikovanej anoticie modelom CRF. Budeme hovorit, Ze anotacia je pozitivna, ak
prislicha k anotécii prekurzoru neuropeptidov. V opa¢nom pripade ju budeme ozna-
¢ovat ako negativnu. AvSak nevyhodou tohto pristupu je, Ze nam neposkytuje ziadnu
informéaciu o spolahlivosti identifikacie, nakol'ko kazda skiimant sekvenciu striktne pri-

radi do jednej z dvoch skupin, a to bud, Ze je prekurzorom neuropeptidov alebo nie
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(angl. hard assignment). Navrhli a zrealizovali sme preto postup, pri ktorom by bolo
mozné jemné priradenie (angl. soft assignment).

Normaliza¢na konstanta Zy (X) zo vztahu (4.5) predstavuje sucet skore vsetkych
anotacii danej sekvencie X v natrénovanom modeli, t. j. pri vihovani globalnych at-
ributov w. Pri inferencii sa hlada optimalna anotacia, a teda anotacia s najvacsim
skore. 7 definicie tejto hodnoty skore vyplyva, Ze pri velmi nizkej hodnote vahy pri-
sliachajucej k atributu (potencidlne nekonecne zapornej) a nezapornej hodnote tohto
atribitu, je celkové skore tejto anotacie nulové, resp. velmi nizke. Ak preto po natré-
novani modelu zmenime ziskané vahy prislichajtice atribiitom popisujicim prechody
z anotacie S do anotacii N a P, teda vahy atribGtov gedges v @ Jedges », Na velmi nizke
hodnoty, bude hodnota normalizacnej konstanty Z,/(X) rovna suctu skore vSetkych
anotacii, ktoré neobsahuju tieto prechody, a teda predstavuju negativne anotacie sek-
vencie. Taktiez preto plati, Ze podiel R,., tychto dvoch hodnét priblizne predstavuje
prinos negativnych anotacii do celkovej hodnoty skoére vSetkych anotacii sekvencie X,

konkrétne
Zw (X)

Zw(X)

Ak je skiimané sekvencia prekurzorom neuropeptidov, potom o¢akavame, ze prinos

Rneg = (420)

pozitivnych anotacii do celkového skore bude vyssi nez prinos anotacii negativnych,
a teda, Ze hodnota R,., bude nizka. Totiz, ak je optimélna anotédcia pozitivna, potom
jednak ona prispieva znac¢ne velkou ¢astou do celkového skore a zaroven je ocakéva-
telné, ze taktiez vela suboptiméalnych anotécii bude pozitivnych. Z tychto dévodov je
tento pomer, resp. hodnotu R,,s = 1— R,.,, mozné pouzit ako ukazovatel spolahlivosti
identifikacie prekurzorov neuropeptidov, pricom je taktiez mozné zvolit konkrétnu pra-
hovi hodnotu, na zaklade ktorej sa vykona rozhodnutie o tom, ¢i skiimana sekvencia
je, alebo nie je takymto prekurzorom.

Nami pouzitd kniznica CRF ndm umoznuje pre jednotlivé sekvencie ziskat nielen
optimalne anotécie, ale i hodnotu Zy(X), a preto sme boli schopni tito metoédu iden-

tifikacie prekurzorov pouzit a testovat jej presnost (vid ¢ast 4.5.5).

4.4 Tvorba anotovanych dat

Jednotlivé ¢asti nasho systému na rozpoznévanie neuropeptidov boli implementované,
no k samotnému vytvoreniu je nutné trénovanie na spravne anotovanych déatach. Tieto
data by mali jednak pozostavat z anotovanych sekvencii prekurzorov neuropeptidov,
ktoré nazyvame pozitivne ddta, nakolko prave tieto sekvencie su tie, ktoré mé nas
systém za ciel rozpoznat a nasledne anotovat. KedZe ma byt nas systém schopny roz-
poznavat tieto sekvencie, musia zvolené trénovacie data obsahovat taktiez sekvencie,
ktoré prekurzormi neuropeptidov nie si. Tieto sekvencie nazyvame negativne ddta.

VzhTadom na nami zvolend topologiu modelu, ktord bola popisana v casti 4.2.1, mu-
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sia taktiez vSetky anotacie vybranych sekvencii kore§pondovat so zvolenym stavovym
diagramom z obrazku 4.2b.

Vzhladom na to, Ze v sucasnosti neexistuje ziadna databéza anotovanych sekven-
cii, ktoré by sme mohli priamo pouzit ako naSe pozitivne alebo negativne data, boli
sme niteni si ich vyrobit sami pomocou rozsiahlej databazy UniProt [24]. Tato data-
béza pozostava z anotovanych proteinovych sekvencii, vytvorenych ru¢ne na zaklade
literatary a experimentov, alebo automatiziciou. V nej dostupné anotacie predstavuji
stibor roznych informécii o funkciach, vlastnostiach a strukttare daného proteinu, ktoré
si doposial zname. Ukazku takejto anotacie uvadzame na obrazku 4.3.

7. databazy UniProt sme pomocou dotazov uvedenych na obrazku 4.4 ziskali za-
znamy, na zaklade ktorych sme vytvorili dve mnoziny anotovanych dat postupom,
ktory je opisany v nasledujucich castiach. Prva z vytvorenych mnozin anotovanych
dat nazyvame Arthropoda a obsahuje sekvencie Zivo¢igneho kmena ¢lankonozcov (angl.
Arthropoda). Druha vytvorena mnozina dat je rozsirenim prvej a obsahuje sekvencie

celej rise 7ivocichov, nazyvame ju Metazoa (angl. Metazoa).

4.4.1 Pozitivne data

Pozitivne data mnoziny Arthropoda boli ziskané z databazy UniProt a naslednym fil-
trovanim. V prvom kroku sme z databézy ziskali vSetky proteinové sekvencie prisla-
chajice organizmom patriacim do kmena c¢lankonozcov, ktoré mali v svojom popise
molekularnej funkcie uvedeny popis ,,Neuropeptide, pricom sme ignorovali tie s po-
pisom ,Receptor, nakolko receptory neuropeptidov nie su sekvenciami prekurzorov
neuropeptidov. Konkrétny pouzity dotaz na databazu uvadzame na obrazku 4.4.
Vyslednych 1340 sekvencii vSak obsahuje velké mnozstvo rovnakych alebo velmi
podobnych sekvencii, a preto sme ich zoskupili do zhlukov na zaklade ich vzajomne;]
podobnosti. K tomuto tcelu sme pouzili program CD-HIT [25|, pricom do jedného
zhluku boli priradené sekvencie so vzajomnou podobnostou minimélne 90%. Tymto
postupom sme ziskali 430 zhlukov, z ktorych sme z kazdého vybrali len jedného repre-
zentanta, ku ktorému existuje v databaze UniProt najviac idajov. Zaznamy 430-tich
sekvencii sme nésledne filtrovali a vyhodili tie, ktoré bud nepredstavovali sekvencie pre-
kurzorov neuropeptidov, alebo ich nebolo mozné na zaklade dostupnych tdajov ano-
tovat. Takto vyradenymi sekvenciami boli také, ktoré napriklad neobsahovali (alebo
nemali anotovany) signalny peptid, alebo neobsahovali (alebo nemali anotovany) Zzia-
den neuropeptid, alebo ktoré neobsahovali vobec ziadnu anotaciu. Za neuropeptid sme
v dostupnych anotaciach databazy UniProt povazovali len tu ¢ast sekvencie, ktora bola
anotovanda heslom ,peptide“. Vzhladom na nami uvaZovanu sémantiku anotacie N sme
tieto Casti roz8irili o pripadny glycin a bazické aminokyseliny lyzin a arginin (vid sek-

cie 1.4 a 4.2.1). V8etky uvazované sekvencie, ktorych anotécie boli nekompletné alebo
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ID HUGIN_DROME Reviewed; 191 AA.
AC  Q9VG55;

DT  19-SEP-2002, integrated into UniProtKB/Swiss-Prot.
DT 01-MAY-2000, sequence version 1.

DT 16-APR-2014, entry version 100.

0S Drosophila melanogaster (Fruit fly).

0cC Eukaryota; Metazoa; Ecdysozoa; Arthropoda; Hexapoda; Insecta;

0C Pterygota; Neoptera; Endopterygota; Diptera; Brachycera; Muscomorpha;
0C Ephydroidea; Drosophilidae; Drosophila; Sophophora.

DR  GO; GD:0005179;
DR GO; G0:0016084;
DR  GO; GO:0071855;
DR  GO; G0O:0005102;

:hormone activity; NAS:FlyBase.

:myostimulatory hormone activity; IDA:FlyBase.
:neuropeptide receptor binding; IPI:FlyBase.
:receptor binding; ISS:FlyBase.

DR GO; GO:0018990; P:ecdysis, chitin-based cuticle; IMP:UniProtKB.

DR GO; GO:0030536; P:larval feeding behavior; IMP:FlyBase.

DR  GO; GD:0007218; P:neuropeptide signaling pathway; NAS:UniProtKB.

PE 1: Evidence at protein level;

KW Amidation; Cleavage on pair of basic residues; Complete proteome;

KW Direct protein sequencing; Neuropeptide; Reference proteome; Secreted;

‘o 'tum T omoT

KW Signal.

FT  SIGNAL 1 24

FT PROPEP 25 119

FT /FTId=PR0_0000029908.

FT  PEPTIDE 121 137 Hug-gamma (Potential).
FT /FTId=PR0_0000029909.

FT  PEPTIDE 140 ? Hug-peptide (Potential).
FT /FTId=PR0_0000029910.

FT PROPEP ? 171

FT /FTId=PR0_0000029911.

FT  PEPTIDE 174 181 PK-2.

FT /FTId=PR0_0000029912.

FT  PROPEP 185 191

FT /FTId=PR0_0000029913.

FT  MOD_RES 137 137 Leucine amide (Potential).
FT  MOD_RES 181 181 Leucine amide.

SQ SEQUENCE 191 AA; 20623 MW; T78F4A9811C57D932 CRC64;
MCGPSYCTLL LIAASCYILV CSHAKSLQGT SKLDLGNHIS AGSARGSLSP ASPALSEARQ
KRAMGDYKEL TDIIDELEEN SLAQKASATM QVAAMPPQGQ EFDLDTMPPL TYYLLLQKLR
QLQSNGEPAY RVRTPRLGRS IDSWRLLDAE GATGMAGGEE AIGGQFMQRM VKKSVPFKPR
LGKRAQVCGG D

Obr. 4.3: Ukéazka casti anotacie ziskana z databazy UniProt. Anotéacia prislticha sekven-
cii s oznafenim QIVG5HS, ziskanej z octovej musky (Drosophila melanogaster), ktora
bola ziskan& dotazom pre tvorbu pozitivnych dat mnoziny Arthropoda. Riadky zadi-
najice oznacenim F'T popisuju jednotlivé ¢asti sekvencie. Uvedend sekvencia pozos-
tava zo signalneho peptidu, usekov neuropeptidov (PEPTIDE) a tsekov propeptidov
(PROPEP), ale nebola vybrana do nasej mnoziny dat, nakolko nie je presne znamy
koniec jej druhého neuropeptidu (symbol 7).
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A: keyword:"Neuropeptide [KW-0527]" AND taxonomy:"Arthropoda [6656]"
NOT keyword:"Receptor [KW-0675]"

B: keyword:"Neuropeptide [KW-0527]" AND taxonomy:'"Metazoa [33208]"
NOT keyword:"Receptor [KW-0675]"

C: NOT keyword:'"Neuropeptide [KW-0527]" AND taxonomy:"Arthropoda [6656]"
AND keyword:"Reference proteome [1185]" AND reviewed:yes

D: NOT keyword:'"Neuropeptide [KW-0527]" AND taxonomy:"Metazoa [33208"
AND keyword:"Reference proteome [1185]" AND reviewed:yes

Obr. 4.4: Dotazy na databazu UniProt pouzité pri tvorbe anotovanych dat. Dotazy A
a B boli pouzité pri tvorbe pozitivnych dat mnozin Arthropoda a Metazoa. Pri tvorbe
negativnych dat boli pouzité dotazy C a D.

viedli k nejednoznaénosti*, boli taktieZ odstranené. Tymto filtrovanim sme z povodnych
1340 sekvencii ziskali 76 dobre anotovanych sekvencii prekurzorov neuropeptidov.

7 dovodu malého poctu takto ziskanych dat sme podobnym postupom zostrojili
aj vacsiu mnozinu pozitivnych dat mnoziny Metazoa, ktora bola ziskand z proteino-
vych sekvencii vSetkych organizmov patriacich do riSe Zivo¢ichov (teda aj ¢lankonozce).
Z databéazy UniProt bolo podobnym dotazom ako v predchadzajicom pripade ziska-
nych 2029 sekvencii. Tieto sekvencie sme néasledne zoskupili do zhlukov a ziskali 841

reprezentantov, z ktorych preslo nagim filtrovanim a anotovanim 175 sekvencii.

4.4.2 Negativne data

Negativne data pozostavaji z anotovanych sekvencii, ktoré nie si prekurzormi neuro-
peptidov. Nakol'ko sme sa rozhodli pouzit topologiu modelu CRF opisantu v ¢asti 4.2.1,
bolo mozné tieto data zostrojit spésobom podobnym tomu, ktorym boli zostrojené aj
pozitivne data. Pri tvorbe negativnych dat mnoziny Arthropoda sme uvazovali vSetky
proteinové sekvencie ¢lankonozcov, ktoré nemali v popise ich molekularnej funkcie heslo
,Neuropeptide“. Z dévodu zvysenia kvality tychto dat sme taktiez pozadovali, aby tieto
sekvencie pochadzali z referenc¢nych organizmov a boli oznacené ako ,reviewed®, ¢im
sme odfiltrovali tie, ktoré doposial neboli dostato¢ne skiimané (vid obrazok 4.4). Takto
sme ziskali 4297 sekvencii, ktoré sme, rovnako ako v pripade pozitivnych dat, zosku-
pili a ziskali 4013 sekvencii. Vacsina z tychto sekvencii viak nespliia kritéria kladené
naSim stavovym diagramom modelu CRF 4.2b, nakolko vi¢Sina napriklad neobsahuje
signalny peptid. Pouzitim rovnakého filtrovania, ako v pripade pozitivnych dat, sme
preto ziskali len 35 kvalitnych anotovanych sekvencii, ktorych anotacie koreSponduja

s nami navrhnutym diagramom.

4Napriklad, ak boli viacerym prekryvajtcim tGsekom priradené rézne anotacie.
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Rovnakym postupom boli vytvorené i negativne ddta mnoziny Metazoa, pricom
bol pouzity obdobny dotaz na databazu UniProt. Z vyslednych 74446 sekvencii bolo
pomocou programu CD-HIT ziskanych 50140 sekvencii, ktoré presli naslednym filtro-
vanim. Takto vznikla mnozina negativnych dat mnoziny Metazoa pozostavajica z 255

sekvencii.

4.5 Experimenty

V tejto kapitole sa budeme venovat niektorym experimentom, ktorymi sme testovali
nas systém na rozpoznavanie neuropeptidov, popisany v predchadzajucich castiach.
Vzhladom na pomerne malé mnozstvo anotovanych dat Arthropoda i Metazoa sme sa
rozhodli nerozdelit tieto data na trénovacie a testovacie, ale zvolili sme iny, $tandardne
pouzivany, postup krizovej validacie, pri¢om sme celit mnozinu dat rozdelili na 5 casti
s rovnakym poé¢tom sekvencii (angl. 5-fold cross-validation). Experiment bol nasledne
vykonany tak, ze jedna cast dat bola vyhradené ako testovacia a na zvySnych Styroch
prebiehalo trénovanie modelu. Tento postup bol vykonany péatkrat, pricom vzdy bola
za testovaciu mnoZinu vybrand in& ¢ast. Metddou krizovej validacie zistime vyslednu
uspesnost celého experimentu na zéklade ispesnosti jednotlivych piatich experimentov.
Podotykame, ze v priebehu jednotlivych experimentov nebola zvolena testovacia ¢ast
nijako pouzita pocas trénovania systému. Jednotlivé informacie potrebné k fungovaniu
nasho systému boli zostavené len vylu¢ne z ostatnych Styroch casti. Preto aj samotné
trénovanie modelu SVM urcenému na predikciu miest Stiepenia, ktoré pozostava z néj-
denia optimalnych hyper-parametrov pomocou krizovej validacie, nijakym sposobom
nevyuzivalo informacie zo sekvencii testovacej Casti (vid sekciu 3.2.2).

V nasich experimentoch sme pouzivali dva rézne typy modelov CRF. Prvy, kom-
pletngy model, je uréeny na anotaciu sekvencii za tcelom rieSenia problému rozpoznava-
nia neuropeptidov, a teda je zalozeny na topoldgii znazornenej stavovym diagramom
na obrazku 4.2b. Druhy z pouzitych modelov je zaloZzeny na topologii znazornenej
na obrazku 4.1b, a preto je urceny na anotaciu sekvencii prekurzorov neuropeptidov.
Vyuzitie tohto modelu preto spoc¢iva v identifikacii jednotlivych neuropeptidov v sku-

manom prekurzore a budeme ho oznacovat ako redukovang model.

4.5.1 Porovnanie pouzitych atribitov

Ako prvy z experimentov uvidzame porovnanie Uspe$nosti anoticie prekurzorov ne-
uropeptidov pouzitim viacerych podmnozin nami implementovanych atribtitov modelu
CRF. Ulohou tohto experimentu bolo zistit, ¢ boli jednotlivé atributy zvolené tak,
aby pridavali naSmu systému silu. Na tento dcel postacuje uvazovat len pozitivne data,
a preto sme zvolili na§ redukovany model. Nasim cielom bolo taktiez len merat schop-

nost ucenia nasho systému, a nie nutne generalizacie, a preto sme za trénovacie i tes-
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Pouzité S P N Prk
atribuaty Ppr  Sen Ppr  Sen Ppr  Sen

Aroma 99,46 97,59 | 64,31 56,53 | 67,72 74,83 | 72,41
Emit 99,30 98,29 | 81,61 85,56 | 87,43 84,32 | 87,40
Aroma, Emit 99,46 98,29 | 81,44 86,18 | 87,90 84,12 | 87,53
Aroma, Emit, EmitG | 99,46 98,29 | 81,05 87,47 | 88,80 86,05 | 87,71
Cely model 99,46 98,66 | 83,44 85,83 | 88,00 86,21 | 88,41

Tabulka 4.1: Porovnanie uspesnosti anotécie pouzitim roznych atributov. Prvy stipec
popisuje pouzité atributy, pricom vSetky uvedené modely vyuzivali taktiez vSetky at-
ribiaty skupin: obmedzenia topolégie modelu, informécia o signalnom peptide a infor-
mécia o miestach Stiepenia. Stipce S, P a N oznacuju hodnoty pre anotacie signal,
propeptid a neuropeptid. Posledny stipec popisuje celkovii presnost klasifikicie prislus-
ného modelu. Ppr = pozitivna presnost, Sen = senzitivita, Prk = presnost klasifikacie.

tovacie data zvolili rovnaki mnozinu dat, a to pozitivne data mnoziny Arthropoda. V
tabulke 4.1 uvadzame porovnanie tspe$nosti anotéacie niekolkych modelov CRF po-
uzivajicich rozne atribity. VSetky uvedené modely pouzivali vSetky atribity skupin:
obmedzenia topolégie modelu, informécia o signdlnom peptide a informéacia o mies-
tach Stiepenia, nakolko tie jednozna¢ne predstavuji neoddelitelni sticast nasho modelu
CRF a ich pouzitie urcite prispieva k zlepSeniu. 7Z vysledkov presnosti klasifikicie jed-
notlivych modelov vyplyva, Ze vSetky zvolené atribiity prispievaju k zvySeniu presnosti
klasifikicie, a preto boli vSetky ponechané. V tabulke neuvadzame vysledky anotacie

miest Stiepenia C, nakol'ko tieto miesta boli vo vSetkych pripadoch anotované spravne.

4.5.2 Anotacia sekvencii

N&s systém, ktory vyuzival vSetky implementované atribity popisané v cCasti 4.2.2,
sme testovali metdédou krizovej validacie. Nakolko ndm nie je znamy Zziaden iny pri-
stup na rieSenie problému rozpoznavania neuropeptidov, nemozeme spravnost naSich
predikcii porovnat s inymi metédami. Porovnavali sme preto len tispesnosti predik-
cii nagho systému na zaklade viacerych dat. Testovali sme jednak schopnost anotacie
prekurzorov neuropeptidov redukovanym modelov CRF na pozitivnych datach mnozin
Arthropoda a Metazoa a taktiez nds kompletny systém na rozpoznavanie neuropeptidov
na celych datach Arthropoda a Metazoa. V tabulke 4.2 uviddzame presnosti klasifika-
cie modelov v jednotlivych experimentoch, spolu s mierou F; pre jednotlivé anotacie.
Miera F; predstavuje kombinaciu senzitivity (Sen) a pozitivnej presnosti (Ppr), pri¢om

je vyjadrena v tvare
Sen - Ppr

Fi=2 — —.
! Sen + Ppr

Ako bolo otakavané, nakol'ko tulohou redukovaného modelu je len anotovat sekven-

cie prekurzorov, a nie vSeobecnejsich sekvencii, dosahoval tento model lep§iu presnost
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S P N C P X C
Model F, . F, T T, T T Prk
Arthropoda, | 95,58 | 78,56 | 81,29 | 88,57 - - - 82,82
Metazoa,, 96,02 | 71,50 | 71,96 | 88,67 - - - 75,86
Arthropoda | 98,08 | 64,14 | 75,95 | 78,48 | 34,66 | 56,51 | 53,70 | 70,36
Metazoa 95,89 | 53,96 | 65,28 | 81,24 | 72,39 | 56,20 | 48,61 | 69,03

Tabulka 4.2: Vysledky presnosti anotacie jednotlivych modelov. Riadky Arthropoda,
a Metazoa, predstavujt vysledky krizovej validacie redukovaného modelu trénova-
ného a testovaného na sekvencidch prekurzorov neuropeptidov, t. j. pozitivnych da-
tach. Riadky oznacené Arthropoda a Metazoa predstavuju vysledky krizovej validacie
kompletného modelu za pouzitia vSetkych sekvencii prislusnych mnozin dat. Posledny
stlpec znazoriiuje presnost klasifikacie jednotlivych modelov, ostatné stipce znazorhuju
hodnotu Fy pre jednotlivé anotécie.

klasifikacie nez jeho zlozitejsia verzia, pri ktorej je nutnd aj identifikdcia prekurzoru.
7 tabulky taktiez vidime, 7e presnost klasifikicie redukovaného modelu na datach
Arthropoda je vyrazne vy$Sia nez na vic¢sej mnozine dat Metazoa. Toto je pravde-
podobne sposobené tym, Ze tato vad¢sia mnoZina pozostava zo sekvencii velkej skupiny
organizmov, ktoré sa od seba uz prilis liSia. V pripade mensej skupiny clankonozcov,
ktoré su si podobné, je preto problém naucenia sa anotécie jednoduch$i. Na druhe;j
strane, pri porovnani celkovej presnosti klasifikacie jednotlivych experimentov pouzi-
tim kompletného modelu sme vyrazny rozdiel nezaznamenali. Tento maly rozdiel je
zjavne dosledkom zlej tspesnosti anotacie dat Arthropoda, pri ktorej sme Castejsie po-
zorovali chybu, kedy bola pozitivnhou anotaciou anotovana negativna sekvencia (nie
prekurzor neuropeptidov). Pozorovanim jednotlivych anotacii sme zistili, 7e nas sys-
tém mal v tomto pripade problém zistit, Ze je skiimana sekvencia prekurzorom neuro-
peptidov, pricom z predikovanych negativnych anotécii bolo az vyse 30% prekurzorov
neuropeptidov, ktoré nedokazal rozpoznat (v pripade Metazoa len cca 22%).

Co sa tyka presnosti predikcif jednotlivych anotacii, tak z vysledkov vidime, ze pres-
nost predikcii miest Stiepenia v prekurzoroch neuropeptidov je vyrazne vyssia nez pre-
dikcia miest Stiepenia v negativnych sekvenciach. Toto pozorovanie je pravdepodobne
dosledkom pouzitia rovnakého modelu SVM na predikciu miest Stiepenia v oboch pri-
padoch (anoticia C' a C). Tieto miesta preto zrejme nezdielaji rovnaké vlastnosti

a bolo by dobré pre ne pouzit rozny model SVM.

4.5.3 Predikcia miest Stiepenia

N4S systém na rozpoznévanie neuropeptidov sme taktiez testovali na schopnost pre-
dikcie miest Stiepenia prekurzorov neuropeptidov, pricom sme pouzili pozitivne data
mnozin Arthropoda a Metazoa. Prostrednictvom metody krizovej validacie sme na-

Sim redukovanym systémom ziskali anotacie jednotlivych sekvencii prekurzorov neuro-
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Arthropoda Metazoa
SVM CRF NeuroPred | SVM CRF NeuroPred NeuroPred M
Prk | 99,58 99,53 99,14 99,40 99,34 98,95 98,44
Sen | 87,35 83,79 75,10 87,86 84,51 79,65 79,19
Spe 99,86 99,88 99,68 99,77 99,81 99,55 99,04
Ppr | 93,25 94,22 84,07 92,12 93,12 84,75 72,03
Npr | 99,72 99,64 99,44 99,62 99,52 99,37 99,35

Tabulka 4.3: Vysledky porovnania tspes$nosti predikcie miest Stiepenia nagho systému
a programu NeuroPred na pozitivinych datach mnozin Arthropoda a Metazoa. Stlpce
SVM a CRF predstavuji aspesnosti predikcii na zaklade ndsho modelu predikcie miest
Stiepenia SVM a modelu rozpoznavania neuropeptidov CRF. Stipce NeuroPred (resp.
NeuroPred M) prislichaji predikciam modelu NeuroPred pri pouziti modelu Insect
(resp. Mammalian). Prk = presnost klasifikiacie, Sen = senzitivita, Spe = $pecificita,
Ppr — pozitivna presnost, Npr — negativna presnost.

peptidov a extrahovali z nich informéciu o anotaciach C, ktoré symbolizuju miesta
Stiepenia. Uspesnost predikeii tychto miest sme nasledne porovnali s tispesnostou pred-
ikcii programu NeuroPred, av8ak nakolko bol program NeuroPred trénovany na inych
datach, nemoze byt toto porovnanie vykonané dokladne. V pripade porovnania pred-
ikciif na datach Arthropoda sme zvolili model NeuroPred Insect, ktory bol trénovany
na sekvenciach hmyzu. Hoci predpokladame, Ze zvoleny model NeuroPred bol tréno-
vany i na niektorych sekvencidch Arthropoda, a teda na tych, na ktorych bol nami
testovany, napriek tomu nas systém dosiahol vic¢8inou porovnatelné vysledky, a v pri-
pade senzitivity a pozitivnej presnosti dokonca vyrazne lepsie vysledky®. Vysledky
tohto porovnania uvadzame v tabulke 4.3 spolu s porovnanim nasho systému so sa-
motnym modelom SVM, ktorého vystupy boli modelom CRF pouZzivané. Ako vidno,
aZ na hodnotu senzitivity, nas systém dosahuje velmi podobné vysledky. Na zaklade
tohto pozorovania preto usudzujeme, 7e predikcie miest Stiepenia modelu SVM sia vy-
razne najdolezitejSou informéciou o hraniciach segmentov, na zdklade ktorych model
CRF segmenty vytvara. Ostatné pouzité atribity teda nijako vyrazne neovplyviiuja
jednotlivé segmenty, ale len ich anotacie.

Podobné porovnanie sme vykonali aj pre pozitivne data mnoziny Metazoa. Nakolko
v8ak webova aplikacia NeuroPred neposkytuje pouzitie modelu trénovaného na podob-
nych datach (datach vSetkych zivo¢ichov), porovnéavali sme predikcie jeho dvoch mode-
lov trénovanych na sekvenciach hmyzu (Insect) a sekvenciach cicaveov (Mammalian).
Predikcie tychto modelov, vykonané na datach Metazoa, viedli k porovnatelnym vy-
sledkom, az na nizSiu hodnotu pozitivnej presnosti modelu Mammalian. V porovnani

s tymito predikciami nas systém dosahoval podobné vysledky ako v predchadzajicom

5Podotykame, ze tspesnost nasho modelu je vyjadrena z vysledkov krizovej validacie, a teda v na-
Som pripade nebol model testovany na ziadnej sekvencii, ktord by sa vyskytovala aj v jeho trénovacej
mnozine.
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Zdroj S P N C P X C

hranic Model F1 Fl F1 Fl F1 Fl F1 Prk

Spravne | Arthropoda, | 100 | 80,86 | 84,70 | 100 - - - 86,14
hodnoty | Arthropoda 100 | 77,91 | 80,46 | 95,16 | 50,78 | 58,55 | 74,23 | 79,13
SignalP | Arthropoda, | 95,58 | 78,56 | 81,29 | 88,57 - - - 82,82

+SVM | Arthropoda | 98,08 | 64,14 | 75,95 | 78,48 | 34,66 | 56,51 | 53,70 | 70,36

Tabulka 4.4: Porovnanie vysledkov anotécie za pouZitia spravnej informécie o signal-
nom peptide a miestach Stiepenia. Hodnota v prvom stlpci uréuje, ¢ sa pri trénovani
i testovani modelu pouzili informacie ziskané pomocou programu SignalP a modelu
SVM na predikciu miest Stiepenia, alebo boli pouzité presné spravne hodnoty. Riadky
Arthropoda, predstavuji vysledky krizovej validacie redukované¢ho modelu trénova-
ného a testovaného na pozitivnych datach Arthropoda a riadky oznacené Arthropoda
predstavuju vysledky krizovej validacie kompletného modelu za pouzitia vSetkych sek-
vencii tychto dat. Posledny stlpec vyjadruje celkovi presnost klasifikicie pozicii sek-
vencif.

porovnani. Rovnako podobne dopadlo aj porovnanie predikcii ziskanych nasim systé-

mom a predikcii nasho modelu na predikciu miest Stiepenia.

4.5.4 Anotacia segmentov sekvencii

Dalsi 7 experimentov mal za tlohu zistit, akéd je schopnost nasho modelu anotovat jed-
notlivé segmenty. Za tymto tc¢elom neboli modelu CRF dané informécie o signalnom
peptide a miestach Stiepenia na zdklade programu SignalP a nasho modelu SVM, ale
presné informacie ziskané priamo zo spravnych anotécii jednotlivych sekvencii. Kon-
krétne, informacia o signadlnom peptide bola vyjadrend sekvenciou signal(X) obsa-
hujticou samé nulové hodnoty az na jednu jednotkovi, ktord zodpovedala spravnemu
ukonceniu signélneho peptidu v X. Podobnym sposobom boli skonstruované aj sek-
vencie cleavage(X), pricom hodnoty 1 prisluchali miestam Stiepenia. Tieto zdroje
informacii o hraniciach jednotlivych segmentov sekvencii boli pouzité pocas trénovania
1 testovania.

V tabulke 4.4 uvadzame porovnanie UspeSnosti tejto anotacie so Standardnym
nastavenim, pri ktorom sa vyuzivaju informacie programu SignalP a natrénovaného
modelu SVM. Ako sme ocakavali, uspesnost predikcii tymto sposobom je vyssia nez
Standardnym sposobom, ¢o je dosledkom toho, ze model CRF dokazal naplno vyuzit
spravnu informéciu o hraniciach segmentov. Spravnou predikciou segmentov sa na-
sledne zvysila i presnost predikcie ich anotécii. Vysledky tohto experimentu taktiez
naznacuji, nakolko by dokonalejsie predikcie SignalP a miest Stiepenia mohli pomdoct

zvysit presnost celého systému.
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Hard Soft

Sen | 86,8 | 94,7 90,8 85,5 80,3 75,0 69,7
Spe | 65,7 |629 65,7 686 80,0 80,0 85,7
Sen | 73,8 | 953 90,7 850 80,4 757 70,1
Spe | 63,6 | 656 72,8 81,5 834 881 90,7

Arthropoda

Metazoa

Tabulka 4.5: Tabul'ka senzitivity (Sen) a k nej prisliachajicej Specificity (Spe) identifiké-
cie prekurzorov neuropeptidov prostrednictvom krizovej validacie na datach Arthropoda
a Metazoa. Stipec Hard oznacuje hodnoty striktnej identifikicie na zaklade optimalnej
anotacie modelom CRF. Stipce oznacené ako Soft oznacuju hodnoty identifikicie vy-
uzivajicej informécie aj o suboptimalnych anotaciéch, pri pouziti réznych prahovych
hodnot.

4.5.5 Identifikadcia prekurzorov neuropeptidov

Ako bolo vysvetlené v Casti 4.3.3, navrhnuty systém na rozpoznavanie neuropeptidov
mozno taktiez pouzit pri rieSeni jednoduchsieho problému identifikicie prekurzorov ne-
uropeptidov. Pouzitim priamociarej metody, ktora rozhodne, ¢i je dané sekvencia tymto
prekurzorom len na zaklade optimalnej anotacie, sme na datach Arthropoda tspesne
identifikovali takmer 87% prekurzorov, no pomerne ¢asto boli sekvencie negativnych
dat chybne povazované za pozitivne, ¢oho dosledkom bola hodnota Specificity len nece-
Iych 66%. V pripade rozsiahlejsich dat Metazoa sa dosiahla eSte niz§ia miera senzitivity
nez v predchadzajicom pripade, nakol'ko bolo az vyse 40% predikovanych prekurzorov
predikovanych nespravne. V oboch pripadoch teda dochadzalo ku chybnym identifi-
kacidm prekurzorov, no v jednotlivych experimentoch sa, vzhladom na rézne pomery
velkosti pozitivnych a negativnych dat, tento jav prejavil na inych mierach (vid sekciu
4.4).

V tabulke 4.5 uvadzame porovnanie tohto pristupu identifikicie s postupom za-
loZzenym na pomere normalizac¢nych konstant modelu CRF, umoziujicim nastavenie
prahovej hodnoty identifikacie (vid ¢ast 4.3.3). Uvadzame niekolko vysledkov uspes-
nosti anotacie pouzitim roéznych prahov. Z tohto porovnania vidno, ze predikcie zalo-
zené len na optimalnej anotacii dosahuji o nieco horsie vysledky ako tie zalozené aj
na suboptimélnych anotaciach. Z tohto porovnania vyplyva, 7e n4s model CRF prira-
duje vyssie hodnoty skore nielen optimélnej anotacii, ale aj anotaciam jej podobnym,
a preto mozno tuto informéciu vyuzit. Dalsou jednoznacnou vyhodou druhej z me-
tod je moznost nastavenia prahu identifikacie, resp. moznost usporiadania jednotlivych
sekvencii na zadklade im prislichajticej hodnoty R,.,. V praxi teda moZno postupne
laboratorne testovat jednotlivé predikcie prekurzorov od najpravdepodobnejSich (naj-

nizsia hodnota) k menej pravdepodobnym (vysSia hodnota).
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Zaver

V tejto préaci sme navrhli systém urceny k rieSeniu problému rozpoznavania neuropep-
tidov. Pouzitim nami vytvoreného systému sme schopni identifikovat proteiny, ktoré
predstavuja prekurzory neuropeptidov, a zaroven ich jednotlivé tseky anotovat za tuce-
lom rozpoznania takych, z ktorych vznikaji konkrétne neuropeptidy. Nas systém je za-
lozeny na modeli strojového ucenia conditional random fields [13] (CRF), ktory pri seg-
mentécii a anotacii skiimanej sekvencie vyuziva viaceré druhy informécii. Tieto infor-
macie moézu byt ziskané bud priamo zo sekvencie alebo pouZitim inych nastrojov,
ako napriklad pomocou programu SignalP [18] na identifikiciu signalneho peptidu,
ktory bol pouzity i v nasej praci.

Jednou z doélezitych ¢asti ndsho systému je i vyuzitie informécie o miestach Stiepenia
skiimanej sekvencie, ktorej ziskavaniu bola venovana tretia kapitola prace. V tejto kapi-
tole sme jednak popisali model strojového ucenia support vector machines [11] (SVM),
ale tiez opisali, ako bol v naSom systéme vyuzity pri tilohe identifikdcie miest Stiepenia
prekurzoru. Nami navrhnuty a natrénovany model na predikciu Stiepenia sme taktiez
porovnali s aktuédlne roz§irenou webovou aplikiaciou NeuroPred [4] a zaznamenali po-
dobné alebo v niektorych ohladoch dokonca lepsie vysledky. V §tvrtej kapitole nasej
prace sme sa venovali samotnému problému rozpoznavania neuropeptidov a popisali nas
konkrétny névrh topolégie a atribatov modelu CRF, ktory bol na tento tcel zvoleny.
V naSej praci sme taktiez navrhli a popisali samotny proces vytvarania anotovanych
dat, nakolko v stucasnosti neexistuje vhodna databaza, ktora by sa na nas ucel dala
pouzit priamo. Po implementovani nasho systému a vytvoreni tychto dat sme vyko-
nali niekol'ko roznych experimentov, ktoré boli realizované z dévodu testovania nasho
systému. Zaoberali sme sa jednak pouzitim systému pri rieSeni kompletného problému
rozpoznavania neuropeptidov, ale i viacerymi c¢iastkovymi problémami, ako napriklad
identifikdciou miest Stiepenia a identifikiciou prekurzorov neuropeptidov.

7 nasich experimentov vyplyva, Zze nas systém mozno priamo pouzit pri rieSeni via-
cerych otazok spojenych s problémom rozpoznéavania neuropeptidov, avsak vzhladom
na jeho navrh je taktiez velky priestor na jeho rozsirenie, a tym zlepSenie jeho vysled-
kov. Jednou z moznosti je napriklad pouzitie roznych modelov SVM na predikciu miest
Stiepenia v pozitivnych a negativnych datach, ktorych predikcie st vyuzivané niekto-

rymi atribatmi modelu CRF. Hoci negativne data, na rozdiel od pozitivnych, nepred-
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stavuju nejakt konkrétnu skupinu sekvencii, ktoré by mali zdielat spolo¢né vlastnosti,
je mozné, ze pouzitie samostatného modelu SVM pre tieto sekvencie dokaze zlepsit
presnost predikcie miest ich Stiepenia, a tym aj presnost celého systému. AvSak okrem
tejto malej modifikacie existujucich atribatov je taktieZ mozné implementovanie dal-
Sich novych atribitov modelu CRF, ktoré by vyuzivali aj iné druhy informacii a boli by
pri anotécii uzito¢né. Takouto informéciou moze byt napriklad podobnost uréitého seg-
mentu skiimanej sekvencie s nejakym uz znadmym neuropeptidom. V stcasnosti taktiez
existuje databaza tzv. proteinovijch domén, ktoré popisuju zakladni struktiru niekto-
rych Specifickych skupin proteinov. Na zéklade tejto databizy a vhodne vytvorenych
atribttov by bolo mozné identifikovat niektoré segmenty skiimanej sekvencie ako seg-
menty spliiajuce struktiru domény proteinov s inou vlastnostou nez neuropeptid a toto

pozorovanie néasledne vyuzit v podobe atribatov pri anotécii.
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