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Biologicke pozadie problemu

Base pairs (o
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— )

Guanine Cytosine

Sugar phosphate
backbone

TTGCCGCGCACTCGATATTGCGCTGCCGGAC
CGAGATTGCGGCCTGTCGCTGGGGTTACCGA
GGCAATGCCGACAGCGGCAATATCGGCCGGC
GCGCGAAAATCTCGCCGACAAAACCAGCGCA
CGTCGCCTTAATCAATGCGCCTGAATCTGGC
GGGATATGCGCAGTCGCCGACAGCGGCAATA
TCGGCCGGCGCGCGAAAATCTCGCCGACAAA
ACCAGCGCACGTCGCCTTAATCAAGTGGAAG
GAGATAGAGGATATACACACCACCACCACTGA
GATTTAATCAATGCGCCTGAATCTGGCGGGAT
ATGCGCAGTCGCCGACAGCGGCAATATCGGC
CGGCGCGCGAAAATCTCGCCGACAAAACCAG
CGCACGTCGCCTTAATCAAGTGGAAGGAGAT
AGAGGATATACG....



Citania (reads)

@6bfee659-58a2-4870-ad8f-f37b1f37279f runid=37ed0c95ec68e8222ec9d629d5e1715ef411b250 read=101 ch=394
start_time=2018-10-10T09:41:10Z
CCCGTCCGTTCCATTCATTCCGATCATTCCGGTCCATTCCATTCCATTCCATCCATTCCATTCCAGGAGTCCATTCCATTCCAT
TCCATTCCTCGAGATCCGGTCAGTCCGGTCCATTCCATCCGTCCA

@910d707b-a589-487b-9766-fe40fa349ce0 runid=37ed0c95ec68e8222ec9d629d5e1715ef411b250 read=101 ch=293
start_time=2018-10-10T09:39:04Z
TTGCCGCGCACTCGATATTGCGCTGCCGGACCGAGATTGCGGCCTGTCGCTGGGGTTACCGAGGCAATGCCGACAGCGGC
AATATCGGCCGGCGCGCGAAAATCTCGCCGACAAAACCAGCGCACGTCGCCTTAATCAATGCGCCTGAATCTGGCGGGATAT
GCGCAGTCGATTTGAGGTTCAAGAACCAGAAGAATACCGAGACATCTGGTCAAGGACGCCGGAATGTTTTCGGTCGAGAGAG
AACAGCGTCAGGATATATATTGAAATATTTTATATTACACCAGCCAGCATATTTTTATTGAGAAATTAAGTCTCTCTCTTCCTTCA
TTCGATCTCAAGTACAATATTAACGCGAGAGCGGCGGCGACATCAGAGCGTGGTACTGGTAGTGTGGCACTGAAGTATTATTT
TGTCTTCCTGAAGAAGTGAAGCTGCGTTCGGCTGTTGAAAATAAAGAGCGATGAATGAATGAAATGAATTCAATGGCTGTAAC
AACACCGGCTTTACATTTCACACCGTGACTACATTTTGAAGCCAGCGTATGAGCTGTATGCTGTGCGTAAATGGAAGCGTCTT...

@18ef32ab-3feb-4163-a853-56e58c4c5ae1 runid=37ed0c95ec68e8222ec9d629d5e1715ef411b250 read=100 ch=481
start_time=2018-10-10T09:39:53Z
TTGGGCAGCCTGAATTGGGTAAAAATGACTGAATAGTATTGTATTTTATGCGATGATAATTAAATTTTTATTTTCCATTTATTTAT
TTTTTTCGAAACTCTGTAAAAGATTTTTATTTTATTTGTTATTATTTTTGATTTAGGGCGTTATGACGGCGGCGATAGCGGCAGT
ATTGTAGTAAGCGTTGAAACGATGACGTGATCAAAATTGTAAATCGGCGTCGGTCGAGGCGAGGGCAGTGTCAAAGTATATTC
AAAGTCTGTCGCGATCGTATTGTCAGTATTGATAGTATTGATAAGTATTGTCCCGTGTCCCGTGTGAGTAGAATGAAGTCGAAA
TTGAAAGTATGTGTACTATTACATGGCATTTTTTATTGTTATTTGGCCCTGAAATCGACCGTGAAATGAATAAATGAAGAGAGA
GA...




Skladanie gendmov
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Zostavenie (assembly) gendmu (chceli by sme)




Zostavenie (assembly) gendmu (méme)
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Staticky vs. dynamicky problém
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https://www.genengnews.com/insights/first-nanopore-sequencing-of-human-genome/

https://www.yourgenome.org/facts/what-is-oxford-nanopore-technology-ont-sequencing/

“Kedy mame dostato€né mnozstvo dat?”
ciel prace: chceme odpoved’v realnom case



Typicky nastroj na skladanie genomov

e rieSi “staticky” problém — vSetky data dostane naraz
e rbzne heuristiky + dynamické programovanie + grafy

e overlap-layout-consensus pristup



Overlap-layout-consensus

e overlap: hfadame zarovnania (prekryvy), budujeme contigy




Overlap-layout-consensus

e layout: ciel je zistit vzajomnu orientaciu contigov, vzdialenosti medzi nimi

——/

—

1000 1050 2000 2500...

supercontig
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Overlap-layout-consensus

consensus: presnejSie urCenie baz na zaklade nejakého “vacsinoveho

pravidla’

TAGATTACACAGATTACTGA TTGATGGCGTAA CTA
TAGATTACACAGATTACTGACTTGATGGCGTAAACTA
TAG TTACACAGATTATTGACTTCATGGCGTAA CTA
TAGATTACACAGATTACTGACTTGATGGCGTAA CTA
TAGATTACACAGATTACTGACTTGATGGGGTAA CTA

T 4 Y i v

TAGATTACACAGATTACTGACTTGATGGCGTAA CTA

https://bio.libretexts.org/Bookshelves/Computational_Biology/
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Dynamicky pristup (pomaly)
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Dynamicky pristup (pomaly)
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Nas pristup k dynamickemu problému

zarovnanie

ﬁ
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Pouzité nastroje

e zarovnanie (overlap): Minimap
e zostavenie gendmu zo zarovnani (layout): Miniasm
e consensus: —

e rychle
e (Casto pouzivané

Heng Li, Minimap and miniasm: fast mapping and de novo assembly for noisy long sequences ,
Bioinformatics, Volume 32, Issue 14, 15 July 2016, Pages 2103-2110,
https://doi.org/10.1093/bioinformatics/btw152
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http://www.st.fmph.uniba.sk/~cernikova6/diplomovy_seminar/diplomovka/clanky/btw152.pdf

Dynamicky pristup s vyuzitim Minimap & Min

lasm

(optional)
Minimap2
align reads to assembly
from previous iteration,
filter out contianed reads

.........................

"~1223] ook for new FASTQ
files, prepare batch [—»
for processing

align reads (unmapped+batch), (sample)
or —>
(sample+unmapped+batch)

to the new assembly

E Minimap2
—» align reads (all vs all) —» Miniasm assembly
+ | from sample+unmapped-+batch
. Statistics
sampling .
(using one of the startegies ————»| g::rr;l?; ;?{:':;:;eg;?
mentioned in Chapter 2) of the pipeline)

: Minimap2

go to next iteration
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Zarovnanie (alignment) [Minimap]

Citania k Citaniam
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Assembly graph [Miniasm]

e G=(V,E}D
e V .... mnozina DNA sekvencii
E .... mnozina prekryvov (overlaps) medzi sekvenciami z V
o bez nasobnych hran
o [ ESR

e Containment-free - ziadna sekvencia nie je obsiahnuta v ingj

overlap contained
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Zarovnanie (alignment) [Minimap]

Citania k Citaniam

Miniasm pouziva v assembly grafe

Miniasm pouziva na pocitanie pokrytia

Miniasm pouziva v assembly grafe

Citania k assembly

contig 1
contig 2
Citania, ktoré nam davaju novu niektoré z tychto treba
informaciu zachovat
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reprezentativna vzorka

contig 1

contig 1

“dobra” vzorka

S e menej dat
e podobny vysledok
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r6zne pokrytie kontigov

contig 1

contig 2
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RoOzne stratégie vyberu reprezentativnej vzorky

preferovat’ dlhSie Citania (dlhSie Citania -> vysSia pravdepodobnost vyberu)
[Al

po dosiahnuti urCitého pokrytia pridavat’ iba Citania na koncoch uz
poskladanych kontigov (nova informacia) [A-map]

nechceme priliS preferovat’ Citania zo zacCiatku behu pred tymi, ktoré vzniknu
neskor [B]

vyberat najdlhsSie Citania z celého behu (deterministicka) [D]
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Porovnanie zostaveného genomu s referenCnym genomom
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Vysledky: pokrytie referencného gendmu zostavenym genémom
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Vysledky: corrN50 score
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Vysledky: porovnanie strateqii

corrN50
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Cas vs. parametre behu

#Citani / iteracia
5000
(10 suborov, v kazdom

500 citani)

e Cim viac Gitani/iteracia,
tym kratSi Cas

cielové pokrytie

Cim nizSie pokrytie,

tym kratSi Cas

po dosiahnuti pokrytia
konstantny pre 1 iteraciu
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Vysledky: Cas
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Zhrnutie

ciel: skladanie gendmu v realnom Case pocCas sekvenovania

problém sme rieSili opakovanym skladanim gendmu z priebezne upravovanej
reprezentativnej vzorky dat,
navrhli a implementovali sme niekolko réznych stratégii vyberu vzorky

porovnali sme vysledky (s vyuzitim referenéného genomu)
data stihame analyzovat v realnom Case
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Dakujem za pozornost
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1. Jednou z Gloh navrhnutého softvéru je urcenie, ¢ci mame dost ¢itani pre de novo zostavovanie

genomu (str. 4). Vedeli by ste na priklade dat z kapitoly 4 ukazat, kedy je tych ¢éitani dost?

number of contigs
8 & 8

T T T T

0 2 4 6 8 10
iteration

Figure 4.16: Number of contigs per iteration for 30x threshold runs with batch size 20.
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1. Jednou z Gloh navrhnutého softvéru je urcenie, ¢ci mame dost ¢itani pre de novo zostavovanie

genomu (str. 4). Vedeli by ste na priklade dat z kapitoly 4 ukazat, kedy je tych ¢éitani dost?

number of contigs
8 & 8
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iteration

Figure 4.16: Number of contigs per iteration for 30x threshold runs with batch size 20.
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Figure 4.18: Percentages of reference genome length covered by assembly for 30x
coverage threshold and batch size 20 (per iteration). We can see that the trend is

similar to the trend in runs with batch size 10.
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Figure 4.18: Percentages of reference genome length covered by assembly for 30x
coverage threshold and batch size 20 (per iteration). We can see that the trend is

similar to the trend in runs with batch size 10.



2. V zakladnej vzorkovacej stratégii (str. 24) pravdepodobnost vyberu ¢itania je priamo
umerna jeho dizke (respektive dizke jeho zarovnania). Uéelom bolo prioritizovat dlhsie
c¢itania. Vedeli by ste znazornit a kvantifikovat dopad tejto stratégie na dfiky vzorkovanych

¢itani (oproti rovnomerne ndhodnému vyberu)?

6000 -

priemerna dizka &itani na konci behu strategy A
(16442 ¢itani, pokrytie 20): 5000 - | | Bhdam
26596.10

‘g 4000 A
priemerna diZka pre rovnomerne ;§ 3000 4
nahodny vyber (16442 &itani): 2
13551.61 S 2000 -
priemerna dizka 10004
(véetky Gitania z behu, 111042 &itani): < | | | | |
13586.53 0 20000 40000 60000 80000 100000

Dlzka
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3. Vedeli by ste porovnat stc¢asni vzorkovaciu stratégiu s jej modifikaciou, kde sa ¢itania

vzorkuji priamo imerne druhej mocnine ich dlzok?

“suCasna vzorkovacia stratégia™:

Z’rjzt-fc

JESc
; gc A r;
p; = min( sl
jeM. T

E(: ;. t . 7111

M. mnozina ¢itani zarovnanych ku kontigu

S¢ vzorka (mnozina vybranych) ¢itani pre kontig

. dlzka kontigu

r; sucet dizok zarovnani pre i-te Citanie
p; pravdepodobnost vyberu éftania i

t hranica pokrytia

Z piTi < ;

€M, eM, EI eM. ‘ J

bt ,
Z "= 5 7 > ri=le t

JEM, : J ieM,
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3. Vedeli by ste porovnat stc¢asni vzorkovaciu stratégiu s jej modifikaciou, kde sa ¢itania

vzorkuji priamo imerne druhej mocnine ich dlzok?

0. t-r
(& ’1,2’1)

. — min
Di ( P

o f et
pi=min(s
JEMe " g

ocakavany sucet dlzok zarovnani < /. - ¢
menej hodnot p; =1
linedrna zavislost p; od dlzky ¢itania

menej vyrazna preferencia dlhsich ¢éitani

ocakavany sucet dlzok zarovnani < /. -t
viac hodnot p; =1
kvadraticka zavislost p; od dlzky éitania

vyraznejsia preferencia dlhsich ¢itani
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pocet citani

vzorkovanie s roznou zavislostou p_i od r_i (na vsetkych datach pre contigl)
1

0 linearna zavislost
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100000
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Vedeli by ste preukazat ¢i Vasa stratégia na vymazanie starych ¢itani (str. 26) zachovava

pévodné pravdepodobnostné rozdelenie, t.j. ze po spracovani novej “varky” dat jednotlivé

¢itania majui rovnaka pravdepodobnost byt vybrané do vzorky? Ak nie, vedeli by ste

navrhnt stratégiu, ktora je toho schopna?

“stratégia na vymazanie starych Citani”:

kazdému Citaniu je pridelena hodnota p i z intervalu < 0,1 > ktora sa
pocas behu nemeni

pre kazdy kontig v kazdej iteracii hladame hranicu q_c, pre ktoru sucet
diZok zarovnani pre &itania s p_i >= q_c je dostatoény (pokrytie * dizka
kontigu)

Citania s p_i < q_c dalej nepouzivame
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Vedeli by ste preukazat ¢i Vasa stratégia na vymazanie starych ¢itani (str. 26) zachovava
pévodné pravdepodobnostné rozdelenie, t.j. ze po spracovani novej “varky” dat jednotlivé
¢itania maju rovnaka pravdepodobnost byt vybrané do vzorky? Ak nie, vedeli by ste

navrhnt stratégiu, ktora je toho schopna?

e da sa ukazat za predpokladov:
o Ziadny uZ zostaveny kontig sa nerozpadne (predizit sa méze),
o uz poskladana Cast kontigu sa nezmeni (mézu len pribudnut zarovnané
Citania)
e -> hranice g_c pre jednotlivé kontigy sa potom nebudu medzi iteraciami
zmensovat
e ‘“vymazané” Citania maju p_i < q_c, do vzorky by sa uz nedostali
e kazdému Citaniu je p_i pridelené nahodne a nemeni sa medzi iteraciami

e prakticky predpoklady nie su vzdy splnené
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Myslite si, Ze namiesto vzorkovania by bolo mozné vytvorit novy algoritmus
skladania gendmov, ktory by dokazal prijimat sekvenacné Citania postupne a ako
medzivysledok by udrziaval aktualny zoskladany genom, priCcom jeho kvalita by sa
zlepSovala s dalsimi prichadzajucimi datami? Vidite nejaké mozné uskalia pri tvorbe
takéhoto algoritmu?
e postupne pridavat Citania do grafu, udrziavat graf
e Uuskalia:
o graf sa aj po pridani malého mnozstva Citani méze zasadne zmenit
o problémy s bezne pouzivanymi heuristikami:
m  Miniasm:
e filtruje Citania na zaklade pokrytia — nechava si len kratke useky
Z nich -> problém ako spracovat “zahodené” Casti
e stale by bolo nutné zarovnavat nove Citania k starym
e Cas zarovnavania >> Cas zostavenia grafu
m Flye: vyraba graf z Citani, v ktorych najprv opravuje chyby — pomalé
pre analyzu v realnom Case
o nova heuristika?
e scaffoldery 43
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contig name | length |bp]
contigl 2714510
contig2 4992828
contig3 4821795
contigd 2900717
contigd 2723818
mtDNA 35540
Table 4.1: Lengths of Saprochaete

mgens reference genome contigs.
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Citania vybraté stratégiou B poCas behu vs. nahodny vyber rovhakého poctu Citani
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